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Capítulo 1

Antecedentes y Organización de la Tesis

1.1. Introducción

Según [IEEE-Std1997] un sistema radar se define como sigue:

Un sistema electromagnético para la detección y localización de objetos que fun-
ciona transmitiendo señales electromagnéticas, recibiendo ecos de objetos (blancos)
que estén dentro de su volumen de cobertura y extrayendo información de la señal del
eco.

Notas: 1. Radar es un acrónimo de “radio detection and ranging”. 2. El equi-
pamiento del radar puede funcionar con el transmisor apagado, como un rastreador
pasivo para detectar fuentes que radien en la banda del sistema receptor.

Las dos funciones principales de un radar son, por tanto, la detección de señales reflejadas por
objetos deseados (blancos) y la extracción de información relativa al blanco, como su posición,
su velocidad o su forma.

El problema de la detección de blancos radar consiste en tratar de conocer si un blanco
está presente o no en una dirección dada y a una distancia dada. Para ello el radar emite una
señal electromagnética más o menos compleja y, en su caso, recibe el eco producido por un
blanco deseado y otros no deseados que son interferentes (“clutter”). El objetivo básico consiste
en maximizar la probabilidad de detectar la presencia de un blanco deseado, minimizando la
probabilidad de que el ruido o el clutter sean confundidos con un blanco.

La extracción de información relativa al blanco es un problema de estimación. En la mayoría
de las aplicaciones interesa estimar la posición del blanco, pero los radares también pueden
funcionar como clasificadores, de modo que se permita identificar al blanco y distinguirlo de
otros blancos deseados. Para ello, es necesario que la resolución en distancia del sistema radar
sea mayor que la de un radar convencional, de modo que se pueda obtener información acerca de
la forma y estructura del blanco, pudiendo así utilizar dicha información para clasificar el tipo
de blanco detectado. En este caso, el problema se plantea como un test de múltiples hipótesis y
el sistema se incluiría dentro de los de reconocimiento automático de blancos.

El término “Reconocimiento Automático de Blancos” (del inglés Automatic Target Recognition
(ATR)) se originó en el programa LANTIRN (“Low Altitude Navigation and Targeting Infra-Red
for Night”) a principios de los años ochenta. Uno de sus objetivos era el desarrollo de un sistema
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capaz de distinguir tanques de camiones, automóviles y otros objetivos de menor importancia. El
objetivo es clasificar un ejemplo que no ha sido observado previamente, a partir del conocimiento
extraído de ejemplos que previamente se han presentado al sistema. A partir de estos casos
disponibles, el sistema debe ser capaz de extraer el conocimiento suficiente para poder clasificar
ejemplos desconocidos con una probabilidad de error lo más baja posible.

En esta tesis se aborda el problema de la clasificación de blancos con un Radar de Alta Resolu-
ción en Distancia (del inglés High Range-Resolution (HRR) Radar) en presencia de ruido aditivo,
usando redes neuronales y métodos estadísticos. El problema a resolver no es sencillo, pues une
a la exigencia de una baja tasa de error, el requisito de una reducida complejidad computacio-
nal, que facilite la implementación en tiempo real. Éste es un tema de investigación abierto, de
gran interés práctico, con múltiples aplicaciones en el ámbito de la defensa, la vigilancia, etc. La
principal aportación de la tesis tiene que ver con la propuesta de un método de clasificación que
aúna el bajo coste computacional con altas tasas de acierto en la clasificación. También merece
la pena destacar que se ha realizado un estudio de diversas técnicas de preprocesado de los datos.

En este capítulo se presenta la revisión bibliográfica realizada para conocer el estado del arte
en el tema de investigación y determinar los objetivos de la tesis. También se presenta la forma
en que se ha estructurado la tesis.

1.2. Revisión bibliográfica

1.2.1. Generación de la señal HRR

Los radares HRR se diseñan para lograr resoluciones en distancia mucho mayores que los
radares convencionales, de modo que el tamaño de las celdas de resolución en distancia sea
menor que el tamaño del blanco. Así, las distintas partes de la estructura del blanco contribuirán
a la formación de la señal retornada en distintas celdas de resolución en distancia. A la señal
obtenida se la conoce como “firma radar” del objetivo [Smith1993], o simplemente “señal HRR”.

La firma radar depende de los materiales de los que está hecho el blanco, de su forma, tamaño
y orientación respecto al sistema radar. Es muy sensible a pequeñas variaciones en la orientación
(acimut y elevación del blanco respecto al sistema radar) y en la distancia, debido a que la señal
dispersada en una celda de distancia es el resultado de la combinación de la energía dispersada
por distintas partes del blanco. Además, al ser los pulsos transmitidos de mucha menor duración,
la frecuencia a la que debe muestrearse la señal recibida también es mucho mayor que en un
radar convencional. Debido a las condiciones de alcance del radar y diseño del lóbulo de la
antena, resulta muy difícil y costoso lograr grandes resoluciones en acimut y elevación, aunque
el problema de aumentar la resolución angular se ha resuelto mediante el empleo de radares de
apertura sintética (SAR) [Curlander1991], que no son objetivo de la presente tesis.

Las relaciones entre la firma radar de un blanco y la estructura del mismo no son triviales. Las
firmas radar de un mismo blanco con diferentes orientaciones respecto al sistema radar pueden
ser tan diferentes como las correspondientes a distintos blancos. Esto provoca que el problema
de Reconocimiento Automático de Blancos basado en señales obtenidas con un Radar de Alta
Resolución en Distancia no sea tan trivial como se desearía, siendo necesario aplicar técnicas
complejas de clasificación.

La arquitectura básica de un radar HRR no difiere del esquema básico de un radar primario
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Figura 1.1: Esquema de la generación de señales HRR utilizando un sistema radar de onda
continua en saltos de frecuencia.

monoestático, pero la forma de onda de la señal transmitida es diseñada de forma apropiada
para lograr la alta resolución en distancia.

Existen en la bibliografía numerosos artículos donde se analizan distintos esquemas de radares
de alta resolución en distancia. A continuación se muestra un resumen de los artículos más
destacados:

En [Tran1990] se realiza una descripción general de los equipos, los datos producidos y las
aplicaciones de los radares de alta resolución del “Naval Ocean Systems Center” (NOSC).
El método usado para implementar los radares de alta resolución en distancia es el de un
sistema multipulsos de frecuencia variable. La figura 1.1 muestra el esquema del sistema
radar de onda continua en saltos de frecuencia, utilizado para generar las señales HRR.

Otro artículo desacable es [Cohen1991], donde se discute acerca de las alternativas para
el diseño de la arquitectura de un radar de alta resolución en distancia. Se comparan los
sistemas de pulsos simples frente a las técnicas de compresión de pulsos.

El artículo [Rin1993] describe la implementación en hardware de un sistema HRR. Se
describen las alternativas para la forma de onda de banda ancha del radar HRR (pulso
estrecho, señal chirp o tren de pulsos con desplazamiento en frecuencia) y se centra en el
procesado de la señal por medio de la transformada inversa de Fourier para la obtención de
la señal de alta resolución en distancia (celda de resolución de 0.3 m). El artículo discute
además las opciones para la polarización de la señal, estudiando el efecto del terreno-clutter,
que se puede suponer como aditivo, gaussiano, complejo y de media nula antes del detector
de envolvente. El artículo se centra en aspectos de implementación que en la actualidad
están bastante superados debido a la mejoría en las arquitecturas hardware, pero resulta
interesante el estudio del clutter, el cual se elimina en los procesadores doppler.

Otra referencia interesante es [Hamner1997], donde se hace un estudio comparativo de las
distintas opciones para generar señales HRR, estudiando las posibles distorsiones parciales
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en la posición de los dispersores. Los resultados obtenidos usando compresión de pulsos y
pulsos cuadrados de distinta frecuencia son bastante similares entre sí, y muy superiores a
los resultados obtenidos usando un solo pulso de muy corta duración.

Por otro lado, en [Lin1998] se presenta un esquema de radar HRR en el que la forma de
onda de la señal transmitida combina las técnicas de compresión de pulsos con las técnicas
multipulso a distinta frecuencia. El método propuesto obtiene resultados similares a los de
los esquemas monopulso, pero con mayor facilidad a la hora de la implementación y de la
calibración del sistema.

En [Liu2001] se describe un esquema para la detección radar usando un radar HRR. Se
describen todas las etapas, incluyendo el procesado doppler. Cabe destacar la descripción
del modelo de generación de clutter, usado para comprobar la eficacia del algoritmo de
procesado doppler.

El uso de la técnica “high definition vector imagin” (HDVI) para la generación de las señales
HRR es descrito en [Nguyen2001].

En los artículos [Sitler2002] y [Temple2004] se describe una técnica de realce de la señal
HRR, basada en el uso de un codificador Gold de 69 bits para la fase de la forma de onda de
la señal emitida. De este modo se logra aumentar la relación entre los lóbulos temporales
principales y los lóbulos temporales secundarios. El artículo también describe la técnica
usada para la generación del conjunto de señales HRR. Dicha técnica está basada en la
transformada inversa de Fourier.

Por último, en [Malas2004] se describe un sistema radar pensado para clasificar blancos
terrestres usando un radar de alta resolución en distancia. Los blancos terrestres se ca-
racterizan por tener un movimiento lento en presencia de una gran cantidad de clutter.
Así, teniendo en cuenta el gran ancho de banda necesario para lograr una resolución en
distancia apropiada para un radar HRR (491 MHz para obtener una celda de resolución de
0.3 m), la discriminación de la señal del clutter usando el efecto doppler no resulta fácil.
El artículo propone la descomposición de la señal en subbandas estrechas de frecuencia, de
modo que el procesado doppler se realice sobre cada subbanda. Al procesar bandas más
estrechas de señal, la discriminación de la señal del clutter resulta más fácil, logrando un
sistema útil a partir de velocidades relativas del blanco de 1.5 m/s.

La disponibilidad de datos reales de radares HRR es muy baja, debido al carácter marcada-
mente militar de las aplicaciones de dichos radares. Es por esto que es muy habitual el uso de
datos simulados para probar los algoritmos de clasificación. Dichos datos simulados pueden ser
obtenidos por programas de simulación de la sección radar de blancos. El más popular de dichos
programas es la herramienta XPATCH [Andersh2000].

Los programas de simulación están basados en que un blanco, desde el punto de vista de
un sistema radar, se puede modelar como una agrupación espacial de dispersores. Cada uno de
estos dispersores refleja la señal emitida por el radar con su propia amplitud, fase y posición.
La señal devuelta por el blanco se puede calcular como la suma de las señales devueltas por
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sus dispersores. Para una celda en distancia dada, el valor de la señal se puede calcular como la
integral de la señal devuelta por el blanco.

Respecto a las señales simuladas compuestas por dispersores puntuales, en [Wong2001] se
realiza un estudio de la distorsión temporal de las señales HRR con el movimiento oscilatorio
de los dispersores del blanco. Se describe un modelo de distorsión para las señales HRR, y
se realizan experimentos simulados con blancos sencillos formados por un número pequeño de
dispersores fijos y oscilantes, modelando así el efecto de las partes móviles de los blancos. El
artículo demuestra experimentalmente que existe una gran variación en la forma de la señal
HRR ante oscilaciones pequeñas de las partes móviles del blanco.

En [Jacobs1997][Jacobs2000] se presenta un artículo muy completo en el que se aborda la
validez de los programas de simulación de señales HRR. Los modelos deterministas de generación
de señales HRR simuladas (como XPATCH) no consideran efectos como la variación de la señal
recibida en función de los movimientos de las partes móviles del blanco (flexión del ala, etc).
En algunos casos, dichas variaciones cambian las distancias entre los dispersores en más de una
longitud de onda, haciendo que los modelos deterministas no sean válidos para aproximar un
problema real. Así pues, es necesario usar modelos estocásticos de la señal HRR, los cuales sí
pueden servirse de las señales básicas devueltas por un simulador determinista para generar
las señales correspondientes al proceso estocástico. Para ello parte de un modelo de proceso
estocástico en el que a la señal determinista obtenida por los programas de simulación se le
añade un vector aleatorio gaussiano de media nula. El artículo discute distintas alternativas a la
hora de seleccionar la matriz de covarianza.

La validez de los modelos deterministas es estudiada por todos los que desarrollan herra-
mientas de predicción de la firma radar, como XPATCH. En estas herramientas el blanco es
representado por una combinación de parches triangulares. Los algoritmos están basados en téc-
nicas de trazado de rayos. Esos rayos reflejados por los parches individuales contribuyen a generar
la señal de retorno. Esta técnica permite implementar efectos de sombra o de multirreflexión.
Para generar la señal de alta resolución en distancia es necesario simular el campo dispersado
complejo partiendo de la suposición de campo lejano para valores de frecuencia discretos unifor-
memente distribuidos a lo largo del ancho de banda seleccionado. De este modo se obtiene de
forma frecuencial la sección radar del blanco con la que, por medio de la transformada inversa de
fourier, se puede obtener la señal en el dominio del tiempo, esto es, la señal de alta resolución en
distancia. El artículo además realiza un estudio a cerca del beneficio de los modelos estocásticos
frente a los modelos deterministas, a la hora de implementar los sistemas de clasificación.

Otras alternativas para lograr obtener datos HRR consiste en usar los datos brutos prove-
nientes de un radar de apertura sintética. En [Williams2000] parte de las señales HRR generadas
a partir de un radar SAR, de modo que extrae la información de los objetos móviles y realiza un
procesado doppler de los datos para obtener señales de alta resolución en distancia. La desventaja
principal es que con este método sólo es posible el estudio en acimut.

1.2.2. Modelos de ruido para señales HRR

Respecto al estudio del ruido en los modelos de generación sintética de blancos radar, es
importante la distinción que se realiza entre el análisis del ruido del receptor, que puede ser
considerado como aditivo, blanco, gaussiano y complejo antes del detector de envolvente sin
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demasiados problemas, y el ruido propio de las señales HRR, debido a los desplazamientos y
cambios en la orientación del blanco.

La caracterización del ruido del receptor en los sistemas radar es uno de los problemas más
importantes. En los radares convencionales, debido al empleo del criterio de Neyman-Pearson, el
ruido fija el umbral de decisión, y su modelado es de vital importancia. Para este propósito, es
habitual el uso de funciones de densidad de probabilidad como la de Weibull o la Log-normal,
que aproximen de forma apropiada los efectos del ruido en zonas poco probables, denominadas
“colas” de la distribución.

En [Shnidman1999] se estudia el uso de distintas funciones de densidad de probabilidad
para aproximar el clutter de los radares de alta resolución en distancia. Los modelos clásicos
de generación de ruido en radares diseñados para la detección ([Swerling1954]) son válidos para
explicar la introducción de ruido aditivo a la salida del filtro adaptado, pero cometen en general
una infraestimación de las colas de las funciones de densidad de probabilidad. Shnidman estudia
el uso de las funciones Log-normal y Weibull, y propone una nueva función de densidad de
probabilidad basada en un modelo descentrado de la función Chi-cuadrado. Además, compara
los resultados de la aproximación del clutter real de mar con distintas funciones densidad de
probabilidad, buscando los parámetros óptimos de cada una de las funciones de densidad de
probabilidad estudiadas, demostrando que la función propuesta aproxima mucho mejor la función
de densidad de probabilidad real del clutter de mar. Esta mejora en la aproximación de la función
densidad de probabilidad le permite mejorar la estimación de la probabilidad de falsa alarma en
un sistema de detección de blancos usando radares de alta resolución en distancia.

En el caso de la clasificación de blancos radar, ya no tiene sentido la aplicación del criterio de
Neyman-Pearson y, por tanto, la forma de las “colas” de las funciones de densidad de probabilidad
no tiene apenas importancia. Es muy habitual la suposición de ruido gaussiano complejo, o lo
que es lo mismo, Rayleigh en módulo y uniforme en fase. En [Conte2004] se realiza un análisis
estadístico de la función de densidad de probabilidad del clutter real a diferentes resoluciones
(celdas de resolución de 30 m, 15 m y 3 m), demostrando que la distribución Rayleigh aproxima
de forma adecuada la función densidad de probabilidad real del módulo del clutter. En [Rin1993]
se describe la implementación en hardware de un sistema HRR, analizando el efecto del terreno-
clutter, que se puede suponer como aditivo gaussiano complejo de media nula antes del detector
de envolvente. En [Xun1996a] y [Xun1996b] se comparan los resultados para distintos valores de
relación señal a ruido, siendo el ruido de tipo gaussiano añadido a las componentes en fase y
cuadratura antes del detector de envolvente.

A pesar de la importancia del ruido, por ser una característica típica de todos los esquemas
radar, no abundan en la bibliografía existente artículos que aborden el análisis de las técnicas de
clasificación para distintas tasas de ruido. De entre las que abordan dichos análisis destacan los
siguientes: [Farina1992], donde se propone un sistema para mejorar la relación señal a ruido en la
detección de blancos usando un radar de alta resolución en distancia; [Xun1997], donde se usa la
relación señal a ruido como parámetro de los experimentos, midiendo la robustez de los sistemas
de clasificación estudiados frente a variaciones en la relación señal a ruido; y [Zwart2003], donde
se analizan diversos métodos para alinear señales de HRR, variando la relación señal a ruido del
conjunto.

En cuanto al ruido propio de las señales HRR, en [Wong2001] se demuestra experimentalmente
que existe una gran variación en la forma de la señal HRR ante oscilaciones pequeñas de las partes



1.2. Revisión bibliográfica 9

móviles del blanco. Por otro lado, en [Jacobs1997] y [Jacobs2000] se describen las diferencias entre
los modelos deterministas de las señales HRR, donde simplemente se considera que el ruido es
gaussiano complejo de media nula y que la señal es determinista, y los modelos estocásticos de
la señal HRR, los cuales consideran las propias señales HRR como procesos estocásticos, que de
por sí presentan variaciones debido a cambios en la orientación y la posición del blanco.

1.2.3. Técnicas de preprocesado

Centrado y escalado de las señales HRR

Debido a la propia naturaleza de las señales HRR, variaciones en la distancia del blanco al
radar provocan desplazamientos circulares y escalados en la señal recibida. La mayor parte de los
algoritmos de clasificación son muy sensibles a desplazamientos en la señal de entrada, por lo que
es conveniente centrar la señal antes de aplicar cualquier técnica de clasificación o preprocesado.

Los algoritmos de centrado se dividen, en cuanto a la metodología, en tres grupos:

Métodos de alineamiento absolutos. En estos métodos se trata de alinear cada patrón por
separado sin tener en cuenta el resto de patrones. Así, se trata de buscar una medida sobre
cada vector patrón que permita establecer un desplazamiento a realizar para centrar la
señal. Uno de los métodos de alineamiento absolutos más popular consiste en alinear las
señales respecto a la posición del máximo de la señal. Otra alternativa muy común es el
método llamado “representación fase cero” [Padjla1999], basado en la minimización de la
fase del primer coeficiente de la transformada de fourier de cada patrón. Estos dos métodos
obtienen un desplazamiento entero del vector de muestras.

Métodos de alineamiento relativos. A diferencia de los primeros, los métodos relativos tratan
de alinear el conjunto de datos HRR usando las relaciones de los patrones. El método de
centrado relativo por excelencia trata de maximizar la correlación cruzada entre los patrones
del conjunto. Estos métodos, aunque son muy eficientes, presentan graves problemas en su
implementación en sistemas de clasificación, ya que sólo sirven para centrar conjuntos
completos de datos.

Métodos de clasificación resistentes a desplazamientos temporales, o métodos de alinea-
miento integrados. Los métodos de centrado correspondientes a esta clase no son métodos
completos en sí mismos, y no pueden ser comprendidos sin el algoritmo de clasificación
correspondiente. Consisten en el diseño de algoritmos de clasificación resistentes a descen-
trados en los patrones. Ejemplos típicos de este tipo de métodos son los basados en la
medida de la distancia Euclídea considerando los posibles desplazamientos de la señal de
entrada, en la que se mide la distancia a cada uno de los patrones del conjunto teniendo en
cuenta cualquier posible desplazamiento. El problema de estas técnicas es que suelen tener
asociado un elevado coste computacional.

En la bibliografía existen descripciones de los métodos de centrado utilizados, aunque no
existen demasiados artículos que traten exclusivamente este gran problema de las señales HRR.
A continuación se muestra una revisión bibliográfica exhaustiva sobre el centrado de señales
HRR, por orden cronológico.
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El procedimiento para el alineamiento de las señales descrito en [Tran1990] tiene en tres
fases. Primero, se toma la posición del primer blanco como medida de referencia, y se busca
el máximo de la correlación cruzada entre dicha señal y las demás del conjunto, de modo
que dichas señales son alineadas en función de ese máximo de correlación. Segundo, la señal
recibida se alinea con la primera señal del conjunto de entrenamiento usando la posición del
máximo de la señal. Tercero, se calcula la fase del valor complejo correspondiente al máximo
de la primera señal patrón y la fase del número complejo correspondiente al máximo del
vector de observación. La diferencia de fases permite ajustar el desplazamiento de forma
fina afinando con mayor precisión.

En [Fuller1998] se propone un método de preprocesado basado en la extracción de la posi-
ción de dispersores equivalentes. Poniendo esta posición referida a la posición del dispersor
mayor, se trata de obtener un sistema resistente a desplazamientos temporales de los pa-
trones. Este método de centrado de la señal es prácticamente equivalente a centrar el pulso
respecto al máximo de la señal.

En [Wu2002] se propone un método de clasificación no lineal que trata de buscar el mayor
parecido integrando posibles escalados, desplazamientos temporales y componentes conti-
nuas de los patrones del conjunto de entrenamiento.

En [Han2002] se estudia una técnica de preprocesado para la alineación y el escalado de
señales HRR usando la técnica basada en el Cepstrum Complejo Diferencial. La técnica
mostrada es compleja, los resultados son confusos y el alineamiento de la señal logrado no
se compara con el alineamiento producido con métodos mucho más sencillos.

En [Zwart2003] se describe un nuevo método de alineamiento relativo, para alinear seña-
les HRR. Primeramente compara el método de alineamiento absoluto “representación fase
cero”, con el método de alineamiento relativo basado en la maximización de la correlación
cruzada, y con un método de clasificación resistente a desplazamientos temporales (el ve-
cino más próximo con distancia euclídea considerando todos los posibles desplazamientos
de la señal de entrada). El método propuesto en el artículo mezcla el método de “represen-
tación fase cero” con el método relativo de maximización de la correlación con los patrones
próximos. El artículo realiza un estudio de clasificación para comparar el funcionamien-
to de los métodos descritos. Los resultados alcanzados muestran que el mejor método de
alineamiento-clasificación es el alcanzado con la distancia euclídea considerando todos los
posibles desplazamientos de la señal de entrada, seguido del método propuesto. El artículo
analiza también el coste computacional asociado a los métodos, llegando a la conclusión de
que el número de operaciones necesarias para implementar la distancia euclídea propuesta
es demasiado elevado y que, por tanto, resulta mejor opción el método propuesto. El ar-
tículo comete un grave error a la hora de realizar el experimento de clasificación y es que,
para la implementación del método de alineación propuesto, es necesario conocer todas las
señales HRR disponibles del conjunto de test. Los resultados obtenidos, por tanto, están
sesgados en favor del método propuesto, ya que en entornos reales no se dispone de todos
los datos del conjunto de test.
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Normalización, gausianización y extracción de características

El estudio de las técnicas de preprocesado representa uno de los principales hitos en la biblio-
grafía estudiada. Con las técnicas de preprocesado, se pretende o bien simplificar la complejidad
del problema, facilitándole el trabajo al posterior clasificador, o bien lograr una mejoría signifi-
cativa en cuanto a reducción de la tasa efectiva de error y/o de la complejidad computacional.
Las técnicas revisadas se orientan en estas direcciones.

Cuando se emplean sistemas de clasificación sencillos, es decir, con muy poca “inteligencia”,
o capacidad para resolver problemas complejos, es habitual la búsqueda de transformaciones de
los datos, que permitan reducir la dimensión del problema, que aumenten la separabilidad de
las clases, y todo esto minimizando las pérdidas de información por dicha transformación. Son
escasos los artículos en los que se implementan clasificadores de esta índole sin algún tipo de
preprocesado, destacando [Fukunaga1990], donde empleaban un clasificador cuadrático y usaban
toda la firma radar sin procesar como vector de datos.

Entre las técnicas de este tipo más usadas están las técnicas basadas en la extracción de
dispersores puntuales y las técnicas basadas en la transformada wavelet.

La extracción de los dispersores puntuales consiste en plantear que el objetivo, desde una
orientación, presenta una firma radar que puede ser modelada fácilmente por un conjunto finito
y relativamente reducido de dispersores puntuales. Cada uno de estos dispersores provoca un
pico en la señal de salida. Así, encontrando un modelo equivalente de dispersores, extrayendo
su posición y su amplitud, se obtendrá un conjunto de datos que pueden ser válidos para la
implementación de un sistema de clasificación.

La extracción de dispersores tiene una serie de problemas asociados. El vector de datos
resultante presenta ciertas dificultades en su ordenación. Algunos artículos plantean que los
dispersores deben representarse (con su amplitud y su posición) en orden decreciente de amplitud.
Esto hace que si la señal presenta dos dispersores de amplitud similar en posiciones alejadas, el
vector resultante de salida sea muy sensible a variaciones en la relación señal a ruido.

Por otro lado, otros artículos plantean la ordenación de los dispersores en función de su
posición. Esta otra opción presenta el problema de que si existen abundantes dispersores con la
menor amplitud admitida, ante ligeras variaciones de la relación señal a ruido, la forma de la
señal transformada diferirá en gran medida.

Teniendo estos dos factores en cuenta, en la bibliografía es habitual el uso de un número con-
siderablemente reducido de dispersores. Y esto hace que existan fuertes pérdidas de información.

A continuación se detallan los artículos más destacados de la bibliografía que tratan la ex-
tracción de dispersores.

En [Xun1997] y [Fuller1998] se estudia la técnica de preprocesado basada en la extracción
de los parámetros de los dispersores del modelo de la Teoría Geométrica de la Difracción.
Los resultados demuestran que con esta técnica de preprocesado se obtiene un sistema
mucho más robusto frente a variaciones en la relación señal a ruido.

Por otro lado, en [Williams1995], [Mitchell1999b] y [Eom1999] se estudia el uso de técnicas
paramétricas de estimación espectral basadas en el modelo autorregresivo (AR), para la
obtención de una señal de características más limpias, y para la extracción de los disper-
sores equivalentes. En [Williams1995] sólo se estudia la tasa de compresión de las señales,
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mientras que en [Mitchell1999b], al igual que en [Liao2001] y [Liao2002], se estudian los
clasificadores inerciales, haciendo uso de más de una observación del blanco, y de la varia-
ción en la forma de la señal a lo largo del tiempo. En [Eom1995] y [Eom1997] se sustituyen
los modelos AR por modelos ARMA.

En [Xun1996a] se detalla un sistema de clasificación basado en el modelo de Prony de
dispersores discretos, en una posterior transformada wavelet y en una red neuronal proba-
bilística. Se trata de demostrar la eficiencia del modelo de Prony para la extracción de los
dispersores, frente al uso de la transformada inversa de Fourier.

En [Liu2000], [Li2001], [Jiang2001a], [Jiang2001b] y [Pei2002] se implementa el algoritmo
RELAX para la extracción de los dispersores equivalentes de las señales HRR.

Otra técnica de preprocesado muy habitual es el uso de la transformada wavelet. La trans-
formada wavelet es una transformación tiempo-escala, que resulta muy útil en la codificación
y, en general, en el procesado de imágenes y de señales de voz. Normalmente, los artículos que
usan la transformada wavelet, suelen disponer después de clasificadores muy simples. Se realizan
medidas sobre dicha transformación, o se seleccionan un subconjunto de coeficientes como los
interesantes para realizar la clasificación. A continuación se destacan los artículos relevantes que
tratan la aplicación de dicha transformada a las señales HRR.

En [Xun1996b] se presenta un esquema de clasificación de señales HRR usando la trans-
formada wavelet como técnica de preprocesado. Una vez aplicada la transformada wavelet,
se mide el logaritmo de la relación entre la energía de las bandas.

El artículo [Nelson1997] usa la transformada wavelet, y la selección de características basada
en la medida de la información mutua.

Las técnicas estudiadas en [Clark1999] y [Clark2000] están basadas en el estudio de la
autocorrelación y la transformada wavelet. La transformada wavelet puede extraer infor-
mación de la señal HRR acerca de las partes móviles rotativas del blanco (hélices, etc).
Se selecciona una función madre y se calcula la correlación de esta función con la señal
HRR, variando el ancho de la función madre (factor de escala). De este modo se genera
una “imagen” en la que los movimientos de los distintos dispersores se aprecian de forma
diferente en la “imagen” wavelet.

En [Spooner2000] y [Spooner2001] se estudia la compresión de señales HRR usando técnicas
wavelet.

En [Nelson2003] se estudia el uso de la transformada wavelet como técnica de preprocesado
de los datos de HRR. En este artículo se estudian cuatro familias wavelet distintas. No se
observa variación en los resultados en función de la familia wavelet seleccionada, por lo que
se opta por simplicidad por usar la familia Haar. Además plantea una técnica basada en la
aplicación dos veces consecutivas de la transformada wavelet. Una vez realizado el primer
preprocesado, se seleccionan los 128 valores de la transformada con mayor información, a
los que se les aplica de nuevo la transformación. De este modo se obtiene una destacable
mejoría de los resultados. Este trabajo resulta de especial relevancia para el desarrollo de
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esta tesis, ya que la base de datos con la que se realizan los experimentos es la misma que
se utiliza en todo el desarrollo de esta tesis.

Por último, existen técnicas de preprocesado más sencillas, que son de especial relevancia
debido a la extensión de su uso a lo largo de la bibliografia: son las técnicas de normalizado y
las técnicas de gaussianización.

El normalizado es una técnica consistente en dividir todos los valores de cada patrón de cara
a lograr un objetivo: que la energía de la señal valga la unidad, o que el valor máximo esté
acotado. El primer caso de normalización se puede ver aplicado en [Daqing1996], [Jacobs1997],
[Bhatnagar1998] y [Jacobs2000]. El segundo caso, más habitual, se puede ver aplicado, por ejem-
plo, en [Nelson2003].

La gaussianización consiste en realizar una transformación no lineal y sin memoria a los pa-
trones del conjunto, para lograr de algún modo que la distribución de los valores sea lo más
parecida a una función gaussiana. La transformación más habitual para lograr la gaussianización
es la denominada potenciación o Box-Cox [Zwart2003], consistente en elevar los datos a un expo-
nente arbitrario. En [Bhatnagar1998] se presenta un análisis del efecto sobre la clasificación de las
técnicas más básicas del preprocesado como son la normalización en energía y la gaussianización
por medio de la potenciación.

1.2.4. Clasificadores estadísticos aplicados a señales HRR

Los clasificadores estadísticos tienen su origen en la teoría de la detección estadística. Dadas
las funciones de densidad de probabilidad de las clases, es posible conocer las fronteras de decisión
óptimas para realizar la clasificación. En la práctica, para diseñar el clasificador, las funciones de
densidad de probabilidad de las distintas clases normalmente son desconocidas y sólo se dispone
de un conjunto de ejemplos previamente clasificados. Los clasificadores estadísticos suelen, de
algún modo, solventar este problema realizando estimaciones y aproximaciones a partir de los
datos disponibles.

Uno de los métodos estadísticos más utilizados, es el “k-nearest neighbor” (kNN) o “k-vecino
más próximo”. Es un método clásico usado en muchas aplicaciones de reconocimiento de patrones,
entre las que se incluye el ATR. Ya en 1975, Ksienski [Kisienski1975] propuso un esquema de
identificación de blancos basado en un sistema de medida multifrecuencial de la sección radar del
blanco. Dicho esquema empleaba un clasificador basado en el método del k-vecino más próximo.
Consiste en buscar los k patrones del conjunto de entrenamiento más parecidos al patrón a
clasificar (a menor distancia), y luego decidir por mayoría de entre las clases de los “k” patrones
más próximos. Se pueden usar distintas normas, siendo habitual el uso de la norma euclídea.

La eficacia del método kNN radica en su sencillez. Los resultados obtenidos en muchos casos
no son los mejores, pero sí bastante aceptables, cuando se comparan con otras técnicas más
complejas. El principal problema de este método reside en la carga computacional asociada al
cálculo de las distancias a cada ejemplo del conjunto de entrenamiento, lo que supone que el coste
computacional sea proporcional al tamaño del conjunto de entrenamiento. En la clasificación de
blancos radar, teniendo en cuenta que el número de blancos distintos a clasificar será en general
alto, y que el número de patrones por blanco debe barrer las distintas orientaciones del blanco
respecto al sistema radar, el tamaño del conjunto de entrenamiento deberá ser en general muy
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alto. Este hecho hace que en muchos casos prácticos, no sea funcional aplicar el método kNN en
sistemas ATR.

A continuación s describen los principales trabajos sobre el uso de clasificadores estadísticos
aplicados a la clasificación de blancos radar usando señales HRR.

En [Heiden1997] se presenta un estudio en el que se demuestra que mediante la elección de
una métrica optimizada es posible reducir el error de clasificación sin necesidad de incre-
mentar el número de ejemplos del conjunto de entrenamiento. En particular, se propone
la métrica de Box-Cox (que es equivalente a realizar una potenciación de los datos previa-
mente al cálculo de la distancia euclídea) para mejorar el funcionamiento de un sistema
ATR que emplea el método del vecino más próximo.

Otros trabajos destacados son [Jacobs1997] y [Jacobs2000], donde se compara el uso del
método 1NN (kNN con k = 1), con un método estadístico donde se estiman las funciones
de densidad de probabilidad de las clases por medio de un método kernel, es decir, de una
mezcla de funciones gaussianas multivariadas. Los valores de las medias y las matrices de
covarianza de los kernel son calculadas a partir de una subdivisión de los datos del conjunto
de entrenamiento en subconjuntos. Los resultados son analizados en banda L y en banda
X, extrayendo no sólo la clase sino también la orientación. En banda L el método kernel y
el método 1NN logran resultados bastante similares, mientras que en banda X el método
1NN no funciona de manera adecuada.

En [Cheung1997] se presenta un esquema de clasificación basado en el 1NN, pero con
la peculiaredad de que se permite medir la distancia teniendo en cuenta una matriz de
transformación de los datos. Dicha matriz es estimada usando la covarianza de los datos
próximos, tratando así de estudiar la covarianza del ruido. Los datos HRR son divididos
en 18 conjuntos, cada uno de los cuales sirve para estimar una matriz de covarianza. Dicha
matriz de covarianza es diagonalizada para obtener una transformación sobre los vectores
HRR. El artículo comete el error de usar tanto los vectores de entrenamiento como los
vectores de test para estimar las matrices de covarianza, por lo que se obtienen resultados
sesgados.

Otro caso de aplicación de esquemas basados en el vecino más próximo es [Eom1997], donde
se presenta un esquema de clasificación basado en la estimación de la densidad espectral
de potencia de las señales HRR usando un modelo ARMA. La clasificación se realiza
usando un esquema 1NN, con la peculiaridad de que se contemplan posibles escalados de la
señal. Los experimentos realizados son en cierto modo interesantes, ya que se ha diseñado el
clasificador a partir de 2500 datos simulados por ordenador, mientras que se ha comprobado
la eficacia del esquema propuesto con 2500 datos reales HRR. Esto permite afirmar que los
problemas de clasificación sobre datos HRR simulados representan problemas de similares
características a los de clasificación sobre datos HRR reales.

En [Nguyen2001] se emplea un clasificador 1NN para evaluar el uso de la técnica “high
definition vector imagin” (HDVI) para la generación de las señales HRR.

En [Wu2002] se propone un método de clasificación no lineal basado en la comparación
de cada patrón de test con todos los patrones del conjunto de entrenamiento, buscando el
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mayor parecido integrando posibles escalados, desplazamientos temporales y componentes
continuas de los patrones del conjunto de entrenamiento. Para cada patrón de entrada,
se estima el desplazamiento, escalado y media óptima de cada vector del conjunto de
entrenamiento de modo que se minimice una aproximación del error cuadrático medio.

En [Spooner2001], tras un preprocesado de la señal de HRR usando la transformada wa-
velet buscando los coeficientes wavelet óptimos que obtienen una base que maximiza la
discriminación entre las bases, se estudia el funcionamiento de clasificadores estadísticos
sencillos basados en distancias a patrones de referencia para cada clase. El artículo parte
de la premisa de que si la técnica de preprocesado puede facilitar el trabajo a clasificadores
sencillos, también mejorará el funcionamiento de los clasificadores más avanzados, lo cual
no es evidente.

En [Nelson2003], tras aplicar dos veces sucesivas la transformada wavelet como técnica de
preprocesado se estudia el uso de un clasificador “box” generalizado. El clasificador “box”
generalizado es un clasificador estadístico muy sencillo. Se basa en la búsqueda de los
márgenes de valores que tienden a pertenecer a una clase dada para cada muestra. Este
tipo de clasificador tiende a fallar cuando existen muestras de señal sin información de
ningún tipo. Así pues, la mejoría encontrada en este artículo está muy condicionada por el
clasificador seleccionado, no siendo los resultados obtenidos extrapolables a otros métodos
de clasificación más eficientes.

En [Paul2003] se combinan con éxito los resultados obtenidos usando distintos clasifica-
dores. Concretamente, en el artículo se combina un método basado en el modelo discreto
oculto de Markov con un método basado en un filtro adaptado aplicado sobre los autovec-
tores calculados por medio de la descomposición en valores singulares.

En [Zwart2003], se compara el empleo de un clasificador 1NN usando la distancia euclídea,
y usando la distancia euclídea teniendo en cuenta todos los posibles desplazamientos de
la señal de entrada. El artículo analiza el coste computacional asociado a los métodos,
llegando a la conclusión de que el número de operaciones necesarias para implementar la
distancia euclídea modificada es demasiado elevado.

En [Malas2004], tras proponer la descomposición de la señal en subbandas estrechas de
frecuencia, de modo que el procesado doppler se realice sobre cada subbanda, plantea un
método de clasificación en el que se utiliza un sencillo esquema estadístico basado en la
obtención de una señal patrón para cada clase. Así, una señal se asigna a la clase cuya
distancia con la señal patrón es menor. Para la obtención de las señales patrones se emplea
un sistema de minimización del error cuadrático medio sobre las señales de cada clase.
De este artículo resulta interesante la técnica de eliminación de clutter, pero la técnica
empleada para la clasificación resulta demasiado simple.

1.2.5. Redes neuronales aplicadas a señales HRR

El origen de las redes neuronales y la inteligencia artificial data de 1943, con el trabajo de
McCulloch y Pitts, quienes publicaron un artículo en el que propusieron una estructura de red
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compuesta por unidades muy sencillas (neuronas) que respondían de acuerdo a una ley “todo
o nada”, demostrando que con un número suficiente de estas neuronas conectadas de forma
apropiada podría aproximarse cualquier función [McCulloch1943] [Haykin1999].

El siguiente hito histórico en el desarrollo de las redes neuronales fue la publicación en 1949,
del libro “The Organization of Behaviour” de Hebb, en el que se postuló la primera regla de
aprendizaje auto-organizativo, el conocido como Postulado de Aprendizaje de Hebb [Hebb1949].

En 1954, Gabor propuso la idea de un filtrado no lineal adaptativo, que describió en el artículo
“A Universal Non-Linear Filter, Predictor and Simulator which Optimizes Itself by a Learning
Process”, junto con W. P. L. Wilby y R. Woodcock.

En 1958, Rosenblatt introdujo el primer modelo de aprendizaje supervisado en su trabajo
sobre el perceptrón [Rosenblatt1959]. Su modelo original de perceptrón es equivalente a una sola
neurona, esquema que constituye la base de un filtro adaptativo. La aportación más importante
de Rosenblatt fue el Teorema de la Convergencia del Perceptrón, demostrando que si las clases
son linealmente separables, el algoritmo converge al hiperplano situado entre ellas.

Ya a finales de la década de 1950, varios investigadores trabajaron de forma independiente en
diferentes aplicaciones de los filtros adaptativos. De estos primeros trabajos surgió el algoritmo
LMS, del inglés “Least Mean Square”, desarrollado por Widrow y Hoff en 1959 para resolver un
problema de reconocimiento de patrones [Haykin1991]. Widrow y Hoff formularon el llamado
Adaline, del inglés “Adaptive Linear Element”. En 1962, Widrow y sus estudiantes propusieron
el Madaline, del inglés “Multiple Adaptive Linear Element”, una de las primeras redes neuronales
con múltiples elementos adaptativos estructurados en capas.

Durante la década de los años 60, parecía que los perceptrones podían hacer cualquier cosa,
hasta que en 1968 Minsky y Papert [Minsky1969] demostraron matemáticamente la existencia
de limitaciones fundamentales de estas redes, desanimando en gran medida a sus potenciales
usuarios. Esta publicación, junto con las limitaciones tecnológicas para la realización de experi-
mentos, contribuyeron en gran medida a la pérdida de interés sobre las redes neuronales durante
la década de 1970. Sin embargo, durante esta década se propusieron los mapas auto-organizativos
basados en aprendizaje competitivo [Kohonen1990].

En la década de 1980 se produjo un resurgimiento de las redes neuronales. En relación a los
perceptrones multi-capa, merecen especial interés los siguientes hechos:

En 1985, Ackley, Hinton y Sejnowski [Ackley1985] utilizaron el proceso “simulated annea-
ling” (descrito por Kirkpatrick, Gelatt y Vecchi en 1983) en el desarrollo de la Máquina de
Boltzmann, la primera realización exitosa de una red neuronal multicapa.

En 1986, Rumelhart, Hinton y Williams propusieron el algoritmo de retropropagación del
error (en inglés, “error back-propagation”), el algoritmo más empleado para el entrenamiento
de perceptrones multicapa (MLP) [Rumelhart1986a, Rumelhart1986b].

También en esta década, concretamente en 1988, Broomhead y Lowe [Broomhead1988]
presentaron redes que empleaban funciones de base radial (en inglés, Radial Basis Function
Networks, RBFN ), como una alternativa a los perceptrones multicapa. En 1990, Poggio y
Girosi [Poggio1990] aplicaron la teoría de la regularización de Tikhonov a estas redes.

Desde entonces, son muchos los hitos destacables sobre redes neuronales. Se han propuesto
estructuras nuevas, nuevos algoritmos de entrenamiento, nuevas técnicas para la mejora de la
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capacidad de generalización de las redes y, sobre todo, se han aplicado las redes neuronales en
multitud de campos. También se ha trabajado mucho en el diseño de técnicas de preprocesado
para obtener una mejor representación de los datos de entrada que permita aumentar la capacidad
de aprendizaje de las redes.

Los perceptrones multicapa tienen grandes ventajas, pero a su vez, presentan algunos in-
convenientes. Se caracterizan por su gran versatilidad y con ellos se obtienen buenos resultados
al aplicarlos a muchos de los problemas de clasificación. Para entrenar correctamente un MLP
es necesario disponer de un gran número de datos, lo cual no se adecúa al problema que nos
ocupa, donde resulta muy costoso obtener grandes conjuntos de entrenamiento. El número de
datos requerido está en relación con el tamaño y la estructura de la red a utilizar. Dado que las
firmas radar son señales de una longitud que en la práctica supera las 100 muestras, los MLPs
deben tener una dimensión de entrada con un gran número de unidades, a no ser que se utilicen
técnicas de preprocesado que compriman los datos, disminuyendo la información disponible y,
por lo tanto, las tasas de acierto.

Si se utiliza el vector completo, debido a la escasez de datos de cada objetivo, no se consiguen
entrenamientos adecuados y, por lo tanto, no se logran resultados muy satisfactorios en cuanto
a tasa de error de clasificación con conjuntos de test [Chan1996][Chan1999]. Sin embargo, los
Perceptrones Multicapa presentan una carga computacional menor que la de otras técnicas, una
vez entrenados, lo que constituye, sin duda, una característica deseada. Otro tipo de red neuronal
muy utilizado para resolver el problema de clasificación ATR es la Red de Funciones de Base
Radial (RBFN). Éstas son redes muy versátiles, que suelen funcionar muy bien en problemas en
los que las características de los MLPs no son apropiadas. Las RBFNs mejoran las prestaciones
respecto a los Perceptrones Multicapa en aquellos problemas en los que se dispone de pocos datos,
o cuando la dimensión del vector de trabajo es muy grande. Las redes de funciones de base radial
pueden entrenarse con métodos que se suelen clasificar como de una, dos o tres fases. Lo más
normal es utilizar entrenamientos con dos fases, donde las dos capas de la red RBF se entrenan
separadamente. En primer lugar se entrena la capa de funciones de base radial, adaptando los
centros y los parámetros de escala. Posteriormente se adaptan los pesos de la capa de salida. El
funcionamiento de estos sistemas puede mejorarse utilizando una tercera fase de entrenamiento,
en la que se adaptan todos los parámetros simultáneamente [Schwenker2001]. Existen propuestas
de algoritmos de entrenamiento alternativos que buscan la adaptación simultánea de todos los
parámetros de la red de funciones de base radial [Hoang2002].

Otra técnica de clasificación que podría considerarse es la basada en Máquinas de Vectores
Soporte [Burges1998]. A comienzos de la década de 1990, Vapnik y sus colaboradores propusie-
ron la máquina de vectores soporte (en inglés, “support vector machine” (SVM)) para resolver
problemas de reconocimiento de patrones, regresión y estimación de funciones de densidad.

Sin embargo, la extensión al reconocimiento de patrones con múltiples clases aún no está
totalmente resuelta. Existen aproximaciones que utilizan clasificadores binarios cuyas salidas se
combinan posteriormente de diversas formas. Si se tienen k clases, pueden construirse k clasifica-
dores, uno por cada clase. El n-ésimo clasificador construye un hiperplano entre la clase n y las
k − 1 restantes. Para clasificar un patrón, puede utilizarse una técnica de votación mayoritaria
o cualquier otro método similar. Alternativamente, pueden construirse k(k − 1)/2 hiperplanos
separando cada clase del resto y aplicar alguna técnica de votación similar a la anteriormente
expuesta [Scholkpof1995][Blanz1996].
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En la bibliografía no existen artículos que estudien la aplicación de máquinas de vectores
soporte a la clasificación de blancos radar usando radares HRR.

En este momento nos vamos a centrar en los hitos más importantes relacionados con la
aplicación de las redes neuronales al ATR usando radares HRR. Destacan los siguientes hitos:

En 1988, la Agencia de los Estados Unidos de Proyectos de Investigación Avanzada de
Defensa (DARPA) [DARPA1988] realizó un estudio sobre las redes neuronales y sus posibles
aplicaciones, en el que concluyó que estas técnicas podrían ser usadas con resultados muy
satisfactorios en cuatro áreas concretas, entre las que se incluyó el ATR .

En [Roth1990] se revisan los paradigmas sobre el ATR y se plantea la posibilidad de aplicar
redes neuronales a tal problema de clasificación de patrones.

En [Rogers1994] también se considera la aplicación de las redes neuronales en las etapas
previas de preprocesado de los datos.

Los artículos [Ulug1995] y [Ulug1997] tratan la reducción del número de señales patrón
necesarias para la clasificación. Para ello, implementa un algoritmo de clustering, contro-
lando el número de funciones base y, de esta forma, controlando el grado de reducción del
coste computacional. En el experimento realizado se usó una herramienta de simulación de
datos HRR para generar los patrones. Se comparó el funcionamiento del vecino más próxi-
mo (1NN), el vecino más próximo usando los vectores resultantes del clustering (1NNC) y
una Red de Funciones de Base Radial. Se compararon los resultados variando el número de
vectores, llegando a la conclusión de que las RBFN superaban con creces el funcionamiento
de los otros métodos, sobre todo cuando el número de funciones base era reducido, llegando
incluso a superar el resultado obtenido por el método 1NN aplicado a todo el conjunto de
patrones de entrenamiento.

En [Xun1996a], tras un preprocesado en el que se usa el modelo de Prony para extraer la
posición y amplitud de un conjunto de dispersores discretos equivalentes a la señal, seguido
de una posterior transformada wavelet, se implementa una red neuronal probabilística
cuyos centros son calculados usando el algoritmo k-means. Los resultados se comparan para
distintos valores de relación señal a ruido, siendo la relación señal a ruido del conjunto de
entrenamiento de 25 dB.

En [Xun1996b] se presenta un esquema de clasificación de señales HRR usando la trans-
formada wavelet y las redes de funciones de base radial. Una vez aplicada la transformada
wavelet, se mide el logaritmo de la relación entre la energía de las bandas. Esta informa-
ción es usada por dos redes de funciones de base radial combinadas, una aplicada sobre las
componentes de alta frecuencia y otra aplicada sobre las componentes de baja frecuencia.
Las RBFN son entrenadas con 25 dB de relación señal a ruido. Los resultados se muestran
para distintos valores de relación señal a ruido.

En [Daqing1996] se realiza un experimento de clasificación usando un perceptrón multicapa
con dos capas ocultas y tres neuronas ocultas en cada capa. El conjunto de entrenamiento
contenía 150 patrones de tres tipos de avión, y la red fue entrenada usando el algoritmo
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básico de retropropagación del error. La función de activación seleccionada fue la tangente
hiperbólica. No se usó conjunto de validación, ni se compararon los resultados con ningún
otro método. Los patrones fueron normalizados en energía de forma previa.

En [Xun1997], tras realizar una previa extracción de los dispersores, se compara el fun-
cionamiento de una red de funciones de base radial entrenada con y sin la técnica de
preprocesado, usando 8 dispersores. La red ha sido entrenada con 3000 patrones con una
SNR de 25 dB, y testeada con distintas SNR. Los resultados demuestran que con la téc-
nica de preprocesado se obtiene un sistema mucho más robusto frente a variaciones en la
relación señal a ruido. No se especifica el número de neuronas de la capa oculta.

El carácter localizado de las funciones de base radial junto con la complejidad de las firmas
radar y la escasez de ejemplos de entrenamiento obliga a utilizar redes de gran tamaño,
con la complejidad computacional asociada, incluso una vez que la red ha sido entrenada.
De nuevo se impone la utilización de técnicas de pre-procesado que no sólo reduzcan la
dimensión de los vectores de entrada a la red, sino que eviten problemas tales como la
alta sensibilidad al ángulo de aspecto o a la variación de la orientación del blanco frente
al sistema radar [Xun1997], o sensibilidad del funcionamiento frente a desplazamientos
temporales en la firma radar [Zhao1996].

En [Pham1998] se estudia el uso de diversas técnicas de clustering para la clasificación de
blancos usando radares HRR. La técnicas de clustering estudiadas son el k-means y los
mapas autoorganizativos de Kohonen. Una vez realizado el clústering sobre cada una de
las clases, se decide usando un clasificador basado en la Cuantificación Vectorial (VQ); se
suman las distancias del patrón a las señales del “codebook”, y se opta por la clase que
presente menor distancia global. De los resultados obtenidos se desprende que, de cara a
realizar un clustering de los datos, el algoritmo k-means obtiene resultados iguales o mejores
que los obtenidos con los mapas autoorganizativos de Kohonen.

En [Gross1999] se realizó un estudio sobre la aplicación de los perceptrones multicapa al
campo del reconocimiento de objetos terrestres usando un radar HRR. Para la realización
del experimento, debido a la dificultad para obtener datos HRR, se usaron datos de un radar
SAR procesados para obtener señales similares a las de un radar HRR, usando los datos de
blancos móviles para poder discriminar la firma radar del blanco del clutter de fondo. El
MLP utilizado tenía 71 entradas, dos capas ocultas con 17 y 4 neuronas respectivamente, y
una sola salida. Se necesitó, por tanto, entrenar una red neuronal distinta para cada clase.
Se realizaron dos experimentos distintos con cinco clases cada uno, uno con poco parecido
físico entre los blancos y otro con mucho parecido. El artículo obtuvo resultados pésimos
con un grado de generalización (diferencia entre el resultado obtenidos sobre el conjunto de
entrenamiento y sobre el conjunto de test) muy bajo. Esto se debe principalmente a un mal
condicionamiento del entrenamiento, así como a que el conjunto de entrenamiento estaba
generado con una sola orientación del blanco y el conjunto de test con otra orientación
distinta.

En [Eom1999] se presenta una variación al modelo AR como técnica de preprocesado de
señales HRR. Se permite que los coeficientes del modelo AR puedan variar con el tiempo,
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dando así lugar a un modelo autorregresivo variante en el tiempo. Para comprobar la
eficacia del sistema, estudia la tasa de clasificación empleando una red neuronal de tipo
MLP de dos capas con 32 entradas, 65 neuronas en la capa oculta y 5 salidas.

Por último, en [Rizki2002] se presenta un estudio de las técnicas de aprendizaje evolutivo,
para la selección de las características del vector de entrada, de manera previa a la etapa de
clasificación. Los autores presentan una serie de experimentos usando un MLP entrenado
con las características seleccionadas, y comparan los resultados con el método kNN, con
MLPs y con RBFNs, entrenadas con los vectores completos.

1.3. Problemas pendientes de resolver

El Reconocimiento Automático de Blancos Radar usando firmas radar obtenidas con radares
de alta resolución en distancia, conlleva la extracción de información crítica de datos muy com-
plejos. De la revisión sobre el estado del arte en el tema, se han localizado los siguientes puntos
susceptibles de ser investigados, que constituyen los objetivos de la tesis:

Establecer modelos teóricos de las funciones de densidad de las señales, de cara a poder
establecer no sólo resultados prácticos en los estudios, sino también resultados teóricos
particularizados para los distintos modelos.

Haciendo uso de los resultados obtenidos en el modelado teórico de la señal, plantear nuevas
estrategias de clasificación específicas para clasificación de blancos radar utilizando señales
HRR.

No existen artículos que evalúen el uso de las técnicas para distintas cantidades de datos
disponibles. Así, resultaría interesante poder evaluar la dependencia del funcionamiento de
todos los métodos analizados en la tesis con respecto al tamaño de los conjuntos, así como
a la relación señal a ruido de los mismos.

Realizar un estudio comparativo de las distintas técnicas de alineamiento de las señales, y
diseñar técnicas de preprocesado que reduzcan la sensibilidad del funcionamiento frente a
los desplazamientos temporales en la firma radar.

Realizar estudios comparativos de las distintas técnicas de preprocesado más habituales.

Estudiar el modelado de las funciones de densidad de probabilidad bajo cada clase, para
implementar y estudiar el uso de los métodos estadísticos más complejos.

Teniendo en cuenta la destacada importancia del coste computacional de los métodos en
el problema que nos atañe, tratar de diseñar implementaciones de los métodos estadísticos
que reduzcan su coste computacional.

Realizar un estudio comparado de las distintas soluciones basadas en redes neuronales,
teniendo en cuenta la dimensión de la red y los distintos parámetros de los métodos.
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Para resolver el problema de clasificación, hasta el momento actual, se han estado aplicando
técnicas de clasificación que realmente fueron diseñadas con otros propósitos, que no están
pensadas específicamente para resolver el caso concreto de ATR con un radar HRR, y que
muestran diferentes compromisos entre precisión y complejidad. Así, se pretende buscar el
mejor compromiso entre precisión y complejidad, así como idear técnicas para la mejora
de las mismas.

1.4. Estructura de la tesis

Debido a la necesidad de profundizar en varios aspectos necesarios (centrado, métodos de
clasificación, etc), la tesis se ha estructurado de una manera funcional, de modo que los capítulos
abordan de manera secuencial la clasificación de blancos radar desde la obtención de las señales
y sus características, a la toma de decisión final, pasando por las técnicas de preprocesado de los
datos. Así, la tesis ha sido dividida en tres grandes bloques:

En el primer bloque se realiza un estudio preliminar del problema. Dicho bloque consta
de dos capítulos. El capítulo 1 donde nos encontramos, en el que se realiza una revisión
bibliográfica de los antecedentes del tema de la tesis, y el capítulo 2, donde se estudian
las características de las señales HRR, su origen, su modelado estadístico básico y las
características de los datos disponibles.

El segundo bloque representa el núcleo central de la tesis. Aborda la investigación y los
resultados, y concentra la mayor parte de las aportaciones de la tesis. Los capítulos de los
que consta dicha parte son:

• En el capítulo 3 se realiza el estudio de las técnicas de centrado de los datos, y su
influencia sobre el error de clasificación. Para dicho análisis, se hace uso del método
de clasificación kNN, por ser uno de los más frecuentes en la bibliografía. Comprende
tanto análisis teóricos de los métodos como análisis experimentales, e incluye diversas
propuestas novedosas para el alineamiento de las señales. También en este capítulo se
estudian otras técnicas de preprocesado básicas, utilizadas en la tesis. Dichas técnicas
son la normalización, la gausianización y la extracción de características del vector de
entrada. Para el estudio de las distintas técnicas, de nuevo se ha hecho uso del método
de clasificación kNN, que ha servido para estudiar el error de clasificación al aplicar
las distintas técnicas.

• El capítulo 4 es, junto con los capítulos 5, 6 y 7, donde se estudian los métodos de
clasificación. En este capítulo, concretamente, se realizan análisis teóricos y prácticos
de las distintas técnicas de clasificación que tienen su origen en la teoría de la detec-
ción estadística. Se aborda el estudio de varios métodos y se proponen alternativas
novedosas que reducen las tasas de error y el coste computacional.

• El capítulo 5 estudia otro gran grupo de métodos de clasificación: las redes neuronales
del tipo perceptrón multicapa. En este capítulo se analizan las distintas estrategias de
diseño más comunes, así como distintos métodos de aprendizaje. Se aportan análisis
teóricos de los métodos, y se proponen estrategias novedosas.
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• El capítulo 6 está dedicado al estudio de las redes de funciones de base radial. Se
presentan resultados experimentales sobre la aplicación de este tipo de sistemas a la
clasificación de señales HRR.

• El capítulo 7 está dedicado a las máquinas de vectores soporte. Con la misma estruc-
tura que las RBFNs, este tipo de sistemas permiten obtener muy buenos resultados
en cuanto a tasa de error, debido, sin duda, a la técnica de entrenamiento utilizada.

• El capítulo 8 resume las principales contribuciones de la tesis, y analiza los resultados
obtenidos por los métodos de clasificación más significativos. El capítulo concluye
describiendo las líneas de investigación futuras, que a lo largo del desarrollo de la tesis
o bien se han abierto, o bien se han ampliado.

• De acuerdo a la normativa de la Universidad de Alcalá para la obtención del Doctorado
Europeo, en el capítulo 9 de la tesis se ha incluido una versión de las principales
contribuciones de la tesis, del análisis de los resultados obtenidos por los métodos
de clasificación más significativos, de las conclusiones y de las líneas de investigación
futuras en lengua inglesa.

La última parte de la tesis incluye la bibliografía, y un resumen de los principales símbolos
y acrónimos, que facilitan la comprensión de los contenidos de la tesis.



Capítulo 2

Señales Radar de Alta Resolución en
Distancia

2.1. Introducción

Las señales radar de Alta Resolución en Distancia (del inglés High Range Resolution (HRR)
radar) son esencialmente imágenes unidimensionales de blancos radar. Dichas imágenes unidi-
mensionales son vectores radar que se obtienen a partir del valor absoluto de la señal compleja
reflejada en un radar coherente en distintos instantes temporales, es decir, a partir del muestreo
de la salida del detector de envolvente de un sistema radar, por lo que la información de fase se
desecha. Si la resolución del radar es suficientemente alta, las distintas partes del objetivo que
reflejan la señal electromagnética transmitida por el radar tendrán influencia en distintas zonas
del vector. Por tanto, dicho vector contiene información acerca de la geometría y estructura del
avión, y dicha información puede ser utilizada para la clasificación automática del objetivo.

La figura 2.1 muestra un ejemplo esquemático de un par de vectores radar HRR, asociados
a un mismo blanco en dos orientaciones distintas. Es evidente que el número de muestras con
información está relacionado con el tamaño y la estructura del blanco.

2.2. Formas de onda de los radares HRR

El tamaño de la celda de resolución en distancia de un radar (�R) en el que la forma de
onda de la señal transmitida es un pulso cuadrado de duración Tp, viene dada por la ecuación
(2.1), donde c es la velocidad de la luz.

�R =
cTp

2
(2.1)

Teniendo en cuenta, por otro lado, que el ancho de banda de un pulso cuadrado es B = 1/Tp,
el tamaño de la celda de resolución en distancia se puede expresar en función del ancho de banda
de la señal transmitida por medio de la ecuación (2.2).

�R =
c

2B
(2.2)

23
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Figura 2.1: Ejemplos de señales radar HRR para dos orientaciones diferentes de un mismo blanco.

En un radar de alta resolución en distancia, por tanto, será necesario elegir formas de onda
con un ancho de banda tal que la resolución obtenida en el radar permita discriminar las distintas
partes del blanco de forma apropiada.

Por otro lado, en un radar pulsado se puede definir el alcance máximo sin ambigüedad Rmax

a partir del periodo de repetición de pulsos, Tp.

Rmax =
cTp

2
(2.3)

Si un blanco está situado más allá de dicha distancia, su energía se mezclará con la energía
correspondiente a la distancia más próxima del siguiente pulso. La figura 2.2 muestra un ejemplo
ilustrativo de dicho fenómeno.

Respecto a la forma de onda de la señal transmitida, existen múltiples técnicas para diseñar
dichas formas de onda.

Pulso de corta duración.

Pulso modulado linealmente en frecuencia.

Onda continua modulada en frecuencia.

Onda continua con saltos de frecuencia.

A continuación se estudiarán distintas estrategias para la elección de la forma de onda de la
señal transmitida.
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Pulsos transmitidos

Energía reflejada

Información obtenida

Figura 2.2: Ejemplo de los efectos de la distancia máxima sin ambigüedad.

2.2.1. Forma de onda de pulso corto

La forma de onda más obvia para el diseño de un radar HRR es el pulso corto o impulso. La
duración de estos impulsos está generalmente entre 0.25 ns y 1 ns. Suele ser habitual eliminar
la componente continua de los pulsos por diferenciación o por filtrado paso alto, obteniendo los
denominados pulsos monociclos. Una forma de onda popular es la denominada Wavelet de Ricker,
que se describe matemáticamente a partir de la segunda derivada de un pulso gaussiano como

p(t) = − 1
2a

d2
(
e−at2

)
dt2

= e−at2
(
1 − 2at2

)
(2.4)

donde a es una constante que determina la duración del pulso. La figura 2.3 muestra tres
ejemplos de pulsos cortos, así como el espectro de los mismos.

Los radares de impulsos tienen tres desventajas:

La principal desventaja es que, a pesar de que con niveles moderados de potencia las
fuentes de impulsos tienen un bajo consumo y muy bajo coste, con niveles medios o altos
de potencia no presentan un gran rendimiento. La localización de toda la energía de la
señal en un breve intervalo de tiempo hace que para lograr transmitir una señal de energía
considerable sea necesario transmitir un impulso de amplitud muy elevada. Típicamente,
la tensión de pico de un impulso HRR es del orden de 1 kV, dando una potencia de pico de
10 kW. Para una duración de pulso de 0.5 ns, la energía del pulso es tan baja como 10 µJ.

Otra de las desventajas de los generadores de impulsos es debida a la concentración de la
energía en las distintas frecuencias. El espectro de todos los generadores de impulsos tiende
a extenderse en altas frecuencias (roll off), como se muestra en la figura 2.3.

La tercera desventaja de estos impulsos es que, de cara a implementar un sistema HRR,
suelen ser necesarios anchos de banda muy grandes, y debido al alto ancho de banda de
los impulsos, se requiere una frecuencia de muestreo muy alta (del orden del GHz) para
obtener las muestras de la señal HRR.
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Figura 2.3: Ejemplos de pulsos cortos con su correspondiente espectro. Superior: impulso ideal
rectangular de 1 ns de duración. Central: Monociclo de 1 GHz. Inferior: Wavelet de Ricker de
aproximadamente 2 ns de duración (a = 1 · 1019).

2.2.2. Forma de onda chirp (Modulación lineal en frecuencia)

Un modo habitual de incrementar la energía del pulso manteniendo la alta resolución del
radar es aplicar una forma de onda chirp, esto es, un seno linealmente modulado en frecuencia.
Los ecos recibidos son comprimidos temporalmente en el filtro adaptado, logrando una respuesta
al impulso equivalente a la de un impulso. Una señal chirp es un tono cuya frecuencia varía
linealmente con el tiempo, como se muestra en (2.5).

p(t) = e
j2π

(
f0+t B

2Tc

)
t(u(t) − u(t − Tc)) (2.5)

donde Tc es la duración de la señal chirp y f0 es la menor frecuencia transmitida en el pulso.
La figura 2.4 muestra una señal chirp con Tc = 1µs, f0 = 50 MHz y B = 100 MHz.

Los ecos recibidos tras el filtro adaptado del receptor aparecen como pulsos de corta duración,
de modo que el uso de la señal chirp se puede analizar como un método de expansión-compresión
temporal de la señal. En dicho proceso la duración de la señal comprimida es TcB veces más
pequeña que la duración de la señal sin comprimir que es transmitida, y la relación señal a ruido
del pulso comprimido se ve incrementada por dicho factor TcB. Debido a que la duración de la
señal chirp sin comprimir es mayor que la de un impulso con la misma resolución eficaz, la energía
de la señal transmitida es mucho mayor. Por ejemplo, un radar que usa señal chirp con Tc = 1µs

puede obtener una energía de pulso de 10 µJ con sólo 10 W de potencia transmitida. Así, se
resuelven algunas de las desventajas del uso de señales impulso, pero sigue siendo necesario el
uso de frecuencias de muestreo muy elevadas.

2.2.3. Forma de onda continua modulada en frecuencia

Un radar de onda continua es aquel que transmite de forma ininterrumpida una forma de
onda no modulada mono-frecuencia. Este tipo de radares han sido muy utilizados para el diseño
de radares Doppler debido a su capacidad de medir el movimiento del blanco respecto al radar.
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Figura 2.4: Ejemplo de pulso chirp y su correspondiente espectro. Superior: chirp de 1 µs de
duración, barriendo en frecuencia desde 50 MHz hasta 150 MHz. Central: Frecuencia instantánea
de la señal chirp. Inferior: Espectro de la señal chirp.

El receptor de un radar de onda continua mezcla la señal recibida con una réplica de la señal
transmitida. Tras un filtro paso bajo se obtiene una única componente a la frecuencia Doppler,
que puede ser utilizada para medir la velocidad del blanco. Por contra, en un radar de onda
continua no es posible obtener información acerca de la distancia al blanco.

Un radar de onda continua modulada en frecuencia es en esencia un radar de onda continua
en el que la señal transmitida no es de frecuencia constante, sino que su frecuencia va variando
a lo largo del tiempo de forma lineal, realizando barridos en frecuencia. Cuando la duración del
pulso linealmente modulado en frecuencia es mayor que el doble del tiempo de propagación, el
receptor tiene que empezar a recibir las señales reflejadas mientras el transmisor está todavía
transmitiendo.

Por tanto, dicho radar puede ser entendido como un radar pulsado de onda chirp donde el
periodo de repetición de pulsos Tp coincide con la longitud de la señal chirp Tc, y el receptor
debe procesar la información recibida de forma simultanea a la transmisión de la misma. Los
tiempos de barrido Tc típicos de los radares de este tipo van desde 1 ms hasta 100 ms, dando
lugar así a relaciones BTc mucho mayores que en los radares pulsados en general, y obteniendo
por tanto una alta energía de pulso con una transmisión de potencia muy baja. Por otro lado,
teniendo en cuenta que en estos radares Tc = Tp y haciendo uso de la ecuación (2.3), la distancia
máxima sin ambigüedad para dicho rango de valores varía entre 150 km y 15000 km, logrando
así discriminar los blancos en función de la posición.

En el receptor, los ecos recibidos son mezclados con una réplica de la señal transmitida para
producir la señal a procesar. Las componentes en fase y cuadratura de la señal obtenida son
de banda estrecha comparadas con la forma de onda del radar. Los sistemas basados en onda
continua tienen una gran ventaja respecto a los sistemas anteriores y es que el análisis de la señal
recibida se puede realizar en bandas estrechas de frecuencia de forma paralela, reduciendo así
la frecuencia de muestreo de los conversores analógico-digitales. La señal temporal completa se
obtiene calculando la transformada inversa de Fourier de las componentes en fase y cuadratura
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de cada una de las bandas estrechas de frecuencia.

2.2.4. Forma de onda continua con saltos de frecuencia

El caso de la forma de onda continua con saltos de frecuencia (del inglés Stepped-Frequency
Continuous Wave, SFCW ) puede ser visto como una discretización del caso anterior. Se transmite
señal de forma continua y se realiza un barrido de frecuencias, pero tomando sólo una serie de
valores discretos de frecuencia. La ecuación (2.6) describe la forma de onda de una señal SFCW,
donde K es el número de frecuencias transmitidas en el pulso.

p(t) =
K−1∑
k=0

ej2π(f0+k B
K )t

(
u

(
t − k

Tc

K

)
− u

(
t − (k + 1)

Tc

K

))
(2.6)

El objetivo es encontrar la reflectividad del blanco para un conjunto finito y discreto de
frecuencias para, de ese modo, poder obtener la función temporal de la reflectividad del blanco
como la transformada inversa de Fourier de estos valores. El número de puntos de la señal en
el tiempo es igual al número de frecuencias discretas observadas (K). Así, la distancia máxima
sin ambigüedad toma el valor Rmax = K�R, y haciendo uso de las ecuaciones (2.2) y (2.3), se
puede deducir el valor de K.

K = TcB (2.7)

Con el tiempo de duración del pulso Tc se controla la distancia máxima de alcance del radar
sin ambigüedad Rmax, y con el ancho de banda B se controla la resolución del radar �R.

La ventaja de este esquema respecto al anterior está en que el procesado doppler para elimi-
nar el clutter de fondo es más sencillo y eficiente en bandas estrechas de frecuencia. Eligiendo
convenientemente los saltos de frecuencia se puede lograr que el análisis del efecto doppler pueda
ser realizado a cada una de las señales en banda base de forma independiente.

Debido a las ventajas de este tipo de sistemas, su empleo resulta muy habitual en los sistemas
HRR modernos. Así, los datos con los que se ha realizado esta tesis pertenecen a este último tipo
de forma de onda. Por todo esto, éste es el tipo de forma de onda que se ha seleccionado para la
realización de los análisis teóricos de los efectos del ruido en las señales HRR, así como el resto
de análisis teóricos que se incluyen en la tesis.

2.3. Ruido en las señales HRR

En este apartado se va a analizar estadísticamente el efecto del ruido sobre los sistemas
HRR. Para ello, se considerará el radar de onda continua en pasos de frecuencia (SFCW), por
ser el esquema más habitual en los sistemas HRR. Partiendo de la señal transmitida definida
en la ecuación (2.6), la señal reflejada s(t) estará compuesta de la suma de tres señales s(t) =
x(t)+c(t)+r(t) provenientes de la reflexión de la señal transmitida en el blanco deseado x(t), de
la reflexión de la señal transmitida en otros objetos c(t), y del ruido del ambiente r(t). La señal
reflejada por el blanco deseado x(t) será el resultado de convolucionar la señal transmitida con la
respuesta al impulso que caracteriza las propiedades de reflexión del blanco, hx(t). Es habitual
que el blanco se esté moviendo radialmente respecto al radar a una velocidad distinta a la de los
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otros objetos del escenario, representados por la señal c(t), de modo que haya un desplazamiento
doppler fd de la frecuencia de la señal recibida. Considerando estos elementos, la componente de
la señal recibida se puede expresar con (2.8).

s(t) = hx(t) ∗
(

K−1∑
k=0

ej2π(f0+fd+k B
K )t ·

(
u

(
t − k

Tc

K

)
− u

(
t − (k + 1)

Tc

K

)))
+ c(t)+ r(t) (2.8)

La señal c(t) procedente de la reflexión en otros objetos es habitualmente denominada clutter.
Consideraremos que posee una velocidad diferente a la del blanco, de modo que la frecuencia
doppler del mismo sea distinta fc. La influencia de la señal c(t) puede, por tanto, eliminarse
haciendo uso del procesado doppler. Por ejemplo, en [Kirk1993] se plantea el uso de la dimensión
fractal para realizar dicha discriminación entre el clutter y la señal haciendo uso del efecto
doppler.

Por último, suele ser habitual considerar el ruido como aditivo blanco gaussiano de media
nula.

De este modo, tras el procesado doppler y tras un mezclador en cuadratura homodino y un
filtrado paso bajo, el eco recibido se convierte en una señal compleja en banda base.

sb(t) = hx(t) ∗
(

K−1∑
k=0

e−j2πk B
K

t

(
u

(
t − k

Tc

K

)
− u

(
t − (k + 1)

Tc

K

)))
+ rb(t) (2.9)

Donde rb(t) será la componente del ruido r(t) tras el mezclador y el filtrado, siendo de
gaussiano de media nula. Muestreando en el centro de cada uno de los pulsos rectangulares, se
puede obtener una secuencia compleja de la respuesta en frecuencia de la reflectividad del blanco.

Sf [k] = Hx

(
2π

(
f0 +

B

K
k

))
+ Rf [k] = Xf [k] + Rf [k] (2.10)

Donde Hx(w) representa la transformada de Fourier de la reflectividad del blanco hx(t).
Dichas muestras compondrán un proceso estocástico discreto formado por la suma de una señal
compleja determinista procedente de la transformada de Fourier de la reflectividad del blanco
más un ruido blanco gaussiano complejo de media nula y varianza σ2

rf . Así, la función densidad
de probabilidad asociada a cada muestra Sf [k] será gaussiana de media Xf [k] y varianza igual a
σ2

rf . El proceso realizado puede ser visto como un muestreo en frecuencia de la transformada de
Fourier de la reflectividad del blanco. Así, por medio de la inversa de la transformada discreta de
Fourier de tiempo discreto (IDFT) se puede obtener la señal HRR s[n], que contendrá información
sobre la reflectividad del blanco x[n]. Usando las propiedades de linealidad de la IDFT, s[n] se
puede expresar como:

s[n] = IDFT{Sf [k]} = IDFT{Xf [k]} + IDFT{Rf [k]} = x[n] + r[n] (2.11)

El término x[n] se corresponde con la reflectividad del blanco, y es por tanto un término
complejo y determinista. Y el término r[n] es el efecto del ruido blanco gaussiano complejo tras
la transformada IDFT. El análisis del ruido r[n] es posible realizarlo a través de las propiedades
de la transformada IDFT, expresando la transformada IDFT en la ecuación (2.12).
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r[n] = IDFT{Rf [k]} =
1
N

N−1∑
k=0

Rf [k]ej2πkn/N (2.12)

Descomponiendo las exponenciales complejas en suma de senos y cosenos, y descomponiendo
el ruido Rf [n] en su parte real e imaginaria, (2.12) se convierte en (2.13).

r[n] =
1
N

N−1∑
k=0

(Re{Rf [k]} + jIm{Rf [k]}) · (cos(2πkn/N) + jsen(2πkn/N)) (2.13)

Tomando la parte real e imaginaria de la expresión (2.13), se obtienen (2.14) y (2.15).

Re{r[n]} =
1
N

N−1∑
k=0

(Re{Rf [k]} · cos(2πkn/N) − Im{Rf [k]} · sen(2πkn/N)) (2.14)

Im{r[n]} =
1
N

N−1∑
k=0

(Re{Rf [k]} · sen(2πkn/N) + Im{Rf [k]} · cos(2πkn/N)) (2.15)

Así, debido a las características de la transformada IDFT se puede considerar que si Rf [k]
está incorrelado, entonces Re{Rf [k]} y Im{Rf [k]} serán independientes. Teniendo en cuenta
que Re{Rf [k]} y Im{Rf [k]} son variables aleatorias gaussianas independientes de media nula y
varianza σ2

rf , las expresiones (2.14) y (2.15) representan sumas de variables aleatorias gaussianas
independientes. Por tanto, Re{r[n]} y Im{r[n]} serán variables aleatorias independientes de
media nula cuya, varianza se podrá calcular usando la expresión (2.16).

var{Re{r[n]}} = var{Im{r[n]}} =
1

N2

N−1∑
k=0

cos2(2πkn/N)σ2
rf + sen2(2πkn/N)σ2

rf =
σ2

rf

N
= σ2

r

(2.16)
Se demuestra de este modo que si el ruido es blanco y gaussiano a la entrada del radar, éste

será blanco y gaussiano después de calcular la IDFT.
Es habitual definir la potencia de ruido del sistema en función de la potencia de ruido σ2

r .
Así, la relación señal a ruido (SNR) será definida en este punto. Debido al carácter localizado de
la señal x[n], se ha optado por el uso de la relación señal a ruido de pico definida en la ecuación
(2.17).

SNR(dB) = 10log

(
max{|x[n]|}2

σ2
r

)
(2.17)

Es habitual en los sistemas HRR calcular el módulo de la señal s[n], de cara a realizar la
detección, descartando así la información de la fase. Esto implica ciertas consideraciones de cara
a analizar el ruido, ya que tras calcular el módulo, éste ya no será ni aditivo ni gaussiano. Sea
y[n] la señal resultante de calcular el módulo de la señal s[n] expresada en (2.18).
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y[n] = |s[n]| = |x[n] + r[n]| =
√

(Re{x[n]} + Re{r[n]})2 + (Im{x[n]} + Im{r[n]})2 (2.18)

Siendo Re{r[n]} y Im{r[n]} variables aleatorias gausianas de media nula y varianza σ2
r , si

observamos la ecuación (2.18), el término Re{x[n]}+ Re{r[n]} sigue una distribución gaussiana
de media Re{x[n]} y varianza σ2

r , y el término Im{x[n]} + Im{r[n]} sigue una distribución
gaussiana con media Im{x[n]} y varianza σ2

r . Teniendo esto en cuenta, la variable aleatoria y[n]
será de tipo Rice con una función densidad de probabilidad fY (z) dada por:

fY (z) =
z

σ2
r

e(z2+|x[n]|2)/2σ2
r I0

(
z|x[n]|

σ2
r

)
(2.19)

Donde I0 es la función de Besel modificada de orden 0, representada por:

I0(x) =
∞∑

k=0

(x/2)2k

k!Γ(k + 1)
(2.20)

Siendo Γ la función Gamma, definida como:

Γ(p) = (p − 1)! si p > 0, p ∈ Z

Γ(p) =
∫∞
0 tp−1e−tdt si p > 0, p �∈ Z

Γ(1/2) =
√

π/2
Γ(3/2) =

√
π/4

(2.21)

Por último, el k -ésimo momento central de la variable aleatoria se puede calcular como:

E{y[n]k} = (2σ2
r )

k/2e−|x[n]|2/2σ2
r Γ(k/2 + 1)

∞∑
t=0

Γ(k/2 + 1 + t)(|x[n]|2/2σ2
r )

t

Γ(k/2 + 1)Γ(1 + t)t!
(2.22)

Debido a las propiedades de la función densidad de probabilidad gaussiana compleja, ésta
puede ser analizada en términos de módulo y fase, siendo la función de densidad de probabilidad
(del inglés probability density function (PDF)) del módulo de tipo Rayleigh, mientras que la
función densidad de probabilidad de la fase es de tipo uniforme entre 0 y 2π. Según esto, el ruido
complejo gaussiano puede ser trasladado a coordenadas polares, donde resulta sencillo ver que un
cambio de fase en el sistema de coordenadas no afecta a la función de densidad de probabilidad.
Esto es, si el ruido es gaussiano complejo con partes real e imaginaria independientes, un giro
en el sistema de coordenadas no afecta a las funciones de densidad de probabilidad. De este
modo, se pueden extraer las componentes en fase y en cuadratura de la señal de ruido, y éstas
seguirán siendo gaussianas independientes de media cero y varianza σ2

r . Tomando rf [n] como la
componente de ruido con la misma fase que la señal x[n], y tomando rc[n] como la componente
con una fase π/2 mayor que la fase de la señal, tras un sencillo giro de los ejes del sistema de
coordenadas, la ecuación (2.18) se puede reescribir como (2.23)

y[n] = |x[n] + rf [n] + j · rc[n]| =
√

(x[n] + rf [n])2 + rc[n]2 (2.23)

Una utilidad de esta expresión es que de este modo se logra obtener una expresión en la
que resulta sencillo evaluar los momentos de orden múltiplo de 2 de la función de densidad de
probabilidad de la variable aleatoria y[n].
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E{y[n]2k} = E{((x[n] + rf [n])2 + rc[n]2)k} (2.24)

Particularizando para el caso de k = 1, se puede obtener una expresión simplificada del valor
de la esperanza de la variable aleatoria de Rice para el momento de orden 2, es decir, del valor
cuadrático medio.

E{y[n]2} = E{(x[n] + rf [n])2 + rc[n]2} = |x[n]|2 + 2σ2
r (2.25)

El manejo de esta función de distribución de Rice resulta complicado, por lo que se va a
proceder a realizar el estudio para varios casos particulares.

2.3.1. Caso 1: Aproximación de la PDF para SNR bajas

En primer lugar se considera el caso en el que la componente de señal sea despreciable respecto
al ruido. Así, consideraremos el caso en el que |x[n]| valga cero, obteniendo por tanto la expresión
de y[n] de la ecuación (2.26).

y[n] �
√

rf [n]2 + rc[n]2 (2.26)

En este caso, la función densidad de probabilidad de la variable aleatoria y[n] es de tipo
Rayleigh, cuya función de densidad de probabilidad viene definida por (2.27), y cuya función de
distribución viene dada por (2.28), para x >= 0.

fY (y) =
y

σ2
e−

y2

2σ2 (2.27)

FY (y) = 1 − e−
y2

2σ2 (2.28)

Así, la media de la variable aleatoria es
√

2πσ/2 y la varianza (2−π/2)σ2 [Papoulis1991]. El
valor cuadrático medio de la variable aleatoria, por tanto, viene dada por la expresión (2.29).

E{y2} = E{(y − E{Y })2} + E{Y }2 = 2σ2 (2.29)

Para casos en los que |x[n]| no sea cero pero sea muy pequeño, la función de Rice se aproximará
por la de Rayleigh. Para obtener los parámetros de la distribución de Rayleigh en función de σ2

r

y de |x[n]|, forzaremos a que sus valores cuadráticos medios sean iguales a los de la distribución
de Rice. Teniendo en cuenta que el valor cuadrático medio de la distribución de Rayleigh viene
dada por (2.29) y que el valor cuadrático medio de la variable de Rice viene dada por (2.25), el
parámetro σ de la distribución de Rayleigh se podrá calcular como (2.30).

σ =

√
σ2

r +
|x[n]|2

2
(2.30)
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2.3.2. Caso 2: Aproximación de la PDF para SNR altas usando la distribución
gaussiana

En el caso opuesto, se va a analizar la función densidad de probabilidad en el caso en que se
suponga que la componente de señal x[n] es considerablemente mayor que la componente de ruido
r[n]. Así, en la ecuación (2.23), la componente en cuadratura del ruido puede ser despreciada,
llegando a la siguiente aproximación:

y[n] �
√

(x[n] + rf [n])2 = |x[n] + rf [n]| � |x[n]| + rf [n] (2.31)

En este caso extremo, se observa que la señal y[n] es de tipo gaussiano con media µ = |x[n]| y
varianza σ2 = σ2

r . De este modo, el valor cuadrático medio de la variable aleatoria viene definida
por (2.32).

E{y2} = E{(y − E{y})2} + E{y}2 = µ2 + σ2
r (2.32)

Para igualar el valor cuadrático medio de la aproximación gaussiana con el de la distribución
de Rice (ecuación (2.25)), se utilizará una corrección sobre la media de la gaussiana, utilizando
µ =

√|x[n]|2 + σ2
r . De este modo la energía de la gaussiana coincide con la energía de la PDF

de Rice.

2.3.3. Caso 3: Aproximación de la PDF para SNR altas usando una distri-
bución analíticamente integrable

Debido a la imposibilidad de expresar analíticamente la integral de una función gaussiana,
se va a utilizar una distribución integrable y simétrica, por medio de la siguiente expresión.

fY (y) =
πe

− π√
3

y−µ
σ

√
3σ
(
1 + e−

√
π

3
y−µ

σ

)2 (2.33)

Integrando la función de densidad de probabilidad descrita por la ecuación (2.33), obtenemos
la función de distribución:

FY (y) =
1

1 + e
− π√

3

y−µ
σ

(2.34)

Donde se puede demostrar que sobre la nueva función de densidad de probabilidad E{y} = µ,
y E{(y − µ)2} = σ2. Siguiendo un razonamiento similar al empleado en la subsección anterior,
µ =

√|x[n]|2 + σ2
r , y σ2 = σ2

r , de cara a aproximar la distribución de Rice con la distribución
propuesta. De este modo la energía de la distribución propuesta coincide con la energía de la
PDF de Rice.

La figura 2.5 representa las PDFs de la distribución de Rice así como las de las distintas
aproximaciones para distintos valores de |x[n]| y σr. Como se observa en las gráficas de la figura
2.5, se han obtenido tres buenos modelos estadísticos sencillos del caso más completo, válidos para
un amplio rango de valores. Para aquellos valores con SNR baja, la aproximación de Rayleigh
resulta apropiada, mientras que para valores de SNR altos, la aproximación Gaussiana da muy
buenos resultados. La aproximación integrable se puede considerar como intermedia de las dos
aproximaciones anteriores, pero con la ventaja de servir para el cálculo de integrales analíticas.
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Figura 2.5: Funciones Densidad de Probabilidad para la distribución de Rice y las aproximaciones
Rayleigh, Gaussiana e integrable, para distintos valores de |x[n]| y σr.
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2.4. Función de Densidad de Probabilidad de las señales HRR

Hasta ahora se ha considerado que la señal HRR está compuesta por una señal determinista,
proveniente de la reflectividad del blanco, con una componente ruidosa. Este caso es válido sólo
en el caso de considerar un blanco totalmente inmóvil.

En esta sección se pretende dar un paso más en el análisis estadístico, al considerar que real-
mente la firma radar del blanco no es en sí determinista. Teniendo en cuenta que las variaciones
en la orientación del blanco provocan cambios muy significativos en la forma de la señal recibida,
resulta harto complicado establecer un modelo determinista de la firma radar del blanco. Más
aún, existen estudios ([Jacobs2000, Wong2001]) en los que se detallan los efectos de pequeños
movimientos en el blanco en la forma de la firma radar. Así, por ejemplo, las partes móviles del
blanco e incluso la vibración de la estructura del mismo hacen que los cambios en la forma de
las señales conviertan el esquema determinista en inútil a nivel práctico. Es necesario, por tanto,
considerar la firma HRR como un proceso aleatorio.

A este efecto, se han realizado experimentos en los que se ha supuesto el blanco como com-
puesto de dos dispersores puntuales, y se han simulado las variaciones en la firma radar del
blanco, ante pequeñas variaciones en la orientación y en la distancia. Así, se ha determinado de
manera experimental que dichas variaciones provocan la aparición de variaciones en la amplitud
de la señal sin ruido x[n], las cuales pueden ser consideradas como un ruido añadido re[n]. Así,
se ha obtenido que la varianza de dicho ruido depende del valor de amplitud de la señal, y puede
ser aproximada por la expresión (2.35).

V ar{re[n]} = 0,026|x[n]|2 (2.35)

De este modo, en futuros análisis, esta distorsión en la señal y[n] podrá ser considerada como
un ruido aditivo más a tener en cuenta.

La descripción exhaustiva de los experimentos realizados no ha sido incluida en la tesis por
tener poca relevancia dados la finalidad de la misma, y porque podrían confundir al alejarse de
los objetivos de la tesis.

A partir de lo observado en este apartado, se puede concluir que el hecho de tratar la fir-
ma radar del blanco como un proceso determinista no es apropiado, y, por tanto, resulta más
conveniente considerarla como un proceso aleatorio, dado que la posición exacta del blanco, la
orientación, y los efectos que estos dos parámetros provocan sobre la firma radar observada no
pueden ser determinados a priori con exactitud.

2.5. Descripción de los datos de radar HRR disponibles

Para la realización de la tesis se ha dispuesto de una colección de datos de radar HRR.
Dichos datos fueron generados sintéticamente usando un algoritmo de trazado de rayos y modelos
tridimensionales de los blancos. Esta base de datos sintéticos se va a utilizar para simular el
funcionamiento de los distintos algoritmos de la tesis, ya sean estos de clasificación, de centrado
o de cualquier otro tipo. Aunque hay autores que afirman que los algoritmos pueden ser diseñados
usando datos sintéticos para su posterior aplicación a casos reales, resulta claro que la fidelidad de
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los modelos de generación de datos sintéticos es relativa y, por tanto, cualquier sistema diseñado
utilizando los datos virtuales funcionará de manera sub-óptima con datos reales.

Esta afirmación no invalida la validez de los datos simulados para chequear las capacidades
de los algoritmos. El problema abordado desde la perspectiva de los datos simulados o desde la
perspectiva de los datos reales tiene características similares, por lo que un sistema que generalice
bien sobre datos simulados, generalizará correctamente cuando se diseñe usando datos reales.

La disponibilidad de datos reales no suele ser elevada. Si pensamos en la aplicación al caso
del reconocimiento automático de blancos aéreos, de cara a obtener datos reales sería necesario
disponer de un blanco aéreo de cada tipo, al que se le haría volar y se le iluminaría desde distintas
posiciones. Existen dos dificultades a la hora de llevar a cabo este cometido:

Existe una gran dificultad en obtener suficiente número de orientaciones del blanco. Es
necesario disponer de datos que cubran un alto número de orientaciones variando tanto el
acimut como la elevación.

Es también complicado disponer de datos HRR de determinados blancos aéreos.

La política habitual de las fuerzas armadas consiste en limitar el acceso a los datos de blancos
reales, y permitir el acceso al funcionamiento de los métodos. Así pues, resulta imposible disponer
de datos reales para probar los sistemas, y tampoco es fácil disponer de datos simulados.

Para la elaboración de la tesis se ha dispuesto de una colección de datos simulados suminis-
trados de forma altruista por el Directorio de Sensores del Laboratorio de Investigación de la
Fuerza Aérea de los Estados Unidos de América (Air Force Research Laboratory). La base de
datos en cuestión dispone de las señales de radar HRR de seis blancos aéreos distintos, genera-
das sintéticamente usando la aplicación XPATCH. Por motivos de seguridad, la identidad de los
blancos no fue suministrada. El conjunto original estaba formado por las señales de cada uno de
los blancos en un barrido de orientaciones frontales, variando el acimut desde −25o hasta +25o,
y variando la elevación desde −20o hasta 0o en pasos de un grado. De este modo, la base de
datos original disponía de un total de 1071 patrones por cada clase. Por motivos de seguridad,
dicha base de datos fue diezmada, quedando tan sólo el 75 % de las orientaciones disponibles.
De este modo, el conjunto de datos suministrado tenía 803 patrones por clase para el objetivo
3, y 804 patrones para el resto de objetivos. Cada patrón consta de 128 muestras con 8 bits
por muestra, representando la señal sin ruido a la salida del detector de ley lineal normalizada
para obtener el rango máximo de valores. Además, cabe destacar que algunos patrones estaban
corruptos, presentando altos grados de saturación de la señal. Dichos patrones fueron eliminados
del conjunto de datos, generando así la base de datos de trabajo para la tesis que disponía de 752,
746, 719, 759, 728 y 645 patrones para los blancos 1, 2, 3, 4, 5 y 6 respectivamente, disponiendo
de un total de 4349 patrones.

La figura 2.6 muestra la totalidad de los patrones, representados en forma de imagen. Cada
una de las columnas de la imagen contiene las 128 muestras del patrón representado en escala de
grises, siendo el negro el valor más alto de señal y el blanco el valor más bajo. Se indica además
el tipo de blanco.

De cara a evaluar el caso más real posible, los datos han sido desalineados usando una función
de densidad de probabilidad uniforme entre 0 y 127. Cada patrón se ha desplazado circularmente
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Figura 2.6: Firmas radar del conjunto de datos disponible representadas en forma de imagen.
Cada columna contiene la información sobre las 128 muestras de cada patrón representadas en
escala de grises.

de forma aleatoria, y sólo se han considerado desplazamientos enteros de muestras. Así, se ha
generado un conjunto de datos sin ruido desalineados.

Para facilitar la generalización de los resultados se ha subdividido el conjunto de datos en
tres subconjuntos con distinta aplicación: el conjunto base de entrenamiento, el conjunto base de
validación y el conjunto de test. El conjunto base de entrenamiento es el conjunto a partir del
cual se generan los conjuntos de entrenamiento, los cuales se usan en el proceso de diseño de los
algoritmos para optimizar los parámetros de los mismos, esto es, para entrenar los algoritmos.
El segundo conjunto, o conjunto base de validación es el responsable de generar los conjuntos de
validación a partir de los cuales se chequea en tiempo real el proceso de entrenamiento cuando
proceda. Sirve para garantizar la generalización del entrenamiento, deteniendo el proceso del
mismo, así como para seleccionar el valor de los parámetros libres de los clasificadores. El conjunto
de test sirve para evaluar el funcionamiento de los algoritmos.

El tamaño de los conjuntos de entrenamiento de los artículos de [Nelson1997, Nelson2001,
Rizki2002, Nelson2003] era de 1602 patrones (267 patrones por blanco, y 6 blancos), siendo los
datos disponibles procedentes del mismo conjunto original de datos. En esta tesis el tamaño del
conjunto de entrenamiento mayor ha sido de 320 patrones por blanco, 1920 patrones en total. A
su vez, siguiendo las proporciones entre los conjuntos de entrenamiento y de validación marcadas
por [Poh1991, Looney1996] en los que el conjunto de test era aproximadamente el 15 % del
tamaño del conjunto de entrenamiento, en conjunción con la recomendación de [Principe2000]
en el que se especifica la elección del 10 % del tamaño del conjunto de entrenamiento, el conjunto
base de validación se ha diseñado con 40 patrones por blanco (12,5 %), 240 patrones en total. El
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Tabla 2.1: Resumen de los tamaños de los conjuntos de entrenamiento, validación y test.
Conjunto de Patrones/Clase 320 160 80 40 20 10

Entrenamiento Total Patrones 1920 960 480 240 120 60
Conjunto de Patrones/Clase 40 30 23 17 13 10
Validación Total Patrones 240 180 138 102 78 60

Conjunto de Patrones/Clase 285
Test Total Patrones 1710

conjunto de test se ha formado con el resto de patrones no utilizados ni en el conjunto base de
entrenamiento ni en el conjunto base de validación.

Todos los resultados obtenidos en esta tesis han sido calculados usando el mismo conjunto
de test, el cual contiene 392, 386, 359, 399, 368 y 285 patrones de las clases 1, 2, 3, 4, 5 y 6,
respectivamente. Teniendo en cuenta que se suponen iguales las probabilidades a posteriori de
las clases y por razones de simplicidad, se seleccionan tan sólo 285 patrones por clase para el
conjunto de test, teniendo de este modo un total de 1710 patrones.

El conjunto base de entrenamiento sirve para generar los conjuntos de entrenamiento de los
experimentos. Para ello se han seleccionado 6 tamaños distintos de conjuntos de entrenamiento,
siendo éstos de 320, 160, 80, 40, 20 y 10 patrones por clase, totalizando 1920, 960, 480, 240,
120 y 60 patrones cada conjunto, respectivamente. Por último, los conjuntos de validación se
han seleccionado a partir de los patrones del conjunto base de validación, están asociados cada
uno a un tamaño del conjunto de entrenamiento, y contienen 40, 30, 23, 17, 13 y 10 patrones
respectivamente, totalizando 240, 180, 138, 102, 78 y 60 patrones, respectivamente. La relación
entre el tamaño del conjunto de entrenamiento y el conjunto de validación asociado se ha au-
mentado para los conjuntos pequeños debido a la dificultad de validar con conjuntos con tamaño
extremadamente reducido. La tabla 2.1 muestra un resumen de los tamaños seleccionados.

La evaluación del resultado de los algoritmos estudiados en esta tesis se realizará usando el
conjunto de test. Concretamente, los algoritmos de clasificación utilizarán el conjunto de test
para estimar la probabilidad de error de los algoritmos. Para ello se usa el método de Monte
Carlo, consistente en estimar la probabilidad de error por medio del cociente entre el número
de patrones erróneamente clasificados sobre el número total de patrones del conjunto de test.
Para un conjunto de test con 1710 patrones y una confianza del 90 %, el error absoluto en la
estimación de la probabilidad viene dado por la gráfica de la figura 2.7. Así, con 1710 patrones se
garantiza con una confianza del 90 % que el error cometido en la estimación de la probabilidad
de clasificación es inferior a 0,02 para cualquier valor de probabilidad real.

Por último, para evaluar la relación entre el funcionamiento de los algoritmos y la SNR, se
han generado 10 conjuntos base de entrenamiento, validación y test, a partir de los conjuntos
de datos desalineados y sin ruido, de modo que cada conjunto tiene una relación señal a ruido
distinta, variando ésta entre 5 y 50 dB en pasos de 5 dBs. Cabe destacar que, debido a considerar
la SNR de pico, una relación señal a ruido de 5 dB se considera un valor extremadamente bajo de
SNR. De forma acorde con lo expuesto en la sección 2.3, el ruido ha sido de tipo blanco gaussiano
de media nula y aditivo a las componentes en fase y cuadratura antes del detector de envolvente.
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Figura 2.7: Error en valor absoluto cometido en la estimación de la probabilidad de clasificación
usando el método de Montecarlo con 1710 patrones.

2.6. Resumen de contribuciones

En el presente capítulo de la tesis caben destacar las siguientes aportaciones:

Se ha realizado un estudio teórico analizando la función de densidad de probabilidad de
los datos ante un blanco teórico estacionario en presencia de ruido blanco gaussiano a la
entrada del receptor. Se ha demostrado que la función de densidad de probabilidad de la
señal radar es de tipo Rice.

Se han propuesto tres aproximaciones sencillas de la función de densidad de probabilidad
real de los datos, útiles para estudios teóricos posteriores. La primera aproximación sirve
para valores de SNR alta, y está basada en la distribución de Rayleigh. La segunda apro-
ximación sirve para valores altos y está basada en la distribución gaussiana. La tercera
aproximación es similar a la segunda, con la salvedad de que la función se diseña para que
sea integrable. Estas tres aproximaciones son de gran utilidad en los desarrollos teóricos
posteriores de la tesis.

Se han analizado las variaciones en la forma de la señal ante pequeños cambios en la
posición y en la orientación del blanco, encontrado un modelo de ruido equivalente, válido
para estudios posteriores de análisis de la señal. Se ha caracterizado el nivel de ruido propio
de una señal HRR.

Se ha realizado un estudio de fiabilidad estadística de la estimación de las probabilidades
de error, dado el conjunto de datos disponibles, dando lugar a una acotación del error
cometido en todas las estimaciones de la probabilidad de clasificación realizadas en la tesis.
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Capítulo 3

Preprocesado

3.1. Introducción

En muchas ocasiones, la estructura de los datos que se presentan al clasificador dificulta la
función del mismo, haciendo necesario el desarrollo de técnicas de preprocesado que permitan
estructurar la información de una forma más conveniente. En esta tesis, los problemas que hemos
tratado son los siguientes:

Alineamiento: uno de los principales problemas de las señales HRR es el natural desali-
neamiento de las mismas. Como se puede deducir de la ecuación (2.11), variaciones de la
distancia del radar al blanco producen desplazamientos circulares en la señal transmitida
(debido a las propiedades de la transformada inversa de Fourier discreta, IDFT, un desfase
de la señal proporcional a la frecuencia da lugar a un desplazamiento circular de la señal en
el dominio del tiempo). Es por esto que las señales HRR suelen presentarse descentradas.
La mayoría de los métodos de clasificación son muy sensibles a desplazamientos de la señal
de entrada y por esto, habitualmente, el centrado de la señal HRR se realiza de forma
previa a la clasificación.

Normalización: la mayor parte de los sistemas de clasificación son muy sensibles a variacio-
nes en la amplitud de la señal de entrada, por lo que es necesario normalizar la amplitud
de las señales HRR de forma previa a la clasificación.

Gaussianización por medio de transformaciones en potencias. La mayoría de los algoritmos
de clasificación obtienen mejores resultados en el caso de señales gaussianas. Así, en el
contexto del reconocimiento de patrones, es habitual el uso de transformaciones para buscar
la gaussianización de los datos de entrada.

Selección de características del vector de entrada. No todas las características del vector
de entrada son útiles para la clasificación. La selección de características permite aumentar
la tasa de clasificación y la capacidad generalizadora de los clasificadores. En esta tesis, se
asume que los algoritmos de clasificación trabajan con vectores definidos en el dominio del
tiempo. La selección de características, en este caso, se corresponde con la selección de las
muestras del vector de entrada que son útiles para tareas de clasificación.

43
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En este capítulo, para evaluar la validez de los distintos métodos de preprocesado, se ha
construido un experimento consistente en la medida del error de clasificación con las señales
preprocesadas con los algoritmos estudiados. Como clasificador se ha elegido por su simplicidad,
el k-vecino más próximo (kNN), que se describe con mayor detalle en el capítulo 4.

3.2. Alineamiento de las señales HRR

En esta sección se estudian los métodos más usuales para alinear señales HRR: el algoritmo
de la posición del máximo, el algoritmo fase-cero basado en la DFT y los basados en el cálculo
de la correlación cruzada. Tras el análisis de estos algoritmos se realizan propuestas novedosas
que conducen a un error más pequeño en la clasificación.

Para analizar el funcionamiento de los métodos se proponen diversos experimentos. En ge-
neral, interesa analizar la influencia del desalineamiento en la probabilidad de error, así como la
mejora debida a la introducción de los algoritmos de alineamiento de señales.

Para medir la robustez frente al ruido, se va a medir la diferencia entre la estimación del
desplazamiento cuando la señal va acompañada de ruido, y la estimación del desplazamiento
cuando la señal no tiene ruido. El parámetro medido ha sido la raíz cuadrada del valor cuadrático
medio de esta diferencia.

3.2.1. Algoritmo de la posición del máximo

El método de la posición del máximo está basado en el alineamiento de los patrones respecto
al máximo valor del vector. Es con diferencia el método más sencillo desde el punto de vista
matemático y uno de los más sencillos en cuanto a coste computacional. Este método sólo tiene
aplicación práctica cuando la señal sin ruido presenta un máximo predominante. Curiosamente,
a pesar de su simplicidad, obtiene buenos resultados en el alineamiento de señales HRR. Esto
es debido a las características intrínsecas de las señales; teniendo en cuenta que la señal HRR
es un gráfico de reflectividad del blanco, la posición del máximo coincide con la posición del
dispersor predominante en el modelo del blanco. La principal desventaja del método radica en
la alta sensibilidad a la presencia de ruido.

En esta sección se va a estudiar la influencia del ruido en la estimación del desplazamiento.
Es decir, vamos a evaluar la probabilidad de que, debido a la presencia del ruido, la muestra
seleccionada como de valor máximo, no se corresponda con la muestra de valor máximo en la
señal sin ruido. Este tipo de error, va a provocar un error en la estimación del desplazamiento a
realizar para alinear las señales. Así, lo deseable sería que el error cometido fuese mínimo. Para
evaluar la importancia de este error, va a calcularse el valor cuadrático medio del mismo.

Supongamos que se dispone de una señal HRR, en forma de vector cuyas componentes son
las muestras de la misma. Sea y = [y1, y2, ..., yL]T el vector, cuyas componentes son las muestras
de la señal, yi = y[i], 1 ≤ i ≤ L.

La probabilidad de que la coordenada m del vector sea la máxima se puede calcular integrando
la función de densidad de probabilidad en las variables yi, i �= m, hasta el valor de la muestra
y[m], y en todo el dominio de la variable ym:

P (ym = máx{y}) =
∫ ∞

0

∫ ym

0
...

∫ ym

0
fY(y)dy (3.1)
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Donde fY(y) es la función de densidad de probabilidad asociada al vector patrón. Asumiendo
la independencia estadística de las componentes del vector [Papoulis1991]1, la función de densi-
dad de probabilidad conjunta se puede expresar como el producto de funciones de densidad de
probabilidad marginales. Así, la ecuación (3.1) también se puede expresar como (3.2).

P (ym = máx{y}) =
∫ ∞

0


 ∏

∀i�=m

∫ y[m]

0
fYi(yi)dyi


 fYm(ym)dym (3.2)

Si se conocen estas probabilidades, es posible evaluar el error cuadrático medio en la estima-
ción del desplazamiento cíclico, debido a la presencia del ruido:

√√√√ L∑
m=1

((m − p))2L · P (ym = máx{y}) (3.3)

Donde p es la posición del máximo en la señal sin ruido, y por tanto, ((m− p))L será el error
cometido debido a la presencia de ruido. Este cálculo no es simple, ya que en el caso más general
las funciones de densidad de probabilidad no poseen integrales analíticas conocidas, y aún en
el caso de poderse obtener aproximaciones, el cálculo de la expresión (3.2) no es trivial. Debido
a esto, para poder analizar el método y extraer algunas conclusiones, vamos a analizar algunos
casos particulares.

Caso 1: señal HRR compuesta de una Delta de Krönecker

En este caso se va a particularizar el estudio para el caso de una señal HRR consistente en
una Delta de Krönecker con ruido. Así, para todas las componentes de señal igual a 0 (relación
señal a ruido muy baja), la aproximación de la función de densidad de probabilidad por Rayleigh
es exacta, mientras que la función de densidad de probabilidad de la componente p será de tipo
gaussiano (relación señal a ruido alta). Estas aproximaciones son válidas para un amplio rango
de valores de SNR, tal y como se observó en la sección 2.3.

Así, evaluando la expresión (3.2) con las funciones de densidad de probabilidad de este caso
particular, y teniendo en cuenta la expresión de la función de distribución de la variable aleatoria
de tipo Rayleigh (expresión (2.28)), la probabilidad de que la muestra p sea máxima se puede
obtener con la siguiente expresión:

P (yp = máx{y}) =
∫ ∞

−∞

(
1 − e

− y2
p

2σ2
r

)L−1
1√

2πσr

e
− (yp−µ)2

2σ2
r dyp (3.4)

Desarrollando la potencia del binomio como suma de términos, aparecerán un conjunto de su-
mandos ponderados por los términos TL−1(k) del triángulo de Tartaglia definidos por la expresión
(3.5).

Tn(k) =
n!

k!(n − k)!
(3.5)

1Si dos variables aleatorias X e Y son independientes, entonces Z = g(X) y W = h(Y ), también son indepen-
dientes entre sí. En nuestro caso, las muestras de ruido se suponen independientes, y las funciones se construyen
sumando una constante determinista a las muestras de ruido.
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De este modo, la integral puede ser descompuesta en una suma de integrales, dando así lugar
a la expresión (3.6).

P (yp = máx{y}) =
L−1∑
k=0

(−1)kTL−1(k)
∫ ∞

−∞
1√

2πσr

e
− (yp−µ)2

2σ2
r · e−

ky2
p

2σ2
r dyp (3.6)

Que también puede ser expresada de esta otra forma:

P (yp = max{y}) =
L−1∑
k=0

(−1)kTL−1(k)
∫ ∞

−∞
1√

2πσr

e
− (yp−µ)2+ky2

p

2σ2
r dyp (3.7)

Podemos obtener una expresión equivalente en la que se identifica una función gaussiana de
media µ/(1 + k) y de varianza σ2

r/(1 + k):

P (yp = max{y}) =
L−1∑
k=0

(−1)kTL−1(k)
∫ ∞

−∞
1√

2π σr√
1+k

1√
1 + k

e
−(yp− µ

1+k )2

2
σ2

r
1+k e

− kµ2

2σ2
r (1+k) dyp (3.8)

Como la integral de la función gaussiana es la unidad, la expresión anterior queda reducida
a la expresión (3.9).

P (yp = max{y}) =
L−1∑
k=0

(−1)kTL−1(k)
1√

1 + k
e
− kµ2

2σ2
r (1+k) (3.9)

Una vez conocida la probabilidad de que la muestra p sea la mayor, se puede obtener la
probabilidad de que cualquier otra muestra distinta de la que ocupa la posición p sea la máxima.
Esta probabilidad aparece expresada en (3.10).

P (yi = máx{y}) =
1 − P (yp = máx{y})

L − 1
∀ i �= p (3.10)

Y así, usando el error en la estimación definido por (3.3) y teniendo en cuenta que para m = p

el sumando es cero, la raíz cuadrada del error cuadrático medio cometido en la estimación del
desplazamiento se puede expresar como:

√
1 − P (yp = máx{y})

L − 1

√√√√ L∑
m=1

((m − p))2L (3.11)

La figura 3.1 representa la raíz cuadrada del error cuadrático medio en la estimación del
desplazamiento obtenido con la expresión (3.11), así como la probabilidad de que la muestra
p sea la máxima del vector con ruido (recuérdese que en el vector sin ruido, la muestra en la
posición p es la de máxima amplitud). Se ha realizado el estudio teórico para valores de SNR
entre 1 dB y 50 dB en pasos de 1 dB, así como para valores de L de 4, 8, 16, 32, 64 y 128. Se
incluyen, además, resultados experimentales obtenidos mediante simulación de Monte Carlo con
106 patrones. Dichos patrones han sido generados considerando que el ruido es aditivo y gaussiano
en fase y cuadratura a la entrada del detector de envolvente. A partir de los resultados obtenidos
se puede concluir que el efecto de las muestras sin componente de señal sobre la estimación de
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Figura 3.1: Raiz cuadrada del error cuadrático medio en la estimación del desplazamiento y
probabilidad de que la muestra en la posición p sea considera máxima, cuando la señal sin ruido
es una Delta de Krönecker (resultados teóricos y experimentales).

la posición del máximo, es inapreciable para SNRs mayores de 20 dB, lo que a efectos prácticos
implica la totalidad de los valores reales de SNR. También se aprecia una gran similitud entre
los resultados teóricos aproximados y los reales, lo que sirve como prueba de la fiabilidad de las
aproximaciones Rayleigh y Gaussiana al caso Rice.

Caso 2: posición del máximo para alinear una señal HRR compuesta de dos Deltas
Kronecker

A la vista de los resultados obtenidos en el caso anterior, se observa que para relaciones señal
a ruido superiores a 20 dB, el efecto de las muestras sin componente de señal es despreciable. En
este segundo caso se va a evaluar el efecto de disponer de dos muestras con amplitudes elevadas
en las posiciones p y q en un vector de L muestras, donde se ignora el efecto de las muestras
en posiciones distintas de p y q. Al considerarse la amplitud de las muestras mucho mayor que
la desviación típica del ruido, las integrales de las funciones de densidad de probabilidad que
caracterizan a las muestras del vector sin componente de señal, pueden ser aproximadas a la
unidad, sin cometer demasiado error. Así, atendiendo a los resultados del estudio anterior, la
probabilidad de que la muestra en la posición p del vector con ruido tenga el valor más alto se
puede calcular a partir de la siguiente expresión:

P (yp = máx{y}) ≈ P (yp > yq) =
∫ ∞

−∞

(∫ yp

−∞
fYq(yq)dyq

)
fYp(yp)dyp (3.12)

Para resolver estas integrales se va a suponer la aproximación integrable del caso 3 de la
sección 2.3. Así, usando esas expresiones, la ecuación (3.12) se transforma en (3.13).

P (yp = máx{y}) ≈
∫ ∞

−∞
1

1 + e
− π√

3

yp−µq
σq

· πe
− π√

3

yp−µp
σp

√
3σp

(
1 + e

−
√

π
3

yp−µp
σp

)2 dyp (3.13)
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Donde µp =
√

x2
p + σ2

r , y µq =
√

x2
q + σ2

r , siendo xp y xq las amplitudes de las componentes
de señal en las posiciones p y q del vector. Teniendo en cuenta que σp = σq = σr, despejando la
variable de integración y realizando el cambio de variable x = exp(−πyp/(σr

√
3), la expresión

anterior puede transformarse en la ecuación (3.14):

P (yp = máx{y}) ≈
∫ ∞

0

1

1 + xe
π√
3

µq
σr

· e
π√
3

µp
σr(

1 + xe
√

π
3

µp
σr

)2 dx (3.14)

Resolviendo la integral y simplificando, la probabilidad de que la muestra en la posición p

sea mayor que la muestra en la posición q se puede expresar como:

P (yp = máx{y}) ≈
π(µq−µp)√

3σr
e

π(µq+µp√
3σr(

e
πµq√
3σr − e

πµp√
3σr

)2 − e
πµp√
3σr

e
πµq√
3σr − e

πµp√
3σr

(3.15)

La figura 3.2 representa la probabilidad de que la muestra en la posición p sea la máxima del
vector con ruido, obtenida usando la expresión (3.15). Se ha realizado el estudio para valores de
SNR entre 1 dB y 50 dB en pasos de 1 dB, así como para valores de xq entre 0,5 y 0,99. Los
resultados se muestran para el caso de sólo dos muestras (L = 2) (figura de la derecha) y para
el caso L = 128 muestras, donde sólo dos muestras tienen componente de señal. Los resultados
muestran que, al contrario de lo ocurrido en el caso anterior, con un valor suficientemente alto de
xq se obtienen errores en la estimación de la posición del máximo incluso para los valores de SNR
más altos. La figura muestra, además, la validez de la aproximación integrable. En línea de trazo
y punto se muestra la estimación de dicha probabilidad mediante el método de Monte Carlo con
106 patrones de ejemplo. Además, como se observa en la figura de la derecha, la conclusión de
que las muestras sin componente de señal no afectan es válida para SNRs mayores de 15 dB.

Por último, la figura 3.3 representa los patrones del conjunto de datos de entrenamiento con
una SNR de 20 dBs (izquierda) y con una SNR de 50 dBs (derecha), centrados con el algoritmo de
la posición del máximo, representados en forma de imagen. Cada columna contiene la información
sobre las 128 muestras de cada patrón representadas en escala de grises. Como se observa, todos
los patrones del conjunto han sido alineados respecto a la posición del máximo (la línea horizontal
de color oscuro está formada por las muestras de mayor amplitud de los vectores, no tratándose
de ninguna línea dibujada encima de las figuras).

Error de clasificación usando el alineamiento basado en la posición del máximo

A continuación se aborda la aplicación del método de alineamiento al conjunto de datos
disponibles de señales HRR. Por un lado, estamos interesados en averiguar la validez de la
extrapolación de los estudios teóricos realizados sobre el error en la estimación de la posición
del máximo, a los datos disponibles. En este sentido, se ha evaluado el valor cuadrático medio
del error en la estimación de la posición del máximo debido a la presencia de ruido, con los
datos disponibles. Los resultados se presentan en la gráfica de la izquierda de la figura 3.4. En
esta gráfica se pone de manifiesto que los resultados con los datos disponibles se aproximan
a los obtenidos en el caso de que el vector sólo tiene una muestra con componente de señal,
para valores de SNR inferiores a 15dB. También se observa que, para valores mayores, el error
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Figura 3.2: Probabilidad de que la muestra en la posición p sea la máxima del vector, obtenida
usando la expresión (3.15) y mediante simulación de Montecarlo, para el caso de sólo dos muestras
(L = 2) (figura de la derecha) y para el caso L = 128 muestras, donde sólo dos muestras tienen
componente de señal.
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Figura 3.3: Patrones del conjunto de datos de entrenamiento con una SNR de 20 dBs (izquierda)
y con una SNR de 50 dBs (derecha), centrados con el algoritmo de la posición del máximo.
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Figura 3.4: Raíz cuadrada del error cuadrático medio en el centrado de la señal (izquierda) y
error de clasificación usando el algoritmo kNN (derecha) para los conjuntos de test, utilizando el
algoritmo de alineamiento de la posición del máximo.

cuadrático medio obtenido considerando dos muestras con componentes de señal, constituye una
buena aproximación. A efectos prácticos, interesa sobre todo el funcionamiento de los métodos
de alineamiento para señales con 15 dBs o más de SNR, ya que en casos menores la cantidad de
ruido es tal que resulta prácticamente imposible discernir el tipo de blanco.

Por otro lado, para evaluar la validez del método de alineamiento basado en la posición del
máximo, se ha medido el error de clasificación obtenido con el método del k-vecino más próximo
(kNN), utilizando los conjuntos alineados con este método. Se ha evaluado el error de clasificación
sobre el conjunto de validación para un rango de valores de k entre 1 y 30 (valor a partir del
cual se ha comprobado que no hay mejoría en el resultado), para seleccionar el valor de k con el
que se minimiza dicho error. Posteriormente, una vez seleccionado el valor del parámetro k, se
ha medido el error de clasificación sobre el conjunto de test.

La gráfica de la derecha de la figura 3.4 muestra el error de clasificación obtenido sobre los
conjuntos de datos centrados usando la posición del máximo. Se representa la curva de error
obtenida para cada tamaño del conjunto de entrenamiento (parámetro N). Se incluye además,
en la tabla 3.1, los resultados numéricos de dicho error en porcentaje.

Además, como se puede apreciar en la tabla, el error de clasificación para SNRs de 5 y 10 dBs
es de aproximadamente un 80 %, lo que se corresponde con el error máximo posible (eligiendo
aleatoriamente una clase se acierta una de cada seis veces, lo que implica un error de clasificación
del 83.33 %). Se observa que a partir de ese valor de SNR el error en la clasificación disminuye
progresivamente hasta los 25-30 dBs de SNR, manteniéndose en un suave descenso a partir de
dicho valor. Se considera, por tanto, que el ruido tiene poca influencia a partir de esos valores de
SNR.

Por último, se observa que la tasa de error decrece a medida que aumenta el tamaño del
conjunto de entrenamiento. Se aprecia una tendencia exponencial decreciente, ya que la reducción
es aproximadamente lineal cuando los tamaños de los conjuntos se duplican.
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Tabla 3.1: Error en la clasificación ( %) usando el método kNN aplicado a los conjuntos centrados
usando la posición del máximo.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 81.99 82.69 66.78 45.44 32.81 30.99 28.95 28.01 26.37 28.95
N=120 84.27 80.29 59.36 38.83 26.78 25.67 23.80 24.44 21.52 21.81
N=240 83.80 78.83 55.32 32.81 21.40 19.18 17.66 17.37 15.32 15.26
N=480 82.46 79.47 54.15 25.61 16.73 14.33 11.52 12.81 11.52 11.05
N=960 84.09 80.41 44.62 20.53 12.69 10.53 8.25 8.13 7.72 7.43
N=1920 83.51 80.53 47.13 18.25 9.53 8.19 6.55 7.19 5.61 5.03

3.2.2. Algoritmo fase cero, basado en el cálculo de la DFT

El método de fase cero se encuentra fundamentado en las propiedades de la transformada
de Fourier. Para cualquier función x(t) con transformada de Fourier X(ω) la transformada de
fourier de la señal desplazada x(t − ∆t) viene dada por la ecuación (3.16).

F{x(t −�t)} = X(ω)e−jω�t (3.16)

Es decir, un desplazamiento temporal de la señal se traduce en un cambio de fase de la
transformada de Fourier. En el caso discreto, donde lo que tenemos es la versión muestreada
x[n](n = 0, ..., N − 1), existe una propiedad similar de la transformada discreta de Fourier (del
inglés Discrete Fourier Transform DFT), para la versión cíclicamente desplazada de x[n]:

V [k] = DFT{x[((n − m))L]} = X[k]e−j2πkm/L (3.17)

donde ((n − m))L representa el resto de la división de (n − m) entre L. Así, para un des-
plazamiento cíclico de m muestras (m ∈ Z), la k-ésima componente de la DFT tendrá un
desplazamiento en su fase de −2πkm/L. Estos desplazamientos en la fase de la DFT pueden ser
utilizados para obtener una estimación del valor de m.

Por otro lado, un desplazamiento en la fase de φ + 2kπ radianes presenta incertidumbre,
al ser tomado como un desfase de φ radianes. Este hecho hace que se use la medida de las
diferencias en la fase de dos muestras consecutivas de la DFT. Así, si la fase de la componente k

es φ(X[k])−2πkm/L y la fase de la componente k+1 es φ(X[k+1])−2π(k+1)m/L, entonces la
diferencia entre ambas fases viene dada por la ecuación (3.18), y este valor se encuentra acotado
entre 0 y 2π, resolviendo de este modo la incertidumbre.

φ(V [k + 1]) − φ(V [k]) = φ(X[k + 1]) − φ(X[k]) − 2πm

L
(3.18)

Para señales reales, cuyas transformadas de Fourier son hermíticas, es conveniente el uso
de k = 0, ya que φ(V [0]) = 0 en estos casos, y sólo es necesario considerar φ(V [1]). Si el
número de muestras de la DFT es suficientemente grande, se puede suponer sin demasiado
error que φ(X[1]) ≈ φ(X[0]), no cumpliéndose esta relación entre φ(V [1]) y φ(V [0]) debido al
desplazamiento. Con estos supuestos, el valor del desplazamiento se puede estimar con la siguiente
expresión [Padjla1999]:
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m ≈ − L

2π
(φ(V [1])) (3.19)

A continuación se va a evaluar el efecto del ruido en la estimación del desplazamiento. La
k-ésima muestra de la DFT del patrón y[n] se puede determinar como:

Y [k] =
L−1∑
n=0

y[n]e−j2πkn/L (3.20)

Es interesante el estudio del efecto sobre la fase de la expresión (3.20), de la adición de ruido
blanco gaussiano (estamos suponiendo la aproximación gaussiana descrita en la sección 2.3, válida
para SNRs altas). Para ello, siendo y[n] = s[n] + r[n] el patrón compuesto de la suma de una
señal determinista, s[n], y un proceso de ruido blanco aditivo y gaussiano, r[n], con media cero
y varianza σ2

r , la ecuación (3.20) se puede reescribir como:

Y [k] =
L−1∑
n=0

(s[n] + r[n])e
−j2πkn

L = S[k] + R[k] (3.21)

La componente k de la DFT de la señal estará compuesta de la suma de un valor determinista
S[k] y una variable aleatoria R[k]. La función de densidad de probabilidad asociada a la variable
aleatoria R[k] puede ser determinada usando la definición de la DFT:

R[k] =
L−1∑
n=0

r[n]e
−j2πkn

L (3.22)

Tomando R[k] = Re{R[k]} + jIm{R[k]}, la ecuación (3.22) se puede reescribir como:

Re{R[k]} =
L−1∑
n=0

r[n]cos(2πkn/L) (3.23)

Im{R[k]} = −
L−1∑
n=0

r[n]sin(2πkn/L) (3.24)

Debido a las características de la DFT, si r[n] es ruido blanco y gaussiano, entonces Re{R[k]}
y Im{R[k]} serán independientes. Teniendo esto en cuenta, las partes real e imaginaria de R[k]
son variables aleatorias gaussianas con media cero y varianzas σRe(k)2 y σIm(k)2 donde:

σRe(k)2 = σ2
r

L−1∑
n=0

cos2(2πkn/L) (3.25)

σIm(k)2 = σ2
r

L−1∑
n=0

sin2(2πkn/L) (3.26)

Sumando los cuadrados de los senos y los cosenos en (3.25) y (3.26), se obtiene σRe(k)2 =
σIm(k)2 = Lσ2

r/2 para k �= {0, L/2}, y σRe(k)2 = Lσ2
r y σIm(k)2 = 0 para k = {0, L/2}.

Así, la función de densidad de probabilidad asociada a la variable aleatoria Y [k] (k �=
{0, L/2}) es compleja y gaussiana con media compleja igual a S[k] y varianza Lσ2

r/2. Para
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Figura 3.5: Representación de la k-ésima muestra de la DFT en el plano complejo.

poder analizar el error en la estimación de la fase debido al ruido, podemos considerar el ruido
complejo descompuesto de la siguiente forma:

R[k] = Rf [k]ejφ(S[k]) + jRc[k]ejφ(S[k]) (3.27)

donde Rf [k] y Rc[k] ∈ Re. Usando las propiedades de las funciones de densidad de probabili-
dad gaussianas complejas, ambos términos serán gaussianos de media cero y varianza σ2

rL/2. La
figura 3.5 representa esta descomposición, así como el error en la estimación de la fase, eφ(k). El
error en la estimación de la fase debido al ruido es:

tan(eφ(k)) =
Rc[k]

Rf [k] + |S[k]| (3.28)

El numerador es una variable aleatoria real con media cero y varianza Lσ2
r/2, y el denominador

es una variable aleatoria real de media |S[k]| y varianza Lσ2
r/2.

Esta expresión proporciona otra justificación al uso de k = 0. Para minimizar el error en la
estimación de la fase, |S[k]| debe ser tan grande como sea posible, y no podemos olvidar que los
coeficientes de baja frecuencia suelen tener mayor valor absoluto.

Para estudiar la influencia de los parámetros sobre el error en la fase, podemos considerar
Lσ2

r/2 << |S[k]|2 (SNR alta). Así, el término Rf [k] + |S[k]| es aproximado por |S[k]|, y el
arcotangente es aproximado por su argumento. La expresión (3.28) se puede reescribir entonces
como:

eφ(k) � Rc[k]
|S[k]| (3.29)

La función de densidad de probabilidad asociada a este error en la estimación de la fase se
puede considerar, sin mucho error, como una gaussiana con media cero y varianza Lσ2

r/(2|S(k)|2).
Por último, usando la ecuación (3.19), el error en la estimación del desplazamiento se podrá
considerar una variable aleatoria gaussiana:

em = −Leφ(1)
2π

→ N
(
0, L3σ2

r/
(
8π2|S[1]|2)) (3.30)
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Figura 3.6: Patrones del conjunto de datos de Entrenamiento con una SNR de 20 dBs (izquierda)
y con una SNR de 50 dBs (derecha), centrados con el algoritmo de la fase cero, representados en
forma de imagen.

El estudio realizado ha permitido caracterizar estadísticamente el error en la estimación del
desplazamiento en el caso en el que el ruido añadido a la señal determinista es gaussiano. Este
resultado no puede ser aplicado directamente a nuestro caso de estudio, donde el ruido añadido
a la señal HRR es de tipo Rice. Sin embargo, recordemos que para SNRs altas, en la sección 2.3,
hemos demostrado que la señal HRR se puede considerar, sin mucho error, gaussiana con media
s[n] =

√|x[n]|2 + σ2
r y con varianza σ2

r . Así, el término S[1] se podrá obtener usando la siguiente
expresión:

S[1] =
L−1∑
n=0

√
|x[n]|2 + σ2

re
−j2πn

L (3.31)

Analizando la expresión (3.30), nos damos cuenta de que la varianza del error en la estimación
del desplazamiento depende de forma cúbica de la longitud del vector. Debido a esto, y teniendo
en cuenta que la longitud efectiva de la señal es menor que la longitud del patrón L, una forma
de reducir la varianza consiste en descartar las componentes del vector sin información útil de la
señal.

La figura 3.6 representa los patrones del conjunto de datos de entrenamiento con una SNR
de 20 dBs (izquierda) y con una SNR de 50 dBs (derecha), centrados con el algoritmo fase cero,
representados en forma de imagen. Cada columna contiene la información sobre las 128 muestras
de cada patrón representadas en escala de grises.

Error de clasificación usando el método de alineamiento fase cero

Para evaluar la validez de los resultados anteriores, se ha estudiado el error en la estimación del
desplazamiento de forma experimental mediante simulación de Montecarlo para distintos valores
de SNR. El valor cuadrático medio de este error se ha representado en la gráfica izquierda de la
figura 3.7, comparándolo con el valor cuadrático de dicho error, predicho por la expresión (3.30).
Los resultados obtenidos demuestran la validez para SNRs superiores a 10dB.
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Figura 3.7: Raíz cuadrada del error cuadrático medio en el centrado de la señal (izquierda) y
error de clasificación usando el algoritmo kNN (derecha) para los conjuntos de test, utilizando el
método de alineamiento fase cero.

Tabla 3.2: Error en la clasificación ( %) usando el método kNN aplicado con los conjuntos cen-
trados usando el método fase cero.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.68 83.45 77.66 62.11 50.53 40.29 39.42 48.89 44.97 47.19
N=120 83.74 83.22 75.85 60.99 37.31 34.39 30.94 33.98 36.78 33.39
N=240 83.16 82.98 74.50 45.61 29.82 26.73 23.39 22.11 23.57 22.16
N=480 83.98 83.45 69.82 38.65 24.33 18.42 18.07 23.86 16.37 17.02
N=960 83.74 82.46 64.50 32.22 19.65 12.81 11.99 14.91 12.92 11.64
N=1920 82.05 83.86 58.60 25.03 13.16 10.35 8.19 8.42 8.71 9.12

En la gráfica de la derecha de la misma figura y en la tabla 3.2, se presentan las probabilidades
de error de clasificación obtenidas con el método kNN, con los datos del conjunto de test alineados
con el algoritmo de fase cero.

De los resultados obtenidos se desprende que la influencia del ruido en el error en el alinea-
miento con este método, es sensiblemente inferior a la del método de la posición del máximo,
tendiendo a cero cuando la SNR aumenta (cosa que no ocurría con el método de la posición
del máximo). Por otro lado, el error cometido en la clasificación es sensiblemente superior al
obtenido con los patrones alineados con el método de la posición del máximo. Esto es debido a
que, si bien la influencia del ruido es menor, el método de fase cero es intrínsecamente peor que
el de la posición del máximo cuando se consideran las señales sin ruido.

3.2.3. Algoritmos basados en la correlación cruzada

Los métodos basados en la correlación cruzada utilizan cálculo de la posición del máximo de
la correlación cruzada entre los patrones disponibles. El principio teórico lo constituye el filtro
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adaptado a la señal. Sea v[n] = y[((n−m))L] = x[((n−m))L]+ r[((n−m))L], n = 1, ..., L donde
x[n] es una señal determinista y r[n] es ruido blanco aditivo gaussiano de media nula y varianza
σ2

r ; si la señal x[n] fuera conocida, el desplazamiento necesario para alinear una señal desalineada
circularmente (v[n]) se puede determinar de forma óptima por medio de la posición del máximo
de la correlación circular cruzada entre la señal v[n] y la señal x[n], representada como cxv[n] en
la expresión (3.32):

cxv[n] =
L∑

i=1

x[i]v[((i + n))L] =
L∑

i=1

x[i](x[((i − m + n))L] + r[((i − m + n))L]) (3.32)

Evaluando la ecuación (3.32) e identificando la autocorrelación circular cxx[n], se obtiene la
ecuación (3.33).

cxv[n] = cxx[((n − m))L] +
L∑

i=1

x[i]r[((i − m + n))L] (3.33)

El valor de cxx[((n−m))L] es máximo en n = m. Además, usando las propiedades de la función
densidad de probabilidad gaussiana, el cálculo de la función de densidad de probabilidad asociada
a cxv[n] es sencillo. Teniendo en cuenta que cxx[((n − m))L] es un valor determinista, cxv[n] es
igual a una constante más una suma ponderada de variables aleatorias gaussianas de media cero y
varianza σ2

r . El resultado será una variable aleatoria también gaussiana de media cxx[((n−m))L]
y varianza cxx[0]σ2

r . Así, queda por tanto demostrado que el cálculo de la correlación cruzada
circular con x[n] resulta óptimo para obtener el desplazamiento de la señal.

Debido a la imposibilidad de conocer x[n], este procesado óptimo no es posible. Los métodos
basados en el cálculo de la correlación cruzada parten de la búsqueda de aproximaciones a la
señal x[n] desconocida. Los artículos [Jane1991, Woody1997] aproximan x[n] por medio de todo
el conjunto de señales disponibles en el conjunto de entrenamiento.

En una primera aproximación, es necesario calcular la correlación cruzada circular de la señal
a analizar con cada uno de los patrones del conjunto de entrenamiento. Una vez las posiciones
de los máximos de la correlación cruzada han sido obtenidas, se puede estimar el desplazamiento
de cada uno de los vectores. Esta implementación se denomina “Correlación Cruzada Completa”,
y ofrece el mejor resultado posible a partir de las correlaciones cruzadas.

Dicha implementación implica un elevado coste computacional, por lo que existen diversas
aproximaciones que, aunque obtienen peores resultados, reducen drásticamente el número de
operaciones. Un ejemplo de estas estrategias es la conocida como “Correlación Cruzada Simple”.
Este método usa una sola señal como patrón para alinear el resto de las señales. Así, para alinear
cada patrón, tan sólo es necesario realizar una correlación cruzada y, de este modo, el coste
computacional es mucho menor e independiente del tamaño del conjunto.

Método de la correlación cruzada completa

Sea �ij la posición del máximo de la correlación cruzada entre el vector xi[n] y el vector
xj [n], de modo que la correlación cruzada del vector xi[n − �ij ] con el vector xj [n] tiene el
máximo en la posición 0. Entonces, los desplazamientos di, i = 1, 2, ...N a realizar a cada vector
xi[n] del conjunto de datos deberán ser tales que se minimice la siguiente expresión:
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C(d1, d2, ..., dN ) = min




N∑
i=1

N∑
j=1

(�ij + di − dj)2


 (3.34)

Los valores de los desplazamientos di que minimizan esta expresión pueden ser obtenidos a
partir de la siguiente expresión:

∂C(d1, d2, ..., dN )
∂dk

= −
N∑

i�=k

2(�ik + di − dk) +
N∑

j �=k

2(�kj + dk − dj) = 0 (3.35)

Teniendo en cuenta que �ij = −�ji, y que �ii = 0, la expresión (3.35) puede ser simplificada.

Ndk −
N∑

i=1

di =
N∑

i=1

�ik (3.36)

El sistema de ecuaciones puede ser descrito de forma matricial.




N − 1 −1 · · · −1
−1 N − 1 · · · −1
...

...
. . .

...
−1 −1 · · · N − 1


 ·




d1

d2
...

dN


 =




∑N
i=1 �i1∑N
i=1 �i2

...∑N
i=1 �iN


 (3.37)

El rango del sistema de ecuaciones es N − 1, lo que se demuestra fácilmente dándose cuenta
de que la suma de todas las filas del sistema de ecuaciones es igual a cero (una fila es combinación
lineal de todas las demás). Esto implica que no existe una solución única, sino un conjunto de
soluciones descritas por una hiper-recta.

Para resolver este problema, por tanto, hay que sustituir una de las ecuaciones por otra. El
método descrito en [Coakley2001] plantea fijar arbitrariamente uno de los vectores del conjunto.
Así, por ejemplo, sustituimos la primera ecuación del sistema por d1 = 0, el sistema de ecuaciones
quedará como sigue:




1 0 · · · 0
−1 N − 1 · · · −1
...

...
. . .

...
−1 −1 · · · N − 1


 ·




d1

d2
...

dN


 =




0∑N
i=1 �i2

...∑N
i=1 �iN


 (3.38)

De este modo se logra que la matriz de coeficientes sea invertible. Dicho sistema de ecuaciones
puede ser resuelto, obteniendo lo siguiente:




d1

d2
...

dN


 =




1 0 · · · 0
1 2/N · · · 1/N
...

...
. . .

...
1 1/N · · · 2/N


 ·




0∑N
i=1 �i2

...∑N
i=1 �iN


 (3.39)

Calculando el producto matricial anterior y teniendo en cuenta que
∑N

i=1

∑N
j=1 �ij = 0, se

obtiene la ecuación que describe el valor de cada uno de los desplazamientos dk relativos a d1.
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dk =

{
0 si k = 1
1
N

∑N
i=1(�ik −�i1) si k �= 1

(3.40)

Si se añade 1
N

∑N
i=1 �i1 a todos los desplazamientos, deja de ser necesario establecer un

vector con desplazamiento inicial 0. Entonces, los desplazamientos a realizar se obtendrían con
la siguiente ecuación:

dk =
1
N

N∑
i=1

�ik (3.41)

En el planteamiento descrito no se ha tenido en cuenta en ningún momento la naturaleza
circular de los desplazamientos. Por ello, y para evitar problemas en la estimación de los des-
plazamientos, el conjunto de datos debe ser inicialmente pre-alineado utilizando un método de
alineamiento absoluto, como por ejemplo el método de fase cero, y cumplirse que la señal con-
centra la información útil en las muestras centrales, estando los extremos formados únicamente
por muestras de ruido.

Por otro lado, este método sirve para alinear conjuntos de vectores, pero resulta ineficiente
por cuestiones de planteamiento para alinear un único vector. En un problema de clasificación
real, se dispone de dos conjuntos para realizar el clasificador (entrenamiento y validación), siendo
únicamente estos dos conjuntos los apropiados para ser alineados por el método de la correlación
completa. En cambio, los vectores de test en un caso real llegan de uno en uno y no es posible,
por tanto, conocer todos ellos en un mismo instante de cara a alinearlos con este método de
alineamiento relativo. Será necesario alinearlos usando los vectores del conjunto de entrenamiento
previamente alineados. Además, por razones de diseño, es recomendable que los vectores del
conjunto de validación sean alineados usando el mismo método que el usado para los vectores de
test, para no falsear las estimaciones de probabilidades de error en el diseño del clasificador.

Para alinear los patrones de los conjuntos de validación y de test, se procederá a alinear
previamente el conjunto de entrenamiento usando el método de la correlación cruzada completa.
A continuación se calcularán las correlaciones cruzadas de los vectores de validación y test con
cada uno de los vectores prealineados del conjunto de entrenamiento, y se usarán las posiciones
de los máximos de las correlaciones cruzadas para calcular el desplazamiento a realizar.

Sea �̂kt la posición del máximo de la correlación cruzada entre el k-ésimo vector prealineado
del conjunto de entrenamiento y el vector t a alinear. El desplazamiento dt a realizar al vector
deberá ser tal que se minimice la siguiente función de coste:

C(dt) =
N∑

k=1

(�̂kt − dt)2 (3.42)

Derivando respecto a dt e igualando a 0, se obtiene el valor de dt que minimiza dicha función
de coste.

dt =
1
N

N∑
k=1

�̂kt (3.43)

El principal problema de esta aproximación es el coste computacional asociado al cálculo de
todas las correlaciones. El número de correlaciones cruzadas a realizar para alinear cada vector
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Figura 3.8: Raíz cuadrada del error cuadrático medio en la estimación del desplazamiento usando
la correlación cruzada completa, para los distintos tamaños de los conjuntos de entrenamiento.

del conjunto de test es N y depende del tamaño del conjunto de entrenamiento N . Y para calcular
cada correlación son necesarios L2 productos, (L − 1)L sumas y L comparaciones totalizando
2L2 operaciones simples, siendo L la longitud del vector. Este hecho hace que en la mayoría de
los escenarios de aplicaciones en tiempo real esta técnica sea poco útil.

La figura 3.8 muestra la raíz cuadrada del error cuadrático medio en la estimación del des-
plazamiento de los patrones del conjunto de test, usando el método de la correlación cruzada
completa. Se ha alineado el conjunto de entrenamiento usando la expresión (3.41), y posterior-
mente se ha alineado el conjunto de test usando la expresión (3.43). Se representa la variación
del error con la SNR, para los distintos tamaños de los conjuntos de entrenamiento. Se observa
que no existen grandes diferencias entre los resultados obtenidos utilizando distintos tamaños de
conjuntos de entrenamiento.

La figura 3.9 representa los patrones del conjunto de datos de entrenamiento con una SNR
de 20 dBs (izquierda) y con una SNR de 50 dBs (derecha), centrados con el algoritmo de la
Correlación Cruzada Completa, representados en forma de imagen. Cada columna contiene la
información sobre las 128 muestras de cada patrón representadas en escala de grises.

Método de la correlación cruzada simple

En el método de la correlación cruzada simple se utiliza la correlación con un único vector para
alinear la señal. Dicho vector suele ser elegido entre los disponibles en el conjunto de entrenamien-
to, aunque puede ser elegido teniendo en cuenta un conjunto completo de vectores previamente
alineados usando el método de la correlación cruzada completa. Así, en [Coakley2001] se propone
usar el vector promedio de los vectores alineados.

La figura 3.10 muestra los vectores referencia o patrón obtenidos al promediar los vectores
del conjunto de entrenamiento para una SNR de 20, y para una SNR de 50, alineados con el
método de la correlación cruzada completa.

La figura 3.11 muestra la raíz cuadrada del error cuadrático medio en la estimación del despla-



60 Capítulo 3. Preprocesado

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

0 320 640 960 1280 1600 1920
0

16

32

48

64

80

96

112

128

Target 1 Target 2 Target 3 Target 4 Target 5 Target 6

Figura 3.9: Patrones del conjunto de datos de entrenamiento con una SNR de 20 dBs (izquierda)
y con una SNR de 50 dBs (derecha), centrados con el algoritmo de la Correlación Cruzada
Completa, representados en forma de imagen.
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Figura 3.10: Vectores patrón calculados promediando los vectores del conjunto de entrenamiento
con SNR de 20 dBs (izquierda) y con SNR de 50 dBs (derecha), alineados usando el método
de la correlación cruzada completa, para los distintos tamaños del conjunto de entrenamiento
considerados.
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Figura 3.11: Raíz cuadrada del error cuadrático medio en la estimación del desplazamiento usando
los métodos de correlación cruzada simple estudiados, para los distintos tamaños de los conjuntos
de entrenamiento.

zamiento de los patrones del conjunto de test, usando el método de la correlación cruzada simple
con el primer vector del conjunto de entrenamiento como referencia, y usando como referencia
el promedio de los vectores del conjunto de entrenamiento. Para calcular el vector promedio se
ha alineado el conjunto de entrenamiento usando la expresión (3.41), y posteriormente se han
promediado los vectores del mismo, alineando el conjunto de test con dicho patrón. Se repre-
senta la variación de la raíz cuadrada del error cuadrático medio con la SNR, para los distintos
tamaños de los conjuntos de entrenamiento. Se observa que no existen grandes diferencias entre
los resultados obtenidos utilizando distintos tamaños de conjuntos de entrenamiento para el caso
del vector promediado, siendo dicho error muy superior en el caso de utilizar el primer vector del
conjunto de test para alinear todos los vectores.

La figura 3.12 representa los patrones del conjunto de datos de entrenamiento con una SNR
de 20 dBs (izquierda) y con una SNR de 50 dBs (derecha), centrados con el algoritmo de la
Correlación Cruzada Completa Simple. Como señal patrón se ha utilizando el primer vector como
patrón de alineamiento (arriba) y el vector promedio del conjunto de entrenamiento alineado con
la correlación completa (abajo).

En esta tesis se propone el uso de un vector alternativo de referencia que mejore el centrado
de los datos. Partimos de la ecuación (3.32), que implementa la correlación cruzada entre dos
señales x[n] e y[n], la cual puede ser descrita en función de la convolución circular de los dos
vectores.

cxy[n] =
L∑

i=1

x[i]y[((i + n))L] = x[n] ◦ y[−n] (3.44)

Realizando la DFT a ambos miembros de la ecuación, y teniendo en cuenta las propiedades
de dicha transformada, la ecuación (3.44) se puede reescribir como (3.45).

Cxy[k] = X[k]Y [k]∗ = |X[k]||Y [k]|ejφ(X[k])−jφ(Y [k]) (3.45)
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Figura 3.12: Patrones del conjunto de datos de Entrenamiento con una SNR de 20 dBs (izquierda)
y con una SNR de 50 dBs (derecha), centrados con el algoritmo de la Correlación Cruzada Simple.
Como señal patrón se ha utilizando el primer vector como patrón de alineamiento (arriba) y el
vector promedio del conjunto de entrenamiento alineado con la correlación completa (abajo).
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Donde Cxy[k], X[k] e Y [k] representan las DFTs de cxy[n], x[n] e y[n] respectivamente, y
φ(X[k]) es la fase de la señal X[k]. En el caso ideal en el que y[n] sea igual a la señal x[n]
desplazada, φ(X[k])−φ(Y [k]) = 2πk�xy/L, donde �xy representa la posición del máximo de la
correlación cruzada de las dos señales. Así, la ecuación (3.45) se puede escribir como (3.46).

Cxy[k] = |X[k]||Y [k]|ej2πk�xy/L (3.46)

Normalizando el vector Cxy[k] para que todos los elementos tengan amplitud unidad, y rea-
lizando la transformada inversa IDFT, se obtiene la señal recuperada z[n].

z[n] = IDFT{Rxy[k]/|Rxy[k]|} = δ[n −�xy] (3.47)

Este resultado puede ser utilizado para reducir el coste computacional asociado al método
descrito por la ecuación (3.43), donde era necesario calcular la correlación cruzada de cada vector
de test t con todos y cada uno de los N vectores del conjunto de entrenamiento. Sea Ctyi [k] la DFT
de la correlación cruzada del vector de test t[n] con el vector de entrenamiento yi[n], realizando
la media geométrica de las muestras de las transformadas DCT, se obtiene la ecuación (3.48).

Ct[k] = N

√√√√ N∏
i=1

Ctyi [k] = |T [k]| N

√√√√ N∏
i=1

|Yi[k]|ej 2πk
L

1
N

∑N
i=1 �tyi (3.48)

Normalizando en amplitud las muestras de Ct[k] y realizando la transformada inversa IDFT,
se obtiene la ecuación (3.49).

zt[n] = IDFT{Ct[k]/|Ct[k]|} = δ[n − 1
N

N∑
i=1

�tyi ] (3.49)

De nuevo, la posición del máximo de la señal zt[n] será aproximadamente
∑N

i=1 �tyi/N , que
se corresponde con el resultado obtenido en la ecuación (3.43) para alinear un vector de test t[n]
respecto a todos los vectores del conjunto de entrenamiento yi[n] minimizando el cuadrado de
las posiciones de los máximos de las correlaciones cruzadas.

Así, a partir de la ecuación (3.49) se puede obtener una señal w[n] que representa a todas las
señales del conjunto de entrenamiento yi[n]:

w[n] = IDFT{ N

√√√√ N∏
i=1

Yi[k]} (3.50)

El cálculo de la posición del máximo de la correlación cruzada de cada vector de test con
este nuevo vector w[n] resultará una implementación del método descrito en la ecuación (3.43).
Además, se puede observar que dicho vector representa la media geométrica del conjunto de
entrenamiento, en el dominio de Fourier.

La figuras 3.13 superiores muestran los vectores referencia obtenidos para una SNR de 20, y
para una SNR de 50, para los distintos tamaños de los conjuntos de entrenamiento. Comparando
estos patrones con los obtenidos al promediar el conjunto, se observa la predominancia de un
valor significativo en el patrón.
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Figura 3.13: Vectores patrón calculados con el método propuesto con SNR de 20 dBs (superior
izquierda) y con SNR de 50 dBs (superior derecha), alineados usando el método de la correlación
cruzada completa, y patrones centrados (inferior derecha e izquierda).
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Figura 3.14: Raíz cuadrada del error cuadrático medio en la estimación del desplazamiento usando
el método de correlación cruzada simple propuesto, para los distintos tamaños de los conjuntos
de entrenamiento.

A continuación estudiamos el uso de una función de la forma w[n] = aδ[n] + b, siendo a y b,
a > 0, constantes arbitrarias.

cxw[n] =
N∑

i=1

x[i]w[((i + n))N ] = a · x[n] + b
N∑

i=1

x[i] (3.51)

El cálculo del máximo de la correlación cruzada con esta función patrón coincide con el
cálculo de la posición del máximo del vector. Teniendo esto en cuenta, se observa que la función
propuesta representa un acercamiento al cálculo de la posición del máximo, con respecto a las
otras funciones patrón estudiadas.

Por otro lado, las figuras 3.13 inferiores representan los patrones del conjunto de datos de
entrenamiento con una SNR de 20 dBs (izquierda) y con una SNR de 50 dBs (derecha), centrados
con el algoritmo de la Correlación Cruzada Simple, representados en forma de imagen. Como
señal patrón se ha usado la primera señal del conjunto de entrenamiento. Cada columna contiene
la información sobre las 128 muestras de cada patrón representadas en escala de grises, y el negro
es el valor más alto.

La figura 3.14 muestra la raíz cuadrada del error cuadrático medio en la estimación del
desplazamiento de los patrones del conjunto de test, usando el método propuesto de correlación
cruzada simple. Para calcular el vector patrón se ha alineado el conjunto de entrenamiento usando
la expresión (3.41), y posteriormente se ha aplicado la expresión (3.50). Se representa la variación
del error con la SNR, para los distintos tamaños de los conjuntos de entrenamiento. Se observa
que no existen grandes diferencias entre los resultados obtenidos utilizando distintos tamaños de
conjuntos de entrenamiento para el caso del vector propuesto.

Por último, en la figura 3.15 se muestra una comparativa de los distintos métodos de corre-
lación estudiados, en cuanto a la raíz cuadrada del error cuadrático medio en la estimación de
la posición de los patrones del conjunto de test. Para la correlación cruzada completa, para la
correlación simple con respecto al patrón promediado, y con la correlación simple con respecto
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Figura 3.15: Raíz cuadrada del error cuadrático medio en la estimación de la posición usando los
métodos de correlación cruzada estudiados.

al patrón propuesto, se muestran sólo los resultados medios obtenidos para los distintos tamaños
de los conjuntos de entrenamiento. Se observa que la correlación completa presenta la menor
dependencia con la SNR, seguida de la correlación simple utilizando el patrón promedio. La
correlación con un patrón arbitrario del conjunto presenta los peores resultando, teniendo una
gran variabilidad en los valores de error obtenidos, en función del ruido.

Error de clasificación usando el alineamiento basado en la correlación cruzada

De cara a evaluar el error de clasificación obtenido con el método kNN con los patrones centra-
dos al utilizar cada uno de los métodos de centrado estudiados en esta sección, se ha procedido
a simular un escenario real de clasificación, haciendo uso de los conjuntos de entrenamiento,
validación y test.

Para el caso de la correlación completa se han alineado los patrones del conjunto de entre-
namiento haciendo uso de la expresión (3.41), mientras que los conjuntos de validación y test se
han alineado usando las correlaciones de cada vector con todos y cada uno de los patrones del
conjunto de entrenamiento. Así, el desplazamiento a realizar se ha obtenido haciendo uso de la
ecuación (3.43).

Para los métodos de correlación simple, una vez obtenido el correspondiente vector patrón,
se ha optado por alinear todos los conjuntos (entrenamiento, validación y test) haciendo uso de
la correlación cruzada de cada vector con el correspondiente vector patrón.

En la figura 3.16 se incluyen los resultados obtenidos por el método kNN aplicado a los
conjuntos centrados usando los algoritmos estudiados basados en el cálculo de la correlación
cruzada. Se incluyen además las tablas 3.3, 3.4, 3.5 y 3.6, incluyendo los resultados obtenidos
aplicando el método de correlación completa, y de correlación simple usando como patrón el
primer vector del conjunto, el vector promedio y el vector propuesto respectivamente.

A partir de los resultados obtenidos se observa que el método de la correlación completa se
sitúa en resultados intermedios entre los obtenidos por el método de la posición del máximo y
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Figura 3.16: Error en la clasificación usando el método kNN aplicado con los conjuntos centrados
usando el método de la correlación completa (superior izquierda), y de la correlación simple usan-
do como patrón el primer vector del conjunto de entrenamiento (superior derecha), el promedio
de los vectores alineados (inferior izquierda), y el patrón propuesto (inferior derecha).
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Tabla 3.3: Error en la clasificación ( %) usando el método kNN aplicado con los conjuntos cen-
trados usando el método de la Correlación Completa.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.63 82.22 75.85 53.57 44.68 43.68 42.63 39.82 39.65 39.47
N=120 84.04 82.63 71.93 46.26 35.56 32.11 29.47 29.82 31.75 30.47
N=240 83.33 84.27 67.66 37.25 25.79 23.04 23.80 21.35 23.22 20.64
N=480 84.21 82.92 64.09 31.40 21.93 17.84 17.43 16.14 16.02 15.73
N=960 81.23 82.87 55.73 27.89 17.19 14.33 12.11 10.99 11.05 12.51
N=1920 82.51 81.46 50.58 23.10 13.10 11.05 8.77 7.54 7.02 7.25

Tabla 3.4: Error en la clasificación ( %) usando el método kNN aplicado con los conjuntos cen-
trados usando el método de la Correlación Simple.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 82.57 81.87 71.93 45.15 35.32 31.87 31.17 29.36 28.89 28.60
N=120 82.63 81.99 66.78 38.30 29.36 26.02 24.09 24.09 22.51 22.98
N=240 82.34 83.51 62.16 31.99 23.10 19.65 17.89 18.30 17.43 17.72
N=480 84.44 82.81 60.18 26.78 18.13 15.38 13.16 13.74 12.98 12.69
N=960 82.34 81.64 53.86 23.33 14.04 10.47 9.82 9.42 9.18 9.06
N=1920 80.99 80.23 49.01 20.47 10.47 7.78 7.43 7.49 8.01 7.84

Tabla 3.5: Error en la clasificación ( %) usando el método kNN aplicado con los conjuntos cen-
trados usando el método de la Correlación Simple con la señal patron promediada.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 82.69 81.93 73.86 52.16 36.73 31.35 32.34 24.97 26.08 26.96
N=120 81.87 82.05 65.56 44.21 30.70 29.01 22.87 22.81 21.29 24.56
N=240 82.69 81.23 61.05 33.10 21.64 21.23 20.53 21.17 19.12 19.88
N=480 83.63 81.05 54.85 27.25 19.24 16.49 14.21 15.50 14.33 15.85
N=960 84.04 81.52 53.68 23.74 16.08 12.40 11.46 9.30 11.81 9.94
N=1920 84.15 81.81 46.20 21.99 12.05 9.77 8.42 7.49 6.96 7.95

Tabla 3.6: Error en la clasificación ( %) usando el método kNN aplicado con los conjuntos cen-
trados usando el método de la Correlación Simple con la señal patron propuesta.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.27 82.81 71.99 44.62 35.15 30.58 25.96 26.55 24.91 27.31
N=120 82.81 79.01 62.98 36.20 28.65 26.55 19.71 22.34 20.41 23.39
N=240 84.68 83.04 60.06 28.30 20.82 19.12 14.44 15.26 14.91 14.21
N=480 83.98 81.23 58.77 25.50 15.96 12.69 12.11 10.64 9.82 10.23
N=960 84.04 79.30 45.50 20.00 12.28 7.60 7.78 7.31 7.49 7.31
N=1920 82.46 80.76 43.51 18.89 9.18 6.55 6.26 5.96 5.44 5.38
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Figura 3.17: Raíz cuadrada del error cuadrático medio en la estimación de la posición usando los
métodos estudiados.

el método de la fase cero. Por otro lado, el método de la correlación simple usando el patrón
propuesto en el apartado anterior, es decir, la media geométrica de los patrones de entrenamiento
en el dominio de Fourier, es el que presenta mejores resultados, sólo ligeramente peores que los
obtenidos con el método de la posición del máximo.

3.2.4. Métodos de alineamiento propuestos

La figura 3.17 muestra una comparativa de los distintos métodos estudiados, en cuanto a la
raíz cuadrada del error cuadrático medio en la estimación del desplazamiento de los patrones
del conjunto de test. Se presenta el error obtenido para el método de la posición del máximo, el
de fase cero, el resultado medio de la correlación cruzada completa, y el resultado medio de la
correlación simple utilizando el vector patrón propuesto por la ecuación (3.43). En los resultados
se observa que la menor sensibilidad con respecto a la SNR la presenta el método de la correlación
cruzada completa, siendo igualado por el método de fase cero para SNRs mayores de 40 dBs. El
método de la posición del máximo presenta los peores resultados. Además, es el único método
cuyo error no tiende a cero cuando aumenta la SNR, debido a la presencia de patrones en los
que hay varios máximos de amplitud similar.

Así, teniendo en cuenta la sensibilidad de los métodos respecto al ruido y teniendo en cuenta
que el coste computacional de la correlación completa es sumamente mayor que el de el resto
de métodos, habría que inclinarse por el método de fase cero, por presentar una sensibilidad
reducida con un coste computacional relativamente bajo.

Por otro lado, en la figura 3.18 se observan las gráficas comparativas de los resultados alcan-
zados con el método de clasificación kNN aplicado a los conjuntos centrados con los distintos
métodos estudiados. Se presentan los resultados del método de la posición del máximo, de fase
cero, y de la correlación cruzada. Se observa que, en igualdad de condiciones, el método de de
fase cero presenta un error mayor que los otros dos métodos, aunque dicho empeoramiento se
reduce con los tamaños de los conjuntos de entrenamiento mayores. El método de la posición del
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máximo y el método de la correlación cruzada simple usando el vector patrón propuesto en la
ecuación (3.50) presentan resultados similares.

Así, teniendo en cuenta la simplicidad computacional del método de la posición del máximo,
los resultados sugieren que, en cuanto a método de alineamiento para la posterior clasificación,
dicho método resulta el más apropiado.

A continuación, y teniendo en cuenta los resultados y análisis realizados, se proponen dos mé-
todos de alineamiento que tratan de mejorar el funcionamiento tratando de igualar los resultados
obtenidos con el método de la correlación cruzada. El primer método está orientado a mejorar
la sensibilidad respecto al ruido del método de fase cero, mientras que el segundo método trata
de reducir el error de clasificación logrado por el método de la posición del máximo.

Propuesta 1: Mejora de la sensibilidad frente al ruido

A raíz de los resultados obtenidos en los apartados anteriores, se puede concluir que de cara
a lograr una gran resistencia en el centrado respecto a la relación señal a ruido y teniendo en
cuenta el alto coste computacional asociado con la correlación cruzada, la técnica de centrado
ideal es la de fase cero. Se ha observado que la eficacia de los métodos de centrado depende de
la longitud de la señal. Así pues, teniendo en cuenta que la longitud efectiva del blanco es menor
que la longitud de la señal, sería útil tratar de buscar estrategias que disminuyeran al mínimo la
longitud del vector de cara a que el método de fase cero diera los mejores resultados.

Así pues, en esta tesis se ha propuesto una estrategia para mejorar la resistencia al ruido del
método de fase cero, basada en la aplicación reiterada del método, siguiendo los siguientes pasos:

Primero se aplica el método de fase cero sobre el vector de señal, de modo que la señal
queda alineada de manera más o menos precisa.

Luego se eliminan las muestras externas de la señal, las cuales con mucha probabilidad no
contendrán información del blanco y, por tanto, son básicamente de tipo ruidoso. De este
modo, logramos reducir la longitud del vector L manteniendo la componente de señal.

Por último, se vuelve a aplicar el método de fase cero sobre el vector reducido y el desplaza-
miento obtenido se aplica sobre el vector completo. De este modo se refina el desplazamiento
obtenido con el método de fase cero sobre el vector completo.

La figura 3.19 representa los patrones del conjunto de datos de entrenamiento con una SNR
de 20 dBs (izquierda) y con una SNR de 50 dBs (derecha), centrados con el algoritmo propuesto,
representados en forma de imagen. Como señal patrón se ha usado la primera señal del conjunto
de entrenamiento. Cada columna contiene la información sobre las 128 muestras de cada patrón
representadas en escala de grises, y el negro es el valor más alto.

Por otro lado, la figura 3.20 muestra la raíz cuadrada del error cuadrático medio en la esti-
mación del desplazamiento para alinear las señales para el método de fase cero, para el método
de la correlación cruzada completa, y para el método de fase cero iterado, propuesto en este
apartado. Los resultados muestran que con el método propuesto se obtienen resultados muy pró-
ximos a los logrados por el método de la correlación completa, pero con un muy reducido coste
computacional, sólo ligeramente superior al necesario para el método de fase cero.
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Figura 3.18: Error en la clasificación usando el método kNN aplicado con los conjuntos centrados
usando los algoritmos estudiados.
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Figura 3.19: Patrones del conjunto de datos de Entrenamiento con una SNR de 20 dBs (izquierda)
y con una SNR de 50 dBs (derecha), centrados con el algoritmo propuesto de fase cero Mejorado,
representados en forma de imagen.
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Figura 3.20: Raíz cuadrada del error cuadrático medio de la estimación del desplazamiento para
el método fase cero iterado.



3.2. Alineamiento de las señales HRR 73

A lo largo del desarrollo de la tesis se ideó un método alternativo de alineamiento, de similares
características al estudiado, publicado en [GilPita2005a], que trataba el uso de redes neuronales
para refinar el alineamiento del método de fase cero. No ha sido incluido en la tesis por quedar
sin demasiada relevancia, comparado con las otras propuestas realizadas.

Propuesta 2: Mejora del centrado para la clasificación

Otro de los resultados obtenidos a partir de los estudios realizados en los apartados previos
es que de cara a una clasificación, el algoritmo de centrado más potente es el de la posición
del máximo. A partir de los estudios teóricos realizados se ha comprobado que dicho algoritmo
presenta una gran resistencia al ruido cuando existe un valor destacado de la señal, y que falla
enormemente cuando hay varios valores máximos de amplitud parecida en un mismo vector.

Así pues, de cara a tratar de evitar la confusión entre los valores de amplitud máxima, se
propone combinar la alta resistencia a desplazamientos del algoritmo de centrado de fase cero
con la alta tasa de clasificación del algoritmo de la posición del máximo. Para ello, se proponen
los siguientes pasos:

Primeramente, se debe centrar la señal usando el algoritmo de fase cero, de modo que se
garantice con cierta confianza que el valor real de la posición del máximo se encuentre en
los valores intermedios de la señal, de modo que la probabilidad de que la posición real del
máximo se encuentre en valores extremos sea muy baja.

Teniendo en cuenta la distribución de la probabilidad de que la posición del máximo se
encuentre en una muestra dada, calcula la posición del máximo del vector enventánadolo
con una función que pondere positivamente los valores centrales del vector. De este modo se
trata de tener en cuenta que tras el método de fase cero, la probabilidad de que el máximo
de la señal sin ruido se encuentre en las posiciones centrales es mayor que la probabilidad
de que se encuentre situado en los extremos del vector. Para esta tesis se propone el uso de
la ventana de Kaiser, al permitir mediante un parámetro controlar la forma de la ventada.
Esto es, se multiplican por una ventana de Kaiser las muestras del vector alineado, de
forma previa al cálculo del máximo.

Por último, se calcula la posición del máximo de la señal enventanada, y se usa dicho valor
para desplazar la señal original. De este modo se logra que la ventana no afecte a la forma
de la señal, una vez alineada (no actuamos sobre la información, sino que simplemente
desplazamos la señal para alinearla).

Si se analizan los resultados obtenidos al clasificar los blancos utilizando el método kNN, se
observan resultados sorprendentes. La figura 3.21 muestra la reducción en el error de clasificación
medio en porcentaje, obtenida al variar el valor del parámetro k de la ventana de Kaiser, para
los distintos tamaños de los conjuntos de entrenamiento, promediado para las distintas relacio-
nes señal a ruido consideradas. La gráfica superior izquierda muestra los resultados obtenidos
promediando entre 5 y 50 dBs de SNR, la gráfica superior derecha los obtenidos promediando
entre 15 y 50 dBs, la inferior izquierda los obtenidos promediando entre 25 y 50 dBs, y la inferior
derecha los obtenidos al promediar entre 35 dBs y 50 dBs. Se observa que para los cuatro casos
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Figura 3.21: Reducción media obtenida sobre el error en la clasificación al aplicar la ventana de
Kaiser con distintos valores del parámetro de la ventana (k).

los valores del parámetro k de la ventana de Kaiser con los que se obtienen mejores resultados se
encuentran comprendidos entre 15 y 20, por lo que en esta tesis se ha optado por utilizar k = 17.

La figura 3.22 representa los patrones del conjunto de datos de entrenamiento con una SNR
de 20 dBs (izquierda) y con una SNR de 50 dBs (derecha), centrados con el algoritmo propuesto
del la posición del máximo combinado con el método de fase cero, utilizando una ventana de
Kaiser con k = 17, representados en forma de imagen. Cada columna contiene la información
sobre las 128 muestras de cada patrón representadas en escala de grises, y el negro es el valor
más alto.

Para evaluar el resultado del método en cuanto a sensibilidad respecto a la SNR, la figura
3.23 muestra la raíz cuadrada del error cuadrático medio de la estimación del desplazamiento a
realizar para alinear la señal, haciendo uso del método descrito con un valor del parámetro de la
ventana de Kaiser k = 17. Se comparan dichos resultados con los obtenidos utilizando la posición
del máximo o el método de fase cero. Se observa que los resultados del método propuesto están
próximos a los del método de fase cero, siendo ligeramente superiores para SNRs menores de 19
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Figura 3.22: Patrones del conjunto de datos de entrenamiento con una SNR de 20 dBs (izquierda)
y con una SNR de 50 dBs (derecha), centrados con el algoritmo propuesto de la posición del
máximo mejorada, representados en forma de imagen.

Tabla 3.7: Error en la clasificación ( %) usando el método kNN aplicado con los conjuntos cen-
trados usando el método de la posición del máximo mejorado.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.45 80.12 62.75 43.10 32.63 26.32 24.85 24.04 23.04 24.21
N=120 83.16 81.11 57.37 36.43 23.33 23.86 19.53 21.35 19.47 20.41
N=240 82.69 81.40 52.92 30.64 17.72 16.49 14.68 14.62 13.57 14.44
N=480 83.80 80.94 48.07 24.80 16.49 11.64 10.82 11.23 10.23 10.70
N=960 82.22 80.99 45.32 20.23 11.70 8.48 7.49 7.19 6.67 6.43
N=1920 81.58 79.30 44.68 18.83 8.60 6.78 6.26 5.96 4.97 4.62

dBs, y ligeramente inferiores para SNRs mayores de ese valor.

Por último, se presentan los resultados al evaluar el error de clasificación utilizando el método
propuesto con un valor del parámetro de la ventana de Kaiser k = 17. La figura 3.24 y la tabla
3.7 muestran los errores de clasificación obtenidos para los distintos tamaños de los conjuntos de
entrenamiento, y para las distintas relaciones señal a ruido. Se observa que el método propuesto
presenta una fuerte reducción del error de clasificación respecto a los otros métodos estudiados y
propuestos, tanto en SNRs considerablemente bajas (15, 20 dBs) como en SNRs altas (50 dBs).

A título comparativo, en la tabla 3.8 se muestran los porcentajes de reducción del error de
clasificación con las señales alineadas con el método propuesto, con relación a los resultados
obtenidos con método de alineamiento basado en la posición del máximo. Se observa que la
reducción media está en torno al 10 % para la mayor parte de los experimentos, siendo mayor en
las SNRs más altas.

Este método ha sido adoptado para alinear las señales utilizadas en los experimentos reali-
zados en el resto de capítulos.
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Figura 3.23: Raíz cuadrada del error cuadrático medio de la estimación del desplazamiento para
el método de la posición del máximo mejorado (ventana de Kaiser con parámetro k=17).
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Tabla 3.8: Reduccion en el error en la clasificación ( %) usando el método kNN aplicado con los
conjuntos centrados usando la posición del máximo mejorado (k=17) respecto a los resultados
obtenidos centrando las señales con la posición del máximo.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 -1.78 3.11 6.04 5.15 0.53 15.09 14.14 14.20 12.64 16.36
N=120 1.32 -1.02 3.35 6.17 12.88 7.06 17.94 12.68 9.51 6.43
N=240 1.33 -3.26 4.33 6.60 17.21 14.02 16.89 15.82 11.45 5.36
N=480 -1.63 -1.84 11.23 3.20 1.40 18.78 6.09 12.33 11.17 3.17
N=960 2.23 -0.73 -1.57 1.42 7.83 19.44 9.22 11.51 13.64 13.39
N=1920 2.31 1.53 5.21 -3.21 9.82 17.14 4.46 17.07 11.46 8.14

3.3. Normalización de las señales HRR

La normalización de las señales HRR en presencia de ruido es un problema crítico. La mayor
parte de los sistemas de clasificación son muy sensibles a variaciones en la amplitud de la señal
de entrada, por lo que es necesario normalizar dicha amplitud de forma previa a la clasificación.

Debido a la atenuación por la propagación de las señales radioeléctricas, la amplitud de la
señal HRR recibida depende de la distancia del radar al blanco (la amplitud de la señal recibida es
proporcional a 1/R2, donde R es la distancia del radar al blanco) y de las condiciones atmosféricas.
En radares pulsados convencionales es usual la corrección de dicha dependencia conociendo el
instante de tiempo en el que se recibe la señal. En radares de alta resolución, en algunos casos
la distancia sin ambigüedad es reducida, provocando que dicha corrección no pueda ser llevada
a cabo. Además, los efectos atmosféricos en la zona de gigahercios son muy importantes, siendo
además variables con el tiempo. Por esto, es habitual el uso de técnicas de normalización que
sean generales para el patrón de entrada, es decir, que no incluyan conocimiento externo de las
características físicas del entorno.

En la bibliografía existen dos alternativas para la realización de la normalización de las señales
HRR: la normalización respecto al máximo y la normalización en energía.

Normalización usando la posición del máximo

La normalización respecto al máximo es muy habitual en los sistemas radar. Consiste en
dividir los valores de amplitud de la señal HRR por el valor máximo del mismo. Usando esta
normalización, todas las señales se van a encontrar acotadas entre 0 y 1, siendo este último su
valor máximo normalizado. El valor del factor de normalización, por tanto, vendrá dado por:

Famplitud = max{y[n]} (3.52)

La normalización en amplitud es conveniente para la implementación del clasificador en arit-
mética de coma fija. Al acotar los valores posibles dentro de un rango, se permite la asignación
de bits de cuantificación, garantizando en todo momento la inexistencia de saturación en la firma
radar.

Para comprobar la influencia de la normalización en la tasa de error en la clasificación, se
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Tabla 3.9: Error en la clasificación ( %) usando el método kNN con los conjuntos normalizados
respecto al valor máximo de la señal.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.39 80.53 64.44 41.64 28.36 25.85 24.80 23.68 23.22 24.04
N=120 81.75 81.23 62.87 35.03 22.98 22.57 19.65 21.52 20.00 20.70
N=240 81.81 81.52 53.16 28.77 17.89 16.55 14.04 14.50 13.68 14.39
N=480 81.99 80.99 52.87 26.84 16.61 13.57 10.94 10.70 10.53 10.70
N=960 83.22 81.11 46.49 20.76 12.87 8.25 7.02 7.37 6.49 6.49
N=1920 83.39 80.35 42.28 16.84 9.06 7.19 5.96 6.08 4.97 4.62

ha implementado el clasificador kNN con los patrones normalizados en amplitud. La tabla 3.9
muestra los resultados obtenidos.

Normalización usando la energía de la señal

La normalización en energía consiste en dividir los valores de amplitud por un valor pro-
porcional a la raíz cuadrada de la energía de la señal HRR. De este modo, la energía de las
señales normalizadas será igual para todos los patrones. Considerando el espacio vectorial de la
observación, esto es equivalente a darle módulo constante a todos los vectores observación. El
factor de normalización, por tanto, podrá expresarse usando la ecuación (3.53).

Fenergia =

√√√√ 1
N

N∑
n=1

y[n]2 (3.53)

La normalización en energía, respecto a la normalización en amplitud, es mucho menos sen-
sible a las variaciones en la SNR. La figura 3.25 izquierda muestra el coeficiente de variación V ,
definido por la ecuación (3.54), para los dos tipos de normalizado, y distintas relaciones señal a
ruido. Dichos coeficientes han sido estimados utilizando el conjunto de test para cada SNR. Los
resultados demuestran la menor sensibilidad respecto a la SNR del método de normalización en
energía. Se observa que tan sólo para las SNR mayores los dos métodos ofrecen una sensibilidad
al ruido comparable.

V =
σF

µF
(3.54)

La tabla 3.10 representa el error de clasificación utilizando el método kNN con los patrones
normalizados en energía.

A título comparativo, la figura 3.25 derecha muestra una comparativa entre los errores de cla-
sificación obtenidos con el clasificador kNN, con las señales normalizadas usando los dos métodos
de normalización, demostrando la mayor conveniencia del método de normalización en energía.
La mejora resulta más notable en bajas SNRs que en altas, y en conjuntos de entrenamiento
pequeños. Tan sólo en el caso del mayor conjunto de entrenamiento y para SNRs de 45 y 50
dBs el normalizado en amplitud disminuye el error de clasificación del obtenido normalizando en
energía.
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Figura 3.25: Coeficiente de variación (izquierda) y error en la clasificación usando el método kNN
(derecha) para la normalización respecto valor máximo (línea continua) y respecto a la energía
(línea discontinua).

Tabla 3.10: Error en la clasificación ( %) usando el método kNN con los conjuntos normalizados
respecto a la energía de la señal.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.22 81.05 62.81 37.66 25.79 22.34 20.35 21.35 19.77 20.64
N=120 83.16 80.88 56.49 31.35 20.99 19.06 19.01 17.08 19.01 17.66
N=240 83.92 81.23 50.82 24.15 16.20 14.33 13.16 12.16 12.57 12.63
N=480 82.81 80.88 48.60 22.51 15.38 10.35 9.71 9.82 8.77 8.77
N=960 81.46 80.23 40.88 16.73 10.18 7.89 6.26 6.14 5.96 5.96
N=1920 83.10 79.12 40.00 15.44 8.42 5.96 5.56 5.32 5.15 4.97
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Teniendo en cuenta estos resultados, en esta tesis se ha considerado para los futuros análisis
que los vectores de entrenamiento, validación y test han sido normalizados en energía.

3.4. Gaussianización de las señales HRR

Buena parte de los algoritmos de detección y clasificación obtienen mejores resultados en el ca-
so de señales gaussianas [Bhatnagar1998, Fukunaga1990]. Así, en el contexto del reconocimiento
de patrones es habitual el uso de transformaciones de tipo potenciación, para buscar la gaussia-
nización de los datos de entrada. Además, [Kay1988] demostró que usando una transformación
de la forma z[n] = y[n]a, a > 0, cualquier distribución puede aproximarse a una gaussiana. En
la bibliografía, la estimación del valor óptimo de a se realiza de forma empírica por medio o bien
de test de gaussianidad, o bien del estudio de la reducción del error de clasificación.

En nuestro caso, tal y como se indica en la sección 2.3, la señal puede ser aproximada como
Rayleigh para valores pequeños de SNR y como gaussiana para valores altos de SNR. De este
modo, de cara a obtener una correcta gaussianización de los datos, nos vamos a centrar en la
gaussianización del caso más crítico, que será aquel en el que la SNR sea baja y la distribución sea
aproximada por una fución Rayleigh. Para ello se va a estudiar el valor óptimo del parámetro a de
modo que se anule el momento centrado de orden 3 de la distribución resultante. Consideramos,
por tanto, el momento centrado de orden 3 tal y como se especifica en la ecuación (3.55).

E{(z[n] − E{z[n]})3} = E{z[n]3} − 3E{z[n]2}E{z[n]} + 2E{z[n]}3 (3.55)

Considerando que la función de distribución de y[n] sea de tipo Rayleigh, el momento de
orden k de z[n] se puede calcular usando la expresión (3.56).

E{z[n]k} = E{y[n]ak} =
∫ ∞

0
yak y

σ2
r

e
− y2

2σ2
r dy (3.56)

Realizando el cambio de variable x = y2/2σ2
r e identificando la función Γ(x), la integral (3.56)

se resuelve quedando la expresión (3.57)

E{z[n]k} = (2σ2
r )

ak
2 Γ
(

ak

2
+ 1
)

(3.57)

Sustituyendo (3.57) en (3.55), igualando a cero y simplificando se obtiene la ecuación (3.58).

E{(z[n] − E{z[n]})3} = (2σ2
r )

3a
2

(
Γ
(

3a

2
+ 1
)
− 3Γ

(
2a

2
+ 1
)

Γ
(a

2
+ 1
)

+ 2Γ
(a

2
+ 1
)3
)

= 0

(3.58)
Teniendo en cuenta que la varianza no puede valer 0, el valor de a podrá ser obtenido de la

ecuación (3.59), que es una ecuación no lineal con una incógnita, cuya solución no dependerá del
valor de σ2

r :

f(a) = Γ
(

3a

2
+ 1
)
− 3Γ

(
2a

2
+ 1
)

Γ
(a

2
+ 1
)

+ 2Γ
(a

2
+ 1
)3

= 0 (3.59)

Esta ecuación tiene una única solución distinta de cero, para el valor a = 0,55519322632086.
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Tabla 3.11: Error en la clasificación ( %) usando el método kNN aplicado con los conjuntos
gaussianizados con a=0.65.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 82.81 80.58 65.50 35.79 23.63 19.59 18.13 18.25 16.61 18.01
N=120 82.46 80.99 60.53 32.28 19.30 16.02 13.98 13.68 13.74 13.63
N=240 83.04 81.58 55.67 27.54 14.39 11.70 10.23 9.59 9.65 10.35
N=480 83.04 80.35 51.11 23.68 12.46 8.13 8.13 7.89 7.49 7.25
N=960 82.16 80.82 45.26 18.83 9.82 5.91 5.26 5.15 4.97 4.74
N=1920 83.74 79.88 43.22 16.67 7.37 4.15 3.80 3.33 3.57 3.04

La transformación aplicada sobre los valores normalizados de la señal HRR supone un cambio
sustancial en la función de densidad de probabilidad de los datos. Así, por ejemplo, usando la
ecuación (3.57), la varianza para el modelo Rayleigh se puede expresar como:

var{z[n]} = E{z[n]2} − E{z[n]}2 = (2σ2
r )

a(Γ(a + 1) − Γ
((a

2
+ 1
)2
)

(3.60)

La potenciación de las señales también es conocida en la bibliografía como la transformación
Box-Cox [Heiden1997, Zwart2003]. Dicha transformación consiste en aplicar a los datos de la
señal la expresión expuesta en (3.61).

z =

{
(ya − 1)/a si 0 < a ≤ 1
log(y) si a = 0

(3.61)

La expresión (3.61) para valores de a entre 0 y 1 resulta semejante a la transformación
en potencia sin más que aplicar un desplazamiento y un escalado. Resulta sencillo demostrar
que la medida comparativa de distancias entre vectores no se ve afectada por desplazamientos
ni escalados, por lo que, a efectos de los resultados logrados con el método del vecino más
próximo, dicha transformación Box-Cox es totalmente equivalente a la transformación en potencia
desarrollada en esta sección.

Para evaluar el valor óptimo de transformación es necesario considerar no sólo la reducción
directa del módulo del momento de orden 3, sino el efecto que esta transformación provoca en el
error de clasificación. Así la gráfica izquierda de la figura 3.26 muestra la reducción del error de
clasificación experimentada por el método kNN al aplicar una potenciación, en función del valor
del exponente seleccionado. La gráfica de la derecha muestra que dicha reducción no es idéntica
para los distintos valores de SNR, obteniendo mejores reducciones para valores de SNR altos. A
partir de los resultados obtenidos, se ha optado por una solución de compromiso en la que la
reducción media es máxima, y la dispersión de los valores de reducción media para las distintas
SNRs es menor, siendo así el valor seleccionado de a = 0,65. La figura 3.26 derecha muestra la
reducción obtenida con este exponente de forma más detallada. Se incluye además en la tabla
3.11 el error de clasificación obtenido para los distintos conjuntos de entrenamiento usando el
exponente seleccionado.
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Figura 3.26: Reducción del error de clasificación ( %) usando el k-vecino más próximo con las
señales gaussianizadas.

3.5. Selección de características del vector de entrada

A la vista de las conclusiones extraídas en la sección 2.4, se observa que las muestras que van
a contener la mayor parte de la información sobre la señal se concentran en una zona concreta del
vector de observación. Partiendo de un vector centrado de forma que el pico del dispersor principal
ocupe la posición central del vector, el tamaño máximo del blanco condiciona las posiciones donde
aparecerán los posibles dispersores que conforman el blanco. Esto hace que, a efectos prácticos,
tan sólo las muestras centrales del vector de observación contengan información de la señal, de
modo que las muestras extremas del vector tan sólo contienen ruido.

A efectos de la clasificación del blanco a partir del vector HRR recibido, estas muestras
ruidosas no presentan ningún tipo de información diferenciadora útil para clasificar los distintos
blancos. Este hecho puede resultar perjudicial en el diseño de los clasificadores debido a dos
aspectos:

El número de muestras del vector observación condiciona en gran medida el número de
operaciones necesarias para clasificar blanco. Este número de operaciones puede resultar
condicionante a la hora de implementar el sistema de clasificación en un sistema real, ya
que implica un mayor coste computacional.

La existencia de información no relevante y ruidosa en el vector de observación puede
provocar en algunos métodos un aumento de la probabilidad de error de clasificación.

Teniendo en cuenta estos dos hechos, resulta conveniente la eliminación de la información no
relevante de cara al diseño de los sistemas de clasificación. Dicha eliminación consistirá en una
selección de las muestras del vector de observación que contengan menos información.

La eliminación de muestras es equivalente a limitar el tamaño máximo del blanco a detectar,
fijando dicho tamaño máximo en función de los datos disponibles de los blancos.

Para reflejar la falta de información existente en las muestras extremas se puede usar el
criterio de Fisher de selección de características [Duda2000]. Dicho criterio consiste en escoger
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Figura 3.27: Criterio de Fisher para la selección de características para las distintas relaciones
señal a ruido, medido sobre el conjunto de test (derecha), y reducción media ( %) obtenida usando
el método kNN para distintos números de muestras seleccionadas con información relevante.

aquellas características que permitan más dispersión entre clases y menos dispersión intra-clases.
Para ello se calcula un índice R(i) para cada coordenada i (i = 1,...,N). Dicho índice mide el
grado de importancia de la característica (muestra) para la clasificación de las clases, y se calcula
mediante la expresión (3.62)

R(i) =

∑
c=1 N

∑N
d=1;d�=c(mc(i) − md(i))2

(N − 1)
∑

c=1 Nsc(i)2
(3.62)

Donde mc(i) es la media de la muestra i para la clase c, y sc(i) es la desviación estándar de
la muestra i para la clase c.

La gráfica de la derecha de la figura 3.27 muestra el valor del índice del criterio de Fisher
para la extracción de características para relaciones señal a ruido entre 15 dB y 50 dB. Como se
puede apreciar, R(i) es elevado para los valores centrales del vector, donde existe información del
blanco, y es reducido para los valores extremos. Además, existe un valor relativamente reducido
en la muestra 65, que se corresponde con la muestra sobre la que se alinea la señal. Por último,
la dependencia con la SNR del valor de R(i) nos muestra que para valores bajos de SNR, donde
la proporción de ruido es mayor, las distintas clases se distinguen menos y, por tanto, el criterio
de Fisher para la selección de características da un nivel más bajo.

De cara a realizar la selección del número de muestras apropiado, se ha realizado un experi-
mento de clasificación con el método del k-vecino más próximo, usando el conjunto de validación
para buscar el valor óptimo de k en cada caso, y variando las características seleccionadas para
realizar la clasificación. Se han seleccionado en cada caso un intervalo de ±D muestras en torno
a la muestra central, y se ha ido variando el valor de D para encontrar la probabilidad de error
mínima con el método kNN. Para ello, se ha estudiado la probabilidad de error media para dis-
tintos valores de SNR entre 15 dB y 50 dB. La gráfica de la derecha de la figura 3.27 muestra la
reducción en porcentaje en el error de clasificación respecto al valor mínimo de error obtenido,
en función del valor de D. Se observa que el valor de reducción medio va aumentando hasta
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Tabla 3.12: Error en la clasificación ( %) usando el método kNN aplicado con los conjuntos
después de haber seleccionado las muestras relevantes de la señal.

SNR 5 10 15 20 25 30 35 40 45 50
N=60 84.21 80.41 62.46 34.91 22.69 19.77 18.25 17.02 16.32 18.30
N=120 83.92 80.35 58.95 33.63 18.95 16.26 16.20 13.63 12.75 13.51
N=240 81.64 81.99 52.51 26.08 14.56 11.58 10.06 9.01 9.18 10.06
N=480 82.46 81.11 46.78 22.05 12.46 8.36 8.01 7.49 7.43 7.43
N=960 82.57 80.23 41.87 19.06 9.77 6.14 5.20 5.26 4.27 4.62
N=1920 83.51 78.83 41.17 16.67 7.43 4.09 3.98 3.33 3.27 3.10

llegar al valor D = 26, a partir del cual el error de clasificación aumenta ligeramente. Nótese que
el método del k-vecino más próximo es bastante insensible a las muestras redundantes, no así
otros métodos de clasificación en los que el empeoramiento en la tasa de clasificación se notará
en mayor medida.

Teniendo en cuenta los resultados, se procede a seleccionar el valor D = 26, lo que equivale
a seleccionar una longitud efectiva de los vectores L = 2D + 1 = 53 para la clasificación; dicho
valor permanecerá invariable a lo largo de los estudios desarrollados en la tesis. La tabla 3.12
muestra el error de clasificación obtenido al seleccionar las 53 muestras centrales, utilizando el
método kNN como clasificador.

3.6. Resumen de contribuciones

En el presente capítulo de la tesis caben destacar las siguientes aportaciones:

Se ha realizado un estudio del funcionamiento del método de alineamiento utilizando la
posición del máximo, en cuanto a variaciones en la relación señal a ruido y en cuanto a
error de clasificación. Se han calculado las expresiones analíticas que modelan el funciona-
miento del método, para dos casos sencillos, válidos en distintos márgenes de SNR. Se ha
comprobado experimentalmente la validez de las expresiones.

Se ha realizado un análisis teórico de la sensibilidad del método de alineamiento de fase
cero respecto al ruido, encontrándose la caracterización estadística del error en la esti-
mación. También se ha evaluado el error de clasificación utilizando este método. Se ha
comprobado el margen de SNRs para el que la aproximación es válida, y se ha comprobado
experimentalmente la validez de la expresión.

Se ha realizado un estudio de los métodos de alineamiento basados en la correlación cruzada,
obteniendo expresiones novedosas para el cálculo del alineamiento utilizando la correlación
cruzada completa, aplicada a casos de clasificación de señales. Se ha analizado el error de
clasificación del método kNN al alinear los patrones con los distintos algoritmos.

Se ha propuesto un método nuevo basado en el cálculo de la correlación, que con un
número reducido de operaciones mejora el error de clasificación obtenido. Este método
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utiliza un único patrón, obtenido como media geométrica de los patrones del conjunto de
entrenamiento.

Se ha realizado un estudio comparativo del error de clasificación producido por un clasifica-
dor kNN, entrenado con los patrones alineados según los distintos métodos estudiados. Se
ha encontrado que el error de clasificación es menor en el caso del algoritmo de la posición
del máximo, y en el caso del método de correlación propuesto. Respecto a la sensibilidad
del alineamiento con el ruido, se ha comprobado el mejor funcionamiento del método de
fase cero, junto con el método de la correlación cruzada completa. El estudio comparativo
de los distintos métodos analizados, en cuanto a error de clasificación, ha dado lugar a la
publicación [GilPita2006c].

Se ha propuesto un método de alineamiento basado en el de fase cero, que mejora la
sensibilidad del método respecto al ruido, consistente en la aplicación sucesiva del algoritmo
de fase cero. Esta propuesta ha dado lugar a la publicación [GilPita2005b].

Se ha propuesto un método de alineamiento que combina el de fase cero con el de la posición
del máximo, y que obtiene una gran reducción en cuanto al error de clasificación.

Se ha estudiado el efecto sobre el error de clasificación de dos técnicas de normalización: la
normalización respecto al valor máximo y la normalización en energía. Se ha analizado la
dependencia con la SNR, y el error de clasificación con el método kNN tras la normalización
de las señales. A la vista de los resultados obtenidos en cuanto a error de clasificación, se
ha optado por la utilización de la normalización en energía.

Se ha estudiado la potenciación de los datos como técnica de gaussianización, encontrando
los valores del exponente óptimos de forma teórica y práctica. Se ha encontrado teórica-
mente el valor del exponente óptimo para la distribución Rayleight, y empíricamente se
ha analizado la gaussianización de la distribución de Rice. Se ha seleccionado el valor de
gaussianización que, como compromiso, ha obtenido mejores valores.

Se ha estudiado la selección de características de las señales, haciendo uso del criterio de
Fisher para determinar la información de cada una de las muestras del vector, encontrando
que la mayor parte de la información está concentrada en las muestras centrales. Se ha
realizado un estudio del número de muestras a utilizar, teniendo en cuenta el error de
clasificación producido por el método kNN, y se ha seleccionado el valor óptimo, que da
los mejores resultados para todas las relaciones señal a ruido, y para todos los tamaños de
los conjuntos de entrenamiento.





Capítulo 4

Métodos estadísticos para la
clasificación de blancos HRR

Los clasificadores estadísticos aplicados a la clasificación automática de blancos radar HRR
se fundamentan en la estimación de la función de densidad de probabilidad de los blancos bajo
cada clase o hipótesis, utilizando los conjuntos de datos disponibles. Posteriormente se decide en
función de los resultados obtenidos al evaluar dichas funciones de densidad de probabilidad para
el patrón de entrada.

Otro tipo de clasificadores estadísticos son aquellos que están basados en el cálculo de dis-
tancias a los patrones del conjunto de entrenamiento, cuyo principal representante es el método
kNN (“k-nearest neighbor”), ampliamente utilizado como referencia a lo largo de la tesis. Aunque
no estiman de forma directa dichas funciones de densidad de probabilidad, su funcionamiento
también está basado en la estimación de la función de densidad de probabilidad de las clases.

En el presente capítulo se realiza un análisis de la utilidad de los métodos estadísticos para
la clasificación de blancos radar HRR. Para evaluar los distintos métodos se utiliza el error
de clasificación medido sobre el conjunto de test, así como el número de operaciones simples
necesarias para clasificar cada patrón. Las operaciones simples consideradas son la suma, el
producto, la potenciación, comparaciones, así como cualquier función con una variable de entrada
y una variable de salida que pueda ser tabulada. Dicho número de operaciones se establecerá en
función del número de patrones del conjunto de entrenamiento (N), de la dimensión del vector
de entrada (L), del número de clases a clasificar (M), así como de los distintos parámetros libres
de los clasificadores.

4.1. Clasificadores estadísticos basados en la estimación directa
de las funciones de densidad de probabilidad

La clasificación automática de blancos radar usando señales de radares HRR se puede ver
como un problema de clasificación con múltiples medidas y múltiples hipótesis o clases Hi,
i = 1, . . . , M , ([Srinath1996]). Considerando M clases, existen un total de M posibles decisiones
Di, i = 1, . . . , M , que pueden ser tomadas a partir de cada vector de entrada (Di representa
la decisión a favor de la clase o hipótesis Hi). Asumiendo que las probabilidades a priori de las
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clases P (Hi), son conocidas y aplicando el criterio de Bayes con costes Cij (0 ≤ Cij ≤ 1), la
función de coste medio a minimizar es la descrita por la ecuación (4.1).

C =
M∑
i=1

M∑
j=1

CijP (Hj)P (Di|Hj) (4.1)

donde P (Di|Hj) es la probabilidad de tomar la decisión Di cuando la hipótesis correcta es Hj .
Estableciendo una partición del espacio de las observaciones Z en M subespacios mutuamente
excluyentes Z1, Z2, . . . , ZM (

⋃M
i=1 Zi = Z; Zi

⋂
Zj |i�=j = ∅), de modo que cada subespacio Zi

comprenda los vectores de observación en los que se toma la decisión Di, la probabilidad P (Di|Hj)
puede ser escrita como:

P (Di|Hj) =
∫

Zi

fX(x|Hj)dx (4.2)

donde fX(x|Hj) es la función de densidad de probabilidad del vector observación x bajo la
hipótesis Hj . Sustituyendo la ecuación (4.2) en (4.1), se obtiene (4.3).

C =
M∑
i=1

M∑
j=1

CijP (Hj)
∫

Zi

fX(x|Hj)dx (4.3)

Separando en la expresión anterior los términos de la función de coste correspondientes a
aciertos del sistema, de los términos de la función de coste asociados a los distintos errores, se
obtiene (4.4).

C =
M∑
i=1

CiiP (Hi)
∫

Zi

fX(x|Hi)dx +
M∑
i=1

M∑
j=1;j �=i

CijP (Hj)
∫

Zi

fX(x|Hj)dx (4.4)

Teniendo en cuenta que
∫
Zi

fX(x|Hi)dx = 1 −∑M
j=1;j �=i

∫
Zj

fX(x|Hi)dx, la ecuación (4.4) se
transforma en (4.5).

C =
M∑
i=1

CiiP (Hi) +
M∑
i=1

∫
Zi

M∑
j=1;j �=i

P (Hj)(Cij − Cjj)fX(x|Hj)dx (4.5)

Siendo P (Hj) ≥ 0 y fX(x|Hj) ≥ 0, y considerando Cij ≥ Cjj , entonces la minimización de
esta función de coste se logra cuando se seleccionan las regiones de decisión de forma que los
valores de las integrales sean mínimas. Así, la elección de las regiones de decisión dependerá de
los valores de Ii(x), que se describe con la ecuación (4.6).

Ii(x) =
M∑

j=1;j �=i

P (Hj)(Cij − Cjj)fX(x|Hj) (4.6)

Evaluando esta expresión para cada una de las hipótesis, la decisión a tomar será aquella en
la que el término Ii(x) sea menor. En el caso del criterio de clasificación de mínima probabilidad
de error, los costes Cij se toman igual a 1 cuando i �= j, y 0 cuando i = j, expresándose Ii(x)
como sigue:
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Ii(x) =
M∑

j=1;j �=i

P (Hj)fX(x|Hj) (4.7)

Como
∑M

j=1 P (Hj)fX(x|Hj) = fX(x), se deduce que Ii(x) = fX(x) − P (Hi)f(x|Hi), y la
minimización de Ii(x) se consigue cuando nos decidimos por la clase en la que P (Hi)f(x|Hi) es
máximo. Este criterio es conocido como el criterio MAP, del latín: “Maximum a Posteriori ”.

En los casos estudiados en esta tesis se ha considerado que las probabilidades a priori son
todas iguales. Eso transforma la decisión en un simple estudio de la función de densidad de
probabilidad asociada a cada una de las clases. Así, la decisión a tomar con el criterio de mínima
probabilidad de error es aquella en la que la función de densidad de probabilidad es la más alta.
En casos en los que las probabilidades a priori de las clases no sean iguales, basta introducir el
término en cuestión.

En los siguientes apartados se estudia el uso de distintas técnicas de estimación de la función
de densidad de probabilidad asociada a cada una de las clases. En todos los casos se considera
lo siguiente:

Para la estimación, los datos de entrada son los del conjunto de entrenamiento formado
por señales radar HRR contaminadas con ruido.

Para evaluar la exactitud o precisión de la estimación, se utilizará el error de clasificación
al implementar clasificadores que utilicen dichas estimaciones.

Otro parámetro de estudio interesante es la complejidad computacional, que determinará
la posibilidad de implementar dichos clasificadores en tiempo real.

Se considera, como aproximación más simple, la posibilidad de modelar la función de densidad
de probabilidad de las clases como gausianas multivariadas. Se obtiene, evidentemente, buenos
resultados en cuanto a complejidad computacional, pero los resultados en cuanto a error de
clasificación son fácilmente mejorables. En una segunda aproximación al problema, se modelan
las funciones de densidad de probabilidad como combinación de núcleos gausianos (métodos
“kernel”).

4.1.1. Modelado de la función de densidad de probabilidad de las clases con
gausianas multivariadas

En esta sección se analiza la posibilidad de modelar las funciones de densidad de probabili-
dad de las clases utilizando funciones gausianas multivariadas. Las estimas de las funciones de
densidad de probabilidad se utilizarán para clasificar los blancos utilizando el criterio MAP. Un
bajo error en la clasificación será signo de una estima precisa.

Siendo x el vector observación, la función de densidad de probabilidad gausiana multivariada
de vector media µ y matriz de covarianza C se describe por la ecuación (4.8).

fX(x) =
1

(2π)
L
2 |C| 12

e−0,5(x−µ)C−1(x−µ)T
(4.8)
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donde L es la dimensión del vector de entrada, y (·)T es la operación trasposición. Siendo
ésta la función a utilizar para aproximar la función de densidad de probabilidad real del blanco,
resulta sencillo demostrar que el estimador de máxima verosimilitud del vector media µ se define
usando la expresión (4.9), y que el estimador de máxima verosimilitud de la matriz de covarianza
se puede calcular usando la expresión (4.10), siendo xt, t = 1, 2,. . . , Nk, los Nk vectores de
entrenamiento de una clase Hk dada.

µ̂ =
1

Nk

Nk∑
t=1

xt (4.9)

Ĉ =
1

Nk

Nk∑
t=1

(xt − µ̂)(xt − µ̂)T (4.10)

De cara a estudiar la utilidad de la estima de la función de densidad de probabilidad, se utili-
zarán dichas estimas para implementar el criterio Maximum a Posteriori (MAP), y se calcularán
las tasas de error para los distintos tamaños de los conjuntos de entrenamiento y las distintas
relaciones SNR.

La estimación de la matriz de covarianza obtenida con la expresión (4.10) resulta no invertible
cuando la dimensión del espacio L (número de elementos del vector) es mayor que el número de
vectores Nk. Para demostrar esta afirmación, sólo hay que tener en cuenta que la estima de la
matriz de covarianza realizada con la expresión (4.10) también puede expresarse con (4.11):

Ĉ =
1

Nk
XXT (4.11)

Siendo X una matriz LxL cuyas primeras Nk columnas son los vectores xt − µ, t = 1, .., Nk,
y el resto, vectores de ceros, hasta formar una matriz de la dimensión mencionada. Es evidente
que |Ĉ| = 0, si Nk < L, puesto que en ese caso |X| = |XT| = 0. Este hecho hace imposible la
evaluación de la función de densidad de probabilidad de las clases. Una posible solución a este
problema cuando el número de datos no es suficiente para que el resultado de la estimación sea
una matriz no invertible, consiste en imponer restricciones a la forma de la matriz de covarianza.
En esta tesis se han considerado las siguientes posibilidades en cuanto a la forma de la matriz
de covarianza:

Caso 1: Matriz de covarianza igual a la matriz identidad por una constante, e igual para
todas las clases

Es el caso más restrictivo posible. Al aplicar el criterio MAP con las funciones de densidad
de probabilidad estimadas, las fronteras de decisión resultantes son totalmente indepen-
dientes del valor de la constante, convirtiendo la decisión en un criterio de mínima distancia
al centro de gravedad estimado (media) de los patrones de cada clase [Van1968].

Para implementar este método basta, por tanto, con medir la distancia del patrón de
entrada a los centroides de las M clases. Así, teniendo en cuenta que la medida de la
distancia de dos vectores de longitud L requiere al menos de L restas, L potenciaciones, y
L− 1 sumas; y que el número total de comparaciones para determinar la distancia mínima
es de M − 1, el número total de operaciones simples necesarias para clasificar cada patrón
de entrada viene descrito por la ecuación (4.12).
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Nop = M(3L − 1) + (M − 1) = 3ML − 1 (4.12)

Caso 2: Matriz de covarianza igual a la matriz identidad por una constante, pero distinta
para cada clase

En este caso las matrices de covarianza de las clases son iguales a una constante que
multiplica a la matriz identidad, pero distintas, en general, para las diferentes clases. La
estimación de la matriz de covarianza para cada clase se hace usando la ecuación (4.13),
donde m indica el índice de la fila y n el de la comuna de la matriz.

Ĉ[m, n] =

{
0 si m �= n

1
NkL

∑Nk
t=1

∑L
i=1(xt[i] − µ̂[i])(xt[i] − µ̂[i]) si m = n

(4.13)

En este caso, la regla de decisión requiere la evaluación de la función de densidad de
probabilidad de cada clase. El número de operaciones necesarias se ve incrementado con
respecto al caso anterior, debido a que las constantes de covarianza son diferentes para
las M clases. La ecuación (4.14) indica el número de operaciones simples necesarias para
clasificar cada patrón de entrada.

Nop = 3ML + 2M − 1 (4.14)

Caso 3: Matriz de covarianza diagonal con elementos diferentes

En este caso las matrices de covarianza de las clases son diagonales, pero los elementos de
la diagonal son diferentes entre sí. Las matrices de covarianza usadas son de nuevo distintas
para las diferentes clases. La estimación de la matriz de covarianza para cada clase se hace
usando la ecuación (4.15).

Ĉ[m, n] =

{
0 si m �= n

1
Nk

∑Nk
t=1(xt[n] − µ̂[n])(xt[n] − µ̂[n]) si m = n

(4.15)

Al considerar la matriz de covarianza diagonal con elementos distintos, el cálculo de la
distancia al centroide estimado para la clase requiere de una multiplicación adicional para
cada elemento del vector, resultando un total de ML productos a añadir a la ecuación
(4.12).

Nop = 4ML − 1 (4.16)

Caso 4: Matriz de covarianza completa

En este caso las matrices de covarianza de las clases son las calculadas usando la ecuación
(4.10). El coste computacional se incrementa sustancialmente, al hacerse necesario el cálcu-
lo del producto de forma matricial. Así, si tenemos en cuenta dicho producto matricial, por
cada clase M es necesario calcular L restas, L2 productos, L2 ponderaciones con los térmi-
nos de la matriz de covarianza, y L2−1 sumas de los términos. La ecuación (4.17) describe
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el número de operaciones simples necesarias para clasificar cada patrón de entrada, para el
caso más general de estimación gaussiana.

Nop = C(3M2 + M) − 1 (4.17)

La figura 4.1 y las tablas 4.1 a 4.4 muestran los resultados obtenidos aplicando el criterio
MAP, al modelar las funciones de densidad de probabilidad de las clases de la forma descrita
anteriormente. Se muestra el error de clasificación en porcentaje para distintos tamaños del con-
junto de entrenamiento y distintos valores de SNR. Nótese que el caso de la estimación completa
de la matriz de covarianza (caso 4) no permite estimaciones invertibles para los conjuntos de
N = 60, N = 120 y N = 240 patrones. Esto es debido a que el número de patrones para esti-
mar cada matriz (Nk = N/6) es menor que la dimensión de los vectores (L = 53 muestras por
patrón).

Como se observa, los métodos estudiados tan sólo presentan una mejoría respecto al método
kNN (utilizado como referencia a lo largo de la tesis) en el caso de SNRs muy bajas (10 dBs), y
para los conjuntos de entrenamiento más pequeños.

Se observa, además, que al aumentar la complejidad de las matrices de covarianza, hay
una mejora en los resultados con mayor tamaño de los conjuntos, mientras que existe un gran
empeoramiento en los resultados con los conjuntos menores. Esto es debido a que se necesita más
información de la disponible para estimar con suficiente precisión los elementos de dicha matriz.

Por último, el coste computacional medido en función del número de operaciones simples
necesarias para clasificar cada uno de los patrones del conjunto de test es de 953, 959, 1271 y
50879 operaciones para los casos 1, 2, 3 y 4 respectivamente. Se observa, por tanto, que el uso
de covarianzas diagonales reduce en gran medida el coste computacional, obteniendo además
mejores resultados cuando los conjuntos de entrenamiento son pequeños. Es decir, en situaciones
donde la imposición de restricciones a la forma de la matriz de covarianza es muy conveniente.

4.1.2. Estimación de la función de densidad de probabilidad mediante mez-
clas de gausianas (GMM)

Si xi, i = 1, ..., Nk es el conjunto de Nk vectores de entrenamiento de dimensión L, es posible
obtener una estima de la función de densidad de probabilidad fX(x), usando un método kernel
[Wand1995][Breiman1977]:

f̃X(x) =
1

Nk

Nk∑
i=1

1
hL

H

(
x − xi

h

)
(4.18)

H(x) es la función kernel y h es el denominado parámetro de suavizado. La precisión de
la estimación depende de forma importante del parámetro de suavizado, h. Es habitual el uso
de funciones normales multivariadas como función kernel, usando habitualmente matrices de
covarianza proporcionales a la matriz identidad. La estimación kernel resultante al aplicar dichas
funciones se puede calcular usando (4.19).

f̃X(x) =
1

Nk

Nk∑
i=1

1
(2πh2)

n
2

exp

(
−‖x − xi‖2

2h2

)
(4.19)
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Tabla 4.1: Error en la clasificación ( %) usando el caso 1 de aproximación de la función de densidad
de probabilidad por una gaussiana multivariada.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 82.92 80.12 62.22 30.58 20.82 19.06 16.43 16.61 15.67 15.44
N=120 83.63 79.36 54.56 29.88 18.54 17.08 15.20 14.85 14.68 14.33
N=240 82.87 79.88 51.05 26.90 17.72 15.67 12.98 13.39 13.22 12.75
N=480 82.16 78.71 46.90 25.61 16.90 14.50 13.16 13.39 12.81 13.04
N=960 82.05 77.60 44.91 24.62 15.91 13.27 12.46 12.05 11.58 11.64
N=1920 83.80 76.14 43.51 24.39 16.26 13.68 12.51 12.22 11.75 11.75

Tabla 4.2: Error en la clasificación ( %) usando el caso 2 de aproximación de la función de densidad
de probabilidad por una gaussiana multivariada.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.39 79.24 62.22 30.99 21.93 18.42 17.25 16.96 16.43 17.43
N=120 83.74 79.42 55.03 28.83 18.30 17.60 15.44 15.32 15.32 15.32
N=240 83.27 79.88 50.99 26.02 17.37 15.61 12.98 13.33 13.39 13.39
N=480 82.28 79.24 46.73 25.32 17.02 14.80 13.51 13.16 13.27 13.80
N=960 82.81 77.25 45.15 23.98 15.91 13.27 12.22 11.64 10.94 11.35
N=1920 83.92 76.55 43.39 24.44 16.37 13.51 12.11 12.11 11.29 11.87

Tabla 4.3: Error en la clasificación ( %) usando el caso 3 de aproximación de la función de densidad
de probabilidad por una gaussiana multivariada.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 84.27 81.75 64.27 34.21 23.63 18.07 19.12 22.22 21.11 21.75
N=120 83.51 81.81 57.60 29.36 16.73 14.91 12.63 13.04 12.22 12.81
N=240 82.75 79.06 50.41 24.62 14.85 12.75 11.23 11.81 10.94 11.46
N=480 83.04 77.43 43.86 22.63 14.21 10.00 9.65 9.65 10.47 11.17
N=960 81.75 74.80 40.23 21.11 11.81 9.30 8.65 9.18 9.36 9.88
N=1920 84.09 74.21 38.01 20.12 11.81 9.30 8.42 8.77 9.12 9.36

Tabla 4.4: Error en la clasificación ( %) usando el caso 4 de aproximación de la función de densidad
de probabilidad por una gaussiana multivariada.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=480 84.33 80.94 68.36 44.09 26.08 17.84 16.55 14.21 18.83 16.49
N=960 83.86 80.53 56.90 29.18 13.27 8.65 8.36 7.25 7.84 7.89
N=1920 82.87 78.19 47.54 20.82 9.36 6.14 5.32 4.44 4.33 5.09
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Figura 4.1: Error de clasificación ( %) obtenido usando el criterio MAP con las funciones de den-
sidad de probabilidad estimadas para distintos métodos de estimación de la matriz de covarianza.
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El uso de un valor fijo del parámetro de suavizado para todo el conjunto de entrenamiento
presenta varios inconvenientes. Si h es demasiado grande, la estima de la función de densidad de
probabilidad es sobre-suavizada, especialmente en aquellas regiones donde hay fuertes variaciones
en la densidad de los datos. Por otro lado, con pequeños valores de h, la estima se vuelve “ruidosa”
en regiones con poca variación en la función de densidad de probabilidad. Así, se puede asumir
que el valor óptimo de h es función de la distribución de los datos [Terrel1992][Bishop1995].

Para adaptar las funciones kernel de un modo más fino a la distribución de los datos, en esta
tesis se propone el uso de diferentes valores para el parámetro de suavizado, dependiendo de la
coordenada y de la función kernel. En un caso más general, existirá un parámetro de suavizado
hkn[m] para cada clase k, kernel n y muestra m. Así, para la clase k, existen Nk patrones con
L muestras cada uno, y la estima de la función de densidad de probabilidad se puede expresar
usando (4.20):

f̃X(x|Hk) =
1

Nk

Nk∑
n=1

1

(2π)
L
2
∏L

m=1 hkn[m]
exp

(
−1

2

L∑
m=1

(x[m] − xkn[m])2

hkn[m]2

)
(4.20)

En función de la restricción en la elección del parámetro hkn[m], se han considerado los
siguientes casos:

Caso 1: Parámetro de suavizado constante, igual para las distintas clases

Es el caso más restrictivo a la hora de seleccionar el parámetro de suavizado. La estimación
del parámetro de suavizado, dadas M clases, cada una con Nk patrones, con L muestras,
se puede realizar usando la siguiente expresión:

h2
kn[m] = h2 =

c

M

M∑
k=1

1
LN2

k

Nk∑
i=1

Nk∑
j=1

L∑
m=1

(xki[m] − xkj [m])2 (4.21)

La estimación de hkn[m] en este caso, queda parametrizada por el valor de la constante
de corrección c, cuyo valor se elegirá de modo que se minimice el error de clasificación
del conjunto de validación, al aplicar el criterio MAP con las funciones de densidad de
probabilidad estimadas.

Usando este método, al aplicar el criterio MAP para la clasificación no es necesario evaluar
completamente la ecuación (4.20). Simplemente es necesario evaluar la expresión (4.22)
para cada clase, que es proporcional a la función de densidad de probabilidad de la clase.

f̃Xk
(x|Hk) ∝

Nk∑
n=1

exp

(
− 1

2h2

M∑
m=1

(x[m] − xkn[m])2
)

(4.22)

El número de operaciones simples necesarias para clasificar cada patrón de entrada en
este caso, depende del tamaño del conjunto de entrenamiento N . En principio, es necesario
calcular N distancias por cada patrón, cada una de las cuales requiere de 3L−1 operaciones.
Tras esto, es necesario evaluar las N exponenciales y sumar los N −M términos, para dar
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lugar a las M evaluaciones de la función de densidad de probabilidad. Así, el número de
operaciones simples necesarias se puede expresar con la ecuación (4.23).

Nop = N(3L + 1) − 1 (4.23)

Caso 2: Parámetro de suavizado constante, diferente para las distintas clases

La estimación del parámetro de suavizado para la k-ésima clase se puede realizar usando
la siguiente expresión:

h2
k =

c

LN2
k

Nk∑
i=1

Nk∑
j=1

L∑
m=1

(xki[m] − xkj [m])2 (4.24)

De nuevo, la estimación del parámetro de suavizado queda parametrizada por la constante
de corrección c, cuyo valor se elegirá de modo que se minimice el error de clasificación del
conjunto de validación.

En este caso, la ecuación (4.20) se puede simplificar dando lugar a la ecuación (4.25), y
el número de operaciones tan sólo se ve incrementado por la necesidad de dividir por el
término hL

k a cada una de las M clases.

f̃Xk
(x|Hk) ∝ 1

hL
k

Nk∑
n=1

exp

(
− 1

2hk
2

M∑
m=1

(x[m] − xkn[m])2
)

(4.25)

Así, el número de operaciones a realizar viene descrito por la siguiente ecuación.

Nop = N(3L + 1) + M − 1 (4.26)

Caso 3: Parámetro de suavizado constante para cada kernel, diferente para los distintos
kernels

La estimación del parámetro de suavizado para la clase k y el kernel n, dados los Nk

patrones de esta clase con L muestras cada uno, se puede realizar usando la siguiente
expresión:

h2
kn =

c

LNk

Nk∑
i=1

L∑
m=1

(xki[m] − xkn[m])2 (4.27)

Una vez más, la estimación de hkn queda parametrizada por el valor de la constante de
corrección c, cuyo valor se elegirá usando el conjunto de validación.

En este caso, la ecuación (4.20) se puede simplificar dando lugar a la ecuación (4.28).

f̃Xk
(x|Hk) ∝

Nk∑
n=1

1
hkn

L
exp

(
− 1

2hkn
2

M∑
m=1

(x[m] − xkn[m])2
)

(4.28)
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El número de operaciones necesario se ve incrementado por la necesidad de calcular el
cociente por hL

kn para cada uno de los N kernels, calculándose con la siguiente expresión:

Nop = N(3L + 2) − 1 (4.29)

Caso 4: Parámetro de suavizado constante para cada kernel, diferente para los distintos
kernels, usando los P vecinos más próximos

Es una variación al método definido en el caso anterior. En este caso el cálculo de cada
parámetro de suavizado para cada kernel depende exclusivamente de los P vecinos más
próximos al kernel en cuestión. Se pretende que el cálculo del parámetro de suavizado sea
más local, logrando una mayor adaptación en casos en los que la densidad de los datos esté
muy localizada en la región del espacio vectorial. La estimación del parámetro de suavizado
para la clase k y el kernel n, dados los P patrones de esta clase más próximos al kernel n,
con L muestras cada uno, se puede realizar usando la siguiente expresión:

h2
kn =

1
LP

P∑
i=1

L∑
m=1

(xki[m] − xkn[m])2 (4.30)

En este caso, la estimación de hkn queda parametrizada por el valor de la constante P ,
cuyo valor se elegirá (teniendo en cuenta sólo valores enteros del parámetro) de modo que
se minimice el error de clasificación del conjunto de validación, al aplicar el criterio MAP
con las funciones de densidad de probabilidad estimadas.

Por sólo diferir en cuanto a la estimación del parámetro con respecto al caso anterior, al
aplicar el método MAP se evaluará la expresión (4.28). Del mismo modo, el número de
operaciones vendrá dado por la ecuación (4.29).

Caso 5: Parámetro de suavizado variable dependiente de la coordenada del vector

Este es el caso más general estudiado, en el que el parámetro de suavizado es distinto
para cada coordenada, para cada kernel y para cada clase. La estimación del parámetro de
suavizado para la clase k, el kernel n y la muestra m, dados los Nk patrones de esta clase,
se puede realizar usando la siguiente expresión:

hkn[m]2 =
c

Nk

Nk∑
i=1

(xki[m] − xkn[m])2 (4.31)

La estimación de hkn[m] en este caso queda parametrizada por el valor de la constante
de corrección c, cuyo valor se elegirá de modo que se minimice el error de clasificación
del conjunto de validación, al aplicar el criterio MAP con las funciones de densidad de
probabilidad estimadas.

Este caso no representa ninguna simplificación respecto a su implementación con la ecuación
(4.20). Así, el número de operaciones necesarias para su implementación será el necesario
para calcular las NL diferencias, los NL cuadrados, las NL divisiones por él término
−2hkn[m]2, las N(L − 1) sumas, las N exponenciales, los N cocientes, las N − M sumas,
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y las M − 1 comparaciones. Así, el número total de operaciones simples se puede expresar
usando la ecuación (4.32).

Nop = N(4L + 2) − 1 (4.32)

Caso 6: Parámetro de suavizado variable dependiente de la coordenada del vector, usando
los P vecinos más próximos

Este caso es una variación del caso anterior, en el que el cálculo de cada parámetro de
suavizado para cada kernel depende exclusivamente de los P vecinos más próximos al
kernel en cuestión. La estimación del parámetro de suavizado para la clase k, el kernel n

y la muestra m, dados los P patrones de esta clase más próximos al kernel n, se puede
realizar usando la siguiente expresión:

hkn[m]2 =
1
P

P∑
i=1

(xki[m] − xkn[m])2 (4.33)

El estimador de hkn[m] depende del parámetro P , cuyo valor se elegirá usando el conjunto
de validación, para minimizar la probabilidad de error.

Por último, por sólo diferir en cuanto a la estimación del parámetro respecto al caso anterior,
para la aplicación del criterio MAP, será de nuevo necesario evaluar la expresión (4.20). Al
igual que en el caso anterior, el número de operaciones vendrá dado por la ecuación (4.32).

La figura 4.2 y las tablas 4.5 a 4.16 muestran los resultados obtenidos con los distintos
métodos de estimación del parámetro de suavizado aplicando el criterio MAP con las funciones
de densidad de probabilidad estimadas, así como los valores de las constantes de adaptación,
elegidas usando el conjunto de validación en cada caso. Se observa el error de clasificación en
porcentaje para distintos tamaños de conjunto de entrenamiento y distintos valores de SNR.
Por último, el coste computacional medido en número de operaciones simples necesarias para
clasificar cada patrón de entrada se incluye en la tabla 4.17.

El análisis de los resultados permite observar lo siguiente:

El método de estimación de la función de densidad de probabilidad de los datos que da
lugar a un menor error de clasificación y, por tanto, una mejor estimación de la función
de densidad de probabilidad real, es el que utiliza un parámetro de suavizado variable en
cada kernel dependiente de la coordenada del vector, estimado a partir de los P vecinos
más próximos al kernel (la matriz de covarianza del kernel se supone diagonal).

El método que da lugar a un menor error de clasificación es especialmente útil cuando la
SNR es alta y el tamaño del conjunto de entrenamiento grande.

Para valores bajos de SNR (p.e. 20 dB) y para el conjunto de entrenamiento menor (N=60)
el método anterior no consigue mejorar en cuanto a tasa de error al clasificador kNN.
Cuando el conjunto de entrenamiento es pequeño, se obtienen mejores resultados al imponer
restricciones a la matriz de covarianza de los kernels, ya que hay menos parámetros a
estimar.
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Tabla 4.5: Error en la clasificación ( %) usando el caso 1 de aproximación de la PDF por un
método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 84.15 79.06 62.81 33.57 23.16 19.01 16.26 16.20 15.85 16.96
N=120 83.45 79.06 60.58 32.40 17.89 14.15 13.16 12.46 11.70 13.04
N=240 82.28 79.71 49.88 23.92 12.75 10.18 9.59 8.83 9.01 10.06
N=480 81.81 79.77 45.09 21.64 12.81 7.02 6.78 5.91 5.91 5.67
N=960 82.16 78.89 40.53 15.91 8.65 5.61 4.85 5.09 3.98 4.09
N=1920 84.09 77.02 40.12 15.09 7.66 4.50 3.10 2.87 2.28 2.34

Tabla 4.6: Valor de la constante c que minimiza el error de clasificación sobre el conjunto de
validación, usando el caso 1 de aproximación de la PDF por un método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 2.60 23.74 8.51 12.35 10.34 10.84 11.00 7.57 9.80 9.13
N=120 8.77 193.83 4.26 2.40 9.84 5.82 6.05 6.84 6.49 6.59
N=240 4.72 10.26 8.40 4.85 4.93 5.83 3.83 9.13 3.10 2.74
N=480 46.80 9.11 7.67 5.72 7.60 4.75 3.54 5.80 5.04 4.83
N=960 32.03 207.01 5.84 4.30 3.86 1.15 1.79 0.56 1.65 1.82
N=1920 6.16 11.16 3.97 2.68 2.53 0.65 2.38 2.35 3.02 2.94

Tabla 4.7: Error en la clasificación ( %) usando el caso 2 de aproximación de la PDF por un
método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.68 82.11 65.61 38.60 25.67 20.23 16.43 17.43 15.61 18.54
N=120 82.92 82.11 63.51 32.57 19.18 16.55 14.44 13.80 12.81 14.56
N=240 82.34 82.22 62.16 27.89 16.67 11.52 10.88 10.64 9.94 10.82
N=480 83.45 81.58 57.60 27.25 12.98 8.13 8.07 7.49 6.84 6.55
N=960 82.92 81.70 57.49 21.64 10.64 5.67 5.26 4.56 4.09 4.39
N=1920 84.56 81.87 49.53 19.36 8.54 4.50 3.63 3.80 3.33 3.33

Tabla 4.8: Valor de la constante c que minimiza el error de clasificación sobre el conjunto de
validación, usando el caso 2 de aproximación de la PDF por un método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 3.45 16.41 0.71 2.01 0.75 1.48 1.43 1.70 1.48 1.97
N=120 7.29 4.10 1.49 0.87 1.02 1.41 1.35 1.49 1.28 1.44
N=240 3.38 3.89 2.12 1.10 2.12 2.83 1.46 3.26 1.07 1.41
N=480 15.45 3.31 2.01 0.36 0.96 2.08 0.28 2.47 1.71 0.28
N=960 7.91 0.15 0.20 0.83 1.74 0.83 0.49 1.54 1.19 0.84
N=1920 3.70 1.49 2.07 0.85 0.93 0.31 0.34 0.23 0.35 0.46
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Tabla 4.9: Error en la clasificación ( %) usando el caso 3 de aproximación de la PDF por un
método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 82.98 82.75 65.38 37.89 24.97 20.94 18.36 16.49 16.49 17.54
N=120 81.64 81.99 64.33 32.51 18.77 15.50 13.51 13.10 12.46 13.10
N=240 83.63 80.82 63.92 27.31 14.56 11.75 9.65 10.23 9.71 10.23
N=480 82.92 82.11 58.95 22.87 12.28 9.06 7.72 8.36 7.95 7.37
N=960 83.63 80.29 56.26 19.88 10.70 5.50 5.20 4.91 4.85 4.56
N=1920 83.57 81.23 53.16 18.89 8.30 4.50 3.51 3.27 3.45 2.87

Tabla 4.10: Valor de la constante c que minimiza el error de clasificación sobre el conjunto de
validación, usando el caso 3 de aproximación de la PDF por un método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 1.47 7.30 0.68 0.95 0.83 0.78 1.07 0.85 0.43 0.34
N=120 2.93 1.78 0.61 0.69 0.51 0.52 0.37 0.46 0.39 0.57
N=240 0.15 0.33 0.88 0.37 0.48 0.55 0.41 0.45 0.22 0.27
N=480 4.01 0.08 0.76 0.37 0.44 0.23 0.29 0.88 0.13 0.14
N=960 0.11 0.15 0.79 0.41 0.44 0.46 0.38 0.44 0.18 0.41
N=1920 11.39 0.48 0.56 0.50 0.30 0.21 0.25 0.24 0.24 0.35

Tabla 4.11: Error en la clasificación ( %) usando el caso 4 de aproximación de la PDF por un
método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.39 81.23 66.08 38.89 26.37 20.23 17.25 15.85 16.90 18.77
N=120 82.28 81.70 64.27 33.51 20.29 16.43 13.68 13.27 13.63 12.92
N=240 82.34 81.70 63.57 27.02 15.09 12.51 10.06 9.77 10.12 10.18
N=480 83.10 82.69 59.06 23.98 13.10 8.36 7.89 9.12 6.67 6.32
N=960 83.27 81.29 55.61 20.99 10.94 5.67 5.32 4.91 4.15 4.33
N=1920 84.33 82.05 52.92 19.12 9.12 4.33 3.57 3.57 3.04 3.16

Tabla 4.12: Valor de la constante P que minimiza el error de clasificación sobre el conjunto de
validación, usando el caso 4 de aproximación de la PDF por un método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 7 7 1 4 7 2 6 2 7 10
N=120 19 13 5 4 6 6 2 5 8 2
N=240 2 21 13 1 4 22 1 2 8 1
N=480 36 77 43 1 6 9 6 61 15 12
N=960 8 7 54 1 6 2 2 5 1 1
N=1920 2 2 16 2 18 5 9 1 1 1
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Tabla 4.13: Error en la clasificación ( %) usando el caso 5 de aproximación de la PDF por un
método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 84.04 81.87 67.78 37.54 24.15 17.66 15.20 19.30 18.95 21.23
N=120 82.57 80.29 63.10 32.57 17.08 15.32 11.35 12.75 11.29 10.58
N=240 83.98 82.34 60.29 28.25 12.92 15.20 9.06 9.88 9.30 8.71
N=480 83.10 81.52 55.26 24.62 12.34 7.66 6.84 5.26 5.09 5.56
N=960 83.27 81.05 51.93 21.46 9.30 4.74 4.62 4.39 3.92 4.74
N=1920 84.09 79.77 49.42 20.53 7.08 4.91 2.87 2.51 2.92 2.69

Tabla 4.14: Valor de la constante c que minimiza el error de clasificación sobre el conjunto de
validación, usando el caso 5 de aproximación de la PDF por un método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 1.07 10.70 0.98 1.71 1.33 1.50 1.10 1.97 1.94 2.02
N=120 4.19 1.48 0.98 0.12 1.05 1.53 0.79 1.14 1.04 0.72
N=240 0.67 4.59 0.83 0.36 0.50 2.16 0.92 1.11 1.01 0.87
N=480 1.88 0.26 1.03 0.58 0.60 0.21 0.46 0.30 0.41 0.44
N=960 13.48 0.27 1.18 0.54 0.66 0.56 0.34 0.59 0.34 0.37
N=1920 15.00 1.46 1.99 0.54 0.48 0.30 0.34 0.44 0.30 0.28

Tabla 4.15: Error en la clasificación ( %) usando el caso 6 de aproximación de la PDF por un
método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.68 83.22 67.78 36.49 23.27 18.65 14.97 17.78 17.31 19.18
N=120 81.58 80.99 63.39 32.81 17.19 13.98 11.17 11.11 11.40 11.05
N=240 83.39 81.35 59.53 26.26 12.57 10.82 7.60 7.43 7.49 8.07
N=480 83.63 82.05 54.91 24.44 11.23 7.19 6.43 5.15 4.27 6.49
N=960 82.98 81.17 51.29 20.47 8.07 5.03 3.74 3.68 2.81 3.45
N=1920 82.87 80.18 49.71 17.37 7.02 3.04 2.40 2.34 1.99 2.16

Tabla 4.16: Valor de la constante P que minimiza el error de clasificación sobre el conjunto de
validación, usando el caso 6 de aproximación de la PDF por un método kernel.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 10 2 10 10 7 5 8 6 7 7
N=120 16 11 20 8 17 8 5 8 20 10
N=240 33 12 25 17 14 9 13 11 16 8
N=480 5 4 43 14 18 8 11 28 10 4
N=960 2 13 143 43 15 8 13 8 13 7
N=1920 1 10 77 39 8 13 8 8 8 5
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Figura 4.2: Error de clasificación ( %) obtenido usando el criterio MAP con las funciones de den-
sidad de probabilidad estimadas usando el método Kernel para distintos métodos de estimación
del parámetro de suavizado, respecto al error de clasificación obtenido usando el método kNN.
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Tabla 4.17: Coste computacional medido en número de operaciones simples usando el criterio
MAP aplicado a las funciones de densidad de probabilidad estimadas por los métodos kernel.

Caso 1 2 3 4 5 6
N=60 9599 9605 9659 9659 12839 12839
N=120 19199 19205 19319 19319 25679 25679
N=240 38399 38405 38639 38639 51359 51359
N=480 76799 76805 77279 77279 102719 102719
N=960 153599 153605 154559 154559 205439 205439
N=1920 307199 307205 309119 309119 410879 410879

Respecto al valor de las constantes elegidas por validación, se observa cierta tendencia a
tener valores más altos para los conjuntos pequeños, y para las SNRs bajas. Se observa
además que los casos en los que la selección del parámetro por validación ha dado un valor
extraño se corresponden con tasas de error mayores. Esto es, los errores en la selección de
los parámetros por validación se traducen, en mayor o menor medida, en errores en las
probabilidades de error obtenidas.

Respecto al coste computacional, depende del número de patrones del conjunto de entre-
namiento y, por tanto, del número de kernels considerados en la estimación de la función
de densidad de probabilidad de las clases.

A partir de estos resultados, en el siguiente apartado se proponen una serie de mejoras en la
estimación de la función de densidad de probabilidad de los datos.

4.1.3. Propuesta: Estimación de la función de densidad de probabilidad para-
metrizada usando el ruido de las señales del conjunto de entrenamiento

A partir de los modelos teóricos estudiados en el apartado 2.3 y 2.4, se han obtenido modelos
estadísticos que implican una potencia de ruido aditivo debida al ruido blanco a la entrada de la
antena, y al ruido debido a los procesos de distorsión de la señal por pequeñas variaciones en la
posición del blanco. Dichos valores marcan un límite a tener en cuenta en el valor de la varianza
de la PDF de los datos, ya que existiendo estos ruidos resultan imposibles valores menores de
varianza.

La imposición de estos límites en la varianza para el caso 6 supone una condición restrictiva,
y una esferización de la forma de la función radial de los kernel, lo que supone un acercamiento
del caso 6 al caso 1.

Para el diseño del límite se debe considerar el efecto del ruido del sistema usando el modelo
Rayleigh estudiado en el apartado 2.3, así como el ruido equivalente derivado de la distorsión en
amplitud estudiada en el apartado 2.4. Así, el límite impuesto en la estimación de la varianza debe
ser elegido usando la información del conjunto de entrenamiento. Usando el conjunto centrado y
normalizado pero sin gaussianizar ni seleccionar las características, en el que la PDF de los datos
es de tipo Rice, se puede utilizar las muestras exteriores del vector observación para estimar la
potencia de ruido del conjunto. Dichas muestras sólo contienen información del ruido, y su PDF
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puede ser fácilmente aproximada por una distribución de Rayleigh. Así, el estimador de máxima
verosimilitud del parámetro σ2 viene descrito por la ecuación (4.34).

σ̂2 =
1

2Nmuestras

Nmuestras∑
i=1

xi
2 (4.34)

Este valor, medido con las muestras exteriores descartadas en el proceso de selección de la
dimensión por ser |x[n]| = 0, permitirá obtener una estimación de la varianza original del ruido
σ2

r . Y para el resto de muestras utilizadas donde |x[n]| ya no valdrá 0, supone un límite al valor
de la varianza (ver ecuación (2.30)).

Teniendo en cuenta, por otro lado, que la varianza de las señales una vez gaussianizadas
vienen dadas por la ecuación (3.60); y que en la sección 2.4 se obtuvo que, de forma aproximada
y debido a pequeños cambios en la posición del blanco, las señales HRR presentan una varianza
propia descrita por la ecuación (2.35), la varianza mínima esperada de las muestras de las señales
vendrá dada por la ecuación (4.35).

σlim
2 = (2(σ̂2 + 0,026x̂2))a(Γ(a + 1) − Γ

((a

2
+ 1
)2
)

(4.35)

Donde x̂ representa el valor medio de señal. Así, en las distintas formas de estimación de la
varianza, no tendrá sentido la aplicación de varianzas menores a este valor

El uso de este límite inferior para la varianza del modelo de estimación de la PDF puede ser
aplicado a cualquiera de los casos estudiados en las secciones anteriores, aunque dicha aplicación
sólo tiene sentido en aquellos casos en los que las matrices de covarianza puedan tener valores
diferentes. Así, en este apartado se ha aplicado dicho límite en la varianza de la señal a 3 casos:

Caso 1: PDF estimada por una función gaussiana con matriz de covarianza completa limi-
tada en varianza.

Para aplicar el límite en la varianza para el caso de una matriz de covarianza completa es
necesario primeramente aplicar la transformación de Schur a la matriz de covarianza. Esta
transformación produce una matriz cuasi-diagonal T y una matriz unitaria U de modo
que C = U · T · UT , y UT · U = I. Realizando esta transformación sobre la matriz de
covarianza, sustituyendo las matrices en la ecuación (4.8) y simplificando se puede obtener
la ecuación (4.36).

fX(x) =
1

(2π)
N
2 (|T|) 1

2

e−0,5((x−µ)U)T−1((x−µ)U)T
(4.36)

A partir de la expresión (4.36) se puede deducir que el efecto de la transformación de Schur
sobre la matriz de covarianza es equivalente a realizar un giro de los datos usando la matriz
U como matriz de giro. De este modo se ha realizado un giro de los datos a un espacio
en el que la matriz nueva de covarianza T es diagonal, pudiendo así aplicar la limitación
inferior en el valor de la varianza para cada dimensión a los valores de la matriz diagonal
T.

Además, cuando el número de datos sea inferior que la dimensión de la matriz de covarianza,
existirán valores de la matriz T iguales a cero, que serán los causantes de impedir la
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invertibilidad de la matriz de covarianza. Al aplicar el límite a los valores de la diagonal se
garantiza un determinante de la nueva matriz de covarianza modificada distinto de cero,
por lo que será invertible.

Debido a que la forma de implementación es idéntica a la del caso 4 de la aproximación
utilizando una PDF gaussiana, el número de operaciones del método vendrá dado por la
ecuación (4.17).

Caso 2: PDF estimada por un método kernel de base gaussiana con matriz de covarianza
diagonal limitada en varianza.

La aplicación del límite a la varianza es inmediata en el caso de estimar la PDF real de los
datos usando un método kernel con matrices de covarianza diagonales distintas para los
distintos kernel de las clases. La única consideración a tener en cuenta es sobre el efecto
que tiene sobre la varianza global de la señal cada una de las matrices de covarianza de
cada uno de los kernel.

La ecuación (4.35) impone un límite a la varianza, considerando simplemente la varianza
debida a variaciones en la señal HRR recibida por ruido y por pequeños cambios en la
orientación del blanco. En la PDF del método kernel descrito por la ecuación (4.20), cada
uno de los términos del sumando, cada uno de los kernel, hace referencia a la función
de densidad de probabilidad asociada a los blancos en las proximidades del patrón del
kernel en cuestión. Las diferencias entre la función del kernel y la obtenida observando el
blanco en una orientación similar serán debidas al ruido térmico del receptor y a cambios
relativamente leves en la posición y orientación del blanco. Por esto, el límite a la varianza
impuesto en la ecuación (4.35) es perfectamente trasladable como un límite a los parámetros
de suavizado hkn[m]2 de cada una de las funciones kernel.

Por otro lado, este método propuesto sólo afecta a la estimación de los valores de la matriz
de covarianza, y la forma de implementación es idéntica a la del caso 5 ó 6 de la aproximación
utilizando un método kernel. Por tanto, el número de operaciones del método vendrá dado
por la ecuación (4.32).

Caso 3: PDF estimada por un método kernel de base gaussiana con matriz de covarianza
general limitada en varianza.

Teniendo en cuenta que el caso 1 resuelve el problema de la obtención de la matriz de
covarianza generalizada para cualquier conjunto de datos, ahora sí se puede plantear sin
problemas la generalización de las matrices de covarianza de los kernel. De este modo, para
cada kernel los P vecinos más próximos contribuirán para la obtención de la matriz de
covarianza del kernel n, Hkn, compuesta por los términos hkn[m, n]2, simplemente usando
la expresión definida por la ecuación

hkn[m, n]2 =
1
P

P∑
i=1

(xki[m] − xkm[n])2 (4.37)

El método kernel usando esta matriz de suavizado queda definido por la ecuación (4.38), y
la invertibilidad de la matriz queda garantizada por el límite en la varianza impuesto. La
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Tabla 4.18: Error en la clasificación ( %) usando el caso propuesto 1 de aproximación de la PDF.
SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 84.15 79.47 61.75 31.23 22.22 18.36 14.80 14.80 14.74 14.80
N=120 83.39 79.88 58.42 28.60 16.96 15.38 13.80 12.28 13.10 13.22
N=240 83.68 80.94 54.91 26.08 15.15 12.57 11.23 11.52 11.05 11.70
N=480 82.75 80.53 50.88 23.45 12.98 8.36 8.48 7.43 7.78 8.65
N=960 82.75 78.25 45.91 21.05 9.71 6.49 6.20 5.26 5.32 5.32
N=1920 83.80 76.55 41.46 18.13 8.07 4.97 5.09 4.50 3.45 3.86

forma de imponer dicho límite sobre la matriz de suavizado está basada en la transformación
de Schur, y es análoga a la expuesta para el caso 1.

f̃Xk
(x) =

1
Nk

Nk∑
n=1

1

(2π)
M
2 |Hkn| 12

exp
(
−1

2
(Xk − xkn)H−1

kn (Xk − xkn)T

)
(4.38)

La estimación de Hkn queda parametrizada por el valor de la constante P , cuyo valor se
elegirá de modo que se minimice el error medio de clasificación medido usando el conjunto
de validación.

En este último caso, el número de operaciones simples necesarias para clasificar cada patrón
se ve incrementado, por la necesidad de implementar matrices de covarianza completas para
cada uno de los kernel. Así, la ecuación (4.39) describe el número de operaciones simples
del caso de estudio.

Nop = N(3L2 + L + 2) − 1 (4.39)

La figura 4.3 y las tablas 4.18 a 4.22 muestran los errores de clasificación obtenidos con los
tres casos propuestos, así como los valores de los parámetros seleccionados en cada caso haciendo
uso del conjunto de validación. Las propuestas 2 y 3 obtienen fuertes reducciones para los tres
conjuntos de entrenamiento, siendo la reducción del caso 2 mayor para SNRs altas que para
bajas. El caso 1 sólo alcanza reducciones importantes en el conjunto de entrenamiento menor.

Por último, la tabla 4.23 muestra el número de operaciones simples necesarias para clasificar
cada patrón de entrada, para los tres casos propuestos. Se observa que el coste computacional
en el tercer caso, y sobre todo para los conjuntos medianos y grandes, es disparatadamente alto,
dados los resultados obtenidos.

Con todo esto, en esta tesis se propone el uso del método propuesto 2 de cara a realizar
estimaciones eficientes de la función de densidad de probabilidad de los datos.

4.2. Clasificadores estadísticos basados en el vecino más próximo

El método del k -Vecino más Próximo (del inglés k-Nearest Neighbor o kNN) se ha usado muy
frecuentemente en problemas de ATR. Ya en 1975, Kisienski et al. [Kisienski1975] propuso un
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Tabla 4.19: Error en la clasificación ( %) usando el caso propuesto 2 de aproximación de la PDF.
SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.63 81.11 66.73 35.38 22.22 17.43 14.15 15.09 14.97 15.15
N=120 82.63 81.64 62.16 31.46 17.25 12.92 10.58 10.41 9.53 9.82
N=240 83.63 81.11 59.65 26.14 12.40 11.35 7.31 7.02 6.73 7.66
N=480 83.39 81.05 55.20 23.74 11.17 8.01 5.96 4.44 4.04 4.27
N=960 83.86 81.35 51.87 20.41 8.36 6.26 4.15 3.45 2.69 3.45
N=1920 83.74 81.52 49.77 18.01 6.55 3.16 2.46 2.05 2.46 2.51

Tabla 4.20: Valor del parámetro P que minimiza el error de clasificación sobre el conjunto de
validación, usando el caso propuesto 2 de aproximación de la PDF.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 8 8 9 5 4 5 5 7 5 5
N=120 18 17 11 6 17 15 5 8 4 4
N=240 26 39 14 4 11 8 13 13 14 23
N=480 41 7 29 10 22 2 9 15 21 8
N=960 125 22 146 26 8 2 6 8 11 5
N=1920 23 6 46 95 7 10 9 7 5 3

Tabla 4.21: Error en la clasificación ( %) usando el caso propuesto 3 de aproximación de la PDF.
SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 84.09 79.42 61.17 32.11 20.82 17.60 14.74 13.57 13.16 15.50
N=120 83.39 80.94 58.48 28.01 15.79 14.50 11.70 10.99 10.53 11.46
N=240 82.46 80.64 54.68 23.74 12.51 9.88 11.05 9.47 8.48 8.83
N=480 81.64 81.40 48.42 19.88 11.75 7.54 6.08 6.02 5.09 5.44
N=960 82.63 78.83 41.99 17.37 8.89 5.15 4.27 3.92 3.86 3.80
N=1920 83.74 77.08 38.07 14.44 6.08 3.33 3.04 2.92 2.11 2.34

Tabla 4.22: Valor del parámetro P que minimiza el error de clasificación sobre el conjunto de
validación, usando el caso propuesto 3 de aproximación de la PDF.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 5 9 7 5 3 3 8 4 5 2
N=120 8 16 7 4 10 4 3 4 4 3
N=240 15 20 12 10 9 5 18 12 7 5
N=480 12 8 16 3 52 11 17 30 17 13
N=960 87 42 24 24 20 3 41 67 2 119
N=1920 21 57 93 62 33 124 2 102 55 105
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Figura 4.3: Error de clasificación ( %) obtenido usando el criterio MAP con las funciones de
densidad de probabilidad estimadas usando el método Kernel para distintos métodos propuestos,
respecto al error de clasificación obtenido usando el método kNN.
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Tabla 4.23: Coste computacional medido en número de operaciones simples usando el criterio
MAP aplicado a las funciones de densidad de probabilidad estimadas propuestas.

Caso 1 2 3
N=60 50879 12839 508919
N=120 50879 25679 1017839
N=240 50879 51359 2035679
N=480 50879 102719 4071359
N=960 50879 205439 8142719
N=1920 50879 410879 16285439

esquema de identificación de blancos basado en la toma de medidas a múltiples frecuencias de la
sección radar, y propuso el uso de la técnica kNN para clasificar.

Esta técnica estadística tiene su origen en un desarrollo estadístico para la estimación de la
función de densidad de probabilidad. Sea Ni el número de patrones del conjunto de entrenamiento
asociados a la hipótesis Hi, i = 1, . . . , C tal que N1+N2+ · · ·+NC = N . Si tomamos un volumen
V alrededor del patrón de observación x, el cual incluya k patrones del conjunto de entrenamiento,
con ki patrones de la clase Ci de modo que k1 + k2 + · · · + kC = k, entonces la ecuación (4.40)
es una aproximación de la función de densidad de probabilidad en el punto x [Bishop1995].

fX(x|Hi) � ki

NiV
(4.40)

Teniendo en cuenta que la probabilidad a priori puede ser estimada como P (Hi) � Ni/N y
aplicando el teorema de Bayes con la ecuación (4.40), se obtiene la ecuación (4.41).

P (Hi)fX(x|Hi) � ki

NV
(4.41)

Según el criterio de mínima probabilidad de error (ecuación (4.7)), la decisión a tomar será
aquella que maximice la expresión (4.41). Y, teniendo en cuenta que N y V son constantes
dependientes de las dimensiones del volumen, la decisión Di a tomar será aquella para la que ki

sea mayor.
Visto de un modo práctico, el método kNN consiste en encontrar los k patrones del conjunto

de entrenamiento más próximos al patrón observación con una métrica dada, anotar las clases a
las que pertenecen dichos patrones y decidir por votación mayoritaria entre las clases de los k

patrones.

4.2.1. Elección de la métrica

La métrica más común empleada en los clasificadores kNN es la distancia euclídea, aunque
existen diversidad de posibles métricas:

Método kNN con distancia Euclídea

Este tipo de distancia se deduce estadísticamente al suponer que la señal a clasificar se
corresponde con uno de los patrones del conjunto de entrenamiento más un ruido aditivo
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blanco gaussiano de media nula. Así, se debe considerar que los N patrones constituyen
un problema con N clases y que la función de densidad de probabilidad asociada a cada
clase es una gaussiana multivariada con variables incorreladas con varianza σ2, y con media
igual al patrón del conjunto de entrenamiento correspondiente. Así, aplicando el criterio
MAP, la clase de las N disponibles a la que se asigne el patrón de entrada será aquella
cuya densidad de probabilidad sea mayor en el punto de observación. Esto supone evaluar
la función Jn(x) (4.42) para n = 1, . . . , N .

Jn(x) =
1

(2π)L/2σL
exp

(
−(x − xn)T (x − xn)

2σ2

)
(4.42)

Multiplicando todos los términos de Jn(x) por (2π)L/2σL, y calculando el logaritmo nepe-
riano, la maximización de Jn(x) resulta equivalente a la minimización de Dn(x), la distancia
euclídea entre los vectores x y xn (4.43).

Dn(x) =
L∑

i=1

(x[i] − xn[i])2 (4.43)

La región de los puntos del espacio que se encuentran a una distancia euclídea menor que
un escalar c forman una hiperesfera, por lo que el volumen del método kNN para este tipo
de distancia tendrá dicha forma.

El número de operaciones necesarias para implementar el método kNN con distancia eu-
clídea está directamente relacionado con el número de clases M , el tamaño del conjunto
de entrenamiento N , la dimensión del vector de entrada L, y el valor del parámetro k. Él
cálculo de la distancia del vector a cada uno de los vectores del conjunto de entrenamiento
requiere N(3L− 1) operaciones. Tras esto, es necesario encontrar las k distancias menores,
lo que implica realizar (N − 1) + (N − 2) + . . . + (N − k) comparaciones. Por último, es
necesario realizar la decisión por mayoría, contando el número de veces que aparece cada
clase en los k patrones y decidir por mayoría, para lo que se requieren k sumas y M − 1
comparaciones, como máximo. Así, el número máximo de operaciones simples se puede
expresar con la ecuación (4.44).

Nop = N(3L + k − 1) − k
k − 1

2
+ M − 1 (4.44)

Las tablas 4.24 y 4.25 muestran el valor del error obtenido sobre el conjunto de test, así
como el parámetro k para el que se logra un menor error con el conjunto de validación,
respectivamente. Se observa que el valor óptimo de k disminuye cuando aumenta la SNR,
y que con SNRs altas, los valores de k en los conjuntos de entrenamiento grandes tienden
a ser más bajos que en los pequeños.

Por otro lado, la tabla 4.26 muestra el número de operaciones necesario para implementar
los clasificadores con el método kNN, en función del tamaño del conjunto de entrenamiento
y del parámetro k. Se observa que la influencia de k es mucho menor que la influencia de
N , para los valores considerados. El número de operaciones resultante es comparable al
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Tabla 4.24: Error en la clasificación ( %) usando el método kNN con distancia euclídea. El valor
del parámetro k ha sido elegido haciendo uso del conjunto de validación.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 84.21 80.41 62.46 34.91 22.69 19.77 18.25 17.02 16.32 18.30
N=120 83.92 80.35 58.95 33.63 18.95 16.26 16.20 13.63 12.75 13.51
N=240 81.64 81.99 52.51 26.08 14.56 11.58 10.06 9.01 9.18 10.06
N=480 82.46 81.11 46.78 22.05 12.46 8.36 8.01 7.49 7.43 7.43
N=960 82.57 80.23 41.87 19.06 9.77 6.14 5.20 5.26 4.27 4.62
N=1920 83.51 78.83 41.17 16.67 7.43 4.09 3.98 3.33 3.27 3.10

Tabla 4.25: Valor del parametro k usando el método kNN con distancia euclídea.
SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 9 22 6 6 5 3 5 3 3 5
N=120 25 27 7 1 3 4 10 4 4 4
N=240 6 10 19 8 3 3 3 6 4 4
N=480 27 10 19 5 4 3 1 1 3 3
N=960 22 15 30 6 6 1 1 1 1 1
N=1920 11 29 19 10 4 4 1 1 1 1

Tabla 4.26: Número de operaciones simples usando el método kNN con distancia euclídea.
k 1 6 11 16 21 26

N=60 9545 9830 10090 10325 10535 10720
N=120 19085 19670 20230 20765 21275 21760
N=240 38165 39350 40510 41645 42755 43840
N=480 76325 78710 81070 83405 85715 88000
N=960 152645 157430 162190 166925 171635 176320
N=1920 305285 314870 324430 333965 343475 352960
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del método kernel con la estimación de las matrices de covarianza diagonales diferentes
para cada dimensión y para cada kernel (caso propuesto 2). Se observa además que la
dependencia con k es mayor para los valores grandes de N .

Debido a lo común que resulta el empleo de este método en la bibliografía, estos resultados
han sido tomados como referencia para el análisis de los distintos clasificadores, tanto
estadísticos como basados en técnicas de inteligencia artificial.

Propuesta de función distancia

Debido a la forma en que se generan las señales HRR, es común el desalineamiento, que
se manifiesta en desplazamientos circulares de la señal. Por esta razón, se propone como
distancia el mínimo de la distancia del punto o vector de entrada x, a los desplazamientos
circulares del patrón de entrenamiento xn:

Dn(x) = mı́n
d

{
L∑

i=1

(x[i] − xn[((i − d))L])2
}

(4.45)

El número de operaciones, en este caso, se dispara, ya que el cálculo de la distancia ya no
requiere (3L − 1) operaciones, sino L(3L − 1) operaciones y, además, es necesario calcular
el mímimo de las L distancias calculadas, lo que requiere L − 1 operaciones adicionales.
Así, el número total de operaciones puede expresarse con la ecuación (4.46).

Nop = N(3L2 + k − 1) − k
k − 1

2
+ M − 1 (4.46)

Este número de operaciones es comparable al obtenido para el caso propuesto 3 de la
sección anterior, dependiendo principalmente de 3NL2. La tabla 4.29 muestra la variación
del número de operaciones simples en función del tamaño del conjunto de entrenamiento,
y del parámetro k. Los resultados demuestran que, al igual que con la distancia euclídea
simple, la variación con N es mucho mayor que con el parámetro k.

Las tablas 4.27 y 4.28 muestran el valor del parámetro k seleccionado en cada caso con el
conjunto de validación, y el error de clasificación obtenido por el método kNN aplicando
la función distancia de la expresión (4.45). Comparando los valores de k con los obtenidos
para la distancia euclídea simple, se observan tendencias similares.

El error de clasificación para este método es muy inferior al obtenido con los clasificadores
previos. Por otro lado, el coste computacional se ha visto multiplicado por un factor de más
de 200, lo que hace que este método sea irrealizable en la mayoría de los casos prácticos.

Suponiendo la existencia de un sistema de preprocesado que permite el pre-alineamiento
de los vectores de observación, es posible reducir el coste computacional, manteniendo el
bajo error de clasificación. Así, la ecuación (4.47) describe una modificación de la distancia
propuesta, donde P fija el máximo desplazamiento circular de la señal.

Dn(x) = mı́n
d,(−P≤d≤P )

{
L∑

i=1

(x[i] − xn[((i − d))L])2
}

(4.47)
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Tabla 4.27: Error en la clasificación ( %) usando el método kNN con distancia euclídea conside-
rando todos los posibles desplazamientos circulares de las señales. El valor del parámetro k ha
sido obtenido haciendo uso del conjunto de validación.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 83.45 82.75 67.37 28.36 18.36 14.15 12.34 12.57 11.52 11.93
N=120 83.68 83.51 62.63 23.68 12.92 10.35 9.42 8.25 8.95 8.60
N=240 84.44 83.39 57.66 18.07 9.12 8.42 4.80 4.80 5.56 4.80
N=480 84.44 81.70 51.46 15.15 8.07 5.79 4.68 4.68 3.68 4.27
N=960 83.22 81.11 44.09 11.40 6.26 4.09 3.68 3.57 3.04 3.80
N=1920 83.51 81.17 39.88 12.34 5.96 3.33 3.27 2.46 2.75 2.46

Tabla 4.28: Valor del parametro k usando el método kNN considerando todos los posibles des-
plazamientos circulares de las señales.

SNR 5 dB 10 dB 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 12 6 12 14 11 5 5 5 3 3
N=120 27 1 25 26 4 3 6 4 3 4
N=240 6 14 10 5 4 30 5 6 3 4
N=480 3 17 14 28 8 3 4 8 8 4
N=960 1 18 30 16 8 4 3 1 14 1
N=1920 23 17 29 15 16 4 1 1 1 1

Tabla 4.29: Número de operaciones usando el método kNN con distancia euclídea a todos los
posibles desplazamientos circulares de las señales.

k 1 6 11 16 21 26
N=60 2949125 2949410 2949670 2949905 2950115 2950300
N=120 5898245 5898830 5899390 5899925 5900435 5900920
N=240 11796485 11797670 11798830 11799965 11801075 11802160
N=480 23592965 23595350 23597710 23600045 23602355 23604640
N=960 47185925 47190710 47195470 47200205 47204915 47209600
N=1920 94371845 94381430 94390990 94400525 94410035 94419520
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El número de operaciones en este caso se puede calcular utilizando la ecuación (4.48).

Nop = N(3L(2P + 1) + k − 1) − k
k − 1

2
+ M − 1 (4.48)

Las tablas 4.30, 4.31 y 4.32 muestran respectivamente el error de clasificación, el valor
del parámetro k seleccionado por validación, y el coste computacional, para los distintos
tamaños de los conjuntos de entrenamiento y para los distintos valores de P , para el caso
concreto de SNR de 20 dBs. Igualmente, las tablas 4.33, 4.34 y 4.35 muestran respectiva-
mente el error de clasificación, el valor del parámetro k seleccionado por validación, y el
coste computacional, para los distintos tamaños de los conjuntos de entrenamiento y para
los distintos valores de P , para el caso de una SNR de 50 dB. Se observan fuertes reduccio-
nes en la tasa de error para ambas SNRs, respecto al kNN con distancia euclídea. Dichas
reducciones son mayores para valores altos de P . Por otro lado, el coste computacional se
incrementa proporcionalmente al valor de P , tal y como se dedujo de la ecuación (4.48).

A título comparativo, las tablas 4.36 y 4.37 muestran respectivamente la reducción media
del error de clasificación para SNRs comprendidas entre 15 y 50 dBs, y el coste computacio-
nal medio, para los distintos tamaños de los conjuntos de entrenamiento y para los distintos
valores de P . Se observa que para lograr una reducción en el error similar a la alcanzada
para el caso del método kernel con la estimación del parámetro de suavizado considerada
en el caso 2, se necesita un valor de P = 4, teniendo el clasificador kNN obtenido un coste
computacional aproximadamente unas 75 veces mayor que el método Kernel.

4.2.2. Reducción del coste computacional: método k-LAESA

Como se deduce a partir de los resultados alcanzados por los distintos métodos, el principal
problema de los métodos kNN reside en el elevado coste computacional, sobre todo para conjuntos
de entrenamiento grandes. La realización más simple de estos clasificadores consiste en una
búsqueda exhaustiva, calculando todas las distancias entre el vector de entrada y los prototipos
del conjunto de entrenamiento. Cuando el conjunto de entrenamiento es grande o el cálculo de
la distancia entre vectores consume mucho tiempo, y la implementación de estos clasificadores
puede ser impracticable.

Para resolver este problema, existen diversas implementaciones que tratan de reducir el nú-
mero de distancias a calcular por cada vector de entrada. La mayoría de ellas requieren que los
prototipos estén definidos adecuadamente en un espacio vectorial. Evidentemente, nos interesan
los algoritmos que puedan trabajar con cualquier función distancia definida. Esto es, la función
distancia debe cumplir las siguientes propiedades:

d(x, x) = 0

d(x, y) = d(y, x)

d(x, y) ≤ d(x, z) + d(z, y) (desigualdad triangular)

En la literatura pueden encontrarse diversas alternativas para la implementación rápida:
algoritmo de Fukunaga y Narendra [Fukunaga1975], el algoritmo de Kalantari and McDonald
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Tabla 4.30: Error en la clasificación ( %), para la SNR de 20 dB, para distintos valores de P ,
usando el método kNN con la función distancia propuesta. El valor de k en cada caso ha sido
seleccionado haciendo uso del conjunto de validación.

P 1 2 4 6 8 10 12 14 16 18 20
N=60 36.55 34.44 33.22 31.99 32.98 30.88 30.23 29.53 29.18 28.65 28.36
N=120 34.44 30.70 30.23 29.53 29.36 27.31 26.32 24.74 24.56 24.09 23.68
N=240 26.78 24.44 23.10 22.05 20.70 20.35 19.30 18.89 18.71 18.36 18.07
N=480 22.87 21.52 19.65 18.83 17.49 17.60 16.20 15.79 14.56 15.44 15.20
N=960 17.72 17.25 15.79 14.33 13.80 13.04 11.70 11.81 11.75 11.46 11.40
N=1920 16.02 15.96 14.04 12.92 12.75 12.46 11.93 12.63 12.51 12.40 12.34

Tabla 4.31: Valor del parametro k usando el método kNN con la función distancia propuesta,
para una SNR de 20 dB.

P 1 2 4 6 8 10 12 14 16 18 20
N=60 30 8 14 10 7 10 14 14 14 14 14
N=120 1 4 4 4 3 4 4 26 26 26 26
N=240 4 5 5 6 5 6 5 5 5 5 5
N=480 23 8 10 13 24 13 13 25 23 28 28
N=960 12 12 14 14 14 14 16 16 16 16 16
N=1920 7 7 24 24 24 22 22 15 15 15 15

Tabla 4.32: Número de operaciones usando el método kNN con la función distancia propuesta,
para una SNR de 20 dB.

P 1 2 4 6 8 10 12 14 16 18 20
N=60 3·104 5·104 9·104 12·104 16·104 20·104 24·104 28·104 32·104 35·104 39·104

N=120 6·104 10·104 17·104 25·104 32·104 40·104 48·104 56·104 63·104 71·104 78·104

N=240 1·105 2·105 3·105 5·105 6·105 8·105 10·105 11·105 13·105 14·105 16·105

N=480 2·105 4·105 7·105 10·105 13·105 16·105 19·105 22·105 25·105 28·105 31·105

N=960 5·105 8·105 14·105 20·105 26·105 32·105 38·105 44·105 51·105 57·105 63·105

N=1920 1·106 2·106 3·106 4·106 5·106 6·106 8·106 9·106 10·106 11·106 13·106
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Tabla 4.33: Error en la clasificación ( %), para la SNR de 50 dB, para distintos valores de P ,
usando el método kNN con la función distancia propuesta. El valor de k en cada caso ha sido
seleccionado haciendo uso del conjunto de validación.

P 1 2 4 6 8 10 12 14 16 18 20
N=60 17.43 17.43 15.91 15.56 14.33 13.74 13.63 13.27 12.98 11.99 11.93
N=120 13.33 12.87 11.23 10.76 10.12 9.71 9.71 8.77 8.89 8.60 8.60
N=240 9.36 8.60 6.67 6.37 5.67 5.44 5.32 5.03 5.15 4.80 4.80
N=480 6.37 6.43 5.26 5.32 4.39 4.44 4.56 4.27 4.27 4.27 4.27
N=960 4.50 4.56 4.09 4.04 3.92 3.86 3.80 3.80 3.80 3.80 3.80
N=1920 2.87 2.92 2.69 2.63 2.51 2.51 2.46 2.46 2.46 2.46 2.46

Tabla 4.34: Valor del parametro k usando el método kNN con la función distancia propuesta,
para una SNR de 50 dB.

P 1 2 4 6 8 10 12 14 16 18 20
N=60 3 3 3 3 3 3 3 3 3 3 3
N=120 4 4 4 4 3 3 3 4 4 4 4
N=240 4 4 4 4 4 4 4 4 4 4 4
N=480 1 1 4 3 4 4 4 4 4 4 4
N=960 1 1 1 1 1 1 1 1 1 1 1
N=1920 1 1 1 1 1 1 1 1 1 1 1

Tabla 4.35: Número de operaciones usando el método kNN con la función distancia propuesta,
para una SNR de 50 dB.

P 1 2 4 6 8 10 12 14 16 18 20
N=60 3·104 5·104 9·104 12·104 16·104 20·104 24·104 28·104 31·104 35·104 39·104

N=120 6·104 10·104 17·104 25·104 32·104 40·104 48·104 55·104 63·104 71·104 78·104

N=240 1·105 2·105 3·105 5·105 6·105 8·105 10·105 11·105 13·105 14·105 16·105

N=480 2·105 4·105 7·105 10·105 13·105 16·105 19·105 22·105 25·105 28·105 31·105

N=960 5·105 8·105 14·105 20·105 26·105 32·105 38·105 44·105 50·105 56·105 63·105

N=1920 1·106 2·106 3·106 4·106 5·106 6·106 8·106 9·106 10·106 11·106 13·106
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Tabla 4.36: Reducción media del error en la clasificación ( %) usando el método kNN con la fun-
ción distancia propuesta. El valor de k ha sido obtenido haciendo uso del conjunto de validación.

P 1 2 4 6 8 10 12 14 16 18 20
N=60 -0.60 0.69 5.90 8.94 11.94 14.74 14.97 16.22 18.47 22.17 22.58
N=120 3.38 6.61 15.54 18.27 21.88 23.82 24.49 27.03 26.77 29.17 29.84
N=240 1.55 6.90 19.57 22.40 27.31 28.84 30.66 32.83 33.81 33.15 34.36
N=480 4.66 6.19 17.24 20.02 26.99 27.42 28.48 31.55 32.70 32.36 32.93
N=960 4.93 6.59 15.04 16.27 21.53 22.64 24.11 25.21 25.54 26.38 26.56
N=1920 5.61 5.49 10.98 12.24 14.26 15.13 16.94 16.73 18.52 18.33 18.59
Media 3.25 5.41 14.05 16.36 20.65 22.10 23.27 24.93 25.97 26.93 27.47

Tabla 4.37: Número medio de operaciones para las SNRs comprendidas entre 15 y 50 dB, usando
el método kNN con la función distancia propuesta.

P 1 2 4 6 8 10 12 14 16 18 20
N=60 3·104 5·104 9·104 12·104 16·104 20·104 24·104 28·104 32·104 35·104 39·104

N=120 6·104 10·104 17·104 25·104 32·104 40·104 48·104 55·104 63·104 71·104 78·104

N=240 1·105 2·105 3·105 5·105 7·105 8·105 10·105 11·105 13·105 14·105 16·105

N=480 2·105 4·105 7·105 10·105 13·105 16·105 19·105 22·105 25·105 28·105 31·105

N=960 5·105 8·105 14·105 20·105 26·105 32·105 38·105 44·105 50·105 57·105 63·105

N=1920 1·106 2·106 3·106 4·106 5·106 6·106 8·106 9·106 10·106 11·106 13·106

[Kalantari1983], el algoritmo AESA (del inglés “Approximating and Eliminating Search Algo-
rithm”) [Vidal1986], el algoritmo LAESA (“Linear AESA”) [Mico1994]. El algoritmo AESA hace
uso de una tabla con las distancias entre todas las posibles parejas de vectores prototipo (los
del conjunto de entrenamiento). De esta forma, la complejidad del espacio es cuadrática, y el
algoritmo es difícil de implementar en la práctica. El algoritmo LAESA tiene una complejidad
lineal, pero incrementa ligeramente el número de distancias a calcular.

El procedimiento de búsqueda en estos algoritmos usa la técnica de ramificar y acotar para
encontrar el prototipo más próximo al vector de entrada x. Con el objetivo de evitar cálculos de
distancias innecesarias, el algoritmo LAESA calcula y almacena la distancia desde un subconjunto
(B) del conjunto de entranamiento (P), a cada elemento de dicho conjunto de entrenamiento.
Estas distancias pre-calculadas se usan para calcular la cota inferior de la distancia del vector de
entrada a los del conjunto de entrenamiento.

El algoritmo LAESA se puede extender para implementar el clasificador k-NN, dando lugar
al denominado algoritmo k-LAESA [Moreno2002]. Utiliza k vecinos para tratar de aproximar la
precisión del algoritmo k-NN. Los pasos necesarios para su implementación son los siguientes:

1. PREPROCESADO: Se deben agrupar los patrones del conjunto de entrenamiento en di-
versas listas ordenadas, cada una de las cuales contiene el total de patrones del conjunto
de entrenamiento, ordenados de menor a mayor distancia al primer vector de la lista yq1,
donde q = 1, . . . , Q indica la lista seleccionada de las Q disponibles. De este modo, siendo
la lista q, se cumple que D(yqk,yq1) ≤ D(yq(k+n),yq1) para cualquier n ∈ N.
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2. A continuación se calcula la distancia del patrón de entrada a cada uno de los primeros
patrones de las listas yq1, y se selecciona la lista del patrón con menor distancia.

3. Se calculan secuencialmente las distancias del patrón de entrada x al resto de los patrones
yqj ,j = 1, . . . , N , de la lista q seleccionada, hasta un valor de j que marca el criterio de
parada.

4. Una vez calculada la distancia a un patrón de la lista yqk, la distancia al resto de patrones
de la lista yq(k+n), n ∈ N, se puede acotar utilizando la ecuación (4.49).

D(yqk,yq1) ≤ D(yq(k+n),yq1) ≤ D(x,yq1) + D(x,yq(k+n)) (4.49)

Despejando de la ecuación (4.49), se obtiene la ecuación (4.50).

D(x,yq(k+n)) ≥ D(yqk,yq1) − D(x,yq1) (4.50)

5. Siendo dmin(k) la distancia al k-ésimo patrón más cercano de entre los analizados en la
lista, se garantiza que dicha distancia será menor que la distancia del patrón de entrada
al resto de patrones por analizar, dmin(k) ≤ D(x,yq(k+1)), siempre y cuando se cumpla la
condición descrita por la ecuación(4.51).

dmin(k) ≤ D(yqk,yq1) − D(x,yq1) (4.51)

Así, gracias a la desigualdad de la ecuación (4.51), se obtiene un punto de parada del cálculo
de distancias. Cuando la distancia dmin(k) del k-ésimo patrón más cercano de entre los
analizados en la lista sea menor o igual que la distancia del primer patrón al último patrón
analizado menos la distancia del primer patrón al patrón de observación, se garantizará que
la distancia del patrón de observación a cualquiera de los patrones restantes será mayor, y
que, por tanto, no es necesario tenerlos en cuenta para implementar el método.

De forma gráfica, la figura 4.4 muestra un ejemplo bidimensional. Siendo x el patrón de
observación, siendo yq1 el primer patrón de la lista seleccionada, y siendo dmin(k) la distancia al
k-ésimo patrón más próximo al patrón x de entre los patrones ya analizados de la lista, el círculo
pequeño muestra la región del espacio donde podría haber puntos candidatos a ser los k puntos
más próximos. Dicha región está cotenida en el círculo mayor, por lo que basta con analizar los
puntos del conjunto de entrenamiento comprendidos en esa región. Y teniendo en cuenta que
los puntos de la lista se encuentran ordenados por orden de proximidad al primer patrón de la
lista, basta con analizar los puntos cuya distancia al primer patrón sea menor que la suma de la
distancia del patrón observación al primer punto de la lista, más el término dmin(k).

El número de listas Q es un parámetro variable de la implementación, y la elección de los
primeros patrones de las listas se suele realizar buscando los centros de masas de los datos, por
técnicas de clustering como el k-means [Hartigan1975], o el algoritmo EM [Dempster1977].

El número de distancias a calcular en este tipo de implementaciones varía en función de la
distribución de los datos, y en función del número de listas a implementar [Moreno2002].
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Figura 4.4: Ejemplo de aplicación de la desigualdad triangular para la reducción del coste compu-
tacional usando el método kLAESA.

Se ha evaluado la utilidad del algoritmo k-LAESA para la realización de clasificadores de
blancos radar HRR con el método kNN. En primer lugar se ha considerado la distancia euclídea
como función distancia. Las tablas 4.38 y 4.39 muestran el número de operaciones obtenido
utilizando el algoritmo k-LAESA, así como la reducción en porcentaje del número de operaciones,
respecto a la implementación básica del método kNN con distancia euclídea, respectivamente.

Para la selección del número de listas Q se ha usado el conjunto de validación. Se ha calculado
la reducción en el número de operaciones al clasificar el conjunto de validación, variando Q entre 1
y 100, y se ha seleccionado el valor de Q que genera menor número de operaciones. Posteriormente,
se ha calculado el número de operaciones medio al clasificar los patrones del conjunto de test,
con el algoritmo k-LAESA para el valor de Q seleccionado.

Se observa una reducción mayor para los conjuntos de entrenamiento mayores. Además, se
observa que dicha reducción es mayor para las relaciones señal a ruido mayores. Esto es debido a
que la dispersión de los datos es mayor para SNRs menores, y a que el valor de k óptimo también
es mayor.

El método k-LAESA también puede ser perfectamente implementable en el caso de utilizar
las funciones distancia propuestas. Para su implementación, existen dos alternativas:

Implementar el método sustituyendo el cálculo de la distancia euclídea por la distancia pro-
puesta. Esta propuesta reducirá el número de operaciones en un factor similar al observado
en la tabla 4.39, y no supondrá un incremento en la memoria a utilizar.

Generar un conjunto agrandado de entrenamiento que comprenda todos los patrones del
conjunto de entrenamiento original con todos los posibles desplazamientos marcados por el
parámetro P . Esta propuesta reducirá aún más el número de operaciones, pero supondrá
un incremento de la memoria necesaria en un factor de 2P + 1.

Las tablas 4.40 y 4.41 muestran la reducción en porcentaje en el número de operaciones
al implementar el método k-LAESA en conjunción con la distancia propuesta en la expresión
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Tabla 4.38: Número de operaciones necesario para implementar el clasificador kNN con distancia
euclídea, con el algoritmo k-LAESA.

SNR 5 10 15 20 25 30 35 40 45 50
N=60 96·102 96·102 96·102 96·102 96·102 96·102 96·102 96·102 96·102 96·102

N=120 19·103 19·103 19·103 19·103 19·103 19·103 19·103 19·103 19·103 19·103

N=240 38·103 38·103 38·103 38·103 38·103 38·103 37·103 38·103 36·103 36·103

N=480 77·103 77·103 77·103 77·103 77·103 74·103 67·103 62·103 67·103 68·103

N=960 15·104 15·104 15·104 15·104 15·104 13·104 13·104 12·104 11·104 11·104

N=1920 31·104 31·104 31·104 31·104 31·104 29·104 23·104 20·104 20·104 21·104

Tabla 4.39: Reducción del número de operaciones en tanto por ciento, usando el método kNN
con distancia euclídea, con la implementación k-LAESA.

SNR 5 10 15 20 25 30 35 40 45 50
N=60 4 9 2 2 2 1 2 1 1 2
N=120 11 12 3 -1 1 1 5 2 2 4
N=240 2 5 9 4 1 2 5 4 7 7
N=480 13 5 9 2 2 4 13 18 13 12
N=960 11 7 15 2 3 12 17 23 27 26
N=1920 5 14 10 5 2 8 24 33 33 33
Media 8 9 8 2 2 5 11 14 14 14

(4.47) y para las dos alternativas de implementación comentadas anteriormente. La primera tabla
presenta los resultados para la primera implementación del método, esto es sin añadir consumo
de memoria adicional. La segunda se corresponde con los resultados agrandando el conjunto de
entrenamiento.

Los resultados en cuanto a reducción en el número de operaciones son significativos. La
reducción media es mayor, sobre todo para los casos de los conjuntos de entrenamiento mayores.
Esto puede ser explicado porque estamos agrandando el conjunto de entrenamiento por un factor
de 2P + 1.

Por otro lado y como se esperaba, la reducción con la primera implementación es comparable
a la reducción observada con la distancia euclídea normal (P = 0), reduciéndose suavemente con
el aumento de P . En el caso de la segunda implementación, se observa una fuerte reducción en
el número de operaciones cuando P = 1. No se ha podido simular valores de P mayores de 4,
por problemas de limitación de la memoria de los sistemas de 32 bits.

4.2.3. Implementación propuesta del método kNN

En el siguiente apartado se propone una implementación diferente del método kNN. Se plantea
el uso de tantas listas como patrones del conjunto de entrenamiento, de modo que Q = N .

El método propuesto está basado en forzar a que la lista q en la que nos encontramos sea
siempre aquella correspondiente al patrón con la menor distancia dmin(1), calculada hasta el
momento. De este modo, si al calcular la distancia de un nuevo patrón se encuentra que la
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Tabla 4.40: Reducción media del número de operaciones usando el método kLAESA con la
distancia propuesta en la expresión (4.47), implementación 1.

P 0 1 2 4 6 8 10 12 14 16
N=60 2.53 0.67 0.04 -0.19 -0.36 -0.42 -0.42 -0.46 -0.51 -0.45
N=120 4.04 0.64 0.25 0.03 -0.30 -0.40 -0.63 -0.48 -0.46 -0.45
N=240 4.54 1.85 1.50 0.92 0.44 -0.01 -0.13 -0.21 -0.49 -0.31
N=480 9.06 7.10 4.84 2.63 2.33 0.85 0.31 -0.03 0.26 0.14
N=960 14.41 15.08 13.60 11.40 9.76 6.98 6.33 5.81 5.97 5.54
N=1920 16.69 19.98 18.12 16.96 15.38 14.85 13.74 13.64 13.39 13.40

Tabla 4.41: Reducción media del número de operaciones usando el método kLAESA con distancia
propuesta en la expresión (4.47), implementación 2.

P 0 1 2 4
N=60 2.53 0.91 1.23 2.46
N=120 4.04 6.45 5.81 8.38
N=240 4.54 8.07 9.45 11.65
N=480 9.06 17.36 17.01 16.15
N=960 14.41 28.67 29.64 28.26
N=1920 16.69 34.39 33.09 32.45

distancia nueva es menor que dmin(1), se debe cambiar a la lista del nuevo patrón, empezando
por la primera muestra. Así, utilizando un sistema de índices para ahorrarse el evaluar dos veces
la distancia al mismo patrón del conjunto de entrenamiento, y teniendo en cuenta que el primer
patrón de la lista siempre es el candidato a la mínima distancia, la desigualdad de la ecuación
(4.51) se transforma en (4.52).

dmin(1) + dmin(k) ≤ D(yqk,yq1) (4.52)

Donde k es el parámetro libre del método kNN. La figura 4.5 muestra en un ejemplo bidi-
mensional la región de los puntos donde podría existir algún patrón con distancia menor que
dmin(k), y la región de los puntos con una distancia al patrón principal de la lista menor que
dmin(1) + dmin(k), siendo el primer patrón de la lista el de menor distancia evaluada hasta el
momento. Como se observa comparando esta gráfica con la obtenida en la sección anterior, la
región de observación es menor que para el algoritmo kLAESA, lo que que se reflejará en una
reducción en el número de distancias calculadas necesarias.

De forma esquemática, el proceso a seguir para implementar el método es el siguiente:

1. Sea q el índice de la lista utilizada, y sea i el índice del elemento de la lista que se está
analizando, se generan Q = N listas usando cada uno de los patrones del conjunto de
entrenamiento xq, q = 1, . . . , N , como primeros patrones de las N listas. Se calculan
además las distancias de todos los patrones del conjunto de entrenamiento con cada uno de
los primeros patrones de las listas, de modo que Dq(i) representa la distancia del i-ésimo
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Figura 4.5: Ejemplo de aplicación de la desigualdad triangular para la reducción del coste compu-
tacional usando el método propuesto.

patrón de la lista q al primer patrón de la lista. Cada una de las listas es ordenada, de
modo que para cada lista Dq(i+n) ≥ Dq(i) para cualquier valor de n, siendo Iq(i) el índice
en el conjunto de entrenamiento del patrón i-ésimo de la lista q.

2. Se calcula la distancia del patrón de entrada a k patrones arbitrarios xj del conjunto de
entrenamiento, denominadas D(x,xj), siendo k el parámetro del método kNN. Se selecciona
dmin(k) como la distancia al patrón más alejado, y dmin(1) como la distancia al patrón más
próximo. Se selecciona la lista correspondiente al patrón xj más próximo, se selecciona el
segundo elemento de la lista i = 2.

3. Se comprueba si la distancia D(x,xk) al patrón Iq(i) ya ha sido calculada. Si no, se calcula
dicha distancia y se pasa al punto 4. Si ya ha sido calculada, no puede ser un candidato
a ser uno de los k más próximos (ya ha sido descartado). Se incrementa i y se itera en el
punto 3.

4. Se comprueba si se cumple que dmin(1) + dmin(k) ≤ Dq(i), o si i = N . Si se cumple,
se finaliza el proceso y se asigna al patrón x la clase mayoritaria de los k patrones mas
próximos seleccionados. Si no, se continúa el proceso.

5. Se compara la distancia calculada con dmin(k). Si es mayor o igual, se incrementa el índice
i, y a continuación se itera en el paso 3. Si es menor, se selecciona el patrón dentro de la
lista de los k más próximos, y se deselecciona el patrón más alejado. Se selecciona dmin(1)
como la distancia al patrón más próximo de entre los k seleccionados, y dmin(k) como la
distancia al patrón más alejado. Si el patrón más próximo ha cambiado, se cambia a la
lista de dicho patrón q = Iq(i), comenzando por el segundo patrón i = 2.

Con este método, se garantiza en todo momento que se miden las distancias a los puntos más
próximos al candidato a tener menor distancia.
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Tabla 4.42: Número de operaciones usando el método kNN, con la implementación propuesta.
SNR 5 10 15 20 25 30 35 40 45 50
N=60 11·103 11·103 10·103 10·103 10·103 10·103 10·103 9·103 9·103 10·103

N=120 22·103 22·103 21·103 20·103 20·103 19·103 20·103 18·103 18·103 17·103

N=240 41·103 41·103 42·103 41·103 39·103 35·103 32·103 33·103 31·103 31·103

N=480 85·103 82·103 83·103 81·103 76·103 63·103 47·103 44·103 51·103 50·103

N=960 17·104 16·104 17·104 16·104 15·104 9·104 7·104 7·104 7·104 7·104

N=1920 32·104 33·104 33·104 32·104 26·104 19·104 12·104 11·104 10·104 10·104

Tabla 4.43: Reducción del número de operaciones usando el método kNN, con la implementación
propuesta.

SNR 5 10 15 20 25 30 35 40 45 50
N=60 -5 -6 -6 -5 -5 -3 -1 3 3 1
N=120 -2 -3 -4 -4 -4 1 2 9 10 10
N=240 -4 -2 0 -3 -1 10 18 16 20 21
N=480 4 -2 2 -4 3 18 39 43 34 35
N=960 4 1 7 -3 7 42 51 55 57 57
N=1920 -0 8 4 0 16 40 62 66 67 68
Media -1 -0 1 -3 3 18 28 32 32 32

El método presenta, como se observa, una fuerte reducción en el número de operaciones, pero
requiere tener calculadas todas las distancias de los patrones del conjunto de entrenamiento entre
sí, así como los índices a los patrones ordenados en cada lista. Este cálculo puede requerir, en
los conjuntos de entrenamiento mayores, de una gran cantidad de memoria para implementar
el proceso. Por ejemplo, utilizando distancias en coma flotante con 4 bytes e índices enteros
de 2 bytes, es necesario disponer de al menos 6N2 bytes de memoria para almacenar todas las
distancias y los índices. Si consideramos el caso del conjunto de entrenamiento mayor, esto supone
el uso de 21 megabytes de memoria.

Las tablas 4.42 y 4.43 muestran el número de operaciones obtenido utilizando el algoritmo
kNN descrito, así como el factor de reducción en porcentaje respecto a la implementación básica
del método kNN, respectivamente. El número de listas Q se ha seleccionado haciendo uso del
conjunto de validación. Se ha calculado la reducción en el número de operaciones al clasificar el
conjunto de validación, variando Q entre 1 y 100, y se ha seleccionado el número de listas que
generan menor número de operaciones. Posteriormente, se ha calculado el número de operaciones
medio al clasificar los patrones del conjunto de test, para las listas seleccionadas.

Comparando estas tablas con las equivalentes para el método kLAESA, se observa una gran
mejoría en cuanto a coste computacional medido en operaciones simples, llegando a duplicarse
la reducción en muchos de los casos. Se observa además que el método propuesto es considera-
blemente más efectivo para valores de SNR medios-altos.

Al igual que en el caso kLAESA, el método kNN propuesto puede ser perfectamente com-
binable con el uso de la distancia euclídea deslizante propuesta. Y al igual que en el otro caso,
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Tabla 4.44: Reducción media del número de operaciones usando el método kNN propuesto con
distancia euclídea deslizante propuesta, implementación 1.

P 0 1 2 4 6 8 10 12 14 16
N=60 6.22 1.13 1.57 1.53 1.61 0.94 0.67 0.57 0.47 0.48
N=120 12.16 5.82 6.27 4.42 3.86 3.43 3.09 2.63 2.38 2.38
N=240 16.65 8.81 9.27 8.47 7.53 6.74 5.60 5.13 5.06 4.79
N=480 23.23 17.61 15.98 13.03 12.16 10.03 9.28 8.61 8.46 8.48
N=960 30.89 27.05 26.14 24.05 22.80 19.31 18.64 18.04 17.88 17.92
N=1920 36.92 33.37 31.51 30.46 29.43 28.65 28.07 27.50 27.45 27.41

Tabla 4.45: Reducción media del número de operaciones usando el método kNN propuesto con
distancia euclídea deslizante propuesta, implementación 2.

P 0 1 2
N=60 6.22 4.32 6.72
N=120 12.16 14.18 18.01
N=240 16.65 18.52 22.09
N=480 23.23 28.88 31.26
N=960 30.89 38.22 40.84
N=1920 36.92 44.02 44.93

hay dos posibles opciones a la hora de combinar ambas técnicas: una primera consistente en una
sustitución simple del cálculo de la distancia euclídea simple por el cálculo de la distancia euclí-
dea deslizante, y una segunda en la que se agranda el conjunto de entrenamiento para considerar
los posibles desplazamientos en los patrones. Las tablas 4.44 y 4.45 incluyen la reducción en
porcentaje en el número de operaciones al implementar el método kNN propuesto en conjunción
con la distancia euclídea deslizante propuesta, para distintos valores de P , y para las distintas
opciones de combinación descritas. La primera tabla presenta los resultados para la primera
implementación del método, esto es sin añadir consumo de memoria adicional. La segunda se
corresponde con los resultados agrandando el conjunto de entrenamiento.

Los resultados en cuanto a reducción en el número de operaciones son considerablemente
importantes. La reducción media es mayor, sobre todo para los casos de los conjuntos de entre-
namiento mayores. Por otro lado, la reducción con la primera implementación es comparable a
la reducción observada con las distancia euclídea normal (P = 0), reduciéndose suavemente con
el aumento de P . En el caso de la segunda implementación, se observa una fuerte reducción en
el número de operaciones cuando P aumenta. No se ha podido simular valores de P mayores de
2, por problemas de limitación de la memoria de los sistemas de 32 bits.

Para finalizar, si se analizan comparativamente los resultados obtenidos por el método pro-
puesto y por el método kLAESA, se observa una muy importante mejoría en cuanto a coste
computacional, sobre todo para SNRs mayores de 20 dBs. Dicha mejoría hace muy interesante
la implementación del método kNN propuesto en entornos de aplicación reales.
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4.3. Resumen de contribuciones

En el presente capítulo de la tesis caben destacar las siguientes aportaciones:

Se ha hecho un estudio exhaustivo de las distintas opciones para la estimación de las ma-
trices de covarianza, tanto para los métodos kernel como para la estimación de la función
de densidad de probabilidad por funciones gaussianas, evaluando el error de clasificación y
el coste computacional, y las limitaciones en cuanto a invertibilidad de las matrices. Se han
considerado desde matrices de covarianza idénticas y esféricas, hasta matrices de covarian-
za completas. Se ha observado un problema en la elección de las matrices de covarianza
completas: cuando el número de patrones en la estimación es menor que la dimensión de
la matriz, ésta no es invertible.

Se han propuesto tres estimaciones de las matrices de covarianza, utilizando conocimiento a
priori de los datos y limitando la varianza mínima, obteniendo fuertes mejoras en cuanto a
reducción del error de clasificación. Teniendo en cuenta los resultados obtenidos en capítulos
anteriores de la tesis, se puede estimar el parámetro σ de la distribución de Rice, haciendo
uso de las muestras descartadas en la selección de las características del vector de entrada.
Así, se puede acotar la varianza mínima de las matrices de covarianza. Con la propuesta
se obtienen considerables mejoras en los resultados de clasificación, tras aplicar el criterio
MAP a las PDFs estimadas.

Se ha estudiado el uso del método kNN con distancia euclídea y distancia euclídea conside-
rando todos los posibles desplazamientos circulares de la señal, analizando el coste compu-
tacional y el error de clasificación de los métodos. Se ha comprobado el fuerte decremento
en el error de clasificación al utilizar la distancia euclídea considerando los desplazamientos.
Por desgracia, dicho método lleva asociado un coste computacional que le hace impráctico
en casos re aplicación reales.

Se ha propuesto una medida de distancia, partiendo del conocimiento de que los datos han
sido previamente alineados, pero que existen ciertos pequeños errores en la alineación. Está
basada en la distancia euclídea considerando desplazamientos circulares de la señal, pero
sólo se calculan ±P desplazamientos del vector. Se logran mejorías en tanto tasa de error.

Se ha estudiado la implementación del método kLAESA, como método de implementación
rápida del método kNN. Se ha propuesto la aplicación de dicho algoritmo al caso de la
distancia euclídea propuesta, planteando dos posibles implementaciones: una que logra
una muy fuerte reducción en el número de operaciones, pero con un fuerte incremento en
las necesidades de memoria, y otra en la que la memoria permanece constante, pero la
reducción de operaciones es más conservadora.

Se ha propuesto un método de reducción del coste computacional del método kNN, que
reduce el número de operaciones en algunos casos hasta el doble que el método kLAESA. Se
han estudiado las posibles aplicaciones del método con la distancia propuesta, proponiendo
dos posibles combinaciones del uso de la distancia propuesta con el uso de la técnica de
reducción del coste computacional propuesta.





Capítulo 5

Clasificación utilizando Perceptrones
Multicapa

5.1. Introducción

El cerebro humano es una prueba de que el procesado paralelo y tolerante a fallos no es sólo
físicamente posible, sino además rápido y potente. El cerebro trabaja como una gran máquina
de computación compleja, no lineal y paralela, con capacidad para organizar a sus principales
constituyentes, las neuronas, creando sus propias reglas o leyes a partir de la experiencia y el
conocimiento adquiridos, adaptándose al entorno, de modo que es mucho más eficiente que cual-
quier ordenador ante problemas definidos de forma imprecisa o que requieran procesar una gran
cantidad de información. Para ello, actúa como un procesador paralelo distribuido que utiliza
miles de millones de neuronas actuando de manera conjunta para resolver un determinado proble-
ma a una velocidad relativamente reducida (teniendo en cuenta que la velocidad de propagación
de los impulsos eléctricos en las fibras nerviosas oscilan entre varios centímetros y más de cien
metros por segundo, y que el tamaño mínimo del cuerpo celular de una neurona es de aproxima-
damente 5 µm, el tiempo de propagación mínimo es de décimas de microsegundo, tiempo muy
superior a los 0.3 nanosegundos de los computadores actuales).

Las redes neuronales artificiales, comúnmente llamadas “redes neuronales”, surgen como un
intento de aproximar el comportamiento del cerebro humano en tareas de extracción de ca-
racterísticas, reconocimiento y clasificación de patrones, predicción, etc. Las redes neuronales
artificiales (ANN del inglés Artificial Neural Networks) se pueden definir de la siguiente manera
[Principe2000]:

Las redes neuronales artificiales son máquinas de aprendizaje distribuidas, adapta-
tivas y generalmente no lineales formadas por varios elementos de procesado sencillos
denominados neuronas, donde cada elemento recibe conexiones de otros elementos y/o
de sí mismo. La interconectividad de los elementos define la topología de la red.

En tareas de clasificación, las redes neuronales artificiales implementan funciones discrimi-
nante a partir de sus elementos. La topología de la red determina su capacidad para implementar
diferentes funciones discriminante. La forma de la función discriminante implementada por una
red dada depende de los valores concretos de cada uno de los parámetros de cada elemento.

127
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En general, en las redes neuronales, las neuronas se organizan formando capas, de modo que
las redes pueden tener una capa o múltiples capas. Atendiendo a cómo se conectan entre sí las
neuronas, las redes pueden ser de propagación directa o recurrentes. En las redes de propagación
directa la información fluye unidireccionalmente de una capa a otra (desde la capa de entrada a
las capas ocultas y de éstas a la capa de salida) y, además, no se admiten conexiones intracapa.
En las redes recurrentes la información puede formar bucles y pueden establecerse conexiones
intracapa, incluso de una unidad consigo misma. Las conexiones entre una capa y otra pueden
ser totales, es decir, que cada unidad se conecta con todas las unidades de la capa siguiente,
o parciales, en las cuales una unidad se conecta con sólo algunas de las unidades de la capa
siguiente.

El aprendizaje de las redes neuronales, es decir la determinación del valor de los parámetros
libres para lograr una función dada, se produce mediante la variación de los parámetros asociados
a sus unidades, de acuerdo a una estrategia o algoritmo de aprendizaje, con la finalidad de
conseguir un objetivo. La arquitectura, el tipo y la efectividad de las conexiones, fijan la forma
de las posibles funciones que puede implementar la red y están en cierto modo relacionadas con la
capacidad de la red para resolver problemas complejos. Unos valores concretos de los pesos para
una arquitectura dada representan la solución implementada, es decir, el conocimiento adquirido
por la red.

El procedimiento para lograr el aprendizaje, denominado entrenamiento de la red neuronal,
está fundamentado en la disposición de un conjunto de datos conocidos de partida, llamados
datos de entrenamiento, a partir de los cuales se desea que la red neuronal obtenga un resultado
dado, especificado de forma cuantitativa o de forma cualitativa. Si el resultado esperado para el
conjunto de datos se define de forma cuantitativa (p.e. unos valores concretos de salidas de la
red deseadas para cada patrón de entrenamiento) se dice que el entrenamiento es supervisado,
pues a lo largo del mismo se controla la diferencia entre las salidas obtenidas por la red y las
salidas deseadas para los patrones de entrenamiento. Si el resultado esperado para el conjunto
de datos se define de forma cualitativa (p.e. buscar agrupaciones de datos dentro del conjunto de
entrenamiento), se dice que el entrenamiento es no supervisado, pues no existe un control sobre
el proceso de entrenamiento que diferencie en modo alguno el funcionamiento de la red para los
distintos patrones. Esta tesis se va a centrar en el estudio de las técnicas supervisadas.

Para estudiar el uso de las redes neuronales aplicadas a la clasificación de blancos radar,
conviene primero estudiar de qué manera puede una red neuronal resolver un problema de cla-
sificación. De acuerdo a la Teoría de la Detección desarrollada en la sección 4.1, la formulación
de la regla de decisión óptima para un determinado problema de clasificación requiere de una
caracterización estadística de las clases consideradas. Si dado un patrón, el objetivo es minimizar
la probabilidad de error, debe ser asignado a la clase cuya probabilidad a posteriori sea mayor.

Ante este problema, son dos los principales puntos de vista del problema de clasificación:

La red neuronal es un sistema capaz de estimar las distintas funciones de densidad de pro-
babilidad que permitan caracterizar probabilísticamente el problema y diseñar el detector
o clasificador óptimo.

Para evitar la necesidad de estimar funciones de densidad de probabilidad, pueden utilizarse
funciones discriminante parametrizadas y determinar el valor de los parámetros que las
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Figura 5.1: Representación de una neurona artificial de tipo McCulloch-Pitts.

caracterizan mediante un proceso de aprendizaje a partir de un conjunto de datos pre-
clasificados.

El primer punto de vista es el comúnmente adoptado en el estudio de las redes de funciones
de base radial (RBFNs) y las máquinas de vectores soporte (SVMs), estudiadas en los próximos
capítulos. Las redes neuronales son sistemas que pueden aproximar las probabilidades a posteriori
de cada una de las clases, si la función objetivo se elige adecuadamente. A diferencia de la
estrategia cuyo objetivo es que la red realice una función discriminante clasificando los datos que
se presentan a su entrada, en este caso la red suele tener una neurona de salida por cada clase,
que proporciona una estimación de la probabilidad a posteriori de esa clase. Estas salidas pueden
utilizarse en una etapa posterior que es la que realiza la tarea de detección o clasificación.

Sin embargo, el principio de funcionamiento de los perceptrones multicapa (MLPs) se suele
interpretar desde la segunda opción y será objeto de estudio en este capítulo.

5.2. La neurona artificial

La unidad básica de una red neuronal es la neurona. Aunque hay varios tipos de neuronas
diferentes, la mas común es la de tipo McCulloch-Pitts. En la figura 5.1 puede verse una repre-
sentación de la misma. Una neurona artificial es una unidad de procesamiento elemental, que
procesa un vector x = [x1, x2, . . . , xL]T de entradas y produce una respuesta o salida única. Los
elementos clave de una neurona artificial son los siguientes:

Las entradas que reciben los datos de la fuente o de otras neuronas. En una neurona
biológica se corresponderían con las dendritas.

Los pesos sinápticos wij . Al igual que en una neurona biológica se establecen sinápsis entre
las dendritas de una neurona y el axón de otra, en una neurona artificial, a las entradas se
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les asigna un factor de ponderación. Este peso, que es un número, se modifica durante el
entrenamiento de la red neuronal y es aquí, por tanto, donde se almacena la información
que hará que la red sirva para una determinada aplicación.

Una regla de propagación, I(x). Con esas entradas y los pesos sinapticos, se suele hacer
algún tipo de operación para obtener el valor del potencial postsinaptico (valor que es
función de las entradas y los pesos y que es el que se utiliza en último término para realizar
el procesamiento). Una de las operaciones mas comunes es sumar las entradas, pero teniendo
en cuenta la importancia de cada una (el peso sináptico asociado a cada entrada). Es lo
que se llama suma ponderada, aunque otras operaciones también son posibles, como por
ejemplo, la distancia euclidea, caso de las redes con funciones de base radial.

Una función de activación, g(I(x)). El valor obtenido con la regla de propagación, se filtra
a través de una función conocida como función de activación y es la que nos da la salida
de la neurona. Según para lo que se desee entrenar la red neuronal, se suele escoger una
función de activación u otra. En la tabla 5.2 y en la figura 5.2 se muestran las funciones de
activación mas usuales.

Tabla 5.1: Principales funciones de activación.
Función Rango

Identidad y = x (−∞, +∞)

Escalón
y = sign(x)

y = u(x)
[-1, 1]
[0, 1]

Lineal a tramos y =




−1, x ≤ −l

x,−l < x < l

1, x ≥ l

[−1, 1]

Sigmoidea
y = 1

1+e−x

y = tanh(x)
(-1, 1)
(0, 1)

Gaussiana y = Ae−Bx2
(0, 1]

Este modelo de neurona es la base para el desarrollo de los perceptrones de una sola capa o
de múltiples capas, que se estudian en este capítulo.

5.3. El Perceptrón

El perceptron fue propuesto por Rosenblatt [Rosenblatt1959] como el primer modelo de sis-
tema capaz de aprender mediante un entrenamiento supervisado. Básicamente es una neurona
con un conjunto de pesos ajustables y una función de activación de tipo escalón. El perceptrón
divide el espacio de observación en dos regiones, separadas por un hiperplano.

La función de base de una neurona de tipo perceptrón es una función de base lineal consistente
en una suma ponderada de las entradas, tal y como se indica en la siguiente expresión,
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Figura 5.2: Funciones de activación más usuales: lineal, escalón, lineal a tramos, sigmoide y
gaussiana.
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I(x) = b +
L∑

i=1

wixi = b + wTx (5.1)

donde el peso b es un umbral, también llamado “bias” (sesgo), que hace que ante una entrada
nula la salida no sea necesariamente nula. El vector de pesos (wi, i = 1, 2, ..., L) pondera el efecto
de la entrada sobre la activación de la neurona. Una función de base lineal, por tanto, define
un hiperplano en el espacio de entrada y la activación de la neurona (I(x)) es proporcional a
la distancia de la entrada considerada al plano definido por el conjunto de pesos que definen la
función.

En un principio se supuso que las neuronas podrían modelarse con una función de activación
de tipo escalón, es decir, que únicamente se activaban si la estimulación total, o lo que es lo
mismo, el resultado de la función I(x), era positivo. Este fue el modelo propuesto por McCulloch
y Pitts [McCulloch1943] y supuso el origen de las redes neuronales. Posteriormente, se comprobó
que las neuronas emitían impulsos de actividad eléctrica con una frecuencia variable y que tenían
cierta actividad en reposo, por lo que se comenzó a emplear otro tipo de funciones no lineales.

Las funciones de activación más empleadas en la construcción de redes neuronales son las
sigmoides, entre las que se encuentran la función logística de la expresión (5.2).

glogsig(I(x)) =
1

1 + e−I(x)
(5.2)

En muchas ocasiones resulta conveniente, desde el punto de vista analítico, utilizar funciones
de activación impares. Así, se emplea la tangente hiperbólica de la expresión (5.3) en lugar de la
función logística.

gtansig(I(x)) = tanh (I(x)) =
eI(x) − e−I(x)

eI(x) + e−I(x)
(5.3)

Estos modelos de neurona son la base para el desarrollo de los perceptrones de una sola capa
o de múltiples capas.

Resulta evidente a partir de las ecuaciones (5.2) y (5.3) que una puede ser expresada en
función de la otra sin más que aplicar ciertos cambios en la variable de entrada y en la salida de
las mismas. Las ecuaciones (5.4) y (5.5) expresan las transformaciones necesarias.

glogsig(I(x)) =
gtansig(I(x)/2) − 1

2
(5.4)

gtansig(I(x)) = 2glogsig(2I(x)) − 1 (5.5)

Teniendo esto en cuenta, resulta sencillo demostrar que la función definida por un perceptrón
con función de activación logística para un vector de salidas objetivo y y la función definida por
un perceptrón con función de activación de tipo tangente hiperbólico para unas salidas objetivo
2y − 1 pueden relacionarse fácilmente. Esto es, la capacidad de la red es idéntica, y sólo existen
diferencias en cuanto a los valores de los pesos para lograr una función dada. En esta tesis se ha
seleccionado la función logística como función de activación.
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5.3.1. Entrenamiento del Perceptrón

En esta sección se presentan los métodos más habituales para el entrenamiento del Perceptrón.
Si bien en esta tesis no se presentan resultados de experimentos utilizando neuronas simples (caso
del Perceptrón), la presentación de las técnicas de entrenamiento del Perceptrón simple permitirá
entender más fácilmente el entrenamiento de los perceptrones multicapa.

Partiendo de un valor inicial del vector de pesos w(0), se van obteniendo nuevas versiones de
dicho vector w(1), w(2), ..., de modo que el error se debe ir reduciendo en cada iteración. En este
apartado presentamos únicamente los algoritmos de cálculo del mínimo de la función de error
mediante técnicas basadas en la evaluación de las derivadas de dicha función de error.

Método del gradiente

Si � es el operador gradiente:

� =
[

∂

∂ω1
, ...,

∂

∂ωn

]T

(5.6)

El vector de pesos en la iteración i + 1 se calcula como:

w(i+1) = w(i) − η � (e(w(i))) (5.7)

donde η es el parámetro que controla la velocidad del algoritmo y e(w) es la función de
error.

Método de Newton

Si la función de error e(w) es continuamente diferenciable dos veces respecto a los elementos
del vector de pesos, el vector de pesos en la iteración i+1 puede calcularse como:

w(i+1) = w(i) − H−1(i) � (e(w(i))) (5.8)

donde H(i) es la matriz Hessiana de la función de error e(w).

Método de Gauss-Newton

Este método es aplicable a funciones de coste del tipo:

e(w) =
1
2

N∑
j=1

(dj − yj)2 (5.9)

donde dj es la salida deseada e yj es la salida obtenida con el vector de pesos w, al aplicar
a la entrada el patrón xj , j = 1, ..., N .

Si se define el vector de errores en la iteración i-ésima como:

e(i) = [e(w(i),x1), e(w(i),x2), ..., e(w(i),xN )]T (5.10)

La regla de ajuste de los pesos viene dada por:
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w(i+1) = w(i) − (J(i)TJ(i))−1J(i)Te(i) (5.11)

donde J(i) es la matriz Jacobiana de e(i), que se define como:

J(i) = (�e(i))T = [�e(w(i),x1), ...,�e(w(i),xN )]T (5.12)

Como es posible que J(i)TJ(i) sea singular, la regla anterior se modifica del modo siguiente:

w(i+1) = w(i) − (J(i)TJ(i) + δI)−1J(i)Te(i) (5.13)

EL parámetro δ es una pequeña constante positiva que se elige para que J(i)TJ(i) + δI sea
definida positiva para todo i.

5.4. El perceptrón multicapa

Los perceptrones multicapa (MLP del inglés Multi-Layer Perceptron) están formados por
una o varias capas de neuronas de tipo perceptrón, dispuestas de forma secuencial, de modo que
las salidas de las neuronas de una capa son las entradas de las neuronas de la capa siguiente.
Se trata de una red de propagación directa, por lo que las salidas de la red pueden calcularse
como funciones explícitas de las entradas y los pesos. Además, si las funciones de activación son
diferenciables, puede aplicarse el método de retropropagación del error [Rumelhart1986a] para
ajustar los valores de los pesos.

Matemáticamente, una red de L entradas, V capas con Wv neuronas en la capa v-ésima y,
por tanto, M = WV salidas, representa una función F (x) : R

L → R
M , donde x es el vector de

entrada dado por: x = [x1, x2, ..., xL]T .
Así, el vector de las salidas y1 = [y11, y12, ..., y1W1 ]

T de la primera capa se podrán calcular
como:

y1 = g1(b1 + Ω1 · x) (5.14)

Donde Ω1 es una matriz con L columnas y W1 filas, que contiene los pesos de las W1 neuronas
de la primera capa; b1 es un vector columna con W1 elementos, que contiene las bias de la primera
capa; y g1(·) es una función de R

W1 → R
W1 sin memoria, que comprende las W1 funciones de

activación de las neuronas de la primera capa.
Siguiendo la misma notación matricial, las salidas de la capa v-ésima se podrán calcular

haciendo uso de las salidas de la capa anterior, por medio de la ecuación (5.15)

yv = gv(bv + Ωv · yv−1) (5.15)

En este caso, Ωv es una matriz con Wv−1 columnas y Wv filas, que contiene los pesos de las
Wv neuronas de la primera capa; bv es un vector columna con Wv elementos, que contiene las
bias de la v-ésima capa; y gv(·) es una función de R

Wv → R
Wv sin memoria, que comprende las

Wv funciones de activación de las neuronas de la capa v.
Por último, las salidas de la última capa se podrán expresar con la siguiente ecuación.
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y = gV (bV + ΩV · yV −1) = gV (bV + ΩV · gV −1 (bV −1 + ΩV −1 · gV −2 (· · ·g1(b1 + Ω1 · x))))
(5.16)

En el caso de una red con dos capas de neuronas, es decir una única capa oculta, V = 2, el
vector de salida puede expresarse como:

y = g2 (b2 + Ω2 · g1 (b1 + Ω1 · x)) (5.17)

El teorema de la aproximación universal establece que un perceptrón de una sola capa oculta,
es decir con dos capas, y con suficiente número de neuronas, puede calcular una aproximación
uniforme a un conjunto de entrenamiento representado por un conjunto de entradas y las corres-
pondientes salidas deseadas. Las funciones de activación deben ser no constantes, continuas,
monótonas crecientes y estar acotadas, condiciones que cumplen las funciones tipo sigmoide.
G. Cybenko [Cybenko1989] fue el primero que demostró rigurosamente que con una única capa
oculta puede aproximarse uniformemente cualquier función continua con soporte en el hipercubo
unidad. Otros autores han estudiado esta propiedad, por ejemplo [Hecht-Nielsen1989].

Al utilizar funciones de tipo sigmoide, cada una de las neuronas de la primera etapa divide
el espacio de observación en dos regiones claramente diferenciadas: una en la que la función de
activación obtiene los valores más altos, y otra en la que la función de activación obtiene los
valores más bajos. Dichas regiones están delimitadas por la ecuación del hiperplano definida por
los pesos y la bias de la neurona en cuestión. Los valores de la región próximos al hiperplano
dan lugar a salidas de la neurona intermedias entre el valor máximo de salida y el mínimo. El
tamaño de la región de esta zona intermedia viene definido, entre otras cosas, por el módulo del
vector de pesos de la neurona.

La segunda capa de la red combina los subespacios generados por cada una de las neuronas
de la primera capa. De este modo, se puede ver que las fronteras de decisión finales estarán
formadas por la combinación no lineal de hiperplanos, y esto justifica claramente que con un
número suficiente de hiperplanos se puede construir cualquier tipo de frontera de decisión. La
figura 5.4 representa esquemáticamente la estructura de un perceptrón multicapa.

5.4.1. Entrenamiento de perceptrones multicapa

La mayor parte de los algoritmos de entrenamiento de perceptrones multicapa están basados
en la retropropagación del error. Al estar formada la red por una combinación de neuronas del
tipo perceptrón, es posible aplicar los algoritmos descritos anteriormente para el entrenamiento
del perceptrón, siempre y cuando que se conozca el error cometido por cada neurona simple de
las que forman la red multicapa. Es ahí donde entra en juego el algoritmo de retropropagación
del error.

A continuación se explica cómo pueden extenderse los algoritmos del gradiente, de New-
ton y de Gauss-Newton al entrenamiento de los perceptrones multicapa, con múltiples salidas
[Haykin1999][Bishop1995]. Se consideran las siguientes puntualizaciones:

1. Se dispone de un conjunto de N patrones de entrenamiento (datos de entrada preclasifi-
cados) de modo que al k-ésimo patrón del conjunto de entrenamiento le corresponde una
decisión dkj = δkc, si xk ∈ Hc.
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Figura 5.3: Estructura del perceptrón multicapa.

2. El vector de pesos w contiene todos los pesos y bias de la red neuronal multicapa. En
estas condiciones, podemos denominar w

(i)
n,m,v al peso que conecta la salida de la n-ésima

neurona de la capa v − 1 (v = 1, ..., L) con la m-ésima neurona de la capa siguiente, en la
iteración i-ésima, y b

(i)
n,v al bias de la n-ésima neurona de la capa v en la iteración i-ésima,

e y(i)
k como el vector de salida para el patrón k-ésimo del conjunto de entrenamiento en la

iteración i-ésima. No obstante, también puede suponerse que los pesos están ordenados en
el vector conforme a alguna regla que permite conocer su ubicación en la red, y designarlos
teniendo en cuenta únicamente el orden que ocupa dentro del vector de pesos.

Método del gradiente

Siendo � el operador gradiente definido por la ecuación (5.6), entonces el vector de pesos en
la iteración i + 1 se calcula con la ecuación (5.18).

w(i+1) = w(i) − η � (e(w(i))) = w(i) − ηJ(i) (5.18)

donde η es el parámetro que controla la velocidad del algoritmo, y J(i) representa el Jacobiano
de la función de error evaluado en el punto w(i). La matriz Jacobiana se representa en la siguiente
expresión, siendo P el número total de pesos de la red:

J(i) =




∂e(w(i),x1)
∂w1

· · · ∂e(w(i),x1)
∂wP

...
. . . · · ·

∂e(w(i),xN )
∂w1

· · · ∂e(w(i),xN )
∂wP


 (5.19)
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Este método puede ser explicado a partir de la aproximación multidimensional de la función
con el polinomio de Taylor de orden 1. Si se calcula dicho polinomio respecto a los pesos, se
construye un plano tangente a la función de error en el punto definido por los pesos para una
iteración dada. El método del gradiente cambia los pesos de modo que nos desplazamos en la
función de error en la dirección de la máxima pendiente.

Respecto a la constante η, controla la cantidad de desplazamiento en dicha dirección. Si el
valor de η es demasiado elevado, nos alejamos en la iteración mucho del punto y el error de la
aproximación de Taylor en el punto aumenta. De este modo se puede llegar a posiciones en las
que el valor de la función de error aumente en vez de disminuir. Por contra, si η es demasiado
pequeño, el algoritmo tardará demasiadas iteraciones en converger, ya que los pesos cambiarán
muy lentamente. Existen algoritmos que tratan de optimizar el valor de η para lograr un mejor
funcionamiento del método, basados la mayoría de ellos en el aumento o disminución del valor
de η en función de la reducción en la función de error obtenida en cada iteración.

Método de Newton

El método de Newton se puede ver como una evolución del método del gradiente, donde ade-
más se considera el uso de la segunda derivada. Surge del cálculo del polinomio multidimensional
de Taylor de orden 2 en el punto. Dicho polinomio está calculado a partir del Jacobiano y del
Hessiano de la función de error en el punto w(i), por lo que en este caso es necesario que dicha
función de error e(w) sea continuamente diferenciable dos veces respecto a los elementos del
vector de pesos.

e(w) � e(w(i)) + J(i)T (w − w(i)) +
1
2
(w − w(i))TH(i)(w − w(i)) (5.20)

donde H(i) es la matriz Hessiana de la función de error e(w) evaluada en el punto w(i):

J(i) =




∂2e(w(i),x1)
∂w2

1
· · · ∂2e(w(i),x1)

∂w1∂wP

...
. . . · · ·

∂2e(w(i),x2
N )

∂wP ∂w1
· · · ∂2e(w(i),xN )

∂w2
P


 (5.21)

La función que aproxima al error define una hiperparábola tangente a la función de error en
el punto w(i), cuyo valor mínimo puede ser fácilmente evaluable. Así, el vector de pesos en la
siguiente iteración se corresponderá con el mínimo de la hiperparábola. El vector de pesos en la
iteración i + 1, por tanto, puede calcularse como:

w(i+1) = w(i) − H(i)−1∇e(w(i)) (5.22)

Este método converge en una sola iteración, cuando la superficie de error es de tipo cuadrático,
y es en general mucho más eficiente que el método del gradiente simple por dos razones: primero,
porque no es necesaria la adaptación de ningún tipo de constante, y segundo porque la dirección
en la que varían los pesos es mucho más eficiente que en el caso del método del gradiente.
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Método de Gauss-Newton

El método de Newton implica para su implementación el cálculo de la matriz Hessiana y de
su inversa. El método de Gauss-Newton es una simplificación del método de Newton, para el
caso en el que la función de error sea del tipo descrito en la ecuación (5.9), es decir, una suma
de los errores al cuadrado. En estas circunstancias, es posible aproximar la matriz Hessiana por
una función del Jacobiano de los datos (JTJ) y el gradiente de la función de error como función
del Jacobiano y del propio vector de error (JTe). El vector de errores en la iteración i-ésima se
define como:

e(i) = [e(w(i),x1), e(w(i),x2), ..., e(w(i),xN )]T (5.23)

La regla de ajuste de los pesos viene dada por:

w(i+1) = w(i) −
(
J(i)TJ(i)

)−1
J(i)Te(i) (5.24)

donde J(i) es la matriz Jacobiana de e(i). Como es posible que J(i)TJ(i) sea singular, la regla
anterior se modifica del modo siguiente:

w(i+1) = w(i) −
(
J(i)TJ(i) + αI

)−1
J(i)Te(i) (5.25)

El parámetro α es una pequeña constante positiva que se elige para que J(i)TJ(i) + αI sea
definida positiva para todo i. Su valor se elige para compensar el autovalor más negativo, en el
caso de que la matriz no sea definida positiva.

En el algoritmo Levenberg-Marquardt [Hagan1994] los pesos se actualizan siguiendo la expre-
sión (5.25), pero con un criterio diferente para definir el parámetro α. Teniendo en cuenta que el
método de Newton es más rápido y más preciso en las proximidades de un mínimo, el parámetro
α se reduce cada vez que la función de error disminuye y se incrementa cuando la función de
error aumenta. Debe tenerse en cuenta que la expresión (5.25) conduce al método de Newton
cuando α es cero, mientras que cuando α es de valor elevado, se comporta como el método de
máxima pendiente con un paso pequeño.

Retropropagación del error

En los métodos de entrenamiento anteriores, aparece el cálculo del jacobiano J, que implica el
cálculo de derivadas de la función de error con respecto a los pesos. El cálculo de estas derivadas
cuando los pesos implicados son los de las neuronas de la capa de salida es sencillo, puesto que
las salidas de dichas neuronas dependen directamente de ellos. Al tratar de hacer lo mismo con
las neuronas de las capas ocultas, nos encontramos con un problema: no tenemos ningún valor
objetivo para las salidas de dichas unidades, por lo que no podemos hablar de error en dichas
neuronas.

En principio, la retropropagación del error proporciona una forma de entrenar redes con
cualquier número de neuronas ocultas organizadas en cualquier número de capas (en realidad
existen límites de carácter práctico, en cuya discusión no vamos a entrar).

Para explicar el fundamento del algoritmo, supongamos una red con múltiples salidas, que
definen el vector yk, cuando a su entrada se presenta el patrón xk. Existe un vector de salidas
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deseadas dk. También se define una función de error e(w,x,d), que depende de las salidas y de
las salidas deseadas, la cual debe ser minimizada en el entrenamiento. Durante el entrenamiento,
los algoritmos descritos necesitan del cálculo de la derivada parcial del error con respecto a cada
uno de los pesos. Este cálculo es elemental en el caso de los pesos que llegan a neuronas de la
última capa. Para el caso de los pesos que llegan a neuronas de capas ocultas, se hace uso de la
regla de la cadena.

Neuronas de la capa de salida: llamamos zV
l a la activación de la neurona l-ésima de la

capa V, a la que se conecta el peso.

∂e

∂wi
=

∂e

∂zV
l

∂zV
l

∂wi
(5.26)

En este caso, la primera derivada parcial depende de la función de error escogida, y la
segunda, es la salida de la neurona de la capa anterior por la que se multiplica el peso.

Neuronas de una capa oculta. En este caso, la derivada del error con respecto al peso
puede expresarse como el producto de la derivada del error con respecto a la activación de
la neurona, por la derivada de la activación con respecto al peso. La derivada del error con
respecto a la activación puede calcularse teniendo en cuenta que dicha activación contribuye
a las salidas de la red, y por tanto al error. Nuevamente, la expresión final dependerá de
la función de error utilizada en el entrenamiento.

5.4.2. Regularización de perceptrones multicapa

El término matemático “regularización” está relacionado con el acto de hacer que una función
sea más “regular” o “suave”. En el contexto de las redes neuronales, podemos entender el entrena-
miento como el ajuste de los parámetros de una función. Si el número de elementos del conjunto
de entrenamiento no es suficientemente grande, nos encontramos con un problema similar a la
solución de problemas inversos mal condicionados. Para resolver estos problemas numéricamente,
debe introducirse alguna información adicional acerca de la solución, tal como alguna cota de la
norma.

La regularización de Tikhonov [Tikhonov1963] es el más común de los métodos de regulariza-
ción de problemas mal condicionados. En su forma más simple, un sistema de ecuaciones lineales
mal condicionado de la forma Ax = b, donde A es una matriz mxn, x es un vector columna
con n elementos y b es un vector columna con m elementos, es reemplazado por el problema de
encontrar el vector x que minimiza la expresión (5.27) para algún factor α:

‖Ax − b‖ + α2‖x‖2 (5.27)

Las técnicas de regularización están basadas en el principio de la navaja de Ockham, es decir,
en que la mejor solución suele ser la más simple. El entrenamiento de la red neuronal puede
ser visto como un método de regresión no lineal, el cual trata de implementar una función que
aproxime las salidas deseadas para cada uno de los patrones del conjunto de entrenamiento. El
problema de regresión no lineal presenta infinitas posibles soluciones, con distinta forma. Ante
todas las posibles soluciones, el principio de la navaja de Ockham indica que una solución es
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tanto mejor cuanto más simple sea. Esto es, la solución que presente una forma más sencilla será
la mejor con mayor probabilidad. Y, relacionando la sencillez de la solución con las variaciones
de la función, la solución más probable será la que varíe más lentamente.

En un perceptrón multicapa, la función construida está formada por una combinación no
lineal de funciones de activación. Dicha combinación y dichas funciones de activación se ca-
racterizan por unos pesos determinados. Las variaciones de la función implementada estarán
relacionadas con la derivada de la función implementada por la red respecto a la entrada. Así
para el caso de dos capas, la ecuación (5.28) describe la derivada de la función para la salida
n-ésima de la red respecto a la componente k-ésima del vector de entrada (entrada xk).

∂yn(x)
∂xk

= g′2 (·)
(

W2∑
i=1

wn,i,2 · g′1 (·)
)

wi,k,1 (5.28)

El objetivo consiste en lograr que los módulos de las derivadas sean lo más pequeñas posibles,
para cualquier valor de n y de k. Una forma de lograr una derivada pequeña para todos los posibles
valores de entrada y para todas las salidas, es lograr que el módulo de todos los pesos de la red
sea pequeño. De este modo se logrará que la solución encontrada sea lo más suave posible. Para
este propósito, la teoría de la regularización propone añadir el término α(wTw) a la función de
coste a minimizar de la red, de modo que la función objetivo pondere positivamente que los pesos
sean pequeños en valor absoluto. Así, en el caso del error cuadrático, la función a minimizar se
transforma en:

e(w(i)) =
N∑

j=1

(
e
(i)
j

)2
+ α(wTw) (5.29)

La constante α marca la importancia que se le da al suavizado de la función respecto a la
aproximación a los valores. Dicho valor debe ser ajustado, para lo que existen diversas estrategias.

Una de las opciones más habituales consiste en el uso del conjunto de validación para tal
propósito. El problema es que suele existir una gran dependencia entre el conjunto de datos de
validación y el valor de α seleccionado.

Otra estrategia muy extendida y muy eficiente es la denominada regularización bayesiana.
Está basada en un planteamiento estadístico del problema, en el que se considera a los pesos
como variables aleatorias y se busca el valor óptimo de las constantes de la función de error en
cada iteración o epoch.

Así, en una iteración dada se considera que los pesos son un vector de P variables aleatorias
independientes gaussiana de media nula y matriz de covarianza (2α)−1I, de modo que su función
de densidad de probabilidad se puede expresar utilizando la siguiente ecuación:

f(w|α) =
(α

π

)P/2
exp

(−αwTw
)

(5.30)

Así, planteando que los pesos tengan esta función se pondera probabilísticamente que la
amplitud de los mismos sea la menor posible. Consideramos además la probabilidad de la función
de error aplicada a cada uno de los patrones, condicionada a los valores de los pesos de la red
también como gaussiana de media el error obtenido y de covarianza (2β)−1I, de modo que su
función de densidad de probabilidad se puede expresar utilizando la siguiente ecuación:
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f(e|w, β) =
(

β

π

)N/2

exp

(
−β

N∑
n=1

e2
n

)
(5.31)

Así, los valores de los pesos óptimos serán aquellos que maximicen la función de densidad de
probabilidad de los pesos condicionada al error, la cual, aplicando el teorema de Bayes, puede
ser expresada mediante la siguiente ecuación.

f(w|e, α, β) =
f(e|w, β)f(w|α)

f(e|α, β)
(5.32)

donde f(e|α, β) es la función de verosimilitud de los datos para un α y un β dados. Así,
sustituyendo (5.30) y (5.31) en (5.32), se obtiene (5.33).

f(w|e, α, β) =
(α

π

)P/2
(

β

π

)N/2 1
f(e|α, β)

exp

(
−αwTw − β

N∑
n=1

e2
n

)
(5.33)

Los pesos óptimos deberían maximizar f(w|e, α, β), o lo que es lo mismo, minimizar la
expresión (5.34), que es proporcional a la ecuación descrita en (5.29) [MacKay1992].

e(w) = αwTw + β

N∑
n=1

e2
n (5.34)

La regularización bayesiana llega más allá, y trata de encontrar los valores óptimos de los
parámetros α y β, utilizando también criterios bayesianos. Al realizar la aproximación del error
en función de los pesos por el polinomio de Taylor descrito en la ecuación (5.20), y tratar de
maximizar la función de verosimilitud conjunta de α y β, considerando que sus funciones de
distribución son uniformes, se obtiene la solución descrita por las ecuaciones (5.35) y (5.36)
[Foresee1997].

α(i+1) =
P − 2α(i)

traza(H(i+1))

2
∑P

p=1

(
w[p](i+1)

)2 =
γ

2
∑P

p=1

(
w[p](i+1)

)2 (5.35)

β(i+1) =
N − P + 2α(i)

traza(H(i+1))

2
∑N

n=1

(
e
(i+1)
n

)2 =
N − γ

2
∑N

n=1

(
e
(i+1)
n

)2 (5.36)

El término γ es denominado el número de pesos efectivos, ya que es una medida de cuantos
parámetros en la red se usan de manera efectiva para reducir la función de error, resultando de
gran utilidad para el estudio del tamaño óptimo de la red.

5.5. Funciones de error

En el entrenamiento supervisado de una red neuronal los valores de los pesos son calculados de
modo que las salidas obtenidas para el conjunto de entrenamiento sean lo más parecidas posibles
a las salidas deseadas para ese conjunto. En términos matemáticos, el objetivo es minimizar
una función que depende de las salidas deseadas y las salidas obtenidas. A esta función se la
denomina función de error, y su elección condiciona el mejor o peor funcionamiento de la red
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tras el entrenamiento. El problema de encontrar los pesos que minimicen esta función del error se
convierte, por tanto, en un problema de minimización de una superficie de error, definida por la
estructura de la red, la función de error seleccionada, el conjunto de entrenamiento y sus salidas
deseadas.

En esta tesis doctoral, dedicada a la clasificación de blancos radar, las funciones de error
que consideramos adecuadas son aquellas que permiten aproximar la probabilidad a posteriori
de la clase dado el vector de entrada, para poder aproximar el clasificador de Bayes de mínima
probabilidad de error. A continuación se estudian distintas funciones de error a minimizar en un
problema de clasificación en el que un vector de entrada x de dimensión L, x = [x1, x2, ..., xL]T ,
debe clasificarse como perteneciente a una de M clases, disponiendo de un conjunto de entre-
namiento con N patrones xk, k = 1, . . . , N , cada uno de ellos asociado a una de las M clases.
Para ello, la red neuronal dispondrá de un total de M salidas. El vector de las salidas para el
patrón k-ésimo de entrenamiento se denota como yk = [yk1, yk2, ..., ykM ]T y el vector de salidas
deseadas como dk = [dk1, dk2, ..., dkM ]T .

5.5.1. Error cuadrático medio

El error cuadrático medio (MSE, del inglés “mean square error”) es la función de error más
utilizada para el entrenamiento de redes neuronales y todo tipo de sistemas adaptativos. Esta
función, definida por la expresión (5.37), calcula la suma de los cuadrados de las diferencias entre
las salidas obtenidas y las salidas deseadas para un conjunto de entrenamiento dado.

E =
M∑

c=1

N∑
k=1

(ykc − dkc)2 =
N∑

k=1

|yk − dk|2 (5.37)

En la bibliografía, a veces, la expresión viene multiplicada por 1/2 o dividida por M o por
N , pero esto no afecta al funcionamiento del algoritmo: en un problema de minimización, los
escalados y los desplazamientos en cualquiera de las variables del problema sólo suponen escalados
y desplazamientos de la superficie de error a minimizar, lo que no altera las características del
problema de minimización. El problema a resolver se suele denominar como minimización del
error cuadrático medio.

En la mayoría de los problemas de clasificación, las salidas deseadas se suelen escoger de
modo que dkc = d1 cuando el patrón xk pertenece a la clase Hc, y dkc = d0 en caso contrario.
Así, descomponiendo en la ecuación (5.37) el sumatorio en el índice k en M sumatorios, de modo
que un sumatorio cubra los elementos que se dan bajo la hipótesis Hc, y el resto los que se dan
con las otras hipótesis, se obtiene la ecuación (5.38).

E =
M∑

c=1


 ∑

xk∈Hc

(ykc − d1)2 +
M∑

b=1;b�=c

∑
xk∈Hb

(ykc − d0)2


 (5.38)

Suponiendo que los conjuntos de entrenamiento están formados por vectores independientes,
y que los tamaños de los conjuntos de datos para cada una de las clases son grandes (N → ∞),
de forma que las probabilidades a priori de las clases estén bien aproximadas por Nc

N → P (Hc),
y aplicando la ley de los grandes números,
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E ∝ E′ =
∫ ∞

−∞

M∑
c=1


P (Hc)(yc(x) − d1)2fX(x|Hc) +

M∑
b=1;b�=c

P (Hb)(yc(x) − d0)2fX(x|Hb)


 dx

(5.39)
Donde yc(x) es una función de x, y representa la salida c de la red para el patrón de entrada x,

y fX(x|Hb) representa la función de densidad de probabilidad de la observación x condicionada
a la hipótesis Hb.

Siendo positivos todos los términos del interior de la integral, la minimización de la misma
conlleva la minimización del integrando. Así, la minimización del error cuadrático medio conlleva
la minimización de la siguiente expresión.

I ′ =
M∑

c=1


P (Hc)(yc(x) − d1)2fX(x|Hc) +

M∑
b=1;b �=c

P (Hb)(yc(x) − d0)2fX(x|Hb)


 (5.40)

Para encontrar las funciones yc(x) que minimizan esta expresión, se deriva respecto a cada
uno de los términos yj(x) y se iguala a cero, obteniéndose M ecuaciones de la forma:

P (Hj)(yj(x) − d1)fX(x|Hj) +
M∑

b=1;b �=j

P (Hb)(yj(x − d0)fX(x|Hb) = 0 (5.41)

La solución de cada una de las ecuaciones obtiene la función de minimiza la expresión E′, la
cual se presenta en la ecuación (5.42).

yj(x) =
(d1 − d0)P (Hj)fX(x|Hj) +

∑M
b=1;b �=j d0P (Hb)fX(x|Hb)∑M

b=1 P (Hb)fX(x|Hb)
(5.42)

Teniendo en cuenta que fX(x) =
∑M

b=1 P (Hb)fX(x|Hb), la expresión anterior puede simplifi-
carse, quedando:

yj(x) = d0 + (d1 − d0)
P (Hj)fX(x|Hj)

fX(x)
(5.43)

Aplicando el teorema de Bayes, esta expresión queda definitivamente como:

yj(x) = d0 + (d1 − d0)P (Hj |x) (5.44)

Donde P (Hj |x) representa la probabilidad de la hipótesis Hj condicionada a la observación.
Así, asignando d1 = 1 y d0 = 0, se puede obtener un resultado parcial, en el que la función que
trata de aproximar la red cuando el conjunto de entrenamiento se hace denso es la probabilidad
de la clase condicionada a la observación, la probabilidad a posteriori de la clase, tal y como ya
demostraron [Ruck1990] y [Wan1990]. Así, pueden utilizarse las salidas de la red neuronal para
aproximar al detector óptimo de Bayes cuando las hipótesis se suponen equiprobables.
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5.5.2. Función de Error de El-Jaroudi-Makhoul

Cuando se aplican redes neuronales a tareas de clasificación, la solución más extendida es la
utilización de redes con tantas salidas como clases, M . El objetivo es que las salidas de la red,
yc(x), c = 1, ..., M , aproximen las probabilidades a posteriori de cada una de las clases para,
posteriormente, realizar la clasificación en base a las probabilidades estimadas.

Supongamos que se dispone de un conjunto de salidas deseadas que representan las probabi-
lidades verdaderas (dado xk, k = 1, ..., N , dk, donde c es la clase a la que pertenece el patrón i);
la función de densidad de probabilidad del vector de salidas deseadas condicionado al vector de
entrada responde a la siguiente expresión [Bishop1995]:

f(dk|xk) =
M∏

c=1

(yc(x))dkc (5.45)

Construyendo la función de verosimilitud, aplicando logaritmos y multiplicando por (−1),
se obtiene la función de error indicada en (5.46), que es la entropía cruzada entre las salidas
deseadas y las proporcionadas por la red al considerar N parejas del conjunto de entrenamiento,
{xk,dk} [Papoulis1991, Bishop1995].

E = −
M∑

c=1

N∑
k=1

dkclog|yc(xk)| (5.46)

Teniendo en cuenta que dkc = 1 si xk ∈ Hc, y dkc = 0 en caso contrario, la expresión anterior
puede escribirse como:

E = −
∑

xk∈H1

log|y1(xk)| −
∑

xk∈H2

log|y2(xk)| − ... −
∑

xk∈HM

log|yM (xk)| (5.47)

Para minimizar la expresión (5.47), la red debe maximizar la salida que corresponde a la clase
a la que pertenece el patrón de entrada, mientras que las salidas de los otros nodos no influyen en
el error. Además, si las salidas de la red aproximan las probabilidades a posteriori de las clases,
su suma debe ser igual a la unidad.

De hecho, la condición de que la suma de las salidas debe ser la unidad es una condición
necesaria para la función de error. El hecho de que en el cálculo del error sólo intervenga la salida
correspondiente a la clase a la que pertenece el patrón hace que la minimización de la función
de error definida por (5.47) se pueda lograr por medio de la maximización de las salidas para
cualquier valor de entrada, cosa que no resulta deseable.

Para evitar este problema, A. El-Jaroudi y J. Makhoul [El-Jaroudi1990] proponen una mo-
dificación de la función de error (5.46) con el objetivo de maximizar la salida correspondiente
a la clase a la que pertenece el patrón de entrada y minimizar las otras. Proponen la siguiente
función de error:

E = − 1
N

M∑
c=1

N∑
k=1

log(1 − |yc(xk) − dkc|) (5.48)

Como el error correspondiente a cada patrón de entrada se calcula sobre todas las salidas de
la red, es posible maximizar la salida correspondiente a la clase a la que pertenece el patrón de
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entrada minimizando simultáneamente las otras salidas, sin incluir ninguna capa de normaliza-
ción.

Descomponiendo en la ecuación (5.48) el sumatorio en el índice k en M sumatorios, de
modo que un sumatorio cubra los elementos que pertenecen a la clase Hc, y el resto los que no
pertenecen, se obtiene la ecuación (5.49).

E = −
M∑

c=1


 ∑

xk∈Hc

log(1 − |yc(xk) − d1|) +
M∑

b=1;b�=c

∑
xk∈Hb

log(1 − |yc(xk) − d0|)

 (5.49)

Teniendo en cuenta que la función de error está definida para valores de salida de la red
acotados entre 0 y 1, y que las salidas deseadas d0 y d1 toman los valores 0 y 1, respectivamente,
la ecuación (5.49) se puede reescribir como (5.50).

E =
M∑

c=1


−

∑
xk∈Hc

log(yc(xk)) −
M∑

b=1;b�=c

∑
xk∈Hb

log(1 − yc(xk))


 (5.50)

Para calcular la función aproximada por la red cuando se minimiza esta función de error,
suponiendo el conjunto de entrenamiento formado por patrones independientes, y que los tamaños
de los conjuntos de datos para cada una de las clases son grandes (N → ∞), de forma que las
probabilidades a priori de las clases estén bien aproximadas por Nc

N → P (Hc), y de esta forma,
aplicando la ley de los grandes números,

E ∝ E′ =
∫ ∞

−∞
−

M∑
c=1


P (Hc)log(yc(x))fX(x|Hc) +

M∑
b=1;b�=c

P (Hb)log(1 − yc(x))fX(x|Hb)


 dx

(5.51)
Siendo positivos todos los términos del interior de la integral (al estar acotado el valor de

yc entre 0 y 1), la minimización de la misma conlleva la minimización del integrando. Así, la
minimización del error de A. El-Jaroudi y J. Makhoul conlleva la minimización de la siguiente
expresión:

−
M∑

c=1


P (Hc)log(yc(x))fX(x|Hc) +

M∑
b=1;b �=c

P (Hb)log(1 − yc(x))fX(x|Hb)


 (5.52)

Para encontrar las funciones yc(x) que minimizan esta expresión, se deriva respecto a cada
uno de los términos yj(x), obteniéndose M ecuaciones de la forma:

−

P (Hj)fX(x|Hj)

yj(x)
−

M∑
b=1;b�=j

P (Hb)fX(x|Hb)
1 − yj(x)


 = 0 (5.53)

−P (Hj)fX(x|Hj)(1 − yj(x)) +
∑M

b=1;b �=j P (Hb)fX(x|Hb)yj(x)
yj(x)(1 − yj(x))

= 0 (5.54)
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Siempre y cuando se asegure que los valores yj(x) = 1 y yj(x) = 0 son imposibles, lo cual se
cumple al elegir como función de activación la función sigmoide, es posible obtener una solución
cerrada para la salida aproximada por la red neuronal en las condiciones supuestas:

yj(x) =
P (Hj)fX(x|Hj)∑M
b=1 P (Hb)fX(x|Hb)

= P (Hj |x) (5.55)

Se comprueba que en las condiciones planteadas, las salidas de la red aproximan la probabili-
dad a posteriori de las clases, por lo que puede utilizarse esta función de error para implementar
clasificadores que aproximen al óptimo de Bayes.

Por último, al utilizar los perceptrones multicapa para clasificar, es necesario tomar la decisión
en función de los valores continuos de las salidas de la red. Teniendo en cuenta que la salida de
la red aproxima las probabilidades a posteriori para cada una de las clases, se tomará como clase
correcta aquella cuyo índice se corresponde con el de la salida máxima dado el vector de entrada.

5.6. Coste computacional de un perceptrón multicapa

En este apartado se pretende evaluar el número de operaciones necesarias para implementar
un perceptrón multicapa en un sistema de clasificación. Sólo se considerará el coste compu-
tacional asociado a la operación del preceptrón una vez entrenado, ya que el coste asociado al
entrenamiento no resulta crítico en aplicaciones en tiempo real, puesto que dicho entrenamiento
se realizará una sola vez, disponiendo de todos los recursos disponibles.

Así pues, consideraremos un perceptrón con dos capas, L entradas en la primera capa, W

neuronas en la capa oculta y M salidas, una por cada clase. La primera consideración importante
es que el coste computacional del perceptrón una vez entrenado es totalmente independiente del
número de patrones del conjunto de entrenamiento.

Así pues, para obtener las W salidas de las neuronas de la primera capa es necesario mul-
tiplicar cada una de los L valores de entrada por los pesos de cada neurona. Esto supone un
total de LW multiplicaciones. Así, para cada una de las neuronas se deben sumar los términos
provenientes de cada una de las L entradas, añadiendo además la bias de la red. Esto supone
un total de LW sumas a realizar. Para calcular las salidas de la primera capa, basta aplicar la
función no lineal de las neuronas (por ejemplo, la logística). En esta tesis hemos considerado que
dicha función podría ser tabulada o cableada y hemos considerado cada una de dichas aplica-
ciones como una operación simple, de igual categoría que una suma o una multiplicación. Así,
deberíamos añadir W aplicaciones de la función no lineal. De este modo, la obtención de las
salidas de la primera capa requiere de W (2L + 1) operaciones.

Para el cálculo de las operaciones de la segunda capa, se puede realizar un razonamiento
paralelo al realizado en la primera capa. Así, el número total de operaciones en esta capa será
igual a M(2W + 1). Por último, la toma de decisión para la clasificación se hace evaluando cual
de las salidas de la red es mayor. Para esto es necesario realizar M − 1 comparaciones.

Así, el número total de operaciones de un perceptrón multicapa se puede describir por la
ecuación (5.56).

Nop = W (2L + 2M + 1) + 2M − 1 (5.56)
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5.7. Experimentación realizada con perceptrones multicapa para
la clasificación de señales HRR

Se han implementado redes neuronales de tipo perceptrón multicapa para la clasificación
de blancos radar utilizando señales HRR. Los experimentos han sido diseñados de la siguiente
forma:

Para el entrenamiento de los perceptrones, los vectores de entrenamientos xk, están forma-
dos por las muestras de las señales xk[n] seleccionadas como relevantes según lo expuesto en
los capítulos previos, después de aplicar los métodos de alineamiento, normalización, gaus-
sianización y selección de características, explicados en el capítulo dedicado al preprocesado
de la señal HRR.

Uno de los objetivos de la tesis es la implementación de sistemas de bajo coste computacio-
nal. Teníamos interés en conocer la relación entre el tamaño de la red (relacionado con el
coste computacional), y la tasa de error obtenida. Por esta razón, se han implementado
redes exclusivamente con una capa oculta, y de cara a estudiar la influencia del tamaño de
la red en el resultado, se ha variado el número de neuronas desde 4 a 100 en pasos de 4.
El número de entradas de las redes es L = 53, coincidiendo con el número de muestras a
utilizar para la clasificación. El número de salidas es M = 6, coincidiendo con el número
de clases disponibles.

Los perceptrones han sido entrenados de tres maneras distintas:

• Perceptrones entrenados utilizando el algoritmo del gradiente con retropropagación
del error con momento y grado de aprendizaje adaptativo, para minimizar el error
cuadrático medio.

• Perceptrones entrenados utilizando el algoritmo gradiente con retropropagación del
error con momento y grado de aprendizaje adaptativo, para minimizar el error pro-
puesto por El-Jaroudi y Makhoul.

• Perceptrones entrenados utilizando el algoritmo Levenberg-Marquardt (Una imple-
mentación eficiente del algoritmo de Gauss-Newton) para minimizar el error cuadrá-
tico medio con un término añadido de regularización. Se ha utilizado regularización
bayesiana para el cálculo de las constantes de la función objetivo.

Para evitar los mínimos locales de la superficie de error a minimizar, cada entrenamiento
se ha repetido 20 veces, reiniciando cada vez los pesos usando el algoritmo Nguyen-Widrow
[Nguyen1990]. El conjunto de validación en cada caso ha sido utilizado para obtener la mejor
red, en términos de error medio de clasificación en primer lugar y de error cuadrático medio
en segundo lugar. Esto es así, porque en situaciones prácticas, sólo se puede seleccionar la
mejor red a partir del conjunto de patrones pregrabado. Evidentemente, los resultados en
cuanto a error de clasificación que se presentan son los obtenidos con el conjunto de test.
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5.7.1. Entrenamiento con función de error MSE y método del gradiente

La figura 5.4 muestra los errores de clasificación en porcentaje, obtenidos usando un percep-
trón multicapa entrenado con el algoritmo de gradiente usando como función de error MSE, para
cada uno de los tamaños de los conjuntos de entrenamiento. En rojo y línea continua se muestra
el error medio cometido por las distintas redes, en rojo y línea discontinua se muestra la zona a
menos de una desviación típica de la media, en negro con puntos se muestra el error cometido
por el método kNN, y en azul el cometido por la mejor red seleccionada usando el conjunto de
validación. A partir de los resultados obtenidos, se puede comprobar que la validación ha sido
adecuada, ya que en todos los casos el error cometido en promedio con el conjunto de test por
las distintas redes es mayor que el de la red seleccionada por validación.

Las tablas 5.2, 5.3 y 5.4 muestran los resultados obtenidos con las mejores redes seleccionadas
usando el conjunto de validación. Se muestra el error de clasificación evaluado con el conjunto de
test, el número de neuronas y el coste computacional medido en operaciones sencillas, respecti-
vamente. Comparando estos resultados con los obtenidos con el método kNN, se observa que los
perceptrones entrenados usando la función de error MSE, tan sólo mejoran el funcionamiento del
método kNN en cuanto a probabilidad de error, cuando el tamaño del conjunto de entrenamiento
es pequeño y la relación señal a ruido es relativamente alta.

Respecto al coste computacional (o el número de neuronas), vemos que hay una tendencia
uniforme para los distintos valores de SNR y para los distintos conjuntos de entrenamiento,
presentando un ligero aumento en los conjuntos de entrenamiento mayores. Comparando estos
números de operaciones con los obtenidos para el método kNN, vemos que la reducción del
mismo en los conjuntos grandes es de muchos órdenes de magnitud, siendo más uniforme en los
conjuntos de entrenamiento menores.

Merece la pena destacar que la tasa de error disminuye drásticamente al aumentar el tamaño
del conjunto de entrenamiento. Este hecho nos ha sugerido la propuesta de una técnica de entre-
namiento que hace uso de un conjunto sintéticamente agrandado de patrones de entrenamiento.

5.7.2. Entrenamiento con función de error de El-Jaroudi-Makhoul y método
del gradiente

La figura 5.5 muestra los errores de clasificación en porcentaje, obtenidos usando un percep-
trón multicapa entrenado con el algoritmo de gradiente usando la función de error de El-Jaroudi
para cada uno de los tamaños de los conjuntos de entrenamiento. En rojo y línea continua se
muestra el error medio cometido por las distintas redes, en rojo y línea discontinua se muestra
la zona a menos de una desviación típica de la media, en negro con puntos se muestra el error
cometido por el método kNN, y en azul el cometido por la red seleccionada usando el conjunto de
validación. En todos los casos, los errores de clasificación se han medido con el conjunto de test.
Se puede comprobar a partir de los resultados obtenidos que la validación está siendo adecuada,
ya que en todos los casos el error cometido en media por las distintas redes es mayor que el de
la red seleccionada por validación.

Las tablas 5.5, 5.6, y 5.7 muestran los resultados obtenidos por las redes seleccionadas usando
el conjunto de validación. Se observa el error de clasificación, el número de neuronas, y el coste
computacional medido en operaciones sencillas, respectivamente.
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Figura 5.4: Error de clasificación ( %) obtenido usando un perceptrón multicapa entrenado con
el método del gradiente usando la función de error de suma de los cuadrados de los errores. En
rojo y línea continua se muestra el error medio cometido por las distintas redes, en rojo y línea
discontinua se muestra la zona a menos de una desviación típica de la media.
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Tabla 5.2: Error en la clasificación ( %) usando un perceptrón multicapa, con algoritmo de gra-
diente y suma del cuadrado de los errores. El número de neuronas se ha seleccionado usando el
conjunto de validación en cada caso.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 63.04 36.78 27.08 19.12 15.38 15.44 12.40 13.27
N=120 61.35 30.99 19.47 17.02 13.92 11.99 12.22 12.75
N=240 57.89 29.12 15.50 11.70 10.29 9.24 9.82 9.82
N=480 47.37 25.15 13.68 9.06 8.01 7.19 8.36 7.19
N=960 44.44 19.88 11.17 8.07 5.96 5.44 4.91 5.44
N=1920 41.23 17.72 8.71 5.38 3.80 3.45 2.98 3.33

Tabla 5.3: Número de neuronas de los perceptrones multicapa con menor error sobre el conjunto
de validación, entrenando con el método del gradiente, con función objetivo la suma de los
cuadrados de los errores.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 40 72 16 8 44 20 84 88
N=120 68 36 100 48 32 44 52 52
N=240 28 36 68 24 72 60 24 8
N=480 64 84 80 28 36 68 12 28
N=960 88 92 44 32 76 48 52 88
N=1920 96 100 96 56 84 92 52 84

Tabla 5.4: Número de operaciones simples de los perceptrones multicapa con menor error sobre
el conjunto de validación, entrenando con el método del gradiente, con función objetivo la suma
de los cuadrados de los errores.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 4771 8579 1915 963 5247 2391 10007 10483
N=120 8103 4295 11911 5723 3819 5247 6199 6199
N=240 3343 4295 8103 2867 8579 7151 2867 963
N=480 7627 10007 9531 3343 4295 8103 1439 3343
N=960 10483 10959 5247 3819 9055 5723 6199 10483
N=1920 11435 11911 11435 6675 10007 10959 6199 10007
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Si comparamos los perceptrones entrenados usando la función de error de El-Jaroudi-Makhoul
con los entrenados usando el error cuadrático, se observa que los primeros presentan en general
una mayor reducción en el error de clasificación con respecto al método kNN, sobre todo para
los conjuntos de entrenamiento mayores. Por otro lado, observando las gráfica, vemos que la
dispersión en los valores es menor, luego existe una menor dependencia de los resultados con el
número de neuronas seleccionado.

Respecto al número de neuronas óptimo, éste es ligeramente superior en los perceptrones
entrenados con el error de El-Jaroudi-Makhoul, aunque es del mismo orden.

5.7.3. Entrenamiento con el algoritmo Levenberg-Marquardt usando regula-
rización bayesiana

Por último, la figura 5.6 muestra los errores de clasificación en porcentaje, obtenidos usando
un perceptrón multicapa entrenado con el algoritmo de Levenberg-Marquardt (una implemen-
tación del método de Gauss-Newton) usando regularización bayesiana, para cada uno de los
tamaños de los conjuntos de entrenamiento. En rojo y línea continua se muestra el error medio
cometido por las distintas redes, en rojo y línea discontinua se muestra la zona a menos de una
desviación típica de la media, en negro con puntos se muestra el error cometido por el método
kNN y en azul el cometido por la red seleccionada usando el conjunto de validación. Se puede
comprobar a partir de los resultados obtenidos, que la validación está siendo adecuada, ya que
en todos los casos el error cometido en media por las distintas redes es mayor que el de la red
seleccionada por validación. El número máximo de neuronas ha sido reducido a 40, por motivos
del elevado coste computacional asociado al algoritmo de entrenamiento.

Las tablas 5.8, 5.9, y 5.10 muestran los resultados obtenidos por las redes seleccionadas
usando el conjunto de validación. En todos los casos, el error de clasificación se ha medido
con el conjunto de test. Se presenta el error de clasificación, el número de neuronas y el coste
computacional medido en operaciones sencillas, respectivamente.

Se observa que los perceptrones entrenados usando la función de error cuadrático regulari-
zada, mejoran los resultados obtenidos con los otros algoritmos de entrenamiento, en el caso de
los conjuntos de menor tamaño, sin duda debido a la introducción de la técnica de regulariza-
ción bayessiana. Por contra, los resultados obtenidos para los conjuntos mayores no mejoran los
resultados de los perceptrones entrenados para minimizar el error de El-Jaroudi-Makhoul.

Por otro lado, la dispersión de los resultados en función del número de neuronas es intermedia
entre los dos casos de entrenamiento anteriores.

Resulta interesante destacar que, tal y como demuestran los resultados, un perceptrón mul-
ticapa con 40 neuronas es capaz de obtener tasas de error muy bajas, siendo entrenado con un
algoritmo apropiado y con un conjunto de entrenamiento suficientemente grande. Además, el
coste computacional asociado a la implementación de un perceptrón multicapa de dichas ca-
racterísticas es considerablemente bajo, si se compara con los costes de implementación de los
métodos estadísticos.
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Figura 5.5: Error de clasificación ( %) obtenido usando un perceptrón multicapa entrenado con el
método del gradiente usando la función de error de El-Jaroudi-Makhoul. En rojo y línea continua
se muestra el error medio cometido por las distintas redes, en rojo y línea discontinua se muestra
la zona a menos de una desviación típica de la media.
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Tabla 5.5: Error en la clasificación ( %) usando un perceptrón multicapa, con algoritmo de gra-
diente y error de El-Jaroudi-Makhoul. El número de neuronas se ha seleccionado usando el
conjunto de validación en cada caso.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 66.78 38.42 24.27 18.36 15.67 13.45 14.44 13.39
N=120 61.52 31.64 18.19 16.49 14.56 11.40 11.11 12.40
N=240 54.39 27.72 15.03 11.58 10.18 9.42 9.12 10.64
N=480 48.60 25.15 16.61 9.12 7.78 8.19 7.25 9.12
N=960 44.85 20.29 10.12 8.07 4.97 5.44 4.97 5.15
N=1920 40.47 17.49 8.42 4.74 3.63 3.10 2.63 2.92

Tabla 5.6: Número de neuronas del perceptrón multicapa con menor error sobre el conjunto de
validación, entrenando con el método del gradiente con función de error de El-Jaroudi-Makhoul.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 56 8 72 92 52 60 28 52
N=120 52 48 80 28 8 100 20 16
N=240 24 64 64 92 100 40 52 12
N=480 40 12 12 48 16 24 36 8
N=960 56 96 100 100 60 24 76 56
N=1920 92 68 84 92 84 60 76 44

Tabla 5.7: Número de operaciones simples del perceptrón multicapa con menor error sobre el
conjunto de validación, entrenando con el método del gradiente con función de error de El-
Jaroudi-Makhoul.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 6675 963 8579 10959 6199 7151 3343 6199
N=120 6199 5723 9531 3343 963 11911 2391 1915
N=240 2867 7627 7627 10959 11911 4771 6199 1439
N=480 4771 1439 1439 5723 1915 2867 4295 963
N=960 6675 11435 11911 11911 7151 2867 9055 6675
N=1920 10959 8103 10007 10959 10007 7151 9055 5247
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Figura 5.6: Error de clasificación ( %) obtenido usando un perceptrón multicapa entrenado con
el algoritmo Levenberg-Marquardt con regularización bayesiana. En rojo y línea continua se
muestra el error medio cometido por las distintas redes, en rojo y línea discontinua se muestra
la zona a menos de una desviación típica de la media.
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Tabla 5.8: Error en la clasificación ( %) usando un perceptrón multicapa entrenado con el algo-
ritmo de Levenberg-Marquardt y regularización bayesiana. El número de neuronas se ha selec-
cionado usando el conjunto de validación en cada caso.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 64.09 31.81 24.56 17.54 16.20 13.68 12.75 13.39
N=120 59.47 30.06 20.47 15.50 13.98 12.11 10.76 11.40
N=240 52.46 26.90 16.14 13.68 11.17 9.18 8.83 10.23
N=480 47.60 23.98 14.97 9.77 8.19 8.89 8.25 8.36
N=960 45.96 22.05 11.23 8.01 6.26 4.62 4.56 6.08
N=1920 40.99 18.19 10.64 4.68 3.98 4.09 3.33 2.69

Tabla 5.9: Número de neuronas del perceptrón multicapa con menor error sobre el conjunto de
validación, entrenado con el algoritmo de Levenberg-Marquardt y regularización bayesiana.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 36 8 16 24 8 20 12 36
N=120 20 12 20 8 8 8 16 12
N=240 32 40 20 8 20 12 12 12
N=480 20 12 40 20 36 12 16 12
N=960 40 36 32 28 28 36 32 24
N=1920 40 40 24 40 36 40 36 32

Tabla 5.10: Número de operaciones simples del perceptrón multicapa con menor error sobre el
conjunto de validación, entrenado con el algoritmo de Levenberg-Marquardt y regularización
bayesiana.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 4295 963 1915 2867 963 2391 1439 4295
N=120 2391 1439 2391 963 963 963 1915 1439
N=240 3819 4771 2391 963 2391 1439 1439 1439
N=480 2391 1439 4771 2391 4295 1439 1915 1439
N=960 4771 4295 3819 3343 3343 4295 3819 2867
N=1920 4771 4771 2867 4771 4295 4771 4295 3819
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5.8. Método propuesto: combinación de un perceptrón con los
métodos kernel

Las técnicas de clasificación evaluadas en esta tesis se pueden dividir en dos grupos diferentes:
aquellas técnicas que usan métodos estadísticos, y aquellas basadas en sistemas adaptativos, por
ejemplo, las redes neuronales. En este apartado exploramos la aplicabilidad de los resultados
obtenidos en el capítulo 4 para optimizar el entrenamiento de los perceptrones multicapa.

Los métodos estadísticos estudiados en el capítulo 4 se basan en la estima de la función de
densidad de probabilidad de las clases. Entre estos métodos, los clasificadores kNN tienen el gran
problema de la elevada carga computacional asociada al cálculo de la distancia a cada uno de los
patrones del conjunto de entrenamiento. Para reducir esa carga computacional, se han propuesto
diversos algoritmos, pero los resultados obtenidos en este sentido aún no son satisfactorios. Los
otros métodos estadísticos se basan en modelar la función de densidad de probabilidad de las
clases con un modelo de mezcla de gaussianas multivariadas. Una vez que se dispone de la
estima de las funciones de densidad de probabilidad, se puede aplicar un criterio adecuado,
como el criterio MAP, para implementar el clasificador. Si bien los resultados obtenidos son muy
satisfactorios en cuanto a tasa de error, distan de ser aceptables en cuanto a carga computacional
y cantidad de memoria necesaria para su implementación.

En contraste con los métodos estadísticos, los perceptrones multicapa ofrecen una reducida
carga computacional después de entrenados, pero normalmente necesitan de una gran cantidad de
patrones para el entrenamiento, si se quiere garantizar una alta capacidad de generalización. Se ha
comprobado que al aumentar el tamaño del conjunto de entrenamiento, se reduce drásticamente
la tasa de error en la clasificación. En situaciones reales de reconocimiento de blancos radar,
no es factible el disponer de esa gran cantidad de datos para el entrenamiento. Para evitar este
problema, se pueden adoptar diversas soluciones. Por ejemplo, el uso de técnicas de regularización
se ha demostrado eficaz, tanto para reducir las tasas de error como para reducir la complejidad
del sistema y, por tanto, la complejidad computacional. No obstante, los resultados en cuanto a
tasa de error aún están por debajo de los obtenidos con los mejores clasificadores estadísticos. Es
decir, aún cabe la posibilidad de intentar mejorar los resultados obtenidos con los perceptrones
multicapa.

Para entrenar correctamente al perceptrón cuando se dispone de pocos datos para el entre-
namiento, también podemos utilizar técnicas de preprocesado o de extracción de características
para reducir la dimensión del vector de entrada, y así, el número de pesos de la red, y de este mo-
do, el número de patrones de entrenamiento necesario para garantizar una buena generalización
del clasificador. El principal inconveniente de estas técnicas es la posible pérdida de información,
que en mayor o menor medida, redundará en un aumento de las tasas de error.

En esta sección se pretende establecer un nuevo método de entrenamiento de los perceptrones
multicapa, de cara a lograr una mayor generalización de los datos, por medio del aumento sintéti-
co del tamaño del conjunto de entrenamiento. Partiendo del conjunto de entrenamiento original,
se trata de obtener un conjunto de mayor tamaño. La idea de aumentar el tamaño del conjunto de
entrenamiento mediante la generación de ejemplos sintéticos ha sido presentada en la literatura
en varias ocasiones. Por ejemplo, Abu-Mostafa [AbuMostafa1995] propuso el uso de información
auxiliar (hints) para guiar el proceso de aprendizaje. El aumento sintético del conjunto de en-
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trenamiento se ha realizado con éxito diversas veces en la bibliografía. Niyogi, Girosi y Poggio
[Niyogi1998] generaron datos sintéticos mediante la reflexión de los ejemplos de entrenamiento
respecto a distintos ejes de simetría, en aplicaciones de reconocimiento de imágenes.

En esta tesis, el aumento del tamaño es realizado partiendo de los resultados obtenidos en el
capítulo 4. Así, teniendo en cuenta que en la sección 4.1 se obtuvieron buenas estimaciones de las
funciones de densidad de probabilidad de los datos, se pretende utilizar dichas estimaciones para
mejorar la capacidad de generalización de los MLPs. Visto de otro modo, se pretende entrenar
perceptrones multicapa que consigan resultados similares a los obtenidos con las implementa-
ciones del criterio MAP usando las estimaciones de las funciones de densidad de probabilidad,
pero con la carga computacional de un clasificador basado en un perceptrón multicapa. Así, se
obtendrían perceptrones con un bajo coste computacional, cuyo error de clasificación asociado
sería similar al del criterio MAP, obtenido en la sección 4.1.

Las estimaciones de las funciones de densidad de probabilidad utilizadas en esta propuesta
han sido las relativas al caso propuesto 2, es decir, matrices de covarianza de los kernel genéricas
diagonales, diferentes para cada kernel, y modificadas teniendo en cuenta el nivel de ruido mínimo
del conjunto de datos.

La generación de los conjuntos agrandados es sencilla, puesto que las funciones de densidad
estimadas están compuestas de un promedio de funciones gaussianas multivariadas. Así, para
cada patrón del conjunto agrandado, se selecciona aleatoriamente una de las funciones gaussianas
y se genera un patrón que se corresponda con los parámetros de la función gaussiana seleccionada.
Así, los patrones generados de esta forma tendrán una función de densidad de probabilidad
idéntica a la función de densidad de probabilidad estimada por el método kernel.

Para los experimentos seleccionados en esta sección, se han obtenidos conjuntos de entrena-
miento agrandados por un factor de 40. Dicho factor ha sido seleccionado, pretendiendo obtener
resultados apreciables. Los conjuntos de validación y de test han permanecido inalterados, siendo
idénticos a los usados en secciones anteriores.

Los perceptrones entrenados con dichos conjuntos agrandados, han constado de dos capas, y
el número de neuronas se ha variado entre 4 y 40. No se han seleccionado números mayores de
neuronas por dos motivos: primero, porque se desea obtener resultados comparables a los de los
perceptrones entrenados con regularización bayesiana, y segundo, porque el coste computacional
para redes mayores empieza a ser más elevado de lo deseado.

Los perceptrones han sido entrenados con el algoritmo de descenso de gradiente adaptativo,
idéntico al descrito en la sección 5.3, para minimizar el error cuadrático medio. Al igual que
en los otros perceptrones, cada experimento ha sido repetido 20 veces, y se han seleccionado
los mejores casos haciendo uso del conjunto de validación. De este modo se garantiza que los
resultados medidos con el conjunto de test pueden ser válidos para estudiar la capacidad de
generalización.

La figura 5.7 muestra los errores de clasificación en porcentaje, obtenidos usando los percep-
trones multicapa entrenados con los conjuntos agrandados. Se representa tanto el error obtenido
por la red seleccionada utilizando el conjunto de validación, como el error medio y la zona de
concentración de la mayoría de los errores. A título comparativo, se muestra el error cometido
por el método kNN. Comparando estas gráficas con las obtenidas para los perceptrones con re-
gularización bayesiana, se observa una mejoría de los resultados en cuanto a tasa de error, sobre
todo para las SNR mayores, logrando superar de forma destacable el error del método kNN y
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acercándose a los mejores resultados obtenidos con los métodos estadísticos basados en la estima
de la función de densidad de probabilidad.

Las tablas 5.11, 5.12 y 5.13 muestran los resultados obtenidos con las redes seleccionadas
usando el conjunto de validación. Se muestra el error de clasificación (estimado con el conjunto
de test), el número de neuronas y el coste computacional medido en operaciones sencillas, respec-
tivamente. Se observa que la reducción es bastante uniforme, excepto para el conjunto menor. Se
logra reducir el error en media en torno al 10 %. Dicha reducción media es superior a la lograda
por los MLPs con regularización bayesiana, lo que demuestra que el método propuesto logra
mejorar la capacidad de generalización de los perceptrones.

Respecto al número de neuronas ocultas seleccionadas por validación, es ligeramente superior
al de los MLPs entrenados con regularización bayesiana. Así, el coste computacional asociado al
empleo de estos MLPs es muy reducido, siendo muy inferior al de otros métodos con tasas de
error similares.

Durante el desarrollo de la tesis, se realizaron otros muchos experimentos y estudios de
métodos propuestos, que no han sido incluidos en la misma, bien por falta de espacio para su
tratamiento, bien por la irrelevancia de los resultados frente a los otros métodos sí estudiados en
la tesis. De entre los primeros, destaca un método basado en la combinación de clasificadores,
que ha dado lugar a las publicaciones [GilPita2006a] y [GilPita2004a], que no ha sido incluido
debido a que su uso incrementa sustancialmente el coste computacional.

5.9. Conclusiones

En esta sección se presentan las principales conclusiones extraídas a partir de los resultados
obtenidos:

Los perceptrones multicapa son sistemas que ofrecen muy buenos resultados en cuanto a
complejidad computacional tras el entrenamiento, cuando se comparan con los clasificadores
basados en métodos estadísticos.

Se han presentado resultados al entrenar redes con distintas funciones de error y con dis-
tintos algoritmos de entrenamiento. De la comparación de los resultados, se extrae que, en
general, es más conveniente el entrenamiento utilizando el algoritmo Levenberg-Marquardt
con regularización bayesiana, pues proporciona tasas de error más bajas, con redes de
tamaños comparables.

La utilización de la técnica de regularización bayesiana, permite reducir la tasa de error y,
sobre todo, disminuir el tamaño de la red que proporciona los mejores resultados para cada
tamaño del conjunto de entrenamiento. No obstante, los resultados no llegan a superar, en
general, los obtenidos con la función de error de El-Jaroudi-Mackhoul, cuando el tamaño
del conjunto de entrenamiento es grande. Es decir, la técnica de regularización bayesiana
se muestra especialmente útil cuando el tamaño del conjunto de entrenamiento es bajo.

Se comprueba que al aumentar el tamaño del conjunto de entrenamiento disminuye nota-
blemente la tasa de error con las dos funciones de error y con todos los algoritmos de
entrenamiento. Este hecho ha motivado la propuesta de un método de entrenamiento que
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Figura 5.7: Error de clasificación ( %) obtenido usando perceptrones multicapa entrenados con
los conjuntos agrandados.
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Tabla 5.11: Error en la clasificación ( %) usando un perceptrón multicapa entrenado con los
conjuntos agrandados. El número de neuronas se ha seleccionado usando el conjunto de validación
en cada caso.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 67.37 31.93 22.51 16.84 13.92 13.92 13.27 14.50
N=120 56.49 28.89 17.19 13.33 11.70 10.12 9.12 9.42
N=240 52.57 25.73 13.45 10.47 9.77 7.84 7.78 9.18
N=480 47.89 21.87 12.11 7.25 6.20 5.44 5.15 5.50
N=960 40.58 19.18 10.23 5.56 5.61 4.80 3.68 4.44
N=1920 40.23 18.42 7.25 4.21 3.86 2.75 2.63 2.22

Tabla 5.12: Número de neuronas seleccionado para el perceptron multicapa con menor error sobre
el conjunto de validación, entrenado con los conjuntos agrandados.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 32 12 32 12 40 24 12 32
N=120 36 36 36 24 24 32 40 40
N=240 24 16 20 28 36 24 32 40
N=480 24 40 32 40 28 40 32 36
N=960 32 32 24 36 24 32 40 20
N=1920 24 40 36 36 24 36 28 40

Tabla 5.13: Número de operaciones simples para el perceptrón multicapa con menor error sobre
el conjunto de validación, entrenado con los conjuntos agrandados.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 3819 1439 3819 1439 4771 2867 1439 3819
N=120 4295 4295 4295 2867 2867 3819 4771 4771
N=240 2867 1915 2391 3343 4295 2867 3819 4771
N=480 2867 4771 3819 4771 3343 4771 3819 4295
N=960 3819 3819 2867 4295 2867 3819 4771 2391
N=1920 2867 4771 4295 4295 2867 4295 3343 4771
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utiliza un conjunto sintéticamente agrandado de patrones para el entrenamiento. Los patro-
nes se obtienen a partir de las funciones de densidad de probabilidad de las clases estimadas
con los métodos kernel explicados en el capítulo 4. Los resultados obtenido con esta técnica
de entrenamiento son comparables, en cuanto a tasa de error, a los mejores obtenidos con
los métodos estadísticos, y en cuanto a complejidad computacional, ligeramente peores que
los obtenidos con la técnica de regularización bayesiana. Este hecho permite concluir que
la técnica propuesta es muy conveniente para aumentar la capacidad de generalización de
las redes neuronales de tipo perceptrón multicapa.

5.10. Resumen de contribuciones

En el presente capítulo de la tesis caben destacar las siguientes contribuciones principales:

Se ha obtenido de forma teórica la función multidimensional que aproxima la red cuando el
número de patrones del conjunto de entrenamiento tiende a infinito, al minimizar el error
cuadrático medio o la función de error definida por El-Jaroudi y Makhoul.

Se ha realizado un estudio comparativo de los clasificadores obtenidos con perceptrones
multicapa entrenados para minimizar el error cuadrático medio, la función de error de El
Jaroudi y Makhoul y el error cuadrático medio con regularización bayesiana.

Se ha demostrado la conveniencia de aumentar sintéticamente el conjunto de entrenamiento,
a partir de la estimación de la función de densidad de probabilidad con métodos kernel.

Se ha demostrado que el perceptrón multicapa puede proporcionar tasas de error en la
clasificación tan bajas como las obtenidas con los mejores clasificadores estadísticas, pero
con una complejidad computacional mucho más baja.





Capítulo 6

Redes con funciones de base radial

6.1. Introducción

La otra gran clase de modelos de neuronas es la que utiliza funciones de base radial, las cuales
se utilizaron por primera vez para la solución de problemas de interpolación. En las redes con
funciones de base radial (del inglés Radial Basis Function Network (RBFN)), la activación de la
neurona, I(x), viene dada por el cuadrado de la distancia de Mahalanobis de x a un vector de
referencia, z, respecto de una matriz de ponderación Σ. El cuadrado de esta distancia se define
en la siguiente expresión [Bishop1995]:

I(x) = |x − z|2Σ = (x − z)TΣ−1(x − z) (6.1)

La función de activación más popular es de tipo exponencial y, en general, viene dada por:

g(I(x)) = exp
(
−I(x)

2

)
= exp

(
−(x − z)TΣ−1(x − z)

2

)
(6.2)

Salvo por un factor de escala, la expresión (6.2) es una gaussiana generalizada en un espacio
de n dimensiones, donde z es el vector de medias y Σ es la matriz de covarianza.

En las redes neuronales con funciones de base radial, la activación de cada neurona depende de
la distancia que separa el vector de entrada y un conjunto de vectores de referencia o prototipos.
Estas redes suelen estar formadas por dos capas: una primera compuesta por neuronas con
funciones de base radial y una de salida de neuronas lineales. La estructura de una red con
funciones de base radial es la que se representa en la figura 6.1.

La base teórica para el diseño de redes neuronales con funciones de base radial la proporciona
el teorema de la aproximación universal que probaron Hartman y otros [Hartman1990] para el
caso de funciones de base gaussianas en las que las varianzas son consideradas parámetros a
ajustar. Park y Sandberg [Park1991] demostraron que esta propiedad era extensible a redes con
funciones de activación integrables, acotadas y continuas para las que

∫
Rn g(z)dz �= 0, con la

misma σ > 0, y demostraron que la función realizada por la red se aproxima a la función deseada
para cualquier norma.

En un caso más general, los parámetros de las funciones de base, φ(r) = g(r), pueden ser
diferentes para las distintas neuronas. Cada neurona oculta puede tener su matriz de métrica
Σ diferente, y su valor puede ser determinado durante el entrenamiento. Es el caso de las redes

163



164 Capítulo 6. Redes con funciones de base radial

Figura 6.1: Esquema de una red con funciones de base radial.

de funciones de base radial generalizadas. En este caso, las matrices que caracterizan la métrica
tienen n(n + 3)/2 elementos diferentes. Pueden utilizarse matrices diagonales con todos los ele-
mentos de la diagonal iguales o distintos. En cualquier caso, los elementos de estas matrices son
parámetros que han de ajustarse durante el entrenamiento. En la práctica existe una relación
de compromiso entre el número de funciones base necesarias y el número de parámetros que
define cada una de esas funciones, de modo que pueden utilizarse menos funciones base con más
parámetros a ajustar o más funciones base con menos parámetros a ajustar.

En el diseño de redes neuronales con funciones de base radial, resulta conveniente la utilización
de funciones de activación con carácter localizado. Además, debido a las numerosas y útiles
propiedades analíticas de las funciones gaussianas, su utilización está muy extendida. En esta
tesis se utilizarán dichas funciones para la implementación de las RBFNs.

Debido al gran número de opciones para la implementación de RBFNs, y a su similitud con
las SVMs que se analizarán en la siguiente sección, en esta tesis se ha optado por entrenar las
RBFNs con funciones de tipo gaussiano, y con matrices de métrica iguales a una constante γ

multiplicada por la matriz identidad. El valor de γ ha sido variado en los experimentos, y se ha
seleccionado el mejor valor, haciendo uso del conjunto de validación.

Por último, la toma de decisión para este tipo de redes es equivalente a la utilizada en el caso
de los perceptrones multicapa. Esto es, se decide en función de qué salida es máxima.

6.2. Entrenamiento de las redes de funciones de base radial

El proceso de ajuste de los parámetros de la red de funciones de base radial se suele tratar
como un proceso típico de entrenamiento de redes neuronales [Musavi1992]. En muchas apli-
caciones, la primera capa, compuesta por las funciones de base radial, y la capa de salida, se
entrenan de forma separada. Sin embargo, también se han propuesto estrategias de entrenamiento
combinado de ambas capas [Poggio1990].

Normalmente, los centros de las funciones base y las matrices que caracterizan las métricas
a emplear se determinan en una primera etapa mediante técnicas no supervisadas utilizando los
vectores de entrada xk, k = 1, ..., N . Entre los algoritmos no supervisados para la determinación
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de los centros de las funciones base, pueden mencionarse los métodos de “clustering” no supervi-
sados [Moody1989], la cuantificación vectorial [Schwenker1994], pero destaca por su importancia
el algoritmo EM (“Expectation Maximization”) [Dempster1977], con el cual se obtiene una estima
de máxima verosimilitud de los parámetros buscados.

Una vez determinados sus parámetros, las funciones base se consideran fijas, por lo que el
problema de determinar los pesos de salida es equivalente al de la obtención de la función discri-
minante lineal generalizada. Evidentemente, es posible la utilización de funciones de activación
no lineales en las neuronas de la capa de salida y la definición de nuevas funciones de error,
pero en ese caso la determinación de los pesos de la capa de salida ya no es un problema lineal,
por lo que se requieren procesos de optimización no lineales que complican el proceso de entre-
namiento. Recientemente se han propuesto nuevas estrategias de entrenamiento de las redes de
funciones de base radial, que tratan de combinar entrenamiento supervisado y no supervisado
[Schwenker2001], o mejoran la eficiencia de alguna de las fases del entrenamiento [Lazaro2003].

Así, dado un conjunto de vectores de dimensión L, con N elementos xk = [xk1, ..., xkL]T ,
k = 1, ..., N , se desea encontrar una función que a cada elemento de este conjunto le asocie el
vector de salidas deseadas correspondiente, dk = [dk1, ..., dkM ]T , k = 1, ..., N . La técnica basada
en funciones de base radial utiliza un conjunto de W funciones, W ≤ N llamadas funciones de
base radial, donde cada una de las cuales es función de la distancia de Mahalanobis del patrón
de entrada a un patrón zi, característico de la función de base radial. Así, cada función de base
radial i, i = 1, ..., W , queda totalmente definida por el vector zi, considerado el centro de la
función de base radial, y por la matriz Σi, que marca la forma de la función.

Para cada componente del conjunto de entrenamiento, la i-ésima salida de la red neuronal,
yj(xk), j = 1, ..., M , k = 1, ..., N , se obtiene como una combinación lineal de las funciones base:

yj(xk) =
W∑
i=1

wijg(|xk − zi|2Σi
) + bj (6.3)

Donde wij es el valor del peso que conecta la función de base i con la salida j. El cálculo de
los pesos y de las bias se realiza minimizando el error cuadrático medio.

E =
1
2

M∑
j=1

N∑
k=1

(yj(xk) − dkj)
2 =

1
2

M∑
j=1

N∑
k=1

(
W∑
i=1

wijg(|xk − zi|2Σi
) + bj − dkj

)2

(6.4)

El cálculo de los pesos y bias óptimos se realiza calculando la derivada parcial de la ecuación
(6.4), e igualando a cero. Así, las ecuaciones resultantes formarán un sistema de M(W + 1)
ecuaciones, y serán de la forma:

∂E

∂wvu
=

N∑
k=1

(
W∑
i=1

wvig(|xk − zi|2Σi
) + bv − dkv

)
g(|xk − zu|2Σi

) = 0 (6.5)

∂E

∂bv
=

N∑
k=1

(
W∑
i=1

wvig(|xk − zi|2Σi
) + bv − dkv

)
= 0 (6.6)

Analizando las ecuaciones, se observa que los pesos y la bias asociados a una de las salidas
no dependen de los asociados al resto de salidas. Se podrá, por tanto, resolver M sistemas de
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W + 1 ecuaciones, uno para cada clase, para encontrar los pesos de cada una de las salidas. Si
se utiliza entrenamiento no supervisado para determinar los parámetros de las funciones de base
radial, entonces lo que se está haciendo al minimizar la ecuación (6.4) es equivalente a calcular
M RBFNs independientes, cada una de las cuales se entrena para obtener las salidas deseadas
correspondientes a esa clase. En el caso particular en el que las salidas deseadas son nulas cuando
el patrón no pertenece a la clase y uno cuando sí pertenece, esta estrategia es conocida como
uno-contra-todos, o en inglés one-against-all , y se demuestra que es totalmente equivalente
a tratar de minimizar la suma de las funciones de error de cada clase.

Despejando bv de la ecuación (6.6), se obtiene (6.7).

bv =
1
N

U1,N

(
dv − ΦT · wv

)
(6.7)

Así, sustituyendo (6.7) en (6.5), se obtiene un sistema de ecuaciones para calcular los pesos
de la clase v se podrá describirse matricialmente como sigue:

Φ ·
(
IN − 1

N
UN,N

)
· ΦT · w[v] = Φ ·

(
IN − 1

N
UN,N

)
· d[v] (6.8)

donde Φ es una matriz con W filas y N columnas, de modo que Φ[u, k] = g(|xk − zu|2Σu
),

UM,N es la matriz unidad de dimensión MxN , IN es la matriz identidad de dimensión NxN ,
wv es un vector columna con los W pesos correspondientes a la salida v de la red, y dv es un
vector columna con las N salidas deseadas de los patrones del conjunto de entrenamiento.

Cuando el número de funciones base, W , es menor que el número de vectores de entrada
disponibles N , los centros, zw, w = 1, ..., W de las funciones de base se determinan durante el
proceso de entrenamiento, no teniendo por qué coincidir con vectores de entrada. Es habitual
el uso de algoritmos de “clustering” para el cálculo de las funciones base, que representen de
manera más apropiada la distribución de los datos disponibles. Esta modificación debe tomarse
con cautela, pues en el caso de problemas de clasificación muy complejos y atendiendo al teorema
de Cover sobre la separabilidad de patrones [Cover1965], al aplicar una transformación no lineal
del espacio de entrada a un espacio oculto de una dimensión elevada, en este espacio oculto es
mucho más probable que el problema de clasificación sea linealmente separable que en el espacio
de dimensión menor. Pero en muchos casos el uso de la transformación no lineal puede dar
lugar a patrones linealmente separables sin necesidad de incrementar la dimensión del problema,
característica deseable para minimizar el coste computacional asociado.

6.3. Coste computacional de las redes con funciones de base ra-
dial

El número de operaciones necesarias para implementar una red con funciones de base radial
es, en cierto modo, de similares características al de los perceptrones multicapa. Dependerá del
número de elementos en la capa oculta, de la dimensión del problema de entrada y del número
de clases, pero no del tamaño del conjunto de entrenamiento.

Consideramos una RBFN con sus dos capas, L entradas en la primera capa, W funciones
base en la capa oculta y M salidas, una por cada clase. Consideraremos además que la matriz de
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métrica empleada es idéntica para todas las funciones base, e igual a una constante γ multiplicada
por la matriz identidad.

Así, para obtener las W salidas de las funciones base de la primera capa es necesario calcular
la distancia euclídea del patrón de entrada de los patrones centros de las W funciones base, lo
que supone realizar W (3L−1) operaciones. Tras esto, es necesario aplicar la constante γ, para lo
que se necesitan W productos, y calcular W exponenciales, que consideraremos como operaciones
unitarias. Tras esto, es necesario aplicar los pesos de la segunda capa, lo que supondrá calcular
WM productos adicionales y WM sumas. Por último, es necesario calcular cual de las M salidas
es máxima, para lo que se requieren M − 1 comparaciones.

Así, el número total de operaciones de una red neuronal de funciones de base radial, con
métrica euclídea y funciones base idénticas y esféricas, se puede describir por la ecuación (6.9).

Nop = W (3L + 2M + 1) + M − 1 (6.9)

Este número de operaciones es ligeramente superior (en un factor de aproximadamente 3/2)
al de un perceptrón multicapa con un número equivalente de neuronas ocultas.

6.4. Experimentación realizada con RBFN para la clasificación
de señales HRR

Se han implementado redes neuronales con funciones de base radial para la clasificación de
blancos radar utilizando señales HRR. Las redes implementadas han estado formadas por dos
capas: una capa oculta de funciones de base radial, y una capa de salida con neuronas lineales. El
número de entradas de las RBFNs diseñadas es L = 53, coincidiendo con el número de muestras
a utilizar para la clasificación. Y el número de salidas es M = 6, coincidiendo con el número
de clases disponibles. El vector de salida deseada para un patrón de la clase c se construye de
modo que se asigna un uno a la salida cuyo índice coincida con la clase y un cero al resto de
salidas. De cara a estudiar la influencia del tamaño de la red en el resultado, se ha variado el
número de funciones base, de forma acorde al tamaño del conjunto de entrenamiento. Así, se
han seleccionado desde W = 1

15N hasta W = 10
15N en pasos de 1

15N , donde N es el tamaño del
conjunto de entrenamiento. Así, para el conjunto de menor tamaño (N = 60) se han seleccionado
desde 4 hasta 40 funciones base, en pasos de 4, y para el conjunto de mayor tamaño (N = 1920)
se han seleccionado desde 128 hasta 1280 funciones base, en pasos de 128.

Las RBFNs han sido entrenadas siguiendo el siguiente proceso:

Primero, las funciones base son inicializadas aleatoriamente haciendo uso del algoritmo
k-means.

Posteriormente, los valores de los parámetros de las funciones base son refinadas haciendo
uso del algoritmo EM.

Una vez los vectores de medias de las funciones base han sido seleccionados, se ajustan las
matrices de métrica. Para ello se ha considerado que dichas matrices son diagonales, iguales
la matriz identidad multiplicada por una constante γ. El valor de la constante ha sido un
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parámetro del experimento, y se ha seleccionado aquel que aportaba un menor error sobre
el conjunto de validación.

Los pesos de la capa lineal de salida son ajustados haciendo uso de las ecuaciones (6.7) y
(6.8).

Además, para reducir el efecto de los mínimos locales de la superficie de error a minimizar,
cada entrenamiento se ha repetido 20 veces reiniciando cada vez el algoritmo. El conjunto de
validación ha sido utilizado en cada caso para obtener la mejor red, en términos de error medio
de clasificación en primer lugar y de error cuadrático medio en segundo lugar.

La figura 6.2 muestra los errores de clasificación en porcentaje, obtenidos usando una red
neuronal de funciones de base radial con el algoritmo descrito. En rojo y línea continua se
muestra el error medio cometido por las distintas redes, en rojo y línea discontinua se muestra
la zona a menos de una desviación típica de la media, en negro con puntos se muestra el error
cometido por el método kNN, y en azul el cometido por la red seleccionada usando el conjunto
de validación. Se puede comprobar de los resultados obtenidos que la validación está siendo
adecuada, ya que en todos los casos el error cometido en media por las distintas redes es mayor
que el de la red seleccionada por validación.

Las tablas 6.1, 6.2, y 6.3 muestran los resultados obtenidos por las redes seleccionadas usando
el conjunto de validación. Se observa el error de clasificación obtenido, el número de neuronas,
y el coste computacional medido en operaciones sencillas, respectivamente. Se observa que la
reducción de la tasa de error, comparada con la obtenida con el método kNN, es bastante uni-
forme, logrando reducir el error tanto en los conjuntos pequeños como en los grandes, así como
con las SNR altas y las bajas.

Respecto al número de neuronas con el que se obtiene el mejor error de validación, éste tiene
tendencia a ser elevado, y aumenta conforme lo hace el tamaño del conjunto de entrenamiento.
Así, el coste computacional asociado al empleo de redes neuronales con funciones de base radial
al seleccionar el tamaño de la red con el conjunto de validación es considerablemente más elevado
que en el caso de los perceptrones multicapa, sobre todo para los conjuntos de entrenamiento de
mayor tamaño.

Si comparamos dicho coste computacional con el conseguido con la mejor implementación del
algoritmo kNN (ver sección 4.2), observamos que el coste computacional asociado es del mismo
orden de magnitud.

Respecto a la sensibilidad con el entrenamiento, observamos que la región a menos de una
desviación típica de la media de los resultados (región comprendida entre las curvas de puntos)
es considerablemente estrecha, lo que indica que no existe una gran variabilidad en el resultado
obtenido para las distintas redes entrenadas.

6.5. Conclusiones

De los resultados obtenidos pueden extraerse las siguientes conclusiones:

Los resultados obtenidos en cuanto a tasa de error superan a los obtenidos utilizando
perceptrones multicapa, aunque son comparables a los obtenidos con los perceptrones al
entrenarlos con los conjuntos de entrenamiento sintéticamente agrandados.
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Figura 6.2: Error de clasificación ( %) obtenido usando una red neuronal con funciones de base
radial. En rojo y línea continua se muestra el error medio cometido por las distintas redes, en
rojo y línea discontinua se muestra la zona a menos de una desviación típica de la media.
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Tabla 6.1: Error en la clasificación ( %) usando una red neuronal de funciones de base radial. El
número de neuronas se ha seleccionado usando el conjunto de validación en cada caso.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 60.88 32.40 19.59 16.61 14.09 14.50 13.33 15.91
N=120 58.95 30.18 16.84 13.63 9.94 11.70 10.76 10.12
N=240 50.41 24.21 12.98 10.53 7.72 8.65 7.31 8.07
N=480 47.08 20.99 10.18 6.26 5.73 5.03 4.68 5.38
N=960 40.99 14.97 8.25 5.20 4.80 4.62 3.33 3.45
N=1920 39.01 15.32 6.84 3.27 3.04 2.34 2.98 2.69

Tabla 6.2: Número de neuronas seleccionado para la red neuronal de funciones de base radial,
con menor error sobre el conjunto de validación.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 20 40 40 36 28 40 36 32
N=120 24 32 48 40 56 48 72 64
N=240 64 64 160 48 80 144 80 80
N=480 64 320 128 128 224 192 128 192
N=960 192 640 384 192 192 320 320 192
N=1920 768 1152 640 512 640 640 640 640

Tabla 6.3: Número de operaciones simples para la red neuronal de funciones de base radial, con
menor error sobre el conjunto de validación.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 3445 6885 6885 6197 4821 6885 6197 5509
N=120 4133 5509 8261 6885 9637 8261 12389 11013
N=240 11013 11013 27525 8261 13765 24773 13765 13765
N=480 11013 55045 22021 22021 38533 33029 22021 33029
N=960 33029 110085 66053 33029 33029 55045 55045 33029
N=1920 132101 198149 110085 88069 110085 110085 110085 110085
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Los resultados en cuanto a coste computacional son muy inferiores a los obtenidos con los
perceptrones multicapa. Es decir, los resultados ligeramente superiores en cuanto a tasa de
error se obtienen con redes mucho más complejas.

Los resultados en cuanto a tasa de error llegan a aproximar muy bien los mejores resultados
obtenidos con los mejores métodos estadísticos.

La variabilidad de los resultados con distintos entrenamientos es pequeña, menor que en el
caso de los perceptrones multicapa.

6.6. Resumen de contribuciones

Las principales contribuciones incluidas en este capítulo son las siguientes:

Se ha realizado un estudio del entrenamiento de funciones de base radial con validación, en
cuanto a tasa de error de clasificación, y en cuanto a coste computacional. Se ha considerado
matrices de suavizado iguales a una constante por la matriz identidad, y se ha seleccionado
el valor de la constante que mimimiza el error sobre el conjunto de validación. De los
resultados obtenidos en este punto y el anterior, se ha obtenido la publicación [GilPita2003].

Se ha comparado estos resultados con los obtenidos con los perceptrones multicapa, con-
cluyéndose que las redes de funciones de base radial mejoran a los perceptrones en cuanto
a tasa de error, pero con un coste computacional mucho mayor.

Se ha razonado la equivalencia entre el uso de una red de funciones de base radial con
múltiples salidas, y el uso de varias redes de funciones de base radial (una por cada clase),
si se cumple que el entrenamiento de la capa de funciones de base radial se realiza con
métodos no supervisados.





Capítulo 7

Máquinas de vectores soporte

7.1. Introducción

Las máquinas de vectores soporte (del inglés Support Vector Machine (SVM)) son redes con la
misma estructura que las RBFNs, en cuyo entrenamiento se imponen ciertas ciertas restricciones
a la función objetivo a minimizar. En el caso de las SVMs, las funciones base son escogidas de
entre los patrones del conjunto de entrenamiento y habitualmente la función de error incluye
un término de regularización (que también puede estar presente en el caso de las RBFN). Los
patrones del conjunto de entrenamiento seleccionados para ser los centros de las funciones de
base radial son denominados “vectores soporte”. La teoría de las máquinas de vectores soporte se
debe a Vladimir Vapnik, pudiéndose encontrar una excelente referencia en [Vapnik1998].

El modelo SVM tal y como se entiende actualmente, fue presentado en la conferencia COLT
del año 92 por el mismo Vapnik, Boser y Guyon [Boser1992]. A partir de ese momento, el
interés por este modelo de aprendizaje no ha dejado de crecer. Como consecuencia, tanto su
desarrollo teórico (introduciendo conexiones con otros modelos de aprendizaje), como el campo
de las aplicaciones reales, han experimentado un avance muy importante, hasta el punto de que
hoy día, las SVMs constituyen un referente muy importante en la disciplina del aprendizaje
automático y de la clasificación de patrones.

Las SVMs tratan de separar los elementos del conjunto de entrenamiento de un problema
binario mediante un hiperplano. Para facilitar la separabilidad lineal, los datos de entrada se
transforman a un espacio de otra dimensión, donde se supone que podrán ser separados lineal-
mente con menor error. El algoritmo de aprendizaje tiene que resolver un problema de progra-
mación cuadrática para devolver la solución que separa con un margen máximo el conjunto de
ejemplos positivos del conjunto de ejemplos negativos. El margen se define como la distancia del
hiperplano a los ejemplos positivos y negativos más próximos a él.

Las propiedades básicas de las SVMs son las siguientes:

Inducen un hiperplano lineal en el espacio de entrada, por lo que pertenecen a la familia
de los métodos denominados “linear learning machines”.

El aprendizaje no lineal con SVMs se consigue mediante el uso de las denominadas funciones
kernel, que permiten transformar el espacio de entrada o atributos en un espacio de trabajo

173
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de dimensión mayor. Por esta razón, las SVMs se pueden considerar como un caso particular
de los denominados métodos kernel.

Entre todos los posibles hiperplanos separadores, las SVMs eligen el de margen máximo.
Este sesgo inductivo de aprendizaje, que complementa el habitual de minimizar el error en el
conjunto de aprendizaje, contribuye a minimizar el riesgo de sobreaprendizaje. Esto permite
trabajar a las SVMs en espacios de dimensión muy elevada con garantías de robustez.

El aprendizaje de las SVMs se representa como un problema de optimización con restriccio-
nes, que se puede resolver utilizando técnicas de programación cuadrática. La convexidad
garantiza una solución única (esto supone una gran ventaja con respecto al modelo general
de redes neuronales).

7.2. Entrenamiento de las SVMS

Si bien existe una formulación clásica del entrenamiento de las SVMS, en este apartado se
va a tratar de llegar a una solución expresable matemáticamente, además de tratar de conectar
las máquinas de vectores soporte con las redes de funciones de base radial, con las que comparte
estructura.

El desarrollo clásico de las SVMs para clasificación está basado en la resolución de un pro-
blema binario en el que se supone que las salidas deseadas dk valen +1 y −1, y que inicialmente
el número de funciones base coincide con el número de patrones del conjunto de entrenamiento.

Así, dado un conjunto de vectores de dimensión L, con N elementos xk = [xk1, ..., xkL]T ,
k = 1, ..., N , se desea encontrar una función que a cada elemento de este conjunto le asocie la
salida deseada correspondiente, dk, k = 1, ..., N . La técnica basada en las máquinas de vectores
soporte utiliza, en principio, un conjunto de N funciones, donde cada una de las cuales es función
de la distancia del patrón de entrada a un patrón del conjunto de entrenamiento xk. Así, cada
función base queda totalmente definida por el vector xk, considerado el centro de la función de
base radial, y por la forma de la función aplicada a cada término. En este caso, la decisión a
tomar para el k-ésimo patrón del conjunto de entrenamiento vendrá dada por el signo obtenido
por la ecuación (7.1).

yk =
W∑

j=1

wjΦ[j, k] + b (7.1)

donde Φ[j, k] = g(|xk−xj |2Σ), Φ[j, k] = Φ[k, j], es la función base j aplicada al vector k-ésimo
del conjunto de entrenamiento, la cual es función de la distancia entre los patrones j y k del
conjunto de entrenamiento. La función de error que minimiza la máquina de vectores soporte, y
que se utiliza para calcular los pesos, se puede demostrar que es la descrita en la ecuación (7.2).

E =
1
2

N∑
k=1

wk(yk − 2dk + b) (7.2)

sujeto a

0 ≤ wkdk ≤ C (7.3)
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Donde C es un parámetro libre, debido a la no separabilidad de los datos. Desarrollando la
ecuación (7.2) se obtiene que la minimización de la expresión es equivalente a minimizar

E =
1
2

N∑
k=1

wk


 N∑

j=1

wjΦ[j, k] + 2b


−

N∑
k=1

wkdk (7.4)

o lo que es lo mismo,

E =
1
2

N∑
k=1

N∑
j=1

wkwjΦ[j, k] −
N∑

k=1

wk(dk − b) (7.5)

sujeto a la restricción (7.3). Sustituyendo wj por djαj , se obtiene la minimización de la
ecuación (7.6),

E =
1
2

N∑
k=1

N∑
j=1

αkαjdkdjΦ[j, k] −
N∑

k=1

αk (7.6)

sujeto a (7.3) y a

N∑
k=1

αkdk = 0 (7.7)

que es la forma más conocida de la función de coste de una SVM no separable [Vapnik1998].
Debemos darnos cuenta de que

∑N
k=1 αkd

2
k =

∑N
k=1 αk, si dk = ±1. Además, la restricción

impuesta por la expresión (7.7), permite asegurar la equivalencia entre las funciones de error
planteadas.

Una vez establecida la equivalencia entre la función de error expresada en la ecuación (7.4),
y la función de error normalmente utilizada con SVMs, es posible derivar una estrategia de
aprendizaje alternativa, que permite una fácil implementación con un paquete matemático (por
ejemplo, MATLAB), además de permitir obtener directamente los pesos de la red en el mismo
formato que el requerido por las redes de funciones de base radial, lo que permite aprovechar la
estructura ya implementada de dichas redes.

Para el cálculo de los pesos y de la bias que minimizan esta ecuación, se procederá a la
igualación a cero de las derivadas parciales de la ecuación (7.4) respecto a cada uno de los
parámetros. Para ello previamente se deben descomponer los dos sumatorios anidados en términos
más simples.

E =
1
2
w2

i Φ[i, i] + wi

N∑
j �=i

wjΦ[j, i] +
1
2

N∑
k �=i

wk

N∑
j �=i

wjΦ[j, k] −
N∑

k=1

wk (dk − b) (7.8)

El cálculo de la derivada de (7.8) respecto a wi y respecto a b da lugar a las ecuaciones (7.9)
y (7.10):

∂E

∂wi
=

N∑
j=1

wjΦ[j, i] + b − di = 0 (7.9)
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∂E

∂b
=

1
2

N∑
j=1

wj = 0 (7.10)

Estas ecuaciones son equivalentes a las que habría que plantear para minimizar (7.6) con las
restricciones impuestas, utilizando técnicas de optimización como los multiplicadores de Lagran-
ge. Matricialmente, los sistemas de ecuaciones se pueden expresar de la siguiente forma:

w = Φ−1 (d − UN,1b) (7.11)

U1,N · w = 0 (7.12)

donde UN,M representa la matriz unidad con N filas y M columnas. Sustituyendo (7.11) en
(7.12) se obtiene el valor de la bias.

b =
U1,NΦ−1d

U1,NΦ−1UN,1
(7.13)

Una conclusión de este resultado es que si calculamos la salida de la SVM para los patrones
del conjunto de entrenamiento haciendo uso de los pesos calculados con la ecuación (7.11), se
obtiene directamente que la salida deseada y la salida real coinciden. Esto es, los pesos calculados
logran que la diferencia entre la salida real y la salida deseada sea cero. Así, sustituyendo este
resultado en la ecuación (7.2) se obtiene:

Emin =
−1
2

N∑
k=1

w[k]dk (7.14)

Micchelli [Micchelli1986] demostró que para una amplia diversidad de funciones base, si los
N vectores disponibles son distintos entre sí, la matriz de interpolación Φ es no singular. De
entre las funciones base que cumplen este teorema, las que tienen más interés son [Haykin1999]:

Φ[j, k] = (|xj − xk|2 + γ2)
1
2 (7.15)

Φ[j, k] =
1

(|xj − xk|2 + γ2)
1
2

(7.16)

Φ[j, k] = exp
(−γ|xj − xk|2

)
(7.17)

En todos los casos, existe un parámetro libre, γ > 0, que debe ser ajustado, y que controla
el suavizado de las funciones base. Los dos últimos tipos de funciones tienen carácter localizado
y en ambos casos Φ es definida positiva. En esta tesis nos centraremos en el uso de SVMs con la
última función, que es la misma función gaussiana implementada en el caso de las RBFNs.

Respecto a las condiciones impuestas en la ecuación (7.3), marcan límites a los posibles valores
de los pesos de la red. No se deben permitir valores de los pesos fuera de los márgenes, por lo
que se hace necesaria la implementación iterativa del método, fijando al valor que corresponda
los valores de los pesos que no se encuentren en los márgenes establecidos. Esto reduce el número
de vectores soportes a aquellos en los que el peso es distinto de cero, reduciendo la complejidad
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computacional. Este tipo de límites son conocidos como “algoritmos de poda”, ya que tratan de
eliminar las neuronas que influyen de manera anómala en el resultado. Si evaluamos la condición
(7.3), se observa que no se permite que dos vectores de la misma clase influyan de manera
negativa, ni que dos patrones de distintas clases influyan de manera positiva.

Respecto a los dos parámetros libres (C y γ), se suele optar por seleccionarlos haciendo uso
del conjunto de validación [Ratsch2001].

7.2.1. Extensión a múltiples clases

Para la implementación de una SVM multiclase, es habitual el uso de la estrategia uno-contra-
todos, aunque existen diversos artículos que presentan alternativas [Hsu2002]. La estrategia uno-
contra-todos plantea la implementación de una SVM para cada una de las clases, tratando de
decidir entre la clase y el resto, optando después por la clase cuya SVM obtenga una mayor
salida. En esta tesis se demuestra que el uso de la estrategia uno-contra-todos es equivalente a
la minimización global de la suma de las funciones de error para cada clase, siendo ésta la razón
por la que dicha estrategia tiende a presentar buenos resultados.

Sea Ej(wj , bj), j = 1, . . . , M , la función de error a minimizar para la clase j, y sea wj y bj los
pesos de la red para la clase j. Si la red no tiene distintos pesos asignados a la toma de decisión
de las distintas clases, entonces la minimización de la función de error descrita en la ecuación
(7.18) es equivalente a la minimización de cada una de las funciones de error por separado.

E =
M∑

j=1

Ej(wj , bj) (7.18)

Esto es debido a que las derivadas parciales respecto a cada uno de los pesos sólo involucran
a la función de error correspondiente a la salida de dicho peso. Así pues, se considera una SVM
multiclase donde la salida k-ésima se puede representar con la ecuación (7.19).

yk(xj) =
W∑
i=1

wijΦ[i, k] + bj (7.19)

la estrategia uno-contra-todos es equivalente a la minimización de la función de error

E =
1
2

M∑
j=1

N∑
k=1

wkj(yj(xk) − 2dkj + bj) (7.20)

sujeto a

0 ≤ wkjdkj ≤ C (7.21)

La resolución del problema descrito se puede realizar de manera totalmente independiente
para cada una de las clases.

Las SVMs pueden además utilizarse con cualquer tipo de función de coste, por ejemplo,
de suma de errores al cuadrado. Así las SVMs de mínimos cuadrados (del ingles Least Squares
Support Vector Machines, (LSSVM)) calculan los pesos óptimos de la red minimizando la función
de coste descrita en la ecuación (7.22).
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E =
1
2

M∑
j=1

N∑
k=1

βw2
kj + (yj(xk) − dkj)2 (7.22)

El primer término es un término de regularización, controlado por el valor del parámetro
libre β. El segundo término se corresponde con la suma de los errores al cuadrado. De nuevo,
el problema puede ser separado en M problemas independientes, los cuales pueden ser resueltos
mediante las siguientes ecuaciones:

bv =
1
N

U1,N

(
dv − ΦT · wv

)
(7.23)

(
Φ ·
(
IN − 1

N
UN,N

)
· ΦT + βIN

)
· wv = Φ ·

(
IN − 1

N
UN,N

)
· dv (7.24)

Para el caso particular de β = 0, es decir, sin término añadido de regularización, el sistema
puede ser simplificado, quedando:

(
IN − 1

N
UN,N

)
· Φ · wv =

(
IN − 1

N
UN,N

)
· dv (7.25)

En este caso particular, la matriz
(
IN − N−1UN,N

)
no es invertible, siendo una matriz de

rango N−1. Esto es, existen infinitas soluciones al problema, y es necesario imponer una condición
adicional al problema para su resolución.

Este hecho es debido a que se le impone a un hiperplano que presenta N + 1 grados de
libertad un total de N condiciones, relacionadas con la posición de cada uno de los puntos. Así,
el problema es totalmente separable, y se logran infinitas soluciones que entregan un error igual
a 0.

Así pues, si se sustituye una de las ecuaciones del sistema por la condición expresada en
(7.10), se forzará a que la suma de los pesos valga cero, y la solución encontrada será idéntica a
la hallada al minimizar la función de error descrita en (7.2). Esto es, la minimización del error
definido en (7.2) es equivalente a la minimización del error cuadrático medio, con la imposición
de que la suma de los pesos sea igual a cero.

Para otro valor de β distinto de cero, la solución encontrada será distinta, en tanto la matriz
a invertir se convierte en una matriz de rango N , y, por tanto, invertible.

7.2.2. Coste computacional asociado a las SVMs

El número de operaciones simples de la SVM multiclase es idéntico al de una RBFN, cambian-
do el número de funciones base por el número de vectores soporte. Así, dicho coste computacional
podrá ser calculado mediante (7.26).

Nop = W (3L + 2M + 1) + M − 1 (7.26)

donde L es la dimensión del vector de entrada, M es el número de clases, y W representa el
número de vectores soporte utilizados.
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7.2.3. SVMs para la clasificación de señales HRR

Se han entrenado SVMs siguiendo dos estrategias distintas, descritas en los apartados an-
teriores. El valor de la constante C ha demostrado no ser de utilidad para los experimentos
realizados, obteniendo los mejores resultados cuando C tiende a infinito. El valor de γ, la cons-
tante de suavizado de las funciones base gaussianas, ha sido un parámetro del experimento, se
ha hecho un barrido y se ha seleccionado el valor que ofrecía un menor error sobre el conjunto
de validación.

Para realizar una comparativa de los distintos métodos evaluados, se han realizado los si-
guientes experimentos:

Se han entrenado SVMs para minimizar la función de error descrita en la ecuación (7.2),
utilizando la librería LIBSVM [LIBSVM]. El algoritmo implementado ha reducido el nú-
mero de vectores soporte haciendo uso de la regla descrita en (7.3).

Se han entrenado SVMs para minimizar la función de error descrita en la ecuación (7.2),
pero sin ningún tipo de algoritmo de poda. Esto es, se ha ignorado la condición (7.3),
permitiendo que el número de vectores soporte coincida siempre con el número de patrones
del conjunto de entrenamiento

Se han implementado LSSVMS, tratando de minimizar la ecuación (7.22), con β = 0. Para
calcular el valor de los pesos, se ha utilizado el método de descenso del gradiente.

Se han implementado LSSVMS, tratando de minimizar la ecuación (7.22), con β = 0,1.
Para calcular el valor de los pesos, se ha utilizado el método de descenso del gradiente.

La figura 7.1 muestra los errores de clasificación en porcentaje, obtenidos usando las diferen-
tes máquinas soporte tratadas en la tesis. Se comprueba que el algoritmo de poda encargado de
aplicar la condición (7.3) y de reducir el número de vectores soporte, aumenta el error de clasifi-
cación. Por otra parte, los resultados obtenidos con las diferentes funciones de coste planteadas
no difieren en gran medida, excepto para el caso de LSSVMs con β = 0,1, que empeora de forma
cuantitativa.

Las tablas 7.1, 7.2, y 7.3 muestran los resultados obtenidos con las máquinas seleccionadas
usando el conjunto de validación. Se muestra el error de clasificación, el número de vectores
soporte y el coste computacional medido en operaciones sencillas, respectivamente. Se observa que
la reducción es bastante uniforme, logrando reducir el error tanto en los conjuntos pequeños como
en los grandes, así como con las SNR altas y las bajas. La reducción obtenida sólo es comparable
al empleo del método kNN con distancia euclídea deslizante, y un valor de d considerablemente
elevado.

Respecto al número de vectores soporte con el que se obtiene el mejor error de validación, éste
tiene tendencia a ser elevado, y aumenta conforme lo hace el tamaño del conjunto de entrena-
miento. La relación W/N , siendo W el número de vectores soporte, y N el tamaño del conjunto
de entrenamiento, es mayor para los conjuntos de entrenamiento menores, donde prácticamente
coinciden ambos valores, y menor para los conjuntos mayores, llegando a valer W menos de la
mitad de N . Así, el coste computacional asociado al empleo de máquinas de vectores soporte es
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Figura 7.1: Error de clasificación ( %) obtenido usando máquinas de vectores soporte.
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Tabla 7.1: Error en la clasificación ( %) usando SVMs estándar.
SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 60.47 30.58 21.11 16.73 13.45 12.28 11.64 12.81
N=120 55.44 27.19 14.21 12.46 11.05 10.06 9.53 9.88
N=240 48.07 22.87 11.40 8.95 8.07 7.02 7.66 8.19
N=480 43.22 19.30 9.88 5.20 5.15 4.50 5.15 4.44
N=960 39.06 14.97 6.78 3.63 3.74 5.38 4.21 4.09
N=1920 37.49 14.09 5.44 2.46 3.39 2.16 1.99 1.64

Tabla 7.2: Número de vectores soporte seleccionados para las SVMs, con menor error sobre el
conjunto de validación.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 60 60 60 60 60 60 60 60
N=120 120 116 120 117 118 119 118 113
N=240 240 239 239 218 212 211 174 172
N=480 480 471 450 410 351 324 303 435
N=960 959 904 914 723 443 322 355 342
N=1920 1916 1639 1291 1622 566 791 780 667

Tabla 7.3: Número de operaciones simples para las SVMs, con menor error sobre el conjunto de
validación.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 10325 10325 10325 10325 10325 10325 10325 10325
N=120 20645 19957 20645 20129 20301 20473 20301 19441
N=240 41285 41113 41113 37501 36469 36297 29933 29589
N=480 82565 81017 77405 70525 60377 55733 52121 74825
N=960 164953 155493 157213 124361 76201 55389 61065 58829
N=1920 329557 281913 222057 278989 97357 136057 134165 114729
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Tabla 7.4: Error en la clasificación ( %) usando SVMs estándar sin poda.
SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 61.05 29.77 21.64 16.37 12.81 12.11 11.52 12.46
N=120 54.56 26.02 14.97 12.34 10.99 9.42 9.12 9.82
N=240 49.24 22.16 12.05 8.54 8.01 7.37 7.19 7.84
N=480 44.15 19.36 9.77 5.38 4.97 3.92 3.68 4.15
N=960 39.12 14.62 7.31 3.80 2.98 2.51 2.11 2.22
N=1920 38.01 13.98 5.20 2.46 2.22 1.99 1.52 1.58

Tabla 7.5: Número de vectores soporte seleccionados para las SVMs sin poda, con menor error
sobre el conjunto de validación.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 60 60 60 60 60 60 60 60
N=120 120 120 120 120 120 120 120 120
N=240 240 240 240 240 240 240 240 240
N=480 480 480 480 480 480 480 480 480
N=960 960 960 960 960 960 960 960 960
N=1920 1920 1920 1920 1920 1920 1920 1920 1920

Tabla 7.6: Número de operaciones simples para las SVMs sin poda, con menor error sobre el
conjunto de validación.

SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 10325 10325 10325 10325 10325 10325 10325 10325
N=120 20645 20645 20645 20645 20645 20645 20645 20645
N=240 41285 41285 41285 41285 41285 41285 41285 41285
N=480 82565 82565 82565 82565 82565 82565 82565 82565
N=960 165125 165125 165125 165125 165125 165125 165125 165125
N=1920 330245 330245 330245 330245 330245 330245 330245 330245
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Tabla 7.7: Error en la clasificación ( %) usando LSSVMs con β = 0.
SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 61.58 29.47 20.99 15.96 12.40 12.46 11.58 12.51
N=120 55.44 25.85 15.67 12.69 10.41 9.36 8.83 9.47
N=240 49.53 22.46 11.46 9.12 7.78 6.84 7.08 7.89
N=480 44.21 18.65 9.42 5.79 5.03 3.86 3.98 4.09
N=960 39.47 14.68 7.43 3.45 3.10 2.69 2.28 2.40
N=1920 37.54 13.51 5.56 2.51 2.05 2.16 1.93 1.75

Tabla 7.8: Error en la clasificación ( %) usando LSSVMs con β = 0,1.
SNR 15 dB 20 dB 25 dB 30 dB 35 dB 40 dB 45 dB 50 dB
N=60 62.16 30.47 20.70 16.43 13.10 12.57 11.52 13.33
N=120 54.68 25.38 14.15 11.58 10.06 8.95 9.06 9.65
N=240 49.18 22.63 11.05 9.42 7.54 6.67 7.13 7.72
N=480 44.74 19.71 9.82 6.84 5.79 4.21 4.56 4.62
N=960 40.47 17.25 8.48 4.68 4.15 4.39 2.98 3.39
N=1920 40.12 16.43 6.90 3.98 3.27 3.63 2.81 2.46

bastante similar al coste computacional de las RBFNs, y varios órdenes de magnitud mayor que
el asociado a los perceptrones multicapa.

Por otro lado, las tablas 7.4, 7.5, y 7.6 muestran los mismo resultados, pero para el caso 2,
en el que no se ha realizado ningún tipo de poda, ni se ha considerado el límite al valor de los
pesos, impuesto por la ecuación (7.3), Se observa que, asociado al algoritmo de poda, habitual en
el uso de SVMs, hay un ligero empeoramiento de los resultados. Dicho empeoramiento es mayor
en aquellos casos en los que la poda ha sido más acusada (conjuntos de entrenamiento mayores).

El coste computacional, por otro lado, se ve incrementado por la falta de utilización de
algoritmos de poda, al tener que disponer del mismo número de vectores soporte que de patrones
de entrenamiento.

Por último, las tablas 7.7 y 7.8 muestran el error en el caso de utilizar la función de error
descrita en (7.22), es decir, la suma del cuadrado de los errores con regularización. La primera
tabla representa los resultados obtenidos con β = 0, es decir, sin regularización, y la segunda
tabla los resultados obtenidos con β = 0,1. Se observa que los resultados obtenidos con las
LSSVMs sin regularización son totalmente comparables con los obtenidos con la función de coste
habitual, pero sin poda. Al introducir el término de regularización, hay un aumento de las tasas
de error, sobre todo en los conjuntos mayores.

De estos resultados se desprende que los bajos errores obtenidos por las máquinas de vectores
soporte no son consecuencia de la función de coste a minimizar (de entre las consideradas), ni de
la elección de los vectores soporte, sino del empleo de una RBF donde los centros de las funciones
base son los patrones del conjunto de entrenamiento.
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7.3. Resumen de contribuciones

En el presente capítulo de la tesis caben destacar las siguientes aportaciones:

Se ha realizado un estudio teórico de las SVM, obteniendo que la aplicación de la estrategia
uno-contra-todos es equivalente a la minimización de la suma de las funciones de error para
cada clase, y se ha resuelto el diseño de SVMs para múltiples clases, utilizando funciones
de error iguales a la suma de la función de error para cada clase.

Se ha realizado un estudio teórico de la minimización del error cuadrático medio sin regula-
rización en una SVM, demostrando que la minimización del error cuadrático condicionado
a que la suma de los pesos de la red valga uno, es totalmente equivalente al empleo de la
función habitual de las SVMs.

Se ha realizado un estudio del entrenamiento de las máquinas de vectores soporte con
validación, en cuanto a tasa de error de clasificación, y en cuanto a coste computacional.
Se ha comparado el funcionamiento de SVMs con y sin poda, y se han comparado los
resultados con los obtenidos por LSSVMs, con y sin regularización. Los resultados obtenidos
han permitido validar los desarrollos teóricos, comprobando que el funcionamiento de las
SVM para la función de error habitual sin poda y para el error cuadrático medio sin
regularización da lugar a resultados similares, y que en cualquier otro caso se obtienen
peores resultados.



Capítulo 8

Análisis de los resultados y conclusiones

Este capítulo resume las principales contribuciones de la tesis, y analiza los resultados obte-
nidos por los métodos de clasificación más significativos. El capítulo concluye describiendo las
líneas de investigación futuras, que a lo largo del desarrollo de la tesis o bien se han abierto, o
bien se han ampliado.

De acuerdo a la normativa de la Universidad de Alcalá para la obtención del Doctorado
Europeo, en el capítulo siguiente se ha incluido una versión de este capítulo, escrita en lengua
inglesa.

8.1. Análisis de los resultados

A título comparativo, las figuras 8.1 y 8.2 muestran un resumen de los resultados más destaca-
dos obtenidos por los métodos de clasificación, para 50 dBs y 20 dBs de SNR, respectivamente. Se
muestra la relación entre el error de clasificación de los métodos, y el coste computacional medido
en operaciones simples, usando cada unos de los 6 tamaños de los conjuntos de entrenamiento.

Los resultados que se muestran son los obtenidos por:

El criterio MAP aplicado a las estimaciones de las PDFs usando el método kernel propuesto
2 (cruz roja), con matrices de covarianza diagonales limitadas en varianza.

El método kNN con la distancia euclídea deslizante propuesta (punto negro). Se observan
tres puntos, correspondientes al uso de P = 0 (distancia euclídea simple), P = 1 (distancia
euclídea teniendo en cuenta un posible desplazamiento de una muestra en el vector de
entrada), y P = 2 (distancia euclídea teniendo en cuenta un posible desplazamiento de
dos muestras). La implementación se ha realizado siguiendo el método de implementación
propuesto en el apartado 4.2.3.

Los perceptrones multicapa entrenados para la minimización de la suma de los cuadrados
de los errores, con el método Gauss-Newton y con regularización bayesiana (líneas azules).
Se presentan los resultados para distintos números de neuronas (cada número de neuronas
tiene asociado un coste computacional), representando la media, el máximo y el mínimo
error obtenido con las veinte redes entrenadas de cada tipo.
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Figura 8.1: Error de clasificación ( %) y coste computacional obtenidos con una selección de los
métodos más destacados estudiados y propuestos en la tesis, para una relación señal a ruido de
50 dB.
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Figura 8.2: Error de clasificación ( %) y coste computacional obtenidos con una selección de los
métodos más destacados estudiados y propuestos en la tesis, para una relación señal a ruido de
20 dB.
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Los perceptrones multicapa entrenados para la minimización de la suma de los cuadrados
de los errores con el método del gradiente, utilizando los conjuntos agrandados las estimas
de las PDFs obtenidas usando el método kernel propuesto 2 (líneas verdes). Se presentan
los resultados para distintos números de neuronas (cada número de neuronas tiene asociado
un coste computacional), representando la media, el máximo y el mínimo error obtenido
con las veinte redes entrenadas de cada tipo.

Las redes de funciones de base radial entrenadas seleccionando el parámetro de las funciones
base haciendo uso del conjunto de validación (líneas rojas). Se presentan los resultados
para distintos números de funciones base (cada número de funciones base tiene asociado
un coste computacional), representando la media, el máximo y el mínimo error obtenido
con las veinte redes entrenadas de cada tipo.

Las máquinas de vectores soporte (estrellas de cinco puntas verdes). Se presentan tanto los
resultados aplicando el algoritmo de poda, como los resultados sin aplicarlo.

A raíz de los resultados obtenidos y representados en las gráficas, se pueden extraer las
siguientes conclusiones:

Los mejores resultados obtenidos teniendo en cuenta la tasa de error son los de las SVMs
sin poda, que logran resultados satisfactorios en SNRs altas y bajas, y con conjuntos de
entrenamiento grandes y pequeños. Dicha supremacía es más notable, sobre todo en los
conjuntos de mayor tamaño. Por contra, el número de operaciones de las SVMs es de los más
elevados, de entre los métodos analizados. Los resultados sin poda ofrecen peores resultados
en cuanto a error de clasificación en todos los casos, pero reducen el coste computacional
de manera significativa, sobre todo para los conjuntos mayores y SNRs altas.

Por otro lado, los perceptrones multicapa logran unas tasas de error considerables con el
menor coste computacional, sobre todo con SNRs altas. Su funcionamiento sólo es com-
parable al de las RBFNs, en los conjuntos de menor tamaño. De entre los perceptrones
entrenados, cabe destacar que el método de generalización propuesto obtiene mejores re-
sultados que la regularización bayesiana, no sólo respecto a las menores probabilidades,
sino respecto a la dependencia de los resultados con el entrenamiento concreto.

Las RBFNs representan un compromiso entre los MLPs y las SVMs, tanto en términos
de complejidad computacional como en términos de error de clasificación. Estas últimas se
pueden ver como una extensión de las RBFNs, cuando el número de funciones base coincide
con el número de patrones de entrenamiento.

Los métodos estadísticos analizados ofrecen resultados del mismo orden, logrando errores
medios con costes computacionales muy elevados. El método kernel propuesto incrementa
ligeramente el coste computacional del kNN simple, reduciendo el error de clasificación, en
la mayoría de los casos analizados, sobre todo para SNRs altas.

Respecto a la variación general del funcionamiento de los métodos con el tamaño del con-
junto de entrenamiento, se observa una cierta tendencia común para todos los métodos
analizados, que se mantiene para ambas SNRs.
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Por último, los resultados obtenidos pueden ser comparados con los de los artículos [Rizki2002]
y [Nelson2003], con ciertas consideraciones. En estos artículos el tamaño del conjunto de entre-
namiento era de 1602 patrones, los patrones no contenían ruido, y eran alineados utilizando la
posición del máximo. Los patrones provienen de la misma base de datos empleada en esta tesis,
por lo que los resultados alcanzados pueden ser comparados. Así, el artículo [Rizki2002] proponía
una técnica de extracción de características basada en un algoritmo evolutivo combinado con el
uso de un MLP. Con este método propuesto se obtiene una tasa de error media de 5.38 %. Por
otro lado, en el artículo [Nelson2003] se propone el uso iterativo de la transformada Wavelet para
la selección de características, y aplica un clasificador sencillo denominado “Box”. El error de
clasificación medio obtenido en este caso es de 9.95 %. Estos resultados pueden ser comparados
con los obtenidos por los distintos métodos estudiados y propuestos en esta tesis, para el caso del
conjunto de entrenamiento de 960 patrones (con otros 180 patrones de validación), y una SNR
de 50 dB: 4.62 % para el método kNN; 3.45 % para el segundo método Kernel propuesto; 6.08 %
para el MLP con regularización bayesiana; 4.44 % para el MLP entrenado con los conjuntos
agrandados; 3.45 % para la RBFN; y 2.22 % para la SVM sin poda.

8.2. Conclusiones

En esta tesis se han estudiado distintos aspectos de la clasificación de blancos radar utilizando
radares con alta resolución en distancia. Se han descrito modelos estadísticos de las señales, que
han permitido realizar un desarrollo teórico-práctico de los distintos métodos involucrados, así
como la proposición de diversas técnicas que mejoran en algunos aspectos el funcionamiento de
los sistemas en algunas de las etapas de clasificación.

Así, se ha hecho un análisis sobre el centrado de los datos, y se ha visto la importancia
que este hecho tiene en los resultados obtenidos en etapas posteriores. A este respecto, se ha
propuesto un método de alineamiento mixto, que ha sido utilizado en el resto de desarrollos de
la tesis.

Posteriormente, se han analizado las técnicas de preprocesado más habituales, y se han se-
leccionado de entre las opciones disponibles aquellas que ofrecían mayores ventajas a las etapas
posteriores de la clasificación. Para ello se han hecho tanto estudios teóricos como prácticos en
cada caso.

Así, se ha llegado al punto del diseño de los clasificadores. En este punto se han estudiado
clasificadores pertenecientes a dos grandes grupos: el grupo de los clasificadores estadísticos, y
el grupo de los clasificadores basados en técnicas de inteligencia artificial, concretamente redes
neuronales.

De entre los primeros, se ha realizado un estudio exhaustivo de los métodos de estimación
de las PDFs, haciendo especial incapié en la selección de los parámetros de suavizado. Se han
propuesto diversas técnicas novedosas y específicas, que han permitido hacer uso de los modelos
estadísticos de los datos realizados anteriormente, para mejorar la estimación de las PDFs.

Otro grupo de técnicas estadísticas que ha sido de gran relevancia en el desarrollo de la tesis
han sido los clasificadores del vecino más próximo. El método kNN ha sido la referencia a lo
largo de toda tesis, tanto para el estudio de las técnicas de centrado, como para el estudio de
las técnicas de preprocesado, como para comparar los resultados de los distintos métodos de
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clasificación. En esta tesis además, partiendo del análisis de las características de las señales
HRR que se realizó, se ha propuesto el uso de métricas diferentes y novedosas, que reducían de
manera considerable las tasas de error. Además, se ha estudiado la implementación eficiente de
los clasificadores kNN, y se ha propuesto un método que reducía de manera muy considerable el
coste computacional asociado a los métodos kNN.

Respecto a las redes neuronales, se ha realizado un estudio exhaustivo tanto teórico como
aplicado, de tres tipos de red muy abundantes en la bibliografía sobre reconocimiento de patrones:
los perceptrones multicapa, las redes de funciones de base radial, y las máquinas de vectores
soporte.

Para los perceptrones multicapa, tras realizar un novedoso estudio teórico sobre las funcio-
nes que aproximan las redes al ser entrenadas, se ha realizado una comparativa de técnicas de
entrenamiento, y se ha propuesto un método de generalización que ha dado resultados muy rele-
vantes. Haciendo uso de las aproximaciones de las PDFs realizadas anteriormente, se agrandaron
los conjuntos de entrenamiento de una manera ficticia, de modo que, a pesar de que dichos
conjuntos no añadían información respecto a los conjuntos originales, permitían que los per-
ceptrones multicapa entrenados con dichos conjuntos agrandados obtuvieran resultados con un
grado de generalización mayor que al aplicar las técnicas de regularización más eficientes. De este
modo se obtuvieron clasificadores con un muy bajo coste computacional, y con tasas de error
considerablemente bajas.

Respecto a las RBFNs y las SVMs, se ha realizado un importante desarrollo teórico donde
se demostraba que las diferencias entre ambos tipos de redes no son muchas, y se ha encontrado
que para los datos de estudio la potencia de las SVMs está en la selección de los vectores soporte
de entre los conjuntos de entrenamiento. Se demostró además que la función de coste habitual a
minimizar en una SVM no difiere de la minimización del error cuadrático medio de una RBFN,
imponiendo la condición de que la suma de los pesos sea igual a cero. Además, los resultados
experimentales demostraron este hecho.

8.3. Resumen de contribuciones

A lo largo de la tesis, se han detallado las siguientes aportaciones originales:

Se ha realizado un estudio teórico analizando la función de densidad de probabilidad de
los datos ante un blanco teórico estacionario en presencia de ruido blanco gaussiano a la
entrada del receptor. Se ha demostrado que la función de densidad de probabilidad de la
señal radar es de tipo Rice.

Se han propuesto tres aproximaciones sencillas de la función de densidad de probabilidad
real de los datos, útiles para estudios teóricos posteriores. La primera aproximación sirve
para valores de SNR alta, y está basada en la distribución de Rayleigh. La segunda apro-
ximación sirve para valores altos y está basada en la distribución gaussiana. La tercera
aproximación es similar a la segunda, con la salvedad de que la función se diseña para que
sea integrable. Estas tres aproximaciones son de gran utilidad en los desarrollos teóricos
posteriores de la tesis.
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Se han analizado las variaciones en la forma de la señal ante pequeños cambios en la
posición y en la orientación del blanco, encontrado un modelo de ruido equivalente, válido
para estudios posteriores de análisis de la señal. Se ha caracterizado el nivel de ruido propio
de una señal HRR.

Se ha realizado un estudio de fiabilidad estadística de la estimación de las probabilidades
de error, dado el conjunto de datos disponibles, dando lugar a una acotación del error
cometido en todas las estimaciones de la probabilidad de clasificación realizadas en la tesis.

Se ha realizado un estudio teórico comparado del funcionamiento del método de alineamien-
to utilizando la posición del máximo, en cuanto a variaciones en la relación señal a ruido y
en cuanto a error de clasificación. Se han calculado las expresiones analíticas que modelan
el funcionamiento del método, para dos casos sencillos, válidos en distintos márgenes de
SNR. Se ha comprobado experimentalmente la validez de las expresiones.

Se ha realizado un análisis teórico de la sensibilidad del método de alineamiento de fase cero
respecto al ruido, se ha encontrado una caracterización estadística del error en la estimación,
y se ha evaluado el error de clasificación utilizando el método. Se ha comprobado el margen
de SNRs para el que la aproximación es válida, y se ha comprobado experimentalmente la
validez de la expresión.

Se ha realizado un estudio de los métodos de alineamiento basados en el estudio de la
correlación cruzada, obteniendo expresiones novedosas para el cálculo del alineamiento
utilizando la correlación cruzada completa, aplicada a casos de clasificación de señales. Se
ha analizado el número de operaciones y el error de clasificación del método kNN al alinear
los patrones con los distintos algoritmos.

Se ha propuesto un método nuevo basado en el cálculo de la correlación, que con un número
reducido de operaciones mejora el error de clasificación obtenido.

Se ha realizado un estudio comparativo del error de clasificación producido por un clasifica-
dor kNN, entrenado con los patrones alineados según los distintos métodos estudiados. Se
ha encontrado que el error de clasificación es menor en el caso del algoritmo de la posición
del máximo, y en el caso del método de correlación propuesto. Respecto a la sensibilidad
del alineamiento con el ruido, se ha comprobado el mejor funcionamiento del método de
fase cero, junto con el método de la correlación cruzada completa. El estudio comparativo
de los distintos métodos analizados, en cuanto a error de clasificación, ha dado lugar a la
publicación [GilPita2006c].

Se ha propuesto un método de alineamiento basado en el de fase cero, que mejora la
sensibilidad del método respecto al ruido, consistente en la aplicación sucesiva del algoritmo
de fase cero. Esta propuesta ha dado lugar a la publicación [GilPita2005b].

Se ha propuesto un método de alineamiento que combina el de fase cero con el de la posición
del máximo, y que obtiene una gran reducción en cuanto al error de clasificación.

Se ha estudiado el efecto sobre el error de clasificación de dos técnicas de normalizado:
la normalización respecto a la posición del máximo y la normalización en energía. Se ha
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analizado la dependencia con la SNR, y el error de clasificación producido por el método
kNN tras la normalización. A la vista de los resultados obtenidos en cuanto a error de
clasificación, se ha optado por la utilización de la normalización en energía.

Se ha estudiado la potenciación de los datos como técnica de gaussianización, encontrando
los valores del exponente óptimos de forma teórica y práctica. Se ha encontrado teórica-
mente el valor del exponente óptimo para la distribución Rayleight, y empíricamente se
ha analizado la gaussianización de la distribución de Rice. Se ha seleccionado el valor de
gaussianización que, como compromiso, ha obtenido mejores valores.

Se ha estudiado la selección de características de las señales, haciendo uso de distintos
criterios y experimentos para seleccionar las muestras de la señal a utilizar para la posterior
clasificación. Se ha usado el criterio de Fisher para determinar la información de cada una de
las muestras del vector, encontrando que la mayor parte de la información está concentrada
en las muestras centrales. Se ha realizado un estudio paramétrico del número de muestras a
utilizar, teniendo en cuenta el error de clasificación producido por el método kNN, y se ha
seleccionado el valor óptimo, que da los mejores resultados para todas las relaciones señal
a ruido, y para todos los tamaños de los conjuntos de entrenamiento.

Se ha hecho un estudio exhaustivo de las distintas opciones para la estimación de las ma-
trices de covarianza, tanto para los métodos kernel como para la estimación de la función
de densidad de probabilidad por funciones gaussianas, evaluando el error de clasificación y
el coste computacional, y las limitaciones en cuanto a invertibilidad de las matrices. Se han
considerado desde matrices de covarianza idénticas y esféricas, hasta matrices de covarian-
za completas. Se ha observado un problema en la elección de las matrices de covarianza
completas: cuando el número de patrones en la estimación es menor que la dimensión de
la matriz, ésta no es invertible.

Se han propuesto tres estimaciones de las matrices de covarianza, utilizando conocimiento a
priori de los datos y limitando la varianza mínima, obteniendo fuertes mejoras en cuanto a
reducción del error de clasificación. Teniendo en cuenta los resultados obtenidos en capítulos
anteriores de la tesis, se puede estimar el parámetro σ de la distribución de Rice, haciendo
uso de las muestras descartadas en la selección de las características del vector de entrada.
Así, se puede acotar la varianza mínima de las matrices de covarianza. Con la propuesta
se obtienen considerables mejoras en los resultados de clasificación, tras aplicar el criterio
MAP a las PDFs estimadas.

Se ha estudiado el uso del método kNN con distancia euclídea y distancia euclídea conside-
rando todos los posibles desplazamientos circulares de la señal, analizando el coste compu-
tacional y el error de clasificación de los métodos. Se ha comprobado el fuerte decremento
en el error de clasificación al utilizar la distancia euclídea considerando los desplazamientos.
Por desgracia, dicho método lleva asociado un coste computacional que le hace impráctico
en casos re aplicación reales.

Se ha propuesto una medida de distancia, partiendo del conocimiento de que los datos han
sido previamente alineados, pero que existen ciertos pequeños errores en la alineación. Está
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basada en la distancia euclídea considerando desplazamientos circulares de la señal, pero
sólo se calculan ±P desplazamientos del vector. Se logran mejorías en tanto tasa de error.

Se ha estudiado la implementación del método kLAESA, como método de implementación
rápida del método kNN. Se ha propuesto la aplicación de dicho algoritmo al caso de la
distancia euclídea propuesta, planteando dos posibles implementaciones: una que logra
una muy fuerte reducción en el número de operaciones, pero con un fuerte incremento en
las necesidades de memoria, y otra en la que la memoria permanece constante, pero la
reducción de operaciones es más conservadora.

Se ha propuesto un método de reducción del coste computacional del método kNN, que
reduce el número de operaciones en algunos casos hasta el doble que el método kLAESA. Se
han estudiado las posibles aplicaciones del método con la distancia propuesta, proponiendo
dos posibles combinaciones del uso de la distancia propuesta con el uso de la técnica de
reducción del coste computacional propuesta.

Se ha obtenido de forma teórica la función multidimensional que aproxima la red, cuando
el número de patrones del conjunto de entrenamiento tiende a infinito, y cuando se trata de
minimizar el error cuadrático medio o el error definido por El-Jaroudi. Se ha comprobado
en ambos casos que la función que aproxima la red es directamente proporcional a la
probabilidad a posteriori de las clases.

Se ha hecho una comparativa de los resultados obtenidos al entrenar MLPs para minimizar
el error cuadrático medio, el error de El-Jaroudi, y el error cuadrático con regularización
bayesiana, en cuanto a tasa de error de clasificación, y en cuanto a coste computacional. Se
ha comprobado por un lado la potencia de la función de El-Jaroudi para el entrenamiento
de MLPs para clasificación, y la superioridad de las técnicas de regularización, teniendo
en cuenta tanto el número de neuronas y la SNR, como la tasa de error obtenida. Se
ha calculado además el número de operaciones simples necesarias para implementar un
perceptrón, evaluando de este modo el coste computational.

Se ha propuesto un nuevo método de generalización del entrenamiento de los perceptrones
multicapa, consistente en el agrandamiento del conjunto de entrenamiento, haciendo uso de
las estimas de las PDFs, propuestas en la sección 4.1. Los resultados obtenidos demuestran
la mejora en la capacidad de generalización de las redes. A lo largo del desarrollo de esta
propuesta se han obtenido las publicaciones [GilPita2006b], [GilPita2004b] y [GilPita2002].

Se ha realizado un estudio del entrenamiento de funciones de base radial con validación, en
cuanto a tasa de error de clasificación, y en cuanto a coste computacional. Se ha considerado
matrices de suavizado iguales a una constante por la matriz identidad, y se ha seleccionado
el valor de la constante que mimimiza el error sobre el conjunto de validación. De los
resultados obtenidos en este punto y el anterior, se ha obtenido la publicación [GilPita2003].

Se ha comparado estos resultados con los obtenidos con los perceptrones multicapa, con-
cluyéndose que las redes de funciones de base radial mejoran a los perceptrones en cuanto
a tasa de error, pero con un coste computacional mucho mayor.
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Se ha razonado la equivalencia entre el uso de una red de funciones de base radial con
múltiples salidas, y el uso de varias redes de funciones de base radial (una por cada clase),
si se cumple que el entrenamiento de la capa de funciones de base radial se realiza con
métodos no supervisados.

Se ha realizado un estudio teórico de las SVM, obteniendo que la aplicación de la estrategia
uno-contra-todos es equivalente a la minimización de la suma de las funciones de error para
cada clase, y se ha resuelto el diseño de SVMs para múltiples clases, utilizando funciones
de error iguales a la suma de la función de error para cada clase.

Se ha realizado un estudio teórico de la minimización del error cuadrático medio sin regula-
rización en una SVM, demostrando que la minimización del error cuadrático condicionado
a que la suma de los pesos de la red valga uno, es totalmente equivalente al empleo de la
función habitual de las SVMs.

Se ha realizado un estudio del entrenamiento de las máquinas de vectores soporte con
validación, en cuanto a tasa de error de clasificación, y en cuanto a coste computacional.
Se ha comparado el funcionamiento de SVMs con y sin poda, y se han comparado los
resultados con los obtenidos por LSSVMs, con y sin regularización. Los resultados obtenidos
han permitido validar los desarrollos teóricos, comprobando que el funcionamiento de las
SVM para la función de error habitual sin poda y para el error cuadrático medio sin
regularización da lugar a resultados similares, y que en cualquier otro caso se obtienen
peores resultados.

8.4. Futuras líneas de investigación

Los resultados alcanzados en la tesis no pretenden en modo alguno cerrar líneas de trabajo, y
deben considerarse como un replanteamiento del problema, que permita que en futuros desarrollos
se puedan realizar otros grandes avances, no sólo en el campo del reconocimiento de blancos radar,
sino en el campo del reconocimiento de patrones en general. Así, de los resultados obtenidos en
las tesis, se desprenden las siguientes posibles líneas futuras de investigación:

A lo largo de la tesis se ha realizado un estudio de los distintos métodos, para diferentes
niveles de ruido. En casos reales, los sistemas deben de funcionar, independientemente
del nivel de ruido de las señales. Cabría, por tanto, realizar análisis futuros en los que se
diferenciara entre la relación señal a ruido utilizada para diseñar los clasificadores, y la
relación señal a ruido de los patrones de test. En esta línea, se podría analizar la resistencia
de los métodos a variaciones en la SNR, la elección de la SNR mejor para determinadas
condiciones, así como la posibilidad de implementar diversos clasificadores en paralelo, cada
uno de ellos especialmente diseñado para una SNR dada, y combinar sus salidas en función
de la estimación de ruido del sistema.

Además, todos los resultados experimentales de la tesis han sido obtenidos con una base de
datos de señales HRR generados con programas de simulación. Sería interesante el estudio
de las técnicas con datos reales de blancos radar, así como la búsqueda de otras aplicaciones
donde los métodos propuestos puedan representar alternativas razonables.
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En la tesis, además, se ha comprobado la eficacia del uso de conjuntos agrandados, logrando
combinar las características de métodos estadísticos y de métodos de inteligencia artificial.
Un posible futuro desarrollo podría ir encaminado a tratar de combinar el funcionamiento
de las SVMs con el funcionamiento de los MLPs. Para ello, habría que tratar de utilizar las
SVMs como estimadores de las PDFs, pudiendo así generar conjuntos agrandados basados
en una SVM.

Del análisis de los métodos kernel se desprende la importancia en la elección de las matrices
de covarianza, tanto en su diseño como en su cálculo. Otro posible futuro desarrollo iría
encaminado al uso de matrices de covarianza complejas, tanto para las SVMs como para
las RBFNs.

En el estudio del método kNN, se ha visto la importancia que tiene el alineamiento en los
resultados obtenidos por los clasificadores. Otra posible línea de investigación podría incluir
el diseño de técnicas de alineamiento mejoradas, que trataran de alinear las señales para
obtener errores de clasificación menores. Se podría utilizar los resultados de los desplaza-
mientos óptimos de las señales de los métodos kNN con distancia euclídea considerando
posibles desplazamientos en la señal de entrada, para obtener un objetivo de alineamiento.

Por último, cabría destacar la posibilidad de implementar técnicas más complejas de cla-
sificación, basadas en algoritmos evolutivos para el entrenamiento de redes neuronales, el
diseño de agrupaciones de redes neuronales en ensembles, o ambas cosas al mismo tiempo.
Además, los ensembles permiten la subdivisión del problema de clasificación en proble-
mas de menor complejidad, donde se pueden utilizar clasificadores especializados para la
resolución de cada subproblema.





Capítulo 9

Results and Conclusions

This chapter deals with the main contributions of the thesis, and it studies the comparison
of the main results achieved along the thesis. The chapter concludes with the description of the
future research lines. In order to obtain the European Doctorate qualification, this chapter is
written both in Spanish (chapter 8) and in English.

9.1. Results

For comparison purposes, figures 9.1 and 9.2 summarize the most important results obtained
by the classification methods proposed and studied in this thesis, for a SNR of 50 dB and a SNR
of 20 dB respectively. The relationship between the classification error and the computational
cost measured as simple operations is shown, for the six different training set sizes considered.

The methods considered in these figures are:

The MAP criterion applied to the estimations of the PDFs using a kernel method with
limited minimum variance (Second proposal) (red cross).

The kNN method with the proposed slide Euclidean distance (black point). There are three
points, which correspond to the use of P = 0 (Euclidean distance without considering
circular shifts of the signal, the classical kNN), P = 1 (Euclidean distance considering a
possible one sample circular shift of the signal) and P = 2 (Euclidean distance considering
a possible circular shift of the signal equal or lower than two samples). The kNN method
has been implemented using the proposal described in chapter 4.2.3.

The multilayer perceptrons trained to minimize the mean square error, using Gauss-Newton
method with Bayesian regularization (blue lines). Each considered number of neurons is
presented, taking into account the different associated computational cost. The mean, the
maximum and the minimum values of the twenty different runs are represented for each
considered number of neurons.

The proposed multilayer perceptrons trained to minimize the sum square error, using the
Gradient Descendant method with the enlarged training sets (green lines). These sets has
been generated using one of the proposed kernel method (Second proposal). The mean, the
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Figura 9.1: Classification error ( %) and computational cost obtained by some of the most relevant
methods studied and proposed in this thesis, for a SNR of 50 dB.
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Figura 9.2: Classification error ( %) and computational cost obtained by some of the most relevant
methods studied and proposed in this thesis, for a SNR of 20 dB.
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maximum and the minimum values of the twenty different runs are represented for each
considered number of neurons.

The radial basis function networks trained selecting the smoothing parameter with the
validation set (red lines). The mean, the maximum and the minimum values of the twenty
different runs are represented for each considered number of radial basis functions.

The support vector machines (pentagrams). Results applying and without applying the
pruning algorithm are shown.

The next conclusions are extracted from the results represented in these figures:

The best results in terms of error rate are obtained by SVMs without prunning, which
achieve very good results in all the considered conditions, being this results more rele-
vant with large training sets. On the contrary, the computational cost associated with the
implementation of SVMs is one of the highest among the studied methods. Results obtai-
ned using the pruning algorithm considerably reduce the computational cost after training
(mainly for the larger training sets, and the higher SNR values), but they have associated
a higher error rate.

On the other hand, multilayer perceptrons achieve considerably low error rates with the
lowest computational cost, mainly for high SNR values. Their performance can only be com-
pared with RBFNs one, and only for the smaller training sets. Concerning the considered
training algorithms, the results obtained by the proposed generalization outperforms those
obtained by Bayesian regularization, when both the mean error rate and the dispersion of
the error are considered.

Results obtained by RBFNs are intermediate between those obtained by MLPs and those
obtained by SVMs, in terms of both error rate and computational complexity. So, taking
into account the shape of the curves, SVMs can be considered as an extension of RBFNs,
when the number of radial basis functions equals the number of training patterns.

The kernel based statistical methods achieve low error rates with considerably high compu-
tational cost. Comparing the proposed kernel method with the kNN, the first one increases
the computational complexity but reducing the error rate, in most of the studied cases.

Concerning the dependence of the methods with the SNR and the training set size, all the
considered methods present similar behaviors, for both low and high SNRs, and for both
small and large sets.

At last, the obtained results can be compared with those published in [Rizki2002] and
[Nelson2003]. In these articles the training set size was 1602, the HRR signals did not contain
noise, and the selected alignment method was the maximum position method. These patterns
were obtained using the same database of the thesis, and the results can be compared. So, the
paper [Rizki2002] proposed a feature selection technique based in an evolutionary algorithm, and
the use of a MLP. The average error rate achieved with this proposed method was 5.38 %. On
the other hand, in [Nelson2003] the authors proposed the iterative use of the Wavelet transform
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in order to select the features, and the use of a simple classified, denominated “Box”. The ob-
tained classification error rate was 9.95 %. These results can be compared with those achieved
in this thesis with the studied and proposed classification methods, using the training set with
960 patterns (and the validation set with 180 patterns), and a SNR value of 50 dB: 4.62 % using
the kNN method; 3.45 % using the second proposed Kernel method; 6.08 % using a MLP trained
with Bayesian regularization; 4.44 % using a MLP trained with the enlarged training sets; 3.45 %
using a RBFN; and 2.22 % using a SVM without pruning.

9.2. Conclusions

In this thesis we have studied many different issues of the radar target classification using
high range resolution radar signals. Statistical studies of the HRR noise have been carried out,
allowing to make a theoretical-practical development of the different stages of the problem. Many
techniques have been proposed in order to improve the performance of the different algorithms
implemented in each stage of the classification process.

So, in a first stage we have carried out an analysis of different strategies to align HRR signals:
the maximum position alignment method, the zero phase method and the cross correlation-based
alignment method. This analysis has denoted the importance that this task has on the final
performance of the classifier. As a derived result of the study, some alignment methods have
been proposed, that improve in some sense the results obtained by these alignment methods:
a new correlation based method that reduces the computational complexity of the complete
cross correlation method, a new zero phase based method that reduces the sensibility of the
performance with the SNR, and a new mixed method that combines the maximum position
method and the zero phase method, achieving low error rates in the classification stage.

Once the HRR signals are aligned, they must be preprocessed in order to prepare the data
for the classifier. We have studied the most usual preprocessing methods, like the normalization,
the gaussianization or the feature selection of the input vector. For the normalization, we have
considered the energy normalization and the normalizaction with respect to the maximum value.
In the cae of the gaussianiation, we have studied the Box-Cox transformation of the data. At last,
in the feature selection, we have considered the Fisher criterion. Both theoretical and practical
studies have been carried out for each preprocessing stage, in order to select the best choice of
the method and the parameters in each case.

Concerning classifying methods, in this thesis we have studied two big groups of classifiers:
statistical classifiers, like the kNN based classifier or the MAP criterion using estimations of the
PDFs, and artificial intelligence based classifiers, like multilayer perceptrons, radial basis function
networks, or support vector machines.

In the chapter dedicated to statistical classifiers we have carried out a study of several PDF
estimation methods, with special interest on the selection of the covariance matrixes and smoot-
hing parameters. Using noise models described in previous chapters, different novel strategies to
improve this estimations have been carried out, proposing the limitation of the minimum value
of the variance in the estimations of the covariance matrixes.

The other group of statistical techniques considered in this thesis is the kNN based classifiers.
Along this thesis, the kNN method has been used as reference, in order to establish a classifier
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performance of the preprocessing and aligning techniques, and in order to compare the results
of the other studied classifiers. Otherwise, using the characteristics of the HRR signals described
in previous chapters, we have studied the use of different and novel metrics, in order to reduce
the error rate, considering the Euclidean distance with some possible circular shifts of the input
signal. The main problem associated to the use of the kNN method is the high requirements
of computational resources. We have studied the use of the kLAESA method that reduces the
computational complexity of the kNN method while maintaining the error rate, and we have
proposed a novel method, that improves the performance of the kLAESA algorithm, in terms of
computational complexity.

We paid special attention to the use of neural networks, making both theoretical and practical
analysis about three different type of networks: multilayer perceptrons, radial basis function
networks, and support vector machines.

In the chapter focused on the use of multilayer perceptrons, we proposed a theoretical study
of the function approached by the network in function of the selected objective function, when
the size of the training set tends to infinite. We studied the practical use of different objective
functions, like the mean square error or the El-Jaroudi error, and different training methods, like
the gradient descendant, the Gauss-Newton method and the use of Bayesian regularization. A
novel generalization method as been proposed too, based on the use of an enlarged training set,
generated using the estimations of the PDFs studied in previous chapters. These enlarged training
sets did not contain more information than the original training data, but multilayer perceptrons
trained with this enlarged sets generalized quite well over the original test set, which was not used
during training. Obtained results show that generalization capabilities obtained by the proposed
method outperforms other classical regularization techniques, like Bayesian regularization. The
MLPs trained with the enlarged training sets obtained quite low error rates, with a very reduced
computational complexity.

At last, concerning RBFNs and SVMs, we carried out an interesting theoretical analysis in
which we demonstrate that the use of the classical objective function of SVMs is equivalent to
the use of the mean square error function constrained to the sum of the weights equal to 0. We
carried out experiments that demonstrated this theoretical result.

9.3. Summary of contributions

The next contributions have been described along this thesis:

The probability density function associated to the noise in the HRR signals has been
theoretically modeled. A stationary target with additive white gaussian noise at the input
of the receptor have been considered, obtaining that the associated probability density
function is Rice.

Three different simple approaches of the Rice distribution have been proposed, in order
to allow the theoretical studies of the different algorithms studied in this thesis. The first
approach is based on the Rayleigh distribution, and it is valid for low SNR values. The
second approach is based on the Gaussian function, and it is valid for high SNR values.
The third approach is similar to the second one, but in this case the function is able to be
integrated.
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We have analyzed the variations on the shape of the HRR signals caused by small changes
on the position and orientation of the target. An equivalent noise model has been proposed,
establishing the inherent noisy character of the HRR signals.

Given the size of the training set, a statistical analysis of the confidence of the estimations
of the error rates has been carried out.

A theoretical study of the performance of the alignment method based on the position of
the maximum has been carried out. Both sensitivity to SNR variations and final error rate
obtained by a kNN method after aligning have been considered. Analytical expressions
modeling the performance of the method, in two simple scenarios valid for different SNR
values have been obtained. These expressions have been experimentally checked.

A theoretical analysis of the sensitivity to noise of the zero phase alignment method has
been carried out, and a statistical model of the aligning error has been obtained. The
accuracy of the model has been experimentally checked, and a range of SNR values for
which the model is valid has been obtained. The error rates obtained by the kNN method
after aligning has also been used to evaluate the performance of the alignment method.

A wide study of the alignment methods based on the maximization of cross correlation has
also been included. Novel expressions for the calculus of the complete cross correlation have
been proposed, making this method useful for signal classification tasks. The computational
cost and the error rate obtained by a kNN classifier with the HRR signals aligned by this
method have also been considered.

A novel cross correlation based alignment method has been proposed, allowing to reduce
the computational complexity while decreasing the error rate obtained by a kNN classifier
after using this alignment method.

A comparative study of the sensitivity to SNR of the alignment methods has been carried
out, resulting on the best performance of the zero phase method and the complete cross
correlation method. When the error rate obtained by a kNN method using the patterns
aligned by each alignment method is considered, the maximum position based method
efforts the best results, followed by the proposed cross correlation based method. This
comparative study has been published in [GilPita2006c].

Using theoretical results, a zero phase based alignment method has been proposed, that
improves the sensitivity to noise. This novel method is based on the repeated application
of the zero phase method, and it has been published in [GilPita2005b].

A novel alignment method combining the zero phase method with the maximum position
method has been proposed, achieving a considerable improvement (a reduction of about
10 %) in terms of error rate.

We have studied the use of the two most common normalization techniques: the energy
normalization, and the maximum value normalization. The dependence of the performance
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with the SNR and the classification error produced by the kNN method after normali-
zing have been considered. Obtained results in terms of error rate have shown the best
performance of the energy normalization technique.

We have studied the gaussianization technique based on making the exponentiation of each
component of the vector to an arbitrary exponent. We evaluated the error performance of
a kNN method after processing the data with different exponent values. Using statistical
analysis showed in previous chapters, we have carried out a theoretical analysis of the
gaussianization of the noise models, finding the optimum values of the exponent in each
case.

Feature selection techniques have also been studied in the thesis. Different criteria and ex-
periments have been used in order reduce the number of samples of the input vector. Fisher
criterium has been applied, demonstrating that most of the information is concentrated in
the middle part of the input vector. Experimental analysis has been used to select the best
number of selected samples.

An exhaustive study of the selection of the covariance matrixes for the PDF estimators has
also been carried out. We have considered from covariance matrixes all equally proportional
to the identity matrix, to complete covariance matrixes different for each kernel. The error
rate and the computational cost have been considered. We have studied the problem of
inverting the estimation of complete covariance matrixes, in the case in which the number
of patterns used in the estimation is lower than the dimensionality of the vector.

We proposed three different novel estimators of the covariance matrixes for the ATR pro-
blem considered in this thesis. Using a priori knowledge obtained by the statistical analysis
of HRR signals, a limitation of the minimum variance value has been considered. We obtain
high reductions of the error rates when the MAP criterion with the novel PDF estimations
is applied.

We have studied the use of the kNN method with Euclidean distance, with and without
considering all the possible circular shifts of the signal, analyzing the computational cost
and the error rate. The use of all the available circular shifts highly improves the results in
terms of error rate, but with a high increment on the computational cost. This issue makes
this method unpractical in real-time environments.

Taking into account that the input patterns are previously aligned, we proposed novel
metric, which consists in the use of kNN with Euclidean distance considering not all but
±P circular shifts on the signal. Using this proposal, we obtained intermediate results
between those obtained using kNN with Euclidean distance without considering shifts
(classical approach), and those obtained considering all the possible circular shifts.

In order to reduce the amount of operations needed to implement the kNN method, we have
studied the kLAESA implementation of the kNN method. We have proposed the use of this
implementation in the case of the Euclidean distance considering ±P circular shifts of the
signal in two different ways. The first way achieves very high reductions on the number of
operations, but with a considerably increase on the requirements of memory. The second
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way maintains constant the use of memory, but with a more conservative reduction on the
number of operations.

A novel implementation of the kNN method has been proposed, achieving reductions on the
computational cost even higher that those achieved with kLAESA. We have proposed the
use of this implementation in the case of the Euclidean distance considering ±P circular
shifts of the signal in two different ways. The first way achieves very high reductions on
the number of operations, but with a considerably increase on the use of the memory. The
second way maintains constant the use of memory, but the reduction on the number of
operations is not so important.

Concerning neural networks, we have theoretically obtained the function that is approxi-
mated by networks when they are trained to minimize the error rate or the El-Jaroudi
error, and when the size of the training set tends to infinite. We have demonstrated that
with both error expressions the approximated function is proportional to the posterior
probability of the clases.

An experimental comparison of the use of MLPs trained to minimize the mean square
error, the El-Jaroudi error, and the mean square error with Bayesian regularization has
been carried out. Both error rate and computational complexity after training have been
considered. Results demonstrated the best performance of the Bayesian regularization,
followed by the use of the El-Jaroudi error function.

A novel generalization method has been proposed, based on the use of an enlarged training
set in order to train the MLPs. The estimations of the PDFs proposed in section 4.1 are
used to generate an enlarged training set. This set does not contain more information about
the targets, but allows to improve the generalization capability of MLPs trained with the
generated data. Obtained results demonstrate the improvement achieved, outperforming
the results obtained when Bayesian regularization techniques are applied. The proposal of
this method and the obtained results have been published in [GilPita2006b], [GilPita2004b]
and [GilPita2002].

We carried out an study about the training of radial basis function networks. The classifying
error rate and the computational cost have been analyzed. We have considered a smoothing
parameter, which has been selected in order to minimize the validation error rate. Obtained
results have been published in [GilPita2003].

A theoretical study about the use of the once-against-all strategy applied to solve the
multiclass SVM problem has been carried out, demonstrating that it is equivalent to the
minimization of a multiclass error function designed as the sum of the error functions of
each class.

Other theoretical result related with the use of different error functions to train SVMs has
been obtained. We demonstrate that the minimization of the mean square error conditioned
to the sum of the weights equal to zero is equivalent to the use of the standard error function
of SVMs.
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We have studied the error rate and the computational cost related to the use of SVMs. The
parameters of the SVMs have been adjusted using the validation set. We trained SVMs and
least squares SVMs (LSSVMs) with and without pruning. Results have allowed to validate
the theoretical studies, obtaining that SVMs and LSSVMs without regularization term and
without pruning give the best results.

9.4. Future research lines

The results achieved in this thesis are not intended to close any research lines, but to open
and expand the research fields related to automatic target recognition, and, in general, pattern
recognition areas. Considering the theoretical studies and the results derived in this thesis, the
next future research lines are proposed:

Along this thesis we have carried out several studies in which the SNR has been a parameter
of the experiments. In a real case, the classifier must work independently of the noise level
of the signals. I should be interesting the development of studies that distinguish between
the training SNR (the SNR of the training set) and the testing SNR (the SNR of the test
set), in order to study the sensitivity of the trained classifiers to variations of the SNR.
This study would also allow to determine the best training SNR for each testing SNR. So,
it should be interesting the proposal of groups of different classifiers trained with different
SNRs, and the combination of their decision, in function of some estimations of the amount
of noise in the signals.

All the experimental results of this thesis have been obtained with data generated by
XPATCH simulation software. It should be interesting the analysis of the proposed method
in real radar environments, and the study the application of this methods to other pattern
recognition problems with similar characteristics.

In this thesis we have proposed the use of kernel-based estimated PDFs to generate enlarged
training sets to train MLPs. The proposed method allows to obtain MLPs with very low
computational cost, with error rates similar to the application of the MAP criterion to the
estimated PDFs. In a similar way, we propose the study of techniques in order to combine
the low error rates of SVMs with the low computational cost of MLPs. One possible way
could be oriented to the use of SVMs for estimating the PDFs, so that we can generate the
enlarged training sets with this SVM-based estimations.

The dependence on the selection of the covariance matrixes of the kernel methods has also
been studied in this thesis, and some estimators have been proposed. As a future research
line, we propose the study of the application of these estimators of the complete covariance
matrixes in the design of RBFNs and SVMs.

In this thesis we have demonstrated the importance that the alignment has on the error
rate obtained by the classifier. So, it should be interesting the study of novel techniques
that allow to improve the performance of the alignment stage, in terms of error rate. The
results of the Euclidean distance considering all possible circular shifts of the signal can be
used as an objective in order to design these novel alignment methods.
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Other new research line could deal with the use of reduced training sets, that automatically
exclude the outliers reducing the error rate while reducing, in some cases, the computatio-
nal complexity of classifiers. In the recent years, the application of genetic algorithms to
generate reduced training sets has achieve very good results.

At last, it should be interesting the study of other different classification techniques, like,
for example, those based on the application of genetic algorithms and evolutionary compu-
tation in order to train ensembles and comites of neural networks. The use of ensembles and
comites allow the subdivision of the problem into simpler problems, in which specialized
classifiers can be applied.
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Lista de Símbolos y Acrónimos

Símbolos y Acrónimos con Caracteres Latinos

ATR Clasificación automática de blancos (automatic target recognition)
b Vector de Bias
B Ancho de banda de la señal transmitida
C Matriz de covarianza
c Velocidad de la luz
cxy[n] Valor n-ésimo de la correlación cruzada circular de x con y
c(t) Clutter
C[i, j] Elemento de la matriz C
D(x,y) Distancia entre el vector x y el vector y
DFT Transformada discreta de Fourier
Di Decisión a favor de la hipótesis Hi

dk Salida deseada del k-ésimo vector del conjunto de entrenamiento
E{·} Operador esperanza
e(i) Error en la iteración i-ésima
F{·} Transformada de Fourier
f̃X(·) Estimación de la función de densidad de probabilidad asociada a X

f0 Frecuencia menor transmitida
fd Frecuencia doppler
fX(·) Función de densidad de probabilidad asociada a la variable aleatoria X

FX(·) Función de distribución asociada a la variable aleatoria X

g(·) Función de activación
H Matriz hessiana
h Parámetro de suavizado
hx(t) Señal HRR o firma radar continua del blanco
Hi i-ésima hipótesis
HRR Alta resolución en distancia (high range resolution)
I0(·) Función de Besel modificada de orden 0
IDFT Inversa de la transformada discreta de Fourier
IN Matriz identidad con dimensiones NxN

J Matriz de jacobianos de los patrones del conjunto de entrenamiento
K Número de frecuencias transmitidas
kNN k-vecino más próximo (k-nearest neighbor)
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224 Símbolos y Acrónimos

L Dimensión del vector de entrada
LSSVM Máquina de vectores soporte de mínimos cuadrados (Least squares SVM )
M Número de clases
MLP Perceptrón multicapa (Multilayer perceptron)
N Número de patrones de entrenamiento
Nop Número de operaciones simples
Nk Número de patrones de entrenamiento de la clase k

P (Di|Hj) Probabilidad de la decisión Di condicionada a la hipótesis Hj

P (Hi) Probabilidad de la hipótesis Hi

p(t) Forma del pulso transmitido
PDF Función de densidad de probabilidad (probability density function)
�R Tamaño de la celda de resolución en distancia
R Distancia del radar al blanco
r[n] Rudo en la señal HRR complejo
Rmax Distancia máxima sin ambigüedad
RBFN Red de funciones de base radial (Radial basis funcion network)
s(t) Señal continua recibida
sb(t) Señal continua recibida, en banda base
Sf [k] Espectro de la señal muestreada recibida, en banda base
SNR Relación señal a ruido de pico, en decibelios (Signal to noise ratio)
SVM Máquina de vectores soporte (Support vector machine)
t Tiempo
Tn(k) Término n,k del triángulo de Tartaglia
Tp Duración del pulso transmitido
u(t) Función escalón
UM,N Matriz unidad con dimensiones MxN

V ar{·} Operador varianza
w Matriz de pesos
W Número de neuronas/funciones base/vectores soporte en la capa oculta
x Vector columna
x[n] Señal HRR o firma radar
X[k] Transformada de Fourier de la señal HRR x[n]
xn Valor del n-ésimo elemento del vector x
xk k-ésimo patrón del conjutno de entrenamiento
y(xk) Salida obtenida para el k-ésimo patrón del conjunto de entrenamiento

Símbolos y Acrónimos con Caracteres Griegos

α Constante de la función de error
β Constante del término de regularización de la función de error
Γ(·) Función Gamma
µ Vector media
φ(·) Fase de un número complejo
σ2

r Varianza del ruido en la señal HRR




