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RESUMEN

El objetivo de este tfg es estudiar un método rapido y eficaz de clasificar archivos de

audio segin su género musical.

El trabajo partird con la bisqueda de una base de datos ya etiquetada. Una vez que se
ha descargado y adecuado la base de datos se extraen de ella caracteristicas timbricas
con las que identifiquen a cada género musical. Una vez que se tienen las caracteristicas
se implementaréd un clasificador que se encargard de distinguir entre uno u otro género
musical en funcién de las caracteristicas de entrada. Por dltimo se buscaran mejoras en

funcién de los resultados obtenidos.

Palabras clave: base de datos, caracteristicas, clasificador, género musical.







ABSTRACT

The aim of this tfg is to study a fast and efficient method to classify audio files by

genre.

The work will start with finding a database already labeled. Once downloaded the
database, are extracted from it timbral features that identify each musical genre. Once
you have the features, the classifier is responsible for classifying genres. Finally

improvements will be sought based on the results obtained.

Keywords: database, features, classifier, musical genre.
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RESUMEN EXTENDIDO

La amplia variedad musical que existe en la actualidad y la complejidad que tiene la
correcta clasificaciéon por género musical han sido las razones del desarrollo de este
trabajo fin de grado. Este capitulo describird un amplio resumen de todo el proceso que

se ha llevado a cabo para la realizacién de este proyecto.

El primer capitulo de esta memoria es una introducciéon del trabajo en la que se sitdan

los antecedentes y se encuadra el presente trabajo.

El segundo capitulo trata sobre una base de datos musical etiquetada por géneros que
servira de base para los capitulos posteriores. Esta nueva seccién incluye tres
apartados: un primer apartado en el que se hace una introduccién al capitulo, un
segundo apartado en el que se explica los pasos que se han seguido hasta obtener la
base de datos, y por ultimo, un apartado en el que se explican las modificaciones que
ha de sufrir la base de datos descargada con el objetivo de que sea véalida para este

proyecto.

El tercer capitulo habla de las caracteristicas que posteriormente serdn analizadas por
el clasificador para poder clasificar correctamente todos los géneros musicales. El primer
apartado que presenta este capitulo trata sobre el procesado de sefial que se realiza a
los archivos de audio, explicando por qué se decide entramar los archivos musicales. El
giguiente apartado es una continuacién del anterior en el que se explican todas las
caracteristicas que se desean recoger y el proceso que hay que seguir hasta conseguirlo.
Por dltimo se explica como se ha conseguido desarrollar todo lo anterior en el entorno

de programacién Matlab.

La cuarta seccién trata sobre la herramienta que permite clasificar correctamente los
géneros musicales propuestos. En un primer apartado se hard una introduccién sobre
las redes neuronales artificiales, las cuales intentan emular el comportamiento del
aprendizaje humano. Para ello hacen uso de la generalizacion, el aprendizaje y la
abstraccién. La red SLEN “Single Layer Feedforward Network” pertenece al este tipo
de redes y serd la que te implemente en el proyecto. Por eso el siguiente apartado del
proyecto trata sobre este tipo de redes, explicando su estructura y el modo de
funcionamiento. Dentro de las redes SLFN, el algoritmo que se va a implementar es

conocido como ELM “Extreme Learning Machine”. Este algoritmo es un algoritmo de
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aprendizaje extremo que tiene la peculiaridad de ofrecer muy buenos resultados en muy
poco tiempo. Se hard una descripcion tedrica del algoritmo explicando los pasos a seguir
para ejecutarlo correctamente. Por tltimo el capitulo recogerd como se ha logrado

implementar este tipo de red en el entorno de programaciéon Matlab.

En el siguiente capitulo por fin se monta completamente el clasificador musical. Se
introducen las caracteristicas extraidas en el capitulo 3 en los nodos de entrada de la
red neuronal y se obtienen resultados. Se hardn varios experimentos en los que se
modifiquen parametros importantes de la red neuronal con el objetivo de obtener unos
resultados 6ptimos. Ademaés en este capitulo se hardn distintas normalizaciones a los
parametros de entrada de la red neuronal cuyo propdsito es saber que normalizacion
congigue los mejores resultados. Aun con todo esto los resultados que se obtienen no
son nada halagiiefios, por lo que el siguiente capitulo tratara de buscar una solucién al

problema.

El sexto capitulo busca una solucién al problema anterior. Para ello se pensé en extraer
mas caracteristicas de cada archivo de audio con el propésito de proporcionar
informacién extra al clasificador. Con esta nueva informacion y la que ya se tenia del
capitulo 3 se espera que el clasificador consiga identificar los cuatro géneros musicales
propuestos con mayor facilidad. Seran los Coeficientes Cepstrales de Mel los encargados
de aportar esa informacién extra que se necesita. Habrda un apartado en el que se
explique con detalle la teoria acerca de los Coeficientes Cepstrales de Mel,
posteriormente se explicard como se ha conseguido trasladar este proceso al entorno de
programaciéon Matlab. Por ultimo se mostraran los resultados que se obtienen a la
salida de la red neuronal artificial cuando se introducen en la red las caracteristicas del
capitulo 3 méas las caracteristicas obtenidas en este capitulo. Los resultados mejoran
pero no son los esperados, por lo que es necesario buscar nuevas soluciones que

permitan solventar el problema. De ello se encargara el siguiente capitulo.

El séptimo capitulo introduce cambios en la red neuronal implementada hasta el
momento. La novedad es que en vez de usar una unica red que sea capaz de distinguir
entre cuatro géneros musicales, se implementaran una serie de clasificadores binarios
que sean capaces de distinguir mejor los géneros musicales propuestos. De esta forma es
mas facil discernir entre los cuatro géneros musicales ya que cada clasificador solamente
tendré que identificar correctamente un género musical. Por ejemplo, la primera red
neuronal tendrd que distinguir entre musica clasica de la que no lo es, el segundo
tendrd que determinar que archivos pertenecen al género etiquetado como misica
electrénica y descartar los que no lo sean. El proceso se repite hasta llegar al dltimo
clasificador. Esta tarea es mas sencilla que la que tenia el clasificador multicanal

implementado en los capitulos anteriores debido a que el clasificador multicanal tenia el
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cometido de distinguir entre 4 géneros musicales distintos. Gracias a esta modificacién
se consiguen unos resultados realmente buenos que seran los resultados finales de este

trabajo fin de grado.

El octava seccion tiene como objetivo comprobar si los datos recogidos en el capitulo
anterior son correctos. Para comprobarlo se extraeran las caracteristicas explicadas
anteriormente de una nueva base de datos y se introducirdn en la red binaria de
clasificadores. Este capitulo introduce una novedad, ahora se obtendran dos resultados
de la misma base de datos: un primer experimento en el que se introducen los datos en
los clasificadores al igual que se ha hecho hasta ahora, y un nuevo experimento en el

que los clasificadores simulan un comportamiento real.

El siguiente capitulo estard destinado a la dotacién al proyecto de un entorno gréafico.
Gracias a este entorno de programacion sera posible que un usuario comun pueda hacer
uso del clasificador musical. Se describird el proceso que se ha seguido para crear la

interfaz grafica, asi como su funcionamiento y utilidad.

Por dltimo se presentaran unas conclusiones sobre la realizacion del proyecto, lineas
futuras del trabajo, asi como un pliego de condiciones y un presupuesto detallado del

coste total del trabajo fin de grado.
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1 INTRODUCCION

La musica ha estado presente en la sociedad desde tiempos inmemoriales. Ya en la
prehistoria los ritmos musicales gozaban de gran importancia para el hombre puesto
que estos rudimentarios sonidos estaban presentes en los rituales de caza y en las
fiestas, donde el hombre prehistérico bailaba sin descanso. Durante el paso del tiempo
estos ritmos prehistéricos han ido evolucionando influenciados por factores sociales,
culturales e histéricos, dando lugar a la inmensa variedad musical que existe en la
actualidad. Ante la existencia de una cantidad tan grande de musica aparece la
necesidad ordenarla adecuadamente para obtener una busqueda eficiente. De esta
necesidad surgen las distintas clasificaciones musicales que existen en la actualidad:

género, autor, condicién animica, afio,...

Dentro de los distintos tipos de clasificacién, la clasificacion por género musical es una
de las mas complicadas dado que existen numerosas imprecisiones que hacen que dos
canciones de un mismo género musical contengan diferencias significativas en cuanto a
caracteristicas ritmicas e instrumentaciéon. Estas imprecisiones han hecho que
historicamente la clasificacion por género musical haya sido realizada por expertos
musicales, con la consecuente pérdida de tiempo y dinero que eso conlleva. Es por eso
que la industria musical en la actualidad busque técnicas maés eficientes de clasificacién.
Es aqui donde se encuadra este proyecto fin de grado, el cual tiene como objetivo
mejorar el tiempo de ejecucion y reducir el coste que conlleva clasificar el repertorio

musical de la forma tradicional manteniendo un alto porcentaje de aciertos.

Para conseguir este objetivo se seguirdn una serie de pasos bien estructurados. El
primero de ellos es encontrar una base de datos musical que se encuentre etiquetada
correctamente. Esta base de datos serd el cimiento de este proyecto ya que sin la base
de datos seria imposible poder desarrollar el trabajo. Posteriormente se trabajara sobre
la base de datos adecuandola a las necesidades de este proyecto. Una vez que se ha
adaptado esta base de datos se extraen de ella caracteristicas musicales, las cuales
serviran como patrones para que el clasificador identifique correctamente los géneros
musicales propuestos. Una vez que se ha implementado el clasificador se obtienen
resultados y se buscan mejoras que permitan mejorar los resultados iniciales. Con esas
mejoras se consigue obtener un porcentaje de aciertos muy alto para todos los géneros

musicales que serviran como resultados finales de este trabajo fin de grado.
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2 BASE DE DATOS MUSICAL

2.1 INTRODUCCION

La obtencién de una base de datos es un pilar basico para la realizacién de este
proyecto. Gracias a esta base de datos es posible extraer informacién muy importante
sobre cada género musical. Para conseguirlo se extraerdn caracteristicas musicales de
todos los archivos de audio que contiene la base de datos y se asociardn con su
correspondiente género musical. Los apartados siguientes mostrardn el proceso de
bisqueda y de adaptacion de la base de datos a las necesidades de este trabajo fin de

grado.
2.2 BUSQUEDA DE LA BASE DE DATOS

Internet es un medio que proporciona casi cualquier informacién si se utilizan las
herramientas adecuadas. Como no podia ser de otra forma la base datos que se va a

utilizar estd dentro de esta gran red de informacion.

Desde el afio 2005 se viene celebrando anualmente unas conferencias que investigan
acerca de la informacién musical, méas conocidas como MIREX, “Music Information
Retrieval Evaluation eXange”, Estas conferencias estan gestionadas y coordinadas por
el laboratorio de evaluacién de sistemas de recuperacién de informacién musical
(IMIRSEL), y cada aflo en la web del MIREX se presentan los resultados de las
investigaciones. Por todo esto, la pagina del MIREX es una buena opcién para buscar

una base de datos musical ya clasificada.

Dentro del apartado de clasificacién por género musical de la pagina del MIREX 2005
(MIREX, 2005) se encuentran los enlaces de descarga de la base de datos que se ha
utilizado (Music Technology Group, 2004). Esta base de datos viene dividida en dos
partes, una primera parte llamada de entrenamiento la cual sirve para entrenar la red y
comprobar los resultados, y una segunda parte llamada de validacién que es la
responsable de verificar que el porcentaje de aciertos que se ha obtenido al entrenar la

red ha sido correcto.

La base de datos en su conjunto cuenta con 8 géneros musicales: clasica, electrénica,

jazz, metal, punk, rock, pop y world. Por dltimo cabe destacar que la base de datos de
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entrenamiento cuenta con unas 800 canciones, mientras que la parte de validacién estd

compuesta por 730 canciones aproximadamente.

2.3 ADECUACION DE LA BASE DE DATOS

Una vez que se ha descargado la base de datos, el siguiente paso es convertir la senal
acistica a un formato numérico con el que se pueda trabajar. Para ello se va a
convertir el formato audible a una serie de muestras que representan la envolvente de
la seflal musical. La herramienta que va a permitir realizar esta conversién y con la que

ge va a trabajar durante todo el proyecto es el programa de calculo numérico Matlab.

El tipo de archivos del que estd compuesta la base de datos es .mp3. Da la casualidad
de que dicho formato no es compatible con Matlab, por lo que es necesario buscar una
solucion. Dos ideas son las que se han planteado en la blsqueda de la soluciéon del

problema:

e Convertir toda la base de datos a un formato que soporte Matlab (.wav) para

posteriormente trabajar en Matlab con los archivos .wav.

e Buscar una libreria de Matlab que logre convertir el formato .mp3 a un formato
numérico. De esta forma es posible trabajar dentro del entorno de Matlab con el

formato .mp3.

Al final se ha optado por usar la segunda opcién por ser la soluciéon més sencilla y que

requiere menor tiempo de implementacion.

La librerfa que se ha usado ha sido mp3read, obtenida en (Fernandez, 2004). Estd
compuesta por 2 funciones mp3dread y mp3write y un programa externo. Lo que hace la
libreria basicamente es convertir a .wav el archivo .mp3 mediante el programa externo

que incorpora, para que Matlab pueda trabajar con un formato soportado.

De las dos funciones que trae la libreria, la que se va a emplear es mpJdread. Esta
funcién proporciona la sefial de audio muestreada y cuyos valores de envolvente oscilan
en el rango [-1,1], asi como la frecuencia de muestreo, el nimero de bits por muestra y
datos sobre la codificacién y etiquetas del archivo. Una vez que la funcién devuelve la
senial muestreada es necesario convertirla a formato monofénico. De esta forma se
facilita el cédlculo de la extraccién de caracteristicas de las canciones que componen la
base de datos. Para la conversién a formato monofénico se ha optado por sumar los dos
canales de audio y dividir el resultado entre dos. Una vez que se ha hecho esto, la sefal
muestreada estd lista para procesar y poder extraer de ella lag caracteristicas més

relevantes.
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En cuanto a los géneros musicales que tiene la base de datos, cabe decir que no todos
los géneros tienen el mismo numero de canciones. Este hecho hace que a la hora de
clasificar el clasificador de mas importancia al género con més archivos, por lo que se
tomoé la decisién de reorganizar los géneros musicales que tiene la base de datos. A la
hora de reorganizar la base de datos se opté por eliminar algin género musical, asi
como reagrupar otros. La Tabla 1muestra el antes y el después de los géneros musicales

en la base de datos:

Base datos original
Género N€ canciones
Classical 318 Nueva base datos
Jazz, 26 Género N€ canciones
Electronic 115 Classical 318
Pop 6 Electronic 115
Metal 29 Metal/Rock/Punk 140
Rock 95 World 122
Punk 16
World 122

Tabla 1: Comparativa entre los géneros de la base de datos original y la base de datos
modificada.

Como se puede apreciar en la Tabla 1, la base de datos original contenia 8 géneros
musicales, de los cuales algunos apenas tenian asociados archivos de audio. Para
compensar los géneros de prescindié de jazz y pop, y se agruparon en un mismo género
metal rock y punk por su afinidad musical. De esta forma se consigue equilibrar el
nimero de archivos que contiene cada género musical facilitando la tarea al clasificador

que se implementara posteriormente.
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3 PROCESADO DE SENAL Y EXTRACCION DE

CARACTERISTICAS

Este capitulo serd el encargado de adquirir informacién muy relevante sobre cada uno
de los géneros musicales. Con la aplicacion de diversas técnicas de anélisis y procesado

de senal se conseguira obtener 10 caracteristicas de cada fichero de audio.

La estructura de este capitulo consta de 3 apartados: un primer apartado en el que se
entraman las senales aclsticas, un segundo apartado en el que se obtienen las
caracteristicas timbricas de las sefales actsticas, y por tltimo, un apartado dedicado a
la programacién de todas las ecuaciones necesarias para la obtencién de caracteristicas

en el entorno de desarrollo Matlab.

Toda la documentaciéon necesaria para poder desarrollar este capitulo se ha obtenido de
(Tzanetakis & Cook, 2002), (Nam, 2001) y (Alvarado, 2005).

3.1 PROCESADO DE SENAL

Antes de extraer las caracteristicas es necesario procesar la informacién para poder
obtener mejores resultados. A la hora de procesar los datos se ha tomado la
determinacién de entramar cada sefial de audio en tramas cuya longitud asciende a
2048 muestras. El ntmero de muestras no se ha escogido al azar, sino que se
fundamenta en la naturaleza aleatoria y no estacionaria que poseen las sefales
actsticas. La aleatoriedad y la naturaleza no estacionaria de las senales actsticas
suponen un gran inconveniente a la hora de obtener las caracteristicas espectrales, y
para solucionarlo, se recurre a utilizar ventanas de muy corta duracién. Es aqui donde
adquiere una importancia vital la longitud de las tramas: La duracién de trama que se
estd manejando es de 46.3 ms (frecuencia de muestreo de 44.1 kHz en una ventana de
2048 muestras). Dada la corta duracién de la trama se comnsigue que la senal que
contiene cada trama sea practicamente estacionaria, facilitando asi la posterior
extraccién de caracteristicas. Ademds gracias al entramado se consigue obtener més
informacién puesto que se calculara la media y la desviacion tipica de todas las tramas
que componen una caracteristica, obteniéndose asi dos medidas en vez de una. Por
ejemplo, se quiere calcular la energia de una senial acustica. Para ello se calculara la
energia de todas las tramas que componen la senal acistica. Posteriormente se calculara

la media y la desviacién tipica de las energias calculadas. Asi se obtienen dos medidas
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de una misma caracteristica en vez de una sola que se obtendria si se calculase la

energia de la senal directamente sin entramar.

3.2 EXTRACCION DE CARACTERISTICAS

Este apartado explicard de manera tedrica las técnicas que se van a emplear para la

extraccion de las caracteristicas mas relevantes de una senal acustica.

La extracciéon de caracteristicas es un proceso de célculo que permite caracterizar a una
geflal actstica. El proyecto se centrard esencialmente en las caracteristicas musicales
relacionadas con el timbre, pudiendo separarse en dos tipos: caracteristicas temporales

y espectrales. A continuacién se analizaran con detalle cada tipo.
e (Caracteristicas temporales:

Dentro de este grupo se encuentran la energia de la senal aciistica y el ntimero
de cruces por cero, méas conocido como zerocrossing. Ahora se describird con
mas detalle las ecuaciones y el proceso que se ha seguido para la obtencion de

estos dos parametros.

Energia de la senal: se calcula la energia de cada trama como el médulo de la

trama al cuadrado segin la ecuacion (1).

N 2

B = ) lxlnll ®

n=0

Con la energia de cada trama se obtiene la energia media y la desviacién tipica
de la energia de la senal. Ademés en el calculo de este parametro se ha
introducido una mejora que elimina las partes de audio que no contienen
sonidos. Para ello se ha establecido un umbral que elimina las tramas cuya

energia no supere ese umbral.

Zerocrossing: este parametro da una idea de lo ruidosa que es la sefial puesto
que cuenta el ndmero de pasos por cero de cada trama, cuanto mayor es el
nimero de pasos por cero, mayor sera el ruido existente. Ademéas este es uno de
los pardmetros que permite discriminar entre la voz y el audio. Para el céalculo

del nimero de pasos por cero en cada trama se ha hecho uso de la ecuacién (2)
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-1
Zy = % . |signo(x[n]) — signo(x[n + 1])|
0 (2)

S
1l

Posteriormente se obtiene la desviacion tipica y la media de los pasos por cero

de todas las tramas.

Caracteristicas espectrales:

A la hora de obtener las caracteristicas espectrales se ha decidido enventanar
todas las tramas con la ventana de Hamming. Una de las razones por las que se
ha decidido utilizar esta ventana es el suavizado que logra en los bordes de la
trama, evitando asi las discontinuidades bruscas entre tramas. La logica dice
que utilizando una ventana rectangular no se modificaria la sefial en el dominio
del tiempo por lo que las caracteristicas espectrales se verian menos afectadas,
pero en realidad esto no es asi. De aqui se obtiene la segunda razén por la cual
se utiliza la ventana de Hamming. Una multiplicaciéon en el dominio temporal se
convierte en una convolucién en el dominio frecuencial, por eso para las
caracteristicas espectrales es necesario utilizar la ventana que maés se aproxime a
la funcién delta, puesto que una convoluciéon con una delta no modifica el
espectro de la sefial original. Analizando ambas ventanas se puede observar que
el espectro de la ventana de Hamming es la que més se aproxima a la funcién

delta como muestra la Figura 1.
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Figura 1 Tipos de ventanas y su espectro

Con el tipo de ventana ya escogido, el siguiente paso es empezar a extraer las

caracteristicas deseadas, las cuales se detallan a continuacién:

Centroide espectral: estd definido como el centro de gravedad del espectro, es
decir, la frecuencia que divide al espectro en dos partes iguales. Este parametro
estd relacionado con la medida del “brillo” del sonido. De esta forma se
relaciona a los sonidos mas “brillantes” con los valores de centroide maés altos,
los cuales estdn compuestos de frecuencias altas. Para el calculo del centroide en

cada trama se hace uso de la ecuacién (3)

_ Zh=oMi[n] -n

= R M)

Dénde Mi[n] es la amplitud de la transformada de Fourier a la frecuencia n de
la trama k. Una vez calculado el centroide de todas las tramas se obtiene la

media y la desviacién tipica de todos los centroides.
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Factor de Rolloff: se define como la frecuencia R por debajo de la cual se
concentra el 85% del médulo del espectro. Este parametro da una idea de la
forma que puede adoptar el espectro de la senial. Para el calculo de este

pardmetro en cada trama se hace uso de la ecuacién (4)

iMk[n — 0.85- ZMk (4)
n=0 n=0

Al igual que en el caso anterior, se calcula la media y la desviacién tipica del

factor de rolloff con el factor de rolloff de cada trama.

Flujo espectral: es la diferencia al cuadrado del moédulo del espectro entre dos
tramas consecutivas. Esta medida indica la rapidez con la que cambia la energia
del espectro. La ecuacién (5) es la que se ha utilizado para el célculo del flujo

espectral.

N
Fe= ) (Myln] = My [n])? (5)
n=0

Donde Mi[n] y Mii[n] son el médulo de la transformada de Fourier de la trama

k y de la trama anterior respectivamente.

Finalmente se ha obtenido la media y la desviacion tipica del flujo espectral

para todas las tramas.

3.3 IMPLEMENTACION EN MATLAB

Para obtener las caracteristicas explicadas en el apartado anterior se ha optado por
programar unos scripts en el entorno de programaciéon Matlab. Se ha creado un script
para cada caracteristica siguiendo las ecuaciones descritas en el apartado anterior. Una
vez que se implementaron todos estos scripts se creé otro que permite organizar y
almacenar todas estas caracteristicas. El formato utilizado para su almacenaje consiste
en un matriz de 11 columnas y tantas filas como archivos de audio contiene la base de

datos. Cada fila tiene una primera columna con la etiqueta correspondiente al género
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musical al que pertenece el archivo y 10 columnas més en las que estan las
caracteristicas extraidas. A modo de ejemplo la Tabla 2 muestra la organizacién de esta

matriz de caracteristicas:

Desv.

Desviacién Desv. Media Desv.

X Media . Media . K tipica Media Desv. tipica Media .
Etiqueta . tipica tipica flujo . . K , tipica
centroide . Roloft flujo zerocrossing | zerocrossing | energia ,
centroide Roloff | espectral energia

espectral

1 0,006 | 0,01 | 1023,85 | 26,19 | 127,48 | 100,0 0,04 0,12 | 0,02 0,01

2 0,012 | 0,011 | 1021,9| 14,8 | 260,6 | 185,0 0,177 0,287 | 0,064 | 0,069

3 0,035 | 0,017 | 1024,3 | 11,11 | 243,67 | 52,14 0,32 0,15 | 0,085 | 0,02

4 0,015 | 0,011 | 1023,5| 21,71 | 233,7| 144,0 0,138 0,116 | 0,035 | 0,023

Tabla 2: Estructura de la matriz que almacena las caracteristicas musicales. Los datos que

aparecen en la tabla se corresponden con ejemplos reales del TFG.

El campo etiqueta posee valores que van del 1 al 4 cuya correspondencia con un género

musical se muestra en la Tabla 3.

Valor numérico Género musical correspondiente
1 Classical
2 Electronic
3 Metal/Rock/Punk
4 World

Tabla 3: Correspondencia entre la etiqueta de la matriz de caracteristicas y su género
musical

Una vez que se ha construido la matriz completamente se procede a guardar el archivo
en el disco duro del ordenador en el formato .mat soportado por Matlab para poder

trabajar posteriormente con esta matriz de caracteristicas.
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4 CLASIFICACION

4.1 INTRODUCCION

Para la clasificacién de los distintos géneros musicales se va a implementar una red
neuronal artificial. Este tipo de redes intentan emular el procesamiento de informacién
de sistemas nerviosos humanos, es por eso que las redes neuronales artificiales

presentan caracteristicas propias del cerebro humano:

Aprendizaje: El conocimiento de las cosas lo obtienen a través del estudio, ejercicio o
experiencia. Este hecho hace que las redes neuronales artificiales posean la capacidad de

cambiar dinamicamente segin las condiciones del medio.

Generalizacion: Sacan conclusiones globales a partir de casos particulares. Gracias a
esta caracteristica estas redes pueden conseguir resultados correctos a entradas que

estan afectadas por ruido o distorsiones siempre que estén dentro de un margen.

Abstraccién: Separan las cualidades de un objeto para considerarlas aisladamente. Esto
permite abstraer un conjunto de datos de entrada que no muestran caracteristicas

comunes.

Las cualidades descritas anteriormente hacen que la red tenga un comportamiento no
lineal, lo que permite procesar informacion de fendmenos no lineales. Este hecho es de
gran ayuda dado que la mayoria de los sucesos presentes en la naturaleza carecen de

linealidad.

El tipo de red que se va a emplear es conocida como “Single Layer Feed-forward
Network” (SLEN), cuya descripcién y andlisis en profundidad se verd con mayor detalle

en el siguiente apartado.

4.2 REDES SLFN

Las redes SLFN constan de una estructura dividida en sustratos o capas. Cada capa
tiene una serie de neuronas interconectadas que permiten aproximar cualquier funcién

continua si se seleccionan bien los hiper-parametros de la red.

El esqueleto de una red SLFN bésica consta de 3 estratos, los cuales se describen a

continuacion:
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e (Capa de entrada: en esta capa se sittian las neuronas que contienen los patrones

de entrada a la red.

e (Capa intermedia: conocida como capa oculta. Aqui se encuentran neuronas cuya
entrada proviene de la capa anterior (capa de entrada) y cuya salida pasa a la

capa posterior (capa de salida).

e (Capa de salida: en esta ultima capa se encuentran las neuronas que contienen

las salidas de la red neuronal.

La Figura 2 muestra graficamente la estructura de la red.

Capade Capa Capa de
Entrada Oculta Salida
Entrada 1
Salida
Entrada 2 @
© ol
Entrada 3 @ —
- S @
Entrada n @

Figura 2: Estructura de una red neuronal.

Entrando més en detalle, una red SLEN tipica estd compuesta por una capa oculta de
M neuronas. Los pesos de la capa de entrada conectan las n variables de entrada con
las M neuronas. A continuacién una nueva capa de pesos vuelven a conectar la salidas

de las M neuronas de la capa oculta con las m salidas de la red.

Se considera un vector de entrada con N muestras aleatorias xj; = [Xj1, Xj2,-y Xju|' € R,
cuyas soluciones son t; = [tj1, ti2, .., tim] € R™. El resultado de cada neurona de salida

viene dado por la expresion (6)

M
OjZZﬁi'f(Wi‘xj"'bi)r j=1..N (6)
i=1
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Donde f( - ) son las funciones de activacién de las neuronas de la capa oculta;  Bs=[Bj,
Ri2, - , Pim]" son los pesos de salida de la neurona oculta j-ésima; wi=[wj, Wi, ..., Wis| es
el vector de pesos que conecta la j-ésima neurona oculta con las caracteristicas de
entrada y b; es el sesgo de la j-esima neurona oculta. Ademds w;-x es el producto

escalar de w; y x.

Las funciones de activacién tipicas de los nodos ocultos suelen ser del tipo sigmoide, en
ese caso la SFLN se conoce como MLP (“Multi Layer Perceptron”). También es
posible utilizar otras funciones de activacién como las de base radial, pasando a
llamarse la red en este caso como RBF (“Radial Basis Function”). Por el contrario las

neuronas de salida tienen la ventaja de tener funciones de activacién lineales.

Por otra parte, los hiper-pardametros que permiten modificar y ajustar la SLFN se
corresponden con los pesos de la red y el niimero de nodos. Un ajuste 6ptimo de estos
parametros permite que a la salida se obtengan resultados con un alto porcentaje de

aciertos.

A la hora de implementar este tipo de redes, lo més habitual es fijar un nimero de
neuronas M e inicializar los pesos aleatoriamente para posteriormente entrenar la red
con un conjunto de entrenamiento y con el algoritmo “back propagation” junto con
métodos de optimizacién basados en gradiente. Mediante validacién cruzada se obtiene
el niimero 6ptimo de neuronas. Este procedimiento supone un alto coste computacional
debido al elevado nimero de pasos que se requieren para entrenar la red y a la

buisqueda del nimero de neuronas.

Debido a la lentitud de este algoritmo han surgido mejoras que permiten entrenar la
red mejorando el tiempo de ejecucién y manteniendo la precisién en los aciertos. El
algoritmo que consigue lo descrito anteriormente se denomina ELM (Extreme learning
machine), y es el algoritmo que se va a emplear en este trabajo. En el siguiente

apartado se detallard con mas precision el algoritmo ELM.

4.3 ELM: EXTREME LEARNING MACHINE.

Este algoritmo se basa en que una SLFN compuesta por M neuronas, cuyos pesos de
entrada se inicializan aleatoriamente, puede aprender N casos de entrenamiento sin
producir errores, siendo N2>M. Al asignar estos pesos al azar, la SLFN puede
considerarse como un sistema lineal pudiéndose determinar los pesos de salida mediante

la inversa generalizada.
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Como ya se habia visto anteriormente, una SLFN con N muestras de entrada aleatorias

a la salida de cada neurona produce resultados segin la expresién (6).

En general, una SLFN con M neuronas en la capa oculta puede aproximar estas N

muestras con error 0:

M
Dlloy =5l =0 7)
j=1

Para que se cumpla la expresién (7) deben existir wi, B;y bi tal que:

,Bi'f(Wi'Xj-l'bi):tj, ]:1N (8)

Is

Las anteriores N ecuaciones de forma compacta se pueden escribir como:

HB =T 9)
donde
fwy-x1+b1) ... f(wy-x1+by)
H(Wl, ...,WM, bl,...,bm,xl, ...xN) = : : (10)
fwy-xy+b1) ... f(wy-xy+by)
T
p=|":
| or 11
M1pem (1)
t]
T=|: (12)
tn
Nxm
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Donde H es la matriz de salida de la capa oculta de la SLEN, y la columna i-ésima se
corresponde a la salida de la neurona i-ésima de la capa oculta con respecto a las

salidas xi,..., Xx.

Para poder desarrollar el algoritmo ELM Huang et al. desarrollan en (Guangbin , Quin-
Yu, & Chee-Kheong , Extreme learning machine: Theory and aplications, 2006) una
serie de teoremas. Con ayuda de estos teoremas se llega a la conclusién de que si se
fijan los valores de w; y b;i el entrenamiento de una red SLFN es equivalente a

encontrar una soluciéon de minimos cuadrados B del sistema lineal HB=T":

B = argmin||H(wy, Wy, by, ... by)B = T|| (13)

Si M=N (nimero de muestras es igual al nimero de neuronas ocultas) la matriz H es
cuadrada e invertible pudiendo aproximar la SLEN a error cero las muestras de
entrenamiento. Sin embargo, en la mayoria de los casos esto no ocurre ya que el
nimero de nodos de la capa oculta suele ser menor que el numero de vectores de
entrenamiento. En ese caso la matriz no seria cuadrada, por lo que no existiria B; que
cumpliera HB=T. En ese caso y con ayuda del teorema 5.1 propuesto en el apéndice
del articulo (Guangbin , Quin-Yu, & Chee-Kheong , Extreme learning machine: Theory
and aplications, 2006) se llega a la conclusién de que la solucién con menor norma de

minimos cuadrados del sistema anterior es:

B=H*T (14)

Donde H* es la inversa de la matriz generalizada de Moore-Penrose.

De esta forma ELM es capaz de proporcionar un entrenamiento réapido y eficiente para

una red SLFN, aunque es necesario establecer el nimero de nodos de la capa oculta.
A modo de resumen de detalla a continuacion el algoritmo ELM:

Dado un conjunto de entrenamiento E={(x;t;), x; ER", t; ER™, j=1,..,N}, un funcién

de activacién f( - ) y un nimero de neuronas en la capa oculta M,

1) Se asignan aleatoriamente los pesos de la capa de entrada w; y sesgos by,

i=1,.., N.

2) Se calcula la matriz de salida de la capa oculta usando la ecuacién (10).
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3) Se calcula la matriz de pesos de la capa de salida B=H'T, donde B y T
estan definidos en (11)y (12) respectivamente, y siendo H* la matriz inversa

generalizada de Moore-Penrose de H.

Para documentar toda la parte tedrica se ha hecho uso de las siguientes referencias
bibliograficas: (Guangbin , Quin-Yu, & Chee-Kheong , Extreme learning machine:
Theory and aplications, 2006), (Guangbin, Hongming, Xiaojian, & Rui, 2012), (Crespo,
2013) y (Garcia Laencina, Verdi Monedero, Larrey Ruiz, Morales Séanchez, & Sancho

Goémez, 2010).

4.4 IMPLEMENTACION EN MATLAB

A la hora de usar la ELM en Matlab se opté por descargar una libreria con la ELM ya
programada. La péagina de descarga (Guangbin, Extreme Learning Machine) posee
teoria sobre las ELM y librerias con la ELM implementada para varios lenguajes de
programaciéon asi como ramales de la ELM original modificados para diversas
soluciones. Dentro de la libreria que contiene la ELM béasica existen 3 funciones, una
funcion bésica que entrena la red y predice resultados, y otras dos “avanzadas” que
permiten entrenar la red y predecir los resultados por separado. En este caso se van a
utilizar la funciones “avanzadas” cuyo enlace de descarga es (Guangbin, Extreme

Learning Machine).

La libreria que se va a utilizar posee dos funciones, elm_ train y elm_ predict, las cuales

se van a explicar con un poco méas de detalle a continuacién:

e FElm_ train es la funcién que permite entrenar la red neuronal. La Tabla 4
muestra el prototipo de la funcién y explica los argumentos de entrada y de

salida de dicha funcién.
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[TrainingTime, TrainingAccuracy] = elm__train(TrainingData_ File, Elm_ Type, NumberofHiddenNeurons,

ActivationFunction)

Argumentos de entrada

TrainingData_ File

Base de datos con los archivos de
entrenamiento. En la primera columna de

cada fila debe estar el

Elm_ Type

0- Regresién
Tipo de ELM

1- Clasificacion

NumberofHiddenNeurons

Numero de neuronas que tendra la capa
oculta de la red.

ActivationFunction

Funcién Sigmoidal

Funcion de R
L Funcién Sine
activacion

Funcién Hardlim

Argumentos de salida

TrainingTime

Tiempo que tarda en entrenarse la red

TrainingAccuracy

Porcentaje de aciertos en la fase de

entrenamiento.

Tabla 4: Prototipo de la funcién de entrenamiento y sus parametros.
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o Elm_ predict: es la funcién que da la solucién a unas caracteristicas de entrada
una vez que la red neuronal estéd entrenada. El prototipo de la funcién y sus

argumentos de detallan en la Tabla 5.

[TestingTime, TestingAccuracy] = elm_ predict(TestingData_ File)

Argumentos de entrada

Datos de entrada a partir de los cuales
TestingData_ File se va a predecir el resultado de la

salida.

Argumentos de salida

. . Tiempo que tarda la red en predecir el
TestingTime
resultado.

Testine A Porcentaje de aciertos que se obtienen
esting Accurac
& Y a la salida de la red neuronal.

Tabla 5: Prototipo de la funciéon de prediccion de resultados y sus argumentos.

El proceso a seguir para la implementacién de la ELM es entrenar la red con la funcién
elm_ train escogiendo un niumero de nodos al azar y una funciéon de activaciéon para
posteriormente obtener resultados con elm_ predict. Si los resultados no se ajustan a lo
buscado se cambian el ntimero de nodos y la funcién de activacién hasta que se

obtengan unos resultados aceptables.
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5 PRIMERA APROXIMACION

En este nuevo capitulo se van a presentar los resultados que se obtienen una vez que se
ha extraido de la base de datos descargada las caracteristicas de capitulo 3 y se ha
implementado el clasificador del capitulo 4. Los resultados que se van a presentar se
estructurardn en 3 apartados: el primero presentard los resultados que proporciona el
clasificador si se introducen los datos de la base de datos sin normalizar, el segundo con
la base de datos normalizada por el valor maximo y el tercero con la base de datos
normalizada en media cero y varianza uno. Con esto se pretende observar cual de los 3

métodos obtiene mejores resultados.

El clasificador implementado en todos los casos es una ELM funcionando en modo
clasificacién multiclase con 4 nodos de salida, cada salida se corresponde con uno de los

4 géneros musicales.
5.1 EXPERIMENTO 1: BASE DE DATOS SIN NORMALIZAR

Como se ha explicado anteriormente, en este experimento se introdujo la base de datos
sin normalizar en el clasificador multicanal. Los datos que se muestran a continuacién
proporcionan el porcentaje de aciertos que ha tenido cada género musical, asi como las

matrices de confusién entre los distintos géneros musicales.

En un primer momento se presentard el porcentaje de aciertos para cada género
teniendo en cuenta el nimero de nodos y la funcién de activacién empleada. Las
matrices de confusién solamente se mostraran en los casos con mejores resultados. Para
estos experimentos el nimero de caracteristicas que se tienen en cuenta son las

explicadas en el capitulo 3 (10 caracteristicas en total).

La Tabla 6 muestra el porcentaje de aciertos para un nimero distintos de la capa

oculta si la funcién de activacién es sigmoidal.

32




Ne _% .% % Aciertos % Aciertos Media de

Aciertos Aciertos
nodos ) ] Metal/Rock/Punk World aciertos

Classical Electronic

10 100,00 0,00 0,00 0,00 25,00

20 100,00 0,00 0,00 2,70 25,68

100 92,71 22,86 78,57 0,00 48,54

500 89,58 45,71 69,05 21,62 56,49

Tabla 6: Resultados que proporciona el clasificador con una funcién de activacién sigmoidal y

distinto niimero de nodos en la capa oculta.

La Tabla 7 recoge los resultados que proporciona el clasificador para distinto niimero

de nodos en la capa oculta y funcién de activacion sine.

Ne ,% .% % Aciertos % Aciertos Media de
dos Aclertos Aclertos Metal/Rock/Punk World aciertos
noe Classical Electronic
10 27,08 20 16,67 16,22 19,99
20 41,67 22,86 9,52 21,62 23,92
100 29,17 8,57 19,05 29,73 21,63
500 33,33 17,14 30,95 21,62 25,76

Tabla 7: Porcentaje de aciertos por género con funcién de activacién sine y distinto namero

de nodos en la capa oculta.

Por dltimo la Tabla 8 muestra los resultados de salida del clasificador cuando la

funcién de activacion empleada es una funcién hardlim.
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Ne _% .% % Aciertos % Aciertos Media de

Aciertos Aciertos
nodos ) ] Metal/Rock/Punk World aciertos

Classical Electronic

10 27,08 20 16,67 16,22 19,99

20 41,67 22,86 9,52 21,62 23,92

100 29,17 8,57 19,05 29,73 21,63

500 87,5 40 90,47 18,91 59,22

Tabla 8: Porcentaje de aciertos por género musical cuando la funcién de activacién empleada

es una funcién hardlim.

Observando los resultados de las tres tablas anteriores se ve que el porcentaje de
aciertos obtenidos es pésimo, ya que en ningin caso se obtiene una tasa de aciertos
mayor del 50% en todos los géneros musicales, sino que algin género obtienes
resultados aceptables mientras otros los resultados que presentan son muy malos. Estos

hechos hacen que la media global en el mejor de los casos ronde el 60% de aciertos.

A continuaciéon las tablas Tabla 9,Tabla 10 yTabla 11 muestran las matrices de
confusion de los casos que tienen la mayor media global de aciertos para cada funcién
de activacién. Da la casualidad que en todas las funciones de activacién los mejores

resultados se obtienen con la configuracion de 500 nodos.

Classical | Electronic | Metal/Rock/Punk | World
Classical 89,58% 0,00% 8,33% 2,08%
Electronic 17,14% 45,71% 34,29% 2,86%
Metal /Rock/Punk 9,52% 21,43% 69,05% 0,00%
World 35,14% 24,32% 18,92% 21,62%

Tabla 9: Matriz de confusién para funcién de activacién sigmoidal y 500 nodos en la capa

oculta.
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Classical | Electronic | Metal/Rock/Punk | World

Classical 33,33% 25,00% 25,00% 16,67%
Electronic 37,14% 17,14% 25,71% 20,00%
Metal /Rock/Punk 19,05% 21,43% 30,95% 28,57%
World 40,54% 13,51% 24,32% 21,62%

Tabla 10: Matriz de confusién para funcién de activacién sine y 500 nodos en la capa oculta.

Classical Electronic | Metal/Rock/Punk | World

Classical 87,50% 0,00% 7,29% 5,21%
Electronic 17,14% 40,00% 40,00% 2,86%
Metal /Rock/Punk |  4,76% 4,76% 90,48% 0,00%
World 40,54% 13,51% 27,03% 18,92%

Tabla 11: Matriz de confusién para funcién de activacién hardlim y 500 nodos en la capa
oculta.

De las 3 funciones de activacién las que mejores resultados dan a la hora de clasificar
correctamente los géneros musicales son la funcién sigmoidal y la hardlim, ambas con
una configuracién de 500 nodos en la capa oculta, ya que la media global de aciertos
que llegan a obtener estd cerna al 60%. Este 60% no es del todo real, ya que existen
oscilaciones muy amplias entre la media de aciertos de los géneros musicales. Por
ejemplo, en los géneros musicales etiquetados como classical y metal/rock/punk se
obtienen tasas de acierto muy aceptables (mayores del 70%) frente a tasas inferiores al

50% que presentan los géneros etiquetados como electronic y world.

En cuanto a las matrices de confusién, las tablas Tabla 9, Tabla 10 y Tabla 11
muestran el porcentaje de aciertos y fallos de cada género musical. Las tablas Tabla 9 y
Tabla 11 son las que representan las mejores tasas de aciertos en el global, y por tanto
seran las tablas en las que centrarse. Ambas tablas presentan un porcentaje de aciertos
muy bueno en los géneros classical y metal/rock/punk. Los errores que presentan estos
dos géneros se deben a la confusién del género classical con los géneros
metal /rock /punk y world con una tasa de fallos inferior al 10% en cada uno de los dos
géneros, mientras que el género metal/rock/punk tiende a confundirse con los géneros
electronic y classical, siendo méas propenso para la confusién el primero de ellos (en la

Tabla 9 se etiquetan el 21% de las canciones metal/rock/punk como electronic, frente
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al 9% que son etiquetadas como classical). Por el contrario los dos géneros musicales
restantes (electronic y world) presentan un bajo porcentaje de aciertos llegando a

confundir hasta el 40% de las canciones con un género musical diferente.

Estos resultados son inadmisibles para un sistema de reconocimiento de géneros

musicales.

Los malos datos pueden ser debidos a que la base de datos esta sin normalizar, puesto
que en el manual de la ELM implementada aconseja que todas las caracteristicas que se
van a utilizar para crear patrones de reconocimiento deberian estar normalizadas y

acotadas dentro del rango [-1,1].

En los siguientes experimentos se comprobard si esta ténica contintia o si por el
contrario remite gracias a la normalizacién. El objetivo a conseguir es obtener altos
porcentajes de aciertos en todos los géneros musicales. De no ser asi se tomaran

medidas que intenten solucionar el problema.

5.2 EXPERIMENTO 2: BASE DE DATOS NORMALIZADA POR EL
MAXIMO

En este nuevo experimento todas las caracteristicas que estan en la base de datos se
van a normalizar por su valor maximo, asi se consigue que todas las caracteristicas de
la base de datos estén comprendidas dentro del rango [-1,1], como indica la
recomendacién de la ELM. Al igual que en el experimento anterior, 10 van a ser las

caracteristicas que permitan clasificar los 4 géneros musicales correctamente.

El procedimiento a seguir va a ser el mismo que se ha seguido en el experimento
anterior. Primero se mostraran las matrices que muestran el porcentaje de acierto de
cada género musical para distinto ndmero de nodos y funciones de activacién, y luego

se expondran las matrices de confusién para los mejores resultados.

Siguiendo los pasos descritos en el péarrafo anterior, el primer paso es mostrar los
resultados para distintos nodos y funciones de activacién. De ello se encargaran las
tablag Tabla 12, Tabla 13 y Tabla 14:
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Ne _% .% % Aciertos % Aciertos Media de

Aciertos Aciertos
nodos ) ] Metal/Rock/Punk World aciertos

Classical Electronic

10 66,66 14,28 90,47 2.7 43,53

20 73,95 45,71 88,09 2,7 52,61

100 89,58 45,71 90,47 8,1 58,47

500 41,66 11,42 40,47 35,13 32,17

Tabla 12: Porcentaje de aciertos por género con funcién de activacién sigmoidal y distinto

nimero de nodos en la capa oculta.

Ne ,% ,% % Aciertos % Aciertos Media de

Aciertos Aciertos
nodos ) ] Metal/Rock/Punk World aciertos

Classical Electronic

10 86,45 2,85 85,71 18,91 48,48

20 73,95 11,428 78,57 16,21 45,04

100 86,45 45,71 76,19 18,91 56,82

500 15,62 17,14 40,47 40,54 28,44

Tabla 13: Porcentaje de aciertos por género con funcién de activacién sine y distinto ntimero

de nodos en la capa oculta.

Ne ,% ,% % Aciertos % Aciertos Media de

Aciertos Aciertos
nodos ) ] Metal/Rock/Punk World aciertos

Classical Electronic

10 71,87 0,00 92,85 2,70 41,86

20 54,16 57,14 45,23 5,40 40,48

100 68,75 31,42 83,33 24,32 51,96

500 26,04 54,28 47,61 27,02 38,74

Tabla 14: Porcentaje de aciertos por género con funcién de activacién hardlim y distinto

nuamero de nodos en la capa oculta.
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Las siguientes tablas reflejan las matrices de confusién para los mejores casos de cada

funcién de activacion. Da la casualidad de que el mejor caso se ha dado para 100 nodos.

Classical | Electronic | Metal/Rock/Punk | World

Classical 89,58% 0,00% 8,33% 2,08%
Electronic 14,29% 45.71% 37,14% 2,86%
Metal /Rock/Punk 2,38% 7,14% 90,48% 0,00%
World 32,43% 16,22% 43,24% 8,11%

Tabla 15: Matriz de confusién para 100 nodos en la capa oculta y funcién de activacién

sigmoidal.
Classical | Electronic | Metal/Rock/Punk | World
Classical 86,46% 0,00% 11,46% 2,08%
Electronic 14,29% 45,71% 37,14% 2,86%
Metal /Rock/Punk 4,76% 9,52% 76,19% 9,52%
World 29,73% 27,03% 24,32% 18,92%

Tabla 16: Matriz de confusién para 100 nodos en la capa oculta y funcién de activacién sine.

Classical | Electronic | Metal/Rock/Punk | World

Classical 68,75% 3,13% 17,711% 10,42%
Electronic 11,43% 31,43% 57,14% 0,00%
Metal /Rock/Punk 4,76% 4,76% 83,33% 7,14%

World 24,32% 18,92% 32,43% 24,32%

Tabla 17: Matriz de confusién para 100 nodos en la capa oculta y funcién de activacion

hardlim.

En este nuevo caso de estudio no se han conseguido mejorar los resultados obtenidos en

el experimento anterior puesto que en este nuevo experimento la mejor media global de
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aciertos asciende al 58,47%(funcién activacién sine y 100 nodos), frente al 59.22% que
se obtuvo en el experimento 1. Viendo las media globales de aciertos se puede decir que
los resultados practicamente idénticos, pero en realidad esto no es asi. En los géneros
classical y electronic hay una mejora del 2.37% y el 14.27% respectivamente en
comparacién con el experimento anterior; en cuanto al género metal/rock/punk los
resultados obtenidos en ambos experimentos son idénticos; por Gltimo el género world
empeora congiderablemente ya que el porcentaje de aciertos se ha visto mermado un
10% si se compara con el experimento 1. Ante estos resultados cabe decir que este
nuevo experimento no ha merecido la pena dado que la penalizacién que sufre el género

world es mayor que las mejoras que se producen en log géneros classical y electronic.

Por dltimo, la matriz de confusién de mejor caso (Tabla 15) presenta resultados
similares a la mejor matriz de confusién del experimento 1 (Tabla 11). El género
musical world es el que sigue dando maés problemas puesto que presenta tasas de
confusién extremadamente altas (un 43% de los archivos etiquetados como world es
clasificado como metal/rock/punk). Por lo tanto el problema sigue sin resolverse

cuando se usa una normalizacién por el maximo.

5.3 EXPERIMENTO 3: BASE DE DATOS NORMALIZADA EN MEDIA 0 Y

DESVIACION TiPICA 1

En este nuevo experimento el proceso a seguir es idéntico a los dos anteriores, la Unica
diferencia es el método de normalizacién de la base datos: Ahora a cada caracteristica
se le resta la media de su grupo de caracteristicas y se divide por la desviacién tipica de

todas las caracteristicas que componen su grupo.

Al igual que en los experimentos anteriores, las tablas Tabla 18, Tabla 19 y Tabla 20
muestran el porcentaje de aciertos por género para cada funcién de activacién si se

varfan el niimero de neuronas de la capa oculta.

Ne % Aciertos | % Aciertos % Aciertos % Aciertos Media de
nodos Classical Electronic | Metal/Rock/Punk World aciertos
10 93,75 57,14 73,81 5,41 57,53
20 98,96 65,71 73,81 8,11 61,65
100 92,71 65,71 73,81 37,84 67,52
500 47,92 22,86 30,95 32,43 33,54
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Tabla 18: Porcentaje de aciertos por género con funcién de activacién sigmoidal y distinto

numero de nodos en la capa oculta.

Ne % Aciertos | % Aciertos % Aciertos % Aciertos Media de
nodos Classical Electronic | Metal/Rock/Punk World aciertos
10 58,33 14,29 69,05 27,03 42,18
20 67,71 14,29 71,43 18,92 43,09
100 70,83 34,29 76,19 32,43 53,44
500 39,58 25,71 42,86 40,54 37,17

Tabla 19: Porcentaje de aciertos por género con funcién de activacién sine y distinto ntimero

de nodos en la capa oculta.

Ne % Aciertos | % Aciertos % Aciertos % Aciertos Media de
nodos Classical Electronic | Metal/Rock/Punk World aciertos
10 90,63 37,14 71,43 8,11 51,83
20 92,71 51,43 73,81 2,70 55,16
100 97,92 54,29 80,95 21,62 63,70
500 46,88 31,43 40,48 27,03 36,46

Tabla 20: Porcentaje de aciertos por género con funcién de activaciéon hardlim y distinto

nimero de nodos en la capa oculta.

Las siguientes tablas muestran, al igual que en los experimentos anteriores, lag matrices

de confusién para el mejor caso usando funciones de activacién distintas.

Classical | Electronic | Metal/Rock/Punk | World
Classical 92,71% 1,04% 1,04% 5,21%
Electronic 11,43% 65,71% 11,43% 11,43%
Metal /Rock/Punk 0,00% 19,05% 73,81% 7,14%
World 21,62% 32,43% 8,11% 37,84%

Tabla 21: Matriz de confusién para 100 nodos en la capa oculta y funcién de activacion

sigmoidal.
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Classical | Electronic | Metal/Rock/Punk | World

Classical 70,83% 10,42% 7,29% 11,46%
Electronic 28,57% 34,29% 25.71% 11,43%
Metal /Rock/Punk 11,90% 9,52% 76,19% 2,38%
World 27,03% 27,03% 13,51% 32,43%

Tabla 22: Matriz de confusién para 100 nodos en la capa oculta y funcién de activacion sine.

Classical | Electronic | Metal/Rock/Punk | World
Classical 97,92% 1,04% 0,00% 1,04%
Electronic 20,00% 54,29% 20,00% 5,71%
Metal /Rock/Punk 7,14% 11,90% 80,95% 0,00%
World 48,65% 21,62% 8,11% 21,62%

Tabla 23: Matriz de confusién para 100 nodos en la capa oculta y funcién de activacion
hardlim.

En este dltimo experimento si que se han conseguido mejorar los resultados. Ahora el
porcentaje de aciertos global obtiene su maximo en 67.52% para la configuracién de 100
nodos y funcién de activacion sigmoidal. Estos resultados suponen una mejora
sustancial con respecto a los dos experimentos anteriores que se nota sobre todo en los
géneros musicales electronic y world. En el primero de ellos se ha conseguido ascender
de un 45.71% de aciertos en el experimento 2 a un 65.71%, mientras que en el género
world el ascenso ha sido desde un 18.91% que se lograba alcanzar en el experimento 1 a
un 37,84%. Sin embargo el género metal/pop/rock ha sufrido un descenso notable del
ntmero de aciertos, bajando a un 73.81% de aciertos de este experimento desde el
90.47% que se conseguia en los géneros anteriores. Por tltimo el género classical sigue
cosechando buenos resultados ya que se ha conseguido obtener un 92.71% de aciertos.
En términos generales compensa normalizar la base de datos en media y desviacién
tipica pese a que el género metal/rock/pop ha empeorado ya que en los demés géneros

se ha conseguido una mejora considerable.
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5.4 CONCLUSIONES

En este apartado se ha visto la evolucién que sufre la clasificacion de los cuatro géneros
musicales propuestos si se va modificando la normalizacion de los datos, el nimero de
nodos de la capa oculta y la funcion de activacién empleada en la capa intermedia de la
red. Segin los resultados obtenidos estos tres pardmetros influyen de forma notable en
los resultados que ofrece el clasificador, obteniéndose los mejores resultados con una
normalizacién en media cero y desviacion tipica uno en una red neuronal de 100 nodos

en la capa oculta y funciéon de activacion sigmoidal.

Al normalizar la base de datos, en cualquiera de las dos normalizaciones, se ha
observado que el numero de nodos necesarios para obtener los mejores resultados se ha
reducido (pasando de 500 nodos en el experimento 1 a 100 nodos en los experimentos 2
y 3). Esto supone una mejora en cuanto a tiempo de célculo, por lo que en los préximos
experimentos se va a trabajar solamente con la base de datos normalizada. Adema&s
como los mejores resultados se consiguen con la base de datos normalizada en media y

varianza, esta serd la normalizaciéon que se emplee en los proximos capitulos.

A pesar de la mejora que se obtuvo en el dltimo experimento con respecto a los dos
anteriores, los resultados finales no son suficientes. La baja tasa de aciertos que
presenta el género world es preocupante y se debe a que este género musical engloba a
la musica tradicional, musica popular y étnica asi como algin género especifico de una
zona concreta. Estos hechos hacen que los patrones que siguen este tipo de canciones
sean muy distintos entre si, por lo que es muy dificil su clasificacién. Aun asi se van a
buscar soluciones que consigan mejorar los resultados obteniendo tasas de acierto

aceptables para un sistema de clasificacién automatico.
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6 BUSQUEDA DE NUEVAS CARACTERISTICAS

Dados los pobres resultados que se han obtenido en el capitulo anterior se ha decidido
introducir mejoras con el fin de obtener unas tasas de acierto aceptables (de al menos el
70% de aciertos en todos los géneros musicales). Para ello primero se buscaran nuevas
caracteristicas que ofrezcan més informacion sobre cada género musical, de esta forma
el clasificador tendrd mas posibilidades de distinguir correctamente los cuatro géneros
musicales propuestos. La informacién extra que se va conseguir viene proporcionada por
unos coeficientes denominados Coeficientes Cepstrales de Mel, cuya extraccién se

explica con méas detalle en el siguiente apartado.

Toda la teoria con la que ha sido posible elaborar este capitulo se ha obtenido de

(Bonomo Laynez, 2012) y (Wikipedia).
6.1 COEFICIENTES CEPSTRALES DE MEL

La extraccién de los coeficientes cepstrales de Mel es una de las técnicas de extraccion
de parametros més utilizadas e importantes en sistemas de reconocimiento de voz.
Estos coeficientes son unos coeficientes particulares que vienen derivados de la
aplicaciéon del Cepstrum. El Cepstrum es un operador que transforma una convolucién
en el dominio temporal en una suma en el dominio frecuencial, consiguiendo separar la
excitacién y el tracto vocal de una seial de voz. La definicion de Cepstrum se conoce
como la transformada inversa de Fourier del logaritmo del espectro de la senal de voz,

cuya expresion viene dada por la ecuacion (15)

Cepstrum (s[n]) = $[n] = F[log(|F (s[n]DI] (15)

Desarrollando un poco mas la expresién anterior queda:

Cepstrum(s[n]) = %fnlogﬂs(efw)D dw (16)

Casi todas las técnicas de extraccién de caracteristicas vocales hacen uso del Cepstrum,
sin embargo raramente es utilizado directamente debido a la influencia que tienen en él

los efectos del canal. Es por ello que surgen los coeficientes cepstrales de Mel, los cuales
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hacen uso de una escala no lineal denominada escala de Mel cuyo objetivo es imitar el

comportamiento del oido humano asignando mayor resolucién a las bajas frecuencias.

Los MFCC consiguen obtener una representacion fuerte y compacta para obtener un
modelo de la voz con un alto grado de precision, es por eso que esta técnica ha sido
considerada como una de las técnicas de parametrizacién de la voz més importantes. A
continuacién la Figura 3 muestra un esquema béasico del proceso a seguir para obtener
los MFCC:

" sshal de
Habla \—p Enventanado +—p Pre-énfasis —p FFT —p

o

Vectoras
Vactores Cepstral ‘ Transformada

20 log Banco de Filtros
cepstral Espactrales -

Figura 3 : Diagrama de bloques para la obtencién de los MFCC. Figura adaptada de
[Eugenio Arévalo, 2011].

Ahora se analizard con detalle cada uno de los bloques de la Figura 3:

e Enventanado: Debido a la naturaleza aleatoria y no estacionaria de la sefal de
voz, la obtenciéon de caracteristicas de la voz supone un gran inconveniente.
Para solucionarlo se recurre a utilizar ventanas que generan tramas de muy
corta duracién, consiguiendo asi que la sefial que contiene la trama sea
practicamente estacionaria. Al igual que para las caracteristicas espectrales

obtenidas anteriormente, el tipo de ventana a emplear es del tipo Hamming.

e Pre-énfasis: La senal de audio pasa por un filtro de pre-énfasis con el objetivo
de compensar la atenuaciéon que se produce en el proceso del habla. Mediante la
utilizacién de este tipo de filtro se consigue mantener constante el espectro en
toda la banda reduciendo asi las inestabilidades de céalculo asociadas con
operaciones aritméticas de precision finita. Este paso es opcional pero muy
recomendable. La funcién de transferencia del filtro es la mostrada en la

ecuacién (17)

y[n] = x[n] — ax[n —1] (17)

donde o suele tomar valores entre 0.95 y 0.98.

44



e DFT: Después de enventanar se calcula la DFT de N muestras a cada ventana

utilizando la ecuacién (18)

N-1
X[k] = z x[n]e~j2mk 0 <k < N. (18)
n=0

A partir de aqui se trabaja con la envolvente de la senal de voz |X[k]|, descartando la

componente de fase.

e Banco de filtros: El siguiente paso es multiplicar |X[k]| por un banco de filtros

triangular equiespaciados segun la escala de frecuencias de Mel.

| |

I:I i
0 500 1000 1500 2000 2500 3000 3500 4000 4500
Frec[HZ]

Figura 4: banco de filtros triangulares

Analizando la figura se ve como el banco de filtros estd formado por 15 filtros
triangulares equiespaciados en el dominio Mel. El ancho de bada de los filtros viene
dado por la frecuencia central de cada filtro, la cual es funcién de la frecuencia de
muestreo y del niimero de filtros. Con este filtrado se obtienen las bandas de energia de

la senal que posteriormente van a ser tratadas para obtener los MFCC’S.

Por tdltimo se va a mostrar la relacién entre la frecuencia y la escala de Mel. La

ecuacién (19) es la que proporciona esta relacion.

mel(f) = 2595 logy, (1 4 72—0) (19)
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e Después de multiplicar el espectro vocal con el banco de filtros, hay que calcular
la energia correspondiente en cada uno de los F filtros implementados segun la

ecuacién (20).

E, = |X[k]|?H,[k], 1<m<F (20)

A continuacién se calcula el logaritmo pasando por tanto al dominio de la potencia
espectral logaritmica. Este dominio tiene el inconveniente de que los espectros de los
filtros adyacentes tienen un alto grado de correlacién, por lo que los coeficientes

espectrales son estadisticamente dependientes entre ellos.

e Para eliminar esa dependencia se utiliza la Transformada Discreta del Coseno
(DCT), que obtiene finalmente los coeficientes cepstrales buscados. La ecuacién

(21) muestra el procedimiento:

N-1

Cyrcc(m) = kzzo log(Ey) cos (m (k —%) ), 1<m<F (21)

T
N

6.2 IMPLEMENTACION EN MATLAB DE LOS MFCC

Para la obtencién de estos coeficientes en Matlab se opté por buscar una libreria ya
implementada que agilizara el trabajo. La pdagina (Slaney) contiene una serie de
herramientas que implementan varios modelos auditivos populares para el entorno de
programaciéon Matlab, entre las cuales se encuentra la obtencién de los MFCC. Dentro
del conjunto de herramientas la funciéon encargada de obtener los coeficientes cepstrales
de Mel es la funcién mfce.m. A continuacién la Tabla 24 va a mostrar el prototipo de

la funcién y sus pardmetros mas relevantes:

[ceps,freqresp,tb,fbrecon,freqrecon] =mfcc(input, samplingRate, [frameRate])

Argumentos de entrada

. Senal audio muestreada a partir de la cual
mput . .
se van a obtener los coeficientes
samplingRate Frecuencia de muestreo
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frameRate Longitud de la ventana a emplear

Argumentos de salida

ceps Coeficientes Cepstrales Mel

El médulo de FET empleada en el proceso

freqresp de calculo de los MFCC

La escala de Mel a la salida del banco de

tb

filtros

La salida del banco de filtros basidndose
en la inversion de los coeficientes
fbrecon
cepstrales con una transformada del

coseno.

La respuesta en frecuencia lisa mediante
la interpolacién de la reconstruccién de fb.
freqrecon ..
256 canales para que coincida con la

respuesta en frecuencia original.

Tabla 24: Prototipo de la funciéon MFCC y sus correspondientes argumentos de entrada y de
salida.

La ejecuciéon de la funcion mfcc.m obtiene 13 Coeficientes Cepstrales de Mel los cuales
se anadiran a la base de datos ya existente, para que finalmente cada archivo de audio
contenga 23 caracteristicas. Una vez que se ha actualizado toda la base de datos ya se

pueden introducir los nuevos datos en el clasificador.

El siguiente capitulo analizara los resultados que consigue la ELM cuando se introduce

en ella este pack nuevo de 23 caracteristicas.

6.3 RESULTADOS

Este apartado mostrara los resultados que ofrece la ELM multicanal empleada en los
capitulos anteriores cuando se le introduce la base datos de 23 caracteristicas (las 10
caracteristicas del capitulo 3 més los 13 MFCC) normalizada en media cero y
desviacion tipica uno. Esta normalizacion serd la tinica que se utilice en estas nuevas
pruebas debido a que ha sido la normalizacién que mejores resultados ha obtenido en

los experimentos anteriores.

La funcién de activacién utilizada en estas pruebas tUnicamente serd la funcién

sigmoidal dado que es la que mejores resultados obtuvo en el experimento 3 del
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capitulo anterior. Se realizaran varias pruebas con distintos nodos en la capa oculta
para ver cual es la que mejores tasas de acierto obtiene. La Tabla 25 es la encargada de

representar los resultados.

N¢2 % Aciertos | % Aciertos % Aciertos % Aciertos Media de
nodos Classical Electronic | Metal/Rock/Punk World aciertos
10 95,833 48,571 61,905 13,514 54,956
20 92,708 62,857 73,810 10,811 60,046
100 95,833 71,429 83,333 43,243 73,460
500 62,500 25,714 50,000 37,838 44,013

Tabla 25: Porcentaje de aciertos para varios nodos en la capa oculta y funcién de activacién

sigmoidal.

Viendo los resultados proporcionados por la Tabla 25 se descubre que al igual que
ocurria en el experimento 3 con la funcién de activacién sigmoidal (Tabla 18), la mejor
media global de aciertos se consigue con la configuracién de 100 nodos en la capa
oculta. Al utilizar esta configuracion se consigue una media de aciertos en el global del
73.46%, lo que supone un aumento de 5.94 puntos con respecto a la mejor media global
del experimento 3 (100 nodos y funcién de activacién sigmoidal). Este aumento en el
porcentaje global supone que los Coeficientes Cepstrales de Mel aportan informacién
relevante para el clasificador. Aun asi esta mejora no es suficiente dado que el género
musical etiquetado como world sigue con un porcentaje de aciertos inferior al 50%. Pese
a esta baja tasa de aciertos, con la inclusiéon de los MFCC en la base de datos se ha
conseguido aumentar el porcentaje de aciertos de este género en un 14.03% con respecto
a estudio homdlogo realizado en el experimento 3. En cuanto a los otros 3 géneros
musicales también han sufrido alguna mejora con respecto al experimento 3 en la
configuracion de 100 nodos y funciéon de activacion sigmoidal. Estas mejoras se van a

detallar a continuacion:

e El género classical es el que menos ha mejorado, solamente un 3.4%. La leve
mejoria que ha sufrido este género se debe a los buenos resultados que obtuvo

este género en el experimento anterior (92.71% de aciertos).

e El género electronic mejora en un 8.7%, esta es un avance considerable puesto
que ahora el porcentaje de acierto de este género musical llega a una tasa de

aciertos nada despreciable del 71.429%.
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e El género metal/rock/punk sufre una mejora del 12.9% llegando hasta un

porcentaje de aciertos del 83.3%.

Finalmente tras recoger todos los resultados se determina que esta solucién no ha sido
suficiente para alcanzar una calidad aceptable en la clasificacién de géneros musicales
debido a que el género musical world sigue lastrando los buenos resultados obtenidos en

los restantes géneros musicales.

Dadas las circunstancias actuales, es necesario buscar nuevas soluciones que consigan

clasificar de manera correcta los géneros musicales propuestos en este proyecto.
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7 MODIFICACION DEL CLASIFICADOR

Dados los malos datos que se han cosechado en el capitulo anterior al clasificar el
género world, nace la necesidad de buscar soluciones que permitan mejorar ese
porcentaje de aciertos. Este capitulo se centrard en encontrar una solucién a ese
problema, y para ello se buscard una solucion muy simple: sustituir el clasificador

multicanal por varios clasificadores binarios.
7.1 CLASIFICADOR BINARIO

Este clasificador es un caso particular de la ELM implementada hasta ahora. La
estructura y el algoritmo de clagificacién van a ser idénticos a los casos anteriores, lo
Unico que cambia es que ahora en la salida de la red neuronal habra dos nodos en vez
de los cuatro que existian hasta ahora. De esta forma se simplifica notablemente el
proceso de clasificacién puesto que ahora cada clasificador nada més tendrda que
distinguir entre dos posibles casos: si es el género musical buscado o por el contrario no

lo es.

Para llevar a cabo este clasificador se han realizado modificaciones en la ELM
implementada hasta este momento. A continuacién se explicardn los cambios que se

han realizado:

e En primer lugar, al utilizar clasificadores binarios es necesario utilizar mas de

uno. En este caso seré preciso el uso de 3 clasificadores.

o Para “crear” estos tres clasificadores se hardn 3 copias de las funciones
elm_ train.m y elm_ predict.m que serdn modificadas para albergar estos nuevos

clasificadores.

e La modificacion que hay que hacer a cada funcién es cambiar el nombre de la
funcion y el nombre de los archivos donde la red neuronal almacena los datos
relevantes. De esta forma cada red neuronal estard compuesta por un par de
funciones elm_ train_x.m y elm_ predict_x.m, donde la x indica el nimero de

clasificador.

e Por ultimo hay que cambiar las etiquetas con la solucién que tiene la base de

datos existente en funcién del clasificador en el que se introduzcan los datos con
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el objetivo de que el clasificador solamente detecte una posible solucién:

resultado valido o resultado no valido.

7.2 RESULTADOS

Una vez hechos todos los cambios mencionados en el apartado anterior, es el momento
de ver los resultados que se obtienen cuando se utiliza la red de ELM binarias al
introducirles las 23 caracteristicas obtenidas en los capitulos anteriores. Al igual que en
capitulo anterior las pruebas se realizaran con la funcién de activacién sigmoidal y la

base de datos normalizada en media cero y desviaciéon tipica 1.

Al tener varios clagificadores se va a poder distinguir cudl es el género musical que se
clasificard primero y cual el ultimo. La légica dice que en primer lugar deben
clasificarse los géneros que han obtenido un mayor porcentaje de aciertos en los
experimentos anteriores para dejar para el final el género musical que menor porcentaje
de aciertos en los experimentos anteriores. Este hecho hace que estos resultados se
compongan de varias pruebas en las que influiré el orden de clasificaciéon de los géneros

musicales asi como el niimero de nodos que tendréa la capa oculta de cada ELM.

7.2.1 Prueba l

En esta primera prueba la base de datos se va a dejar en su estado original: En un
primer lugar el primer clasificador distinguira entre musica clasica y otros tipos de
musica. La segunda ELM sera la encargada de averiguar si la musica que se le
introduce es electrénica o por el contrario pertenece a otro género musical. Por dltimo

el tercer clasificador serd el que distinga entre metal/pop/rock y miusica del tipo world.

Con este orden en la base de datos se obtienen los siguientes resultados, reflejados en la

Tabla 26

N nodag | 70 Aciertos | % Aciertos % Aciertos % Aciertos | Media de
Classical | Electronic | Metal/Rock/Punk | World aciertos
30/100/100 | 94,79 65,71 21,62 40,48 55,65
30/100/200 | 86,46 60,00 51,35 35,71 58,38
30/50/80 100,00 68,57 21,62 38,10 57,07
30/50/70 92,71 71,43 24,32 38,10 56,64

Tabla 26: Porcentaje de aciertos por género de la red ELM binaria en la primera prueba.
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Los resultados que se ven en la tabla 26 no son a priori nada buenos puesto que se ha
empeorado notablemente el porcentaje de aciertos en el género metal/rock/punk,
pasando de un 83.3% que se obtuvo en el experimento anterior, a porcentajes de
aciertos como mucho del 51.35%. Esto supone un retroceso como minimo del 62.2%, lo
que suponen que estos resultados son claramente inaceptables. Sin embargo los demas
géneros musicales poseen una tasa de aciertos que no fluctia en exceso con respecto al
mejor resultado de las pruebas realizadas en el apartado anterior (Tabla 25). Para
poder mejorar estos resultados se va a realizar una prueba nueva en la que se cambie el

orden en el que los géneros musicales entran en los clasificadores.

7.2.2 Prueba 2

En esta nueva prueba para intentar levantar los malos resultados que ha obtenido el
género metal/rock/punk se va a modificar el orden en el que los géneros musicales
entren en el clasificador. Se intercambiaran dos géneros musicales entre si: el género
metal /rock /punk pasard al puesto de género classical y viceversa. El motivo de este
cambio es facilitar la clasificacion del género world del classical, puesto que el género
classical es facilmente reconocido por la ELM vistos los resultados que se han recogido

hasta el momento.

La Tabla 27 muestra el porcentaje de aciertos por géneros que proporciona las ELM s

binarias cuando se le introduce el conjunto de caracteristicas obtenido en capitulos

anteriores.
% Aciertos % Aciertos . % Aciertos | Media de
N2 nodos % Aciertos
Metal/Rock/Punk | Electronic ) World aciertos
Classical
30 50 70 60,42 54,29 72,97 72,97 65,16
50 50 70 58,33 54,29 72,97 72,97 64,64
30 80 70 57,29 62,86 72,97 72,97 66,52
30 50 70 60,42 65,71 67,57 67,57 65,32

Tabla 27: Porcentaje de aciertos por género de la red ELM binaria en la segunda prueba.

En esta nueva prueba se confirma que el orden en que se introduzcan los géneros
musicales en el clasificador influye de forma notable en los resultados que se obtienen.
Asi en este nuevo experimento la media global no llega a alcanzar los buenos resultados
que se obtuvieron en la Tabla 25, pero si que se ha mejorado de forma notable el

porcentaje de aciertos en el género world pasando ahora a un porcentaje de aciertos de
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72.97%. Esto supone una mejora con respecto los porcentajes de acierto del género
world que se recogen en la Tabla 25 de casi un 60%. Sin embargo los demés géneros
musicales bajan el porcentaje de aciertos con lo que la media global queda 7 puntos por
debajo de la mejora media recogida en la Tabla 25. Esta prueba incita a seguir
probando variantes en lo que respecta al orden de introduccion de los géneros

musicales en los clasificadores, con el objetivo de mejorar los resultados actuales.

7.2.3 Prueba 3

En esta nueva prueba se va a probar una variante de la primera prueba: el primer
clasificador debe catalogar solamente musica clasica, el segundo debe hacer lo mismo
con la musica electrénica, y por ultimo el tercer clasificador tiene encomendada la tarea
de distinguir entre el género metal/rock/punk y world. A priori este ejemplo es igual
que la prueba 1, pero en realidad no es asi. Esta prueba cambiara el orden en que se
introducen en el clasificador los datos, introduciendo en este caso en primera instancia
en el tercer clasificador el género world y posteriormente el género metal/rock/punk.

De esta forma se introducen en orden inverso los géneros musicales en el tercer

clasificador.
% Aciertos % % Aciertos Media
Ne . % Aciertos .
Classical Aciertos | Metal/Rock/Punk de
nodos Electronic .
World aciertos
30 70 50 93,75 74,29 78,38 83,33 82,44
30 40 50 95,83 62,86 72,97 92,86 81,13
30 100
“ 90,63 74,29 78,38 80,95 81,06
30 50 30 91,67 71,43 81,08 88,10 83,07
30 80 30 96,88 71,43 83,78 85,71 84,45
30 50 50 93,75 77,14 91,89 88,10 87,72

Tabla 28: Porcentaje de aciertos por género de la red ELM binaria en la tercera prueba.

Los resultados proporcionados por esta prueba son extremadamente buenos. En la
configuraciéon de 30, 50 y 50 nodos se consigue una media de global del 87.72% de

aciertos, valor impensable de alcanzar hasta ahora. Este hecho hace que esta
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configuracion sea la configuracién definitiva que adquiera el proyecto puesto que bate

con soltura todos los registros que se habian recogido hasta el momento.

A continuacién los resultados recogidos en la Tabla 28 para la configuracién de 30, 50 y
50 nodos se van a comparar con los resultados de la configuraciéon de 100 nodos
recogidos en la Tabla 25 puesto que esos eran los mejores resultados obtenidos en este
TFG hasta ahora. La razén por la que han sido catalogados como los mejores
resultados es que esa configuracién conseguia la media global de aciertos mas alta, a
pesar de que el género world no obtuviese una buena tasa de aciertos. la Tabla 29 sera
la encargada de mostrar los resultados de las dos mejores configuraciones y la mejora

que se consigue en la dltima prueba para género musical.

Medi
Ne ,% % Aciertos % Aciertos % Aciertos cdia
Aciertos ) de
nodos ) Electronic | Metal/Rock/Punk World )
Classical aciertos
100 95,83 71,43 83,33 43,24 73,46
30 50 50 93,75 77,14 88,10 91.89 87,72

Mejora por género

-2.17% 8.00% 5.72% 112.50% 19.41%

Tabla 29: Mejores resultados del TFG y la mejora que se ha conseguido en la dltima prueba.

Observando la Tabla 29, se aprecia que todos los géneros musicales sufren una mejora a
excepcion del genero classical que empeora en un 2.17%. Este empeoramiento no supone
un inconveniente debido a que aun asi la tasa de aciertos de este género musical se
sitda por encima del 90%. En cuanto a los géneros electronic y metal/rock/punk sufren
una leva mejoria haciendo ain mejores los resultados obtenidos en la configuraciéon de
100 nodos. Sin embargo donde mas se nota el incremento del porcentaje de aciertos es
en el género world. Con la nueva configuracién que se ha probado en este tltimo
experimento se ha logrado conseguir que este género musical aumente su tasa de
aciertos en un 112.5%, llegando asi a una excelente tasa de aciertos que alcanza el
91.89%. Gracias a esta tltima mejora se logra que la media global de aciertos alcance el

87.72%, cifra que ofrece una calidad muy buena para el sistema implementado.

En consecuencia, estas nuevas mejoras han llevado a obtener los resultados que se

esperaban conseguir de un sistema de estas caracteristicas.
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8 VALIDACION DE LOS RESULTADOS

Este nuevo capitulo servira para verificar los buenos resultados que se han cosechado
en el capitulo anterior. Para ello se hara uso de la segunda parte de la base de datos, la
parte de validacién. Se extraeran las 23 caracteristicas obtenidas en las secciones
anteriores para toda la base de datos, se normalizardn todas esas caracteristicas en
media cero y desviacién tipica uno, y finalmente, se introducira todo ese paquete de
informacién en la red de binaria de ELMs. La estructura que va a seguir este titulo se
descompone en dos apartados: un primer apartado en el que se presentaran los
resultados que obtenga el clasificador de forma ideal, y un segundo apartado en el que

se muestren los datos simulando una situacion real.
8.1 SIMULACIéN DE RESULTADOS DE FORMA IDEAL

Este apartado mostrara los porcentajes de aciertos que se consiguen a la salida de la
red binaria de clasificadores cuando se introducen los datos en la red de forma “ideal”.
Este comportamiento ideal se debe a que las canciones de la base de datos se eliminan
segun su clase para introducirlas en los clasificadores. Por ejemplo, en el primer
clasificador se introduce la base de datos entera distinguiendo entre misica clasica de la
que no lo es. A continuacién en el segundo clasificador entrard toda la base de datos
menos las canciones de musica clasica, y finalmente en el Ultimo clasificador entraran
las canciones correspondientes a los dos tltimos géneros musicales. En este tipo de
clasificacién se estan eliminando las canciones de datos segin su clase real, mientras
que en la simulacion de forma real los datos se eliminan segin los resultados que
proporcionen los clasificadores. Hasta ahora los datos recopilados en la red binaria de
clasificadores se habian conseguido segin el procedimiento de la forma ideal, por lo que
este apartado servird para confirmar si los resultados recogidos en el capitulo anterior

son véalidos o no.

La Tabla 30 muestra los resultados que se han obtenido para la base de datos de
validacién cuando la red esta entrenada con la configuracion de 30 50 y 50 nodos y
funcion de activacién sigmoidal, que era el mejor caso que se habia conseguido en todo

el trabajo.
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Media

% Aciertos % Aciertos % Aciertos % Aciertos

d
Classical Electronic World Metal/Rock/Punk ) ©
aciertos
95,00 75,44 82,79 85,03 84,56

Tabla 30: Resultados obtenidos para la base de datos de validacién en el caso ideal.

Como se puede comprobar, los datos recogidos mantienen la buena tendencia que se
venia recogiendo hasta el momento, lo que significa que el clasificador musical funciona
correctamente. Se observa que la tasa de acierto se mantiene constante con variaciones
menores del 10% en todos los géneros musicales. El género que mayor variacion sufre es
el género world debido a la gran diversidad de musica que hay englobada en este género
musical, lo que hace que sea muy complicado averiguar todas las canciones que
conforman este género. Aun asi la clasificacion de este género musical es muy buena

puesto que la tasa de aciertos que maneja este género estd por encima del 80%.

8.2 SIMULACION DE RESULTADOS DE FORMA REAL

Ahora se va a modificar el modo en que se introducen los archivos de entrada en los
clasificadores, eliminando las canciones de la base de datos segin los resultados de
salida del clasificador. Por ejemplo, en el primer clasificador entra toda la base de
datos, las canciones que este primer clasificador detecte como clésicas serédn desechadas
de la base de datos. Las canciones restantes pasaran al segundo clasificador, el cual
detectaré las canciones cuyo género musical es electrénico. Acto seguido se eliminaran
de la base de datos las canciones que se hayan detectado como electrénicas, Para que al
siguiente clasificador solamente pasen las canciones restantes. Este proceso se repite de

forma iterativa.

En la Tabla 31 se muestran los porcentajes de acierto que se obtienen a la salida de la

red binaria de clasificadores cuando se introducen los datos segin el criterio anterior.

Medi
% Aciertos % Aciertos % Aciertos % Aciertos (j @
Classical Electronic World Metal/Rock/Punk ) ©
aciertos
95,00 64,81 63,92 90,32 78,51

Tabla 31: Resultados obtenidos para la base de datos de validacién en el caso real.

Como se puede ver en la tabla, en este caso ha empeorado bastante el porcentaje de

aciertos de los géneros musicales world y electronic. ;A qué se debe este

empeoramiento? Béasicamente se debe a que el o los clasificadores anteriores clasifican
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erroneamente canciones de otros géneros que al ser eliminadas de la base de datos no
pasan a su correspondiente clasificador haciendo que baje la tasa de aciertos. Por
ejemplo, una cancién de género electronic. Esta cancién en la simulacién ideal ha sido
catalogada como clasica pero no se elimina de la base de datos porque en este tipo de
simulacién solamente se eliminan las canciones cuya etiqueta real es clésica, por lo
tanto la cancién pasa al segundo clasificador. Este nuevo clasificador analiza la cancién
y detecta que efectivamente esa cancién pertenece al género electronic. Sin embargo si
se aplica la simulacién del caso real, el primer clasificador habria detectado la cancién
como clasica y acto seguido se hubiese eliminado de la base de datos. Este acto hace
que la canciéon no llegue al segundo clasificador, por lo que la cancién no se puede
detectar como electrénica haciendo que disminuya la tasa de aciertos del género

electronic.

Aun asi la tasa global de aciertos se eleva hasta el 78.51% gracias al alto porcentaje de

aciertos que hay en los géneros classical y metal/rock /punk.
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9 INTERFAZ GRAFICA

Con el objetivo de hacer el proyecto méas amigable de cara al publico, se ha tomado la
decisién de dotar al proyecto de una interfaz grafica con la que los usuarios puedan

interactuar sin hacer uso de la linea de comandos.

Para implementar la interfaz gréafica se ha hecho uso de la herramienta GUIDE que

proporciona Matlab.

rY untitled.fig =REcN X |

File Edit View Layout Tools Help

NEE| sRR90C | 2RBHhd B2 P
A

4

Tag: figurel Current Point: [403, 235] Position: [520, 380, 560, 420]

Figura 5: Imagen de la herramienta de trabajo GUIDE.

Como se puede apreciar en la Figura 5, la herramienta GUIDE estd compuesta por un
area central denominada éarea de diseno, una zona lateral izquierda conocida como
paleta de componentes y una zona superior en la que se encuentran varias
herramientas. En el area de diseno se van colocando componentes de la paleta de
componentes hasta que el programa adquiera el resultado visual deseado. Se pueden

insertar hotones, cuadros de texto, ments despegables, graficas, chexbox, etc.

El funcionamiento de una aplicaciéon GUI en Matlab consta de dos archivos bésicos:

uno con extension .m y otro con extensiéon .fig. El archivo .fig contiene los elementos
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graficos, mientras que el archivo .m contiene el cddigo con la correspondencia de los
botones de control de la interfaz grafica. Al anadir un elemento nuevo en la interfaz
grafica el archivo .m se actualiza automaticamente generando codigo para ese nuevo

elemento.

La utilidad que se le quiere dar a la interfaz grafica es la clasificacién de archivos de
audio por parte de un usuario comdn. Para ello se ha pensado en que el programa
tenga un cuadro de texto en el que se introduzca el nombre de la cancién a clasificar y
un par de botones para pasar la cancién a formato numérico y clasificarla. Ademas se
va a colocar una grafica en el que se muestre la sefial de audio. El resultado final seria

el siguiente:

Interfaz_grafica [ = ihJ

Sefal muestreada

— Opciones
0.8
Nombre archivo .mp3

0.6

| Cargar archive de audio |
0.4
02 | Clasificar |

DD OIE Old- OIS OIS 'II
) Resuitado

Figura 6: Aspecto final de la interfaz grafica.

Observando la Figura 6, se puede ver como la interfaz grafica disenada estd compuesta
por un cuadro de texto en el que se introduce el nombre del archivo a analizar, un
grafico en el que se vera la sefial muestreada, dos botones y un cuadro de texto para el
resultado de la clasificacion. El funcionamiento de la interfaz es el siguiente: primero se
introduce el nombre del fichero de audio que se desee analizar, acto seguido el usuario
debera pulsar el botéon de “cargar archivo de audio” para convertir el archivo .mp3 en
una matriz numérica que serd representada en grafico de la izquierda. Una vez que se
ha realizado correctamente la carga de archivo se mostrard un tick en el checkbox que
la derecha del botén, indicando que el proceso de carga ha finalizado. Cuando finaliza el

proceso de carga se puede pasar a la clasificacién del archivo, para ello se pulsara el

59



botén clasificar. Cuando el programa termine de clasificar se mostrara un tick en el
checkbox correspondiente y aparecerd el resultado final el cuadro habilitado para ello.
Para cargar un nuevo archivo basta con introducir de nuevo el nombre en cuadro de
texto y pulsar intro. En ese instante se eliminaré el resultado de la cancién anterior y

se borraran los ticks de los checkbox.

Por dltimo la Figura 7 va a mostrar el comportamiento real de la interfaz gréfica

disenada.

Interfaz_grafica l = e

Sefial muestreada

— Opciones

Classical (2).mp3

o
= -
a
]
‘o
£ J
= | Cargar archivo de audio | v
o J
=
=
E T g
< Clasificar i vl'
0.8
o i 2 4 6 Resuitado
Nimero de muestras 44 .
Classical

Figura 7: Funcionamiento real de la interfaz grafica.

Como se puede ver en la imagen, el archivo de audio estd cargado correctamente y
clasificado, por lo que se muestran dos ticks en los checkbox. Ademaés en la grafica se
ha dibujado la sefial de audio, con lo que el usuario puede ver la amplitud de la senal

que va a clasificar.
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10 CONCLUSIONES

Este trabajo fin de grado ha tenido el objetivo de resolver de una forma répida y eficaz
el lento proceso, que se venia haciendo de forma manual, del etiquetado de géneros

musicales. Para conseguirlo se han seguido una serie de pasos fundamentales:

e Se buscé una base de datos ya etiquetada que sirviese como referencia para
trabajar sobre ella. De esta forma se consigue saber si los resultados que se

obtienen son correctos o no.

e Sobre la base de datos descargada se aplicaron técnicas de procesado de sefial
cuyo objetivo era obtener informacién esencial sobre los archivos de cada género
musical, para posteriormente analizar esos datos y poder seguir patrones de

clasificacién.

e C(Con el conjunto de caracteristicas ya extraido, se implement6 una red neuronal
artificial encargada de crear los patrones necesarios para la correcta clasificacién

de los géneros musicales propuestos.

e Dados los malos resultados que se obtuvieron, se decidié buscar soluciones que
intentaran resolver los problemas que se presentaron. Finalmente esas soluciones
consistieron en obtener maéas caracteristicas fundamentales y en modificar el

clasificador montando una serie de clasificadores binarios en cadena.

e Con todo esto finalmente se consiguié obtener unos resultados excelentes

situando la tasa media de aciertos en torno al 87%.

Durante todo este proceso se han tenido que tomar decisiones muy importantes que
han influido en los resultados finales del trabajo. En primer lugar la base de datos
estaba muy descompensada, con un gran nimero de archivos para algin género y muy
pocos archivos para otros. La solucién que se adopto fue eliminar algiin género musical
v agrupar otros con el fin de que mas o menos todos los géneros musicales contaran con
un numero de archivos similar. Otro dilema que surgié a la hora de implementar el
clasificador es si habia que normalizar los pardametros que se introducian en la ELM o
por el contrario no. En caso de tener que normalizarlos, ;cudl seria la mejor
normalizaciéon? Con la ayuda de varias pruebas al final se comprob6 que los mejores
resultados se obtuvieron siempre con la caracteristicas de la base de datos normalizadas

en media cero y desviacién tipica 1, por lo que a partir de ese momento fue la
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normalizacion que se empled. Por otra parte, de entre las funciones de activaciéon que
habia disponibles en la ELM se ha optado por usar la funcién sigmoidal por dos
razones: ante el mismo nimero de nodos los resultados que proporcionaba esta funcién
eran mejores que los del resto, y ademas es mas eficiente en cuanto a tiempo que tarda

en entrenar la red neuronal.

Al validar los resultados que se obtuvieron en el desarrollo se detecté que simulando el
comportamiento real de la red los resultados de dos géneros musicales empeoraron. Ese
inconveniente se contrarresta con el ahorro de tiempo y dinero que conlleva clasificar de

forma manual tantas canciones.

Finalmente se opté por proporcionar una interfaz grafica al proyecto. Esta interfaz
facilita el uso del clasificador musical al usuario comin ya que no es necesario que haga
uso de la ventana de comandos para hacer llamadas a funciones e interpretar

resultados.

10.1 LINEAS FUTURAS

= DMejorar la interfaz grafica: La interfaz grafica que dispone el proyecto es
realmente simple, por eso se puede mejorar introduciendo mejoras con el GUI de

Matlab o se puede intentar programar en otros lenguajes de programacion.

= Utilizacion de otros algoritmos de clasificacion: Se puede optar por buscar otro
tipo de redes, o por implementar modificaciones de la ELM bésica como por
ejemplo la OP-ELM viendo si los resultados mejoran o por el contrario,

empeoran.

= Bisqueda de nuevas caracteristicas. Hasta ahora las caracteristicas que se han
extraido pertenecen a caracteristicas musicales relacionadas con el timbre. Se
pueden buscar otro tipo de caracteristicas relacionadas con el ritmo, la melodia,

etc.

= Ampliar el nimero de géneros musicales a clasificar. Hasta ahora solamente han
sido cuatro los géneros musicales que se han clasificado, pero se puede intentar
mejorar el proyecto buscando nuevas bases de datos que incluyan mas géneros

musicales.

= Utilizar la base del proyecto para investigar sobre la identificacién vocal, tipos

de instrumentos musicales en un fragmento de audio, etc.
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PLIEGO DE CONDICIONES

En este nuevo capitulo del proyecto se incluyen las condiciones bajo las que se ha

desarrollado el presente trabajo fin de grado.
CONDICIONES DE MATERIALES Y EQUIPOS

Hardware utilizado

Se ha utilizado un ordenador portatil con las siguientes caracteristicas para la creacion
v ejecuciéon de los algoritmos que se usan en el proyecto, asi como la edicién de textos e

imagenes.
= Microprocesador Intel Pentium ® Dual-Core P7450 ©@2.13 GHz.
=  Memoria RAM de 4 GB.
= Disco Duro de 250 GB.
= Tarjeta grafica de 1 GB.
= Periféricos: ratén y teclado (incluido en el portétil).

Software utilizado
= Sistema operativo:

Windows 7 Home Premium 64 bits.

= Software de desarrollo:

MATLAB Rb2014a.

=  Procesador de textos:

Microsoft Word 2010.

= Procesador de imagenes:

Microsoft Paint.

=  Procesador de célculo:

Microsoft Excel.
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Conexiones de red

Para la busqueda y descarga de articulos ha sido necesaria una conexién a la red
privada de la UAH con la que se han podido descargar gratuitamente los articulos

necesarios para la realizacion del proyecto.

CONDICIONES DE EJECUCION

Gracias a la interfaz grafica que se ha disenado cualquier usuario que disponga de
Matlab puede ejecutar el programa de clasificacion musical, aunque no tenga
conocimientos de programacién. Sin embargo si se quiere entrenar de nuevo las redes
neuronales cambiando el ntimero de nodos y funciones de activacién o introduciendo
nuevas bases de datos, es necesario que el usuario tenga unos conocimientos minimos de

informatica puesto que hay que trabajar con diversas funciones.
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PRESUPUESTO

Este dltimo titulo presenta los costes asociados a la realizacién de este proyecto. Se
realizard un desglose de este presupuesto con el fin de aportar mayor facilidad a la

comprensién los gastos.
COSTE DEL MATERIAL INFORMATICO

En este apartado se desglosan los costes relacionados con los recursos necesarios para la

realizacién y edicién de documentos de este proyecto.

Concepto Total
Ordenador portatil con Windows 7 550 €
Impresora Epson Bx525WD 120 €
Software Matlab R2014a 2.000 €
Microsoft Office 2010 117,60 €
Paint 0
TOTAL 2787,60 €

Tabla 32: Coste del material utilizado en el proyecto.
COSTES DE PERSONAL

A continuacién se detallardn los salarios de los empleados necesarios para la realizacién

del proyecto.

Este proyecto ha necesitado la contratacion de wun ingeniero técnico de
telecomunicaciones encargado del desarrollo del proyecto. Ha necesitado unas 480 horas
(6 horas diarias, 5 dias a la semana durante 4 meses). Mientas que para la
documentaciéon se ha contratado a un administrativo encargado de documentar el

proyecto, éste ha necesitado aproximadamente unas 100 horas.
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Concepto Sueldo (€/hora) Horas trabajadas Total

Ingeniero 40 480 19.200 €
Administrativo 15 120 1.800 €
TOTAL 21.000 €

Tabla 33: Coste de personal

COSTES EXTRAS

En este nuevo apartado se reflejaran costes extraordinarios que han sido necesarios
para la elaboracion del trabajo fin de grado. Aqui se recogen los costes asociados a la
encuadernacién e impresién del proyecto, asi como diversos costes de oficina (folios,
boligrafos, grapadoras,...). La impresién del proyecto se ha realizado con la impresora
que se documentd en los costes de material informatico, por lo que los costes de
impresién que se reflejan en la siguiente tabla corresponden a la compra de folios y

cartuchos de tinta.

Concepto Total
Impresién 18 €
Encuadernacion 90 €
Material de oficina 10 €
TOTAL 118 €

Tabla 34: Costes extras.

PRESUPUESTO FINAL

Por dltimo se presenta el coste final del proyecto, que resulta de sumar todos los costes
anteriores y aplicarles el 21% de IVA. Como los gastos informéticos llevan el TVA
incluido, no es necesario volvérselo a aplicar. La Tabla 35 muestra el coste asociado al
aplicar el IVA.
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Concepto % IVA Total

IVA material informéatico Ya incluido 0 €
IVA coste personal 21 4.410 €
IV A costes extras 21 37,80 €
TOTAL 4.447,80 €

Tabla 35: Coste del IVA.

Finalmente la Tabla 36 muestra el precio final del proyecto.

Concepto Total
Costes totales 23.908,60 €
IVA 4.447.80 €
TOTAL 28.353,40 €

Tabla 36: Presupuesto final.

El presupuesto final de este proyecto asciende a la cantidad de veintiocho mil

trescientos cincuenta y tres y cuarenta céntimos (28.353,40 €).

En Alcald de Henares, a 18 de septiembre de 2014

Fdo.: Diego Lépez Pajares

Graduado en ingenieria en tecnologias de telecomunicacién.
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