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de estos diez años. Con la ayuda de esta institución he crecido, me
he formado, educado y he podido avanzar en mi carrera académica y
profesional durante toda esta década, para poder estar hoy cerca de
alcanzar el t́ıtulo de Doctor.

Por último, gracias a mi abuela, Lucia, que se fue antes de que pudiera
acabar esta tesis y que siempre me dećıa que siguiera estudiando, sé
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xii ÍNDICE GENERAL
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C.8. Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de Francia con

el ajuste paramétrico aplicando la primera ventana (sample iv)), (a) 2007
y (b) 2016. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 261
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la alternativa a spline cúbica aplicando la primera ventana (sample iv)), (a)
2007 y (b) 2016. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 263
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Caṕıtulo 1

El riesgo de Longevidad

1.1. Introducción

La longevidad se utiliza para designar a la cualidad del longevo; este término tiene
su origen en el lat́ın. Está formado por el adjetivo “longus” cuya traducción es “largo”
y por “aevum” un sustantivo que alude al tiempo o edad de alguien. Podemos decir
que longevidad significa vivir más tiempo del que se esperaba. Es un fenómeno que está
relacionado con el desarrollo social y económico de cada páıs y es más frecuente en páıses
desarrollados (Li et al., 2013) donde las mejoras en los medicamentos, en la nutrición, en el
estilo de vida, en la atención sanitaria, en la reducción de accidentes laborales y de tráfico,
etc. permiten vivir mucho más tiempo del esperado (Rodŕıguez-Pardo et al., 2014; Vékás,
2019). Hay que señalar que también puede aparecer en páıses en desarrollo, donde incluso
este fenómeno puede tener lugar con una mayor intensidad y en un periodo de tiempo más
reducido. Uno de los mayores logros de la humanidad en el siglo XX es el aumento del
tiempo de vida, pero esto, a su vez, conlleva un gran desaf́ıo económico y financiero para
las próximas décadas.

Uno de los principales problemas a los que se están enfrentando los actuarios en las
compañ́ıas de seguros de vida es que las personas pueden vivir más tiempo de lo esperado,
de acuerdo con sus estimaciones, lo que se conoce como riesgo de longevidad.

El riesgo de longevidad actuarialmente se puede definir como:

“El riesgo biométrico por el que las reservas constituidas para hacer frente a los pagos
de pensiones de jubilación, viudedad, orfandad e invalidez, resulten insuficientes para su
finalidad porque se basen en tablas de mortalidad con hipótesis de supervivencia inferiores
a las reales” (Rodŕıguez-Pardo et al., 2014).

Los actuarios en las compañ́ıas de seguro utilizan modelos de mortalidad basados en
tablas de mortalidad o tablas de vida para tratar de abordar este problema. Las tablas de
mortalidad se componen de un conjunto de series o funciones biométricas dependientes de
la edad y el sexo como son el riesgo de muerte, los supervivientes y la esperanza de vida.
Se calculan con el objetivo de medir la incidencia de la mortalidad en una población con
independencia de cuál sea su estructura por edades. Las tablas de mortalidad permiten
analizar la evolución, en el tiempo y en el espacio, de la incidencia de este fenómeno

1
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demográfico (Instituto Nacional de Estad́ıstica, INE).

Para tratar de minimizar el riesgo de longevidad podemos optar por dos alternativas.
En primer lugar, las compañ́ıas de seguros y los actuarios están tratando de desarrollar
modelos cada vez más precisos que permitan anticiparse a las reducciones sistemáticas en
la mortalidad. Desde los años 90 se comienzan a elaborar tablas de mortalidad dinámicas
(debe destacarse el trabajo pionero de Lee and Carter (1992)), con las que las compañ́ıas
de seguros han tratado de predecir las reducciones sistemáticas de la mortalidad. Sin
embargo, esto no impide desviaciones no previstas en las tasas de mortalidad, al estar
siempre presente el riesgo de que las tablas/modelos utilizados no reflejen correctamente
el comportamiento de la mortalidad del colectivo asegurado. En segundo lugar, una de las
innovaciones más recientes consiste en tratar de transferir el riesgo de longevidad a los
mercados financieros a través de la creación de instrumentos financieros adecuados, como
los bonos de longevidad/mortalidad (Blake and Burrows, 2001; Cairns et al., 2006) y los
derivados de mortalidad (Dowd et al., 2006; Cox et al., 2010; Li and Luo, 2012).

El objetivo de esta tesis está relacionado con tratar de minimizar el riesgo de longevidad
mediante la primera de las dos alternativas; es decir, tratar de minimizar el riesgo de
mortalidad mediante la adecuada modelización del riesgo de longevidad. Aśı, se tratará de
desarrollar un modelo dinámico que sea capaz de identificar claramente sus parámetros,
algo que los modelos más utilizados en la literatura no son capaces de hacer.

El resto del caṕıtulo se organiza de la siguiente manera. En la Sección 1.2 se presentan
brevemente los principales fundamentos estad́ısticos y actuariales que permiten describir
la evolución de la mortalidad. En la Sección 1.3 se explica cómo calcular los principales
conceptos demográficos relacionados con la mortalidad. En la Sección 1.4 se describen
los principales indicadores que aparecen en una tabla de mortalidad. En la Sección 1.5
se hace una revisión de los diferentes modelos dinámicos que tratan de modelizar la
mortalidad, tanto para una población como para más de una población, los modelos
multipoblacionales. En la Sección 1.6 se presentarán los datos empleados en el desarrollo
de esta tesis. Finalmente en la Sección 1.7 se explica como se desarrollará la tesis en el
resto de caṕıtulos.

1.2. Fundamentos de la biometŕıa actuarial

En esta sección se van a presentar las principales variables utilizadas en la literatura
actuarial (véase por ejemplo Mode (2012); Jordan (1991); Bowers et al. (1997); London
(1997); Ruiz et al. (2005); Pitacco et al. (2009)).

La edad de una persona viene denotada por ‘x’ y puede ser una variable discreta o
continúa. La variable “edad exacta” x puede adoptar cualquier valor en el intervalo [0;ω],
donde ω es la edad máxima que puede alcanzar un individuo. Frente a la edad exacta x,
se define “la edad x en el último cumpleaños” o “last birthday” (last birthday, l.b), como
el número de años completos vividos por una persona. Obviamente la edad x en el último
cumpleaños es una variable discreta que puede adoptar los valores de 0, 1, 2, . . . , ω.

Sea x la edad de una persona, siendo x ≥ 0, y sea Tx la variable aleatoria que representa
el tiempo restante de vida del individuo/a. La función de supervivencia correspondiente a
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un individuo/a de edad exacta x, Sx (t) , t ≥ 0 se define como:

Sx (t) = P [Tx ≥ t] , (1.1)

donde Sx (t) representa la probabilidad que tiene una persona de edad exacta x de alcanzar
con vida la edad x+ t. Aunque se asume que los posibles valores de Tx se encuentran en
el intervalo (0,+∞); se supone que la probabilidad de salir fuera del intervalo (0,+ω − x)
es cero.

A partir de la ecuación (1.1) y teniendo en cuenta que Sx (h) representa la probabilidad
de que una persona de edad exacta x pueda vivir h años más, se llega a la notación acorde
con la literatura actuarial, que es la siguiente:

Sx (h) = P [Tx ≥ h] = hpx, (1.2)

donde hpx, es la probabilidad de que una persona con edad exacta x sobreviva hasta
alcanzar la edad exacta x + h. Para el caso de 1px se puede escribir directamente px y
claramente 0px = 1.

A partir de la probabilidad de supervivencia se deduce la notación de la probabilidad
de muerte o fallecimiento y es la siguiente:

Fx (h) = 1− Sx (h) = 1− P [Tx ≥ h] = P [Tx ≤ h] = 1− hpx = hqx, (1.3)

siendo Fx (h) la función de distribución de la variable aleatoria “años hasta el fallecimiento
de un individuo de edad x” que nos indica la probabilidad de que una persona de edad
exacta x no alcance la edad x+ h y siendo hqx la notación actuarial para la probabilidad
de que una persona con edad exacta x fallezca antes de alcanzar la edad exacta x+ h.

Otra notación actuarial muy utilizada es:

k|hqx = P [k < Tx ≤ k + h] , (1.4)

donde k|hqx se define como la probabilidad diferida de fallecimiento, que representa la
probabilidad de que un individuo de edad exacta x alcance con vida la edad exacta x+ k
y fallezca durante los h siguientes años, es decir, fallezca entre la edad exacta x + k y
x+ k + h. Si k = 0 la notación es hqx y cuando k = 0 y h = 1, se utiliza qx. Trivialmente,

0qx = 0.
A partir de la ecuación (1.2), se puede obtener:

P [Tx > h] = P [T0 > x+ h|T0 > x] =
P [T0 > x+ h]

P [T0 > x]
, (1.5)

y de esta forma, se obtiene:

hpx =
S0 (x+ h)

S0 (x)
(1.6)

De la misma forma se deduce que:

k|hqx =
S0 (x+ k)− S0 (x+ k + h)

S0 (x)
, (1.7)

y en particular,

hqx =
S0 (x)− S0 (x+ h)

S0 (x)
. (1.8)
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1.3. Estimación de conceptos demográficos relacionados con
la mortalidad

El estudio demográfico de un colectivo humano está constituido por una serie de
indicadores demográficos básicos. Estos indicadores permiten analizar la incidencia de los
fenómenos demográficos en una determinada población, ya que proporcionan la intensidad,
dinámica, evolución y un resumen del comportamiento demográfico en esa población (INE,
2019).

Hay que señalar que todos estos conceptos demográficos están referidos a la población
residente en un determinado ámbito geográfico, es decir, la denominada “población de
derecho” que es aquel grupo de personas empadronadas o legalmente residentes en un
término municipal, en el momento de llevarse a cabo un censo o padrón de habitantes
(tanto para el caso del INE como para el caso de la base de datos Human Mortality
Database se utiliza la población de derecho (Human Mortality Database, 2020)).

El INE considera que los principales indicadores de mortalidad son:

Tasa bruta de mortalidad (TBM) del año “t”: se define como el número total de
muertes a lo largo del año t de personas residentes en una determinada población
por cada 1000 habitantes de ese ámbito, es decir:

TBM =
Dt

Pt
· 1000, (1.9)

donde, Dt corresponde al número observado de defunciones ocurridas a lo largo
del año t y Pt es el promedio de la población residente en año t. El término “tasa
bruta de mortalidad” se refiere al total de defunciones ocurridas en un determinado
ámbito geográfico (total nacional, comunidad autónoma o provincia), mientras que
al referirse a un subconjunto poblacional dentro del ámbito geográfico considerado,
el indicador simplemente se denomina “tasa espećıfica de mortalidad” (INE, 2019).

Tasa de mortalidad por sexo: se define como el total de defunciones de personas
pertenecientes a un determinado ámbito, de sexo s, registradas durante el periodo t
por cada 1000 habitantes de dicho colectivo poblacional, es decir,

TMs
t =

Dt
s

P st
· 1000, (1.10)

donde, Ds
t es el número observado de defunciones ocurridas a lo largo del periodo t de

sexo s en una determinada población y P st es el promedio de la población residente
en el periodo t, de sexo s.

Tasa de mortalidad por edad: se trata del cociente entre el número de defunciones
de individuos con edad cumplida x durante el periodo t y el tiempo total vivido
(medido en años) por los individuos de la generación ficticia con edad cumplida x
durante el periodo t,(INE, 2019) esto es:

TMx,t =
Dx,t

Px,t
· 1000, (1.11)
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donde, Dx,t es el número de personas fallecidas con edad de último cumpleaños x
durante el periodo t y Px,t es la población media de personas con edad de último
cumpleaños x durante el periodo t.

Esperanza de vida al nacimiento: definido como el tiempo medio que se espera que
viva un ser humano, ya sea hombre o mujer (Rodŕıguez-Pardo et al., 2014).

1.4. Presentación de una tabla de mortalidad

Las tablas de mortalidad o también llamadas tablas de vida son el instrumento más
popular utilizado para analizar la incidencia de la mortalidad en un determinado colectivo
de personas. Estas tablas se construyen a partir de las observaciones de un colectivo real.
Rodŕıguez-Pardo et al. (2014) definen las tablas de vida como “el módelo teórico que
permite medir las probabilidades de vida o de muerte de una población en función de la
edad” . Otras definiciones pueden ser encontradas en Benjamin et al. (1980), Palacios
(1986), Bowers et al. (1997) y Pitacco et al. (2009).

Una tabla de mortalidad es una secuencia finita decreciente l0, l1, · · · , lω, donde lx
representa el número de individuos de la cohorte ficticia inicial que llegan con vida a la
edad exacta x. Es decir, lx representa el número estimado de personas vivas con edad
exacta x de una cohorte de nacimientos iniciales de l0 individuos.

La edad ω es la edad ĺımite de la tabla de mortalidad, que es la máxima edad que
pueden alcanzar los individuos de la tabla y se tiene que cumplir que, lω > 0 y lω+1 = 0.
La secuencia l0, l1, · · · , lω se llama tabla de vida de cohorte, ya que refleja la evolución de
una población inicial a lo largo de cada año de vida.

A partir de la secuencia lx, es posible obtener, entre otras, las siguientes funciones
biometricas:

dx: es el número de fallecimientos de aquellas personas que mueren entre x y x + 1
años de edad y se define como:

dx = lx − lx+1, (1.12)

verificándose que: l0 =
∑ω

x=0 dx.

ax: es definido como el promedio de años vividos en el último año de vida de aquellos
que mueren con edad cumplida x. Se trata del tiempo medio vivido con edad de
último cumpleaños x por aquellos individuos de la cohorte ficticia que mueren con
dicha edad. Si este valor no se puede obtener se supone que ax = 1/2 (Forfar et al.,
1988), para x = (1, 2, · · · , ω), lo que indica que solo viven la mitad del último año
de vida; es decir, se supone que la distribución de fallecimiento es uniforme a lo
largo del año1. Para los recién nacidos suele suponerse que a0 ≈ 0,3 (este valor
cambia en función de cada páıs (Human Mortality Database, 2020)) indicando la
alta concentración de fallecimientos al principio de su primer año de vida.

1Existen otras aproximaciones en las que el tiempo vivido, ax, no sigue una distribución uniforme.
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Lx: número medio de personas vivas entre x y x+1, o alternativamente número medio
de años vividos por toda la población lx del año x hasta el x + 1. Dicha función se
estima tradicionalmente aplicando la siguiente expresión:

Lx =

∫ 1

0
lx+tdt. (1.13)

Si suponemos que la distribución anual de los fallecimiento es ax, Lx se puede obtener
como:

Lx = lx − ax · dx. (1.14)

mx: es la tasa central de fallecimiento y representa el número de individuos que
fallecen con edad de último cumpleaños x por tiempo de exposición al riesgo de
muerte, es decir:

mx =
dx
Lx
. (1.15)

Hay que señalar que para denotar a esta variable, mx se pueden utilizar distintos
sinónimos como tasa central de fallecimiento o tasa central de mortalidad.

qx: es la probabilidad de muerte de que un individuo de x años de edad exacta fallezca
antes de alcanzar la edad x + 1. Se obtiene como el cociente entre las defunciones
teóricas de edad x, dx, y el total de personas de edad exacta x de la población
sometidas a este riesgo, lx (los supervivientes de edad exacta x); es decir:

qx =
dx
lx
. (1.16)

Otra aproximación clásica entre la tasa central de fallecimiento y la probabilidad de
muerte es la siguiente relación:

qx =
mx

1 + (1− ax) ·mx
. (1.17)

px: es la probabilidad de que una persona de x años de edad exacta alcance la edad
x+ 1, se obtiene como:

px = 1− qx =
lx+1

lx
. (1.18)

Γx: es el número total de años que quedan por vivir a los individuos de edad exacta
x hasta que fallezcan todos los individuos y se obtiene como:

Γx =

ω∑
k=x

Lk. (1.19)

ex: es la esperanza de vida, definido como el promedio de años de vida que le queda
por vivir a una persona de edad de edad x y se obtiene como:

ex =
Γx
lx
. (1.20)
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Siguiendo a Preston Samuel et al. (2001), las tablas de mortalidad por cohorte se
construyen para un determinado periodo t y parten del calculo de la tasa central de
mortalidad. Una vez obtenida dicha probabilidad es posible obtener el resto de columnas
que constituyen la tabla de mortalidad o tabla de vida. Aśı una tabla de mortalidad tiene
el aspecto que se muestra en Tabla 1.1.

Tabla 1.1: Tabla de mortalidad

x lx dx ax mx qx px Lx Γx ex

0 l0 d0 a0 m0 q0 p0 L0 Γ0 e0
1 l1 d1 a1 m1 q1 p1 L1 Γ1 e1
2 l2 d2 a2 m2 q2 p2 L2 Γ2 e2
· · · · · · · · · · · · · · · · · · · · · · · · · · · · · ·
x lx dx ax mx qx px Lx Γx ex

x+ 1 lx+1 dx+1 ax+1 mx+1 qx+1 px+1 Lx+1 Γx+1 ex+1

x+ 2 lx+2 dx+2 ax+2 mx+2 qx+2 px+2 Lx+2 Γx+2 ex+2

· · · · · · · · · · · · · · · · · · · · · · · · · · · · · ·
ω − 2 lω−2 dω−2 aω−2 mω−2 qω−2 pω−2 Lω−2 Γω−2 eω−2
ω − 1 lω−1 dω−1 aω−1 mω−1 qω−1 pω−1 Lω−1 Γω−1 eω−1
ω lω dω aω mω qω pω Lω Γω eω



8 Caṕıtulo 1. El riesgo de Longevidad

1.4.1. La Fuerza de mortalidad

La probabilidad de fallecimiento de una persona de edad exacta x antes de alcanzar la
edad de x + t, se denota por tqx. A partir de ah́ı se puede definir la tasa instantánea de
mortalidad a una edad exacta x como:

µx = lim
t→0

P [Tx ≤ t]
t

= lim
t→0

tqx
t
. (1.21)

Normalmente, este concepto se conoce como fuerza de mortalidad. A partir de:

P [Tx ≤ t] = Fx (t) =
F0 (x+ t)− F0 (x)

S0 (x)
, (1.22)

se obtiene:

µx = lim
t→0

F0 (x+ t)− F0 (x)

tS0 (x)
=
f0 (x)

S0 (x)
, (1.23)

donde f0 (x) es la función de densidad de la variable aleatoria que describe la probabilidad
de fallecimiento de que una persona de edad exacta 0 fallezca con x años, y equivalentemente
a (1.23),

µx =
− d
dxS0 (x)

S0 (x)
= − d

dx
lnS0 (x) . (1.24)

Por lo tanto, a partir de la función de supervivencia S0 (x), se puede derivar la fuerza
de mortalidad. La fuerza de mortalidad no añade ninguna información adicional sobre el
patrón de la mortalidad por edad, siempre y cuando la fuerza de mortalidad haya sido
definida en términos de S0 (x) , f0 (x) y F0 (x). El papel de la tasa instantánea de muerte
es proporcionar una herramienta para comprender el comportamiento de la mortalidad
individual en función de la edad alcanzada.

De esta forma, la probabilidad de supervivencia en función de la tasa instantánea de
mortalidad se redefine de la siguiente manera:

tpx = exp

{
−
∫ t

0
µx+sds

}
, (1.25)

por lo que la tasa central de mortalidad, mx, se define como:

mx =
dx
Lx

=

∫ 1
0 lx+tµx+tdt∫ 1

0 lx+tdt
, (1.26)

que es una media de las tasas instantáneas de mortalidad entre las edades x y x + 1. El
numerador dx =

∫ 1
0 lx+tµx+tdt indica el número de individuos fallecidos entre las edades

x y x + 1, mientras que el denominador Lx, se conoce como la población estacionaria de
edad x.
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1.4.2. Estimación de las probabilidades de muerte a partir de los datos
censales

En esta sección se va a describir como estimar qx,t y mx,t, probabilidades utilizados para
modelizar la mortalidad y, a la vez, permiten desarrollar los diferentes modelos dinámicos
que ayudan a comprender la evolución y transformación de una población a lo largo del
tiempo. De ahora en adelante incorporaremos a la notación de las diferentes variables
biométricas el sub́ındice “t” indicando que se trata del valor de dicha variable en el año o
periodo “t”.

Para la estimación de las variables anteriores se necesita una serie de datos estad́ısticos
que describimos a continuación:

ϑx,t, el número observado de fallecimientos de personas de edad de último cumpleaños
x durante el periodo t.

Ecx,t, es el tiempo durante el que los individuos con edad x están expuestos al riesgo
de fallecimiento. También se define como el tiempo total vivido por estos individuos
durante el periodo de observación t (Navarro, 1991).

E0
x,t, es el tiempo potencial al que los individuos con edad x habŕıan estado expuestos

al riesgo de fallecimiento de no haber fallecido durante el periodo de observación t
(Navarro, 1991).

La exposición central y la exposición inicial al riesgo están relacionadas por la siguiente
expresión:

E0
x,t = Ecx,t + (1− ax,t) · ϑx,t, (1.27)

siendo ax,t el promedio de años vividos con edad x (último cumpleaños) que fallece con
esa edad durante el periodo t.

En primer lugar, q̂x,t es definido como la estimación de la probabilidad de fallecimiento
de las personas de x años de edad exacta durante el periodo t, y se obtiene como:

q̂x,t =
ϑx,t
E0
x,t

, (1.28)

o equivalentemente,

q̂x,t =
ϑx,t

Ecx,t + (1− ax,t) · ϑx,t
. (1.29)

Debe señarlarse que el estimador (1.29) funciona bien con un número elevado de datos pero
no con pocos datos ya que el numerador puede exceder al denominador proporcionando
una estimación sin sentido (Debon, 2003). Además cuando ϑx,t es muy reducido la varianza
de q̂x,t suele ser muy alta.

El segundo estimador es la tasa central de fallecimiento, m̂x,t, obtenido como:

m̂x,t =
ϑx,t
Ecx,t

. (1.30)
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A partir del supuesto de que la fuerza de mortalidad, µx, es constante a lo largo de cada
edad de último cumpleaños x, es decir, que para todo t, 0 ≤ t < 1:

µx+t = µx+1/2, (1.31)

se puede obtener una estimación para la probabilidad de fallecimiento, qx,

qx = 1− px = 1− exp

{
−
∫ 1

0
µx+sds

}
= 1− exp

{
−µx+ 1

2

}
. (1.32)

Por lo tanto, la relación entre la tasa central de mortalidad mx y la probabilidad de muerte
qx, bajo la hipótesis (1.31), resulta de la siguiente forma:

m̂x = −log (1− q̂x) . (1.33)

1.5. Principales modelos de mortalidad dinámicos

Los modelos dinámicos realizan sus proyecciones mediante procedimientos estad́ısticos
que utilizan la información pasada de la mortalidad. En esta sección, se van a explicar los
principales modelos de mortalidad. Es importante señalar que hay una gran cantidad de
modelos propuestos en la literatura que no serán descritos en esta tesis en su totalidad.
Se puede encontrar una recopilación de los diferentes modelos de mortalidad en Pollard
(1987); Benjamin and Soliman (1993); Tuljapurkar and Boe (1998); Felipe and Guillén
(1999); Tabeau et al. (2001); Pitacco (2004); Pitacco et al. (2009); Wong-Fupuy and
Haberman (2004); Booth and Tickle (2008); Cairns et al. (2009); Haberman and Renshaw
(2011) y Charpentier (2014), entre otros.

1.5.1. Modelo de Lee-Carter

El modelo más popular para estimar las tasas de mortalidad futuras fue desarrollado
por Lee and Carter (1992). En este art́ıculo se presenta uno de los modelos más influyentes
en la proyección de la mortalidad debido a la sencillez de su cálculo, facilidad de la
interpretación de sus parámetros y su parsimonia (Lee, 2000; Booth et al., 2002). Esta
aproximación estocástica sugiere suponer que el logaritmo natural de la tasa central de
mortalidad log (m̂x,t) a la edad x y en el periodo t, sea una función de tres parámetros, es
decir:

log (m̂x,t) = αx + βx · kt + εx,t. (1.34)

Equivalentemente, la tasa central de mortalidad m̂x,t se puede aproximar mediante una
función exponencial que depende de la edad x y el periodo t:

m̂x,t = exp {αx + βx · kt + εx,t} , (1.35)

donde:

αx es un parámetro espećıfico para cada edad de último cumpleaños x e independiente
del tiempo. Describe el comportamiento medio de la curva de mortalidad para cada
edad a lo largo del tiempo.
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kt es un parámetro que describa la tendencia general de la mortalidad. Valores
decrecientes de kt indicaŕıan una mejora general de la mortalidad mientras que
valores crecientes indicaŕıan justo lo contrario, es decir, que se esta produciendo
un incremento general de las tasas de mortalidad.

βx es otro parámetro espećıfico dependiente de la edad que explica cómo reacciona la
tasa de mortalidad de cada edad x (último cumpleaños) con respecto a la tendencia
o nivel general de la mortalidad, kt, ya que:

dlog (mx,t)

dt
= βx ·

dkt
dt
. (1.36)

Valores de βx altos (y positivos) indicaŕıan que la tasa de mortalidad correspondiente
a la edad x sobrerreacciona al comportamiento general de la mortalidad recogido por
el parámetro kt. Es decir, valores elevados de βx indicaŕıan que si kt disminuye la tasa
de mortalidad correspondiente a la edad x disminuye más intensamente aún. Valores
de βx cercanos a cero indicaŕıan que la tasas de mortalidad está estancada para
esa edad en concreto. Por último, un valor de βx negativo2 indicaŕıa que la tasa de
mortalidad correspondiente a la edad x se mueve en sentido contrario a la tendencia
general de la mortalidad (recogido por kt) un fenómeno que puede observarse, por
ejemplo, en las edades avanzadas.

εx,t, representa un error aleatorio, con media 0 y varianza σ2ε , que recoge las
desviaciones aleatorias no capturadas por el modelo. Lee and Carter (1992) supońıan
que este término tendŕıa un comportamiento normal, con una varianza pequeña ya
que la var (m̂x,t) debeŕıa de ser explicada por el nivel general de la mortalidad, kt.

Este modelo pertenece a la categoŕıa de modelos edad-periodo (Age-Period AP) al
describir la probabilidad de fallecimiento en función de la edad x y el periodo t. Este modelo
es indeterminado puesto que dada una solución (αx, βx y kt) también es solución,

cualquier transformación del tipo,
(
αx,

βx
c , c · kt

)
o (αx + c · βx, βx, kt − c), donde c es

un escalar cualquiera distinto de cero. Para evitar este problema y conseguir una única
solución Lee and Carter (1992) decidieron normalizar los parámetros, mediante las siguientes
restricciones: ∑

x

βx = 1;
∑
t

kt = 0. (1.37)

La indeterminación se debe a que la función de verosimilitud asociada al modelo tiene
un número infinito de máximos equivalentes que generan las misma estimaciones de las
tasas de mortalidad. La elección de las restricciones es subjetiva, al no influir en la calidad
del ajuste o en la predicción de la mortalidad (Pitacco et al., 2009). Otros autores proponen
unas restricciones diferentes a los parámetros como Brouhns et al. (2002b); Haberman and
Renshaw (2011).

2Valores negativos de βx son normales en edades avanzadas, pero no en edades jóvenes. Sin embargo,
para determinados páıses desarrollados el valor de βx es negativo alrededor de los 30 años, debido al
incremento de la mortalidad por el efecto SIDA en la decada de los ochenta, como observa Debón et al.
(2008b) para el caso de la población española.
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Lee (2000) señala que nada asegura que las estimaciones de mx,t obtenidas en (1.35)
sean menores de uno. Este problema se soluciona utilizando la transformación logit de la

tasa central de muerte, log
(

m̂x,t

1−m̂x,t

)
o de la tasa de muerte, log

(
q̂x,t

1−q̂x,t

)
. Por esta razón,

se ha optado por ajustar los diferentes modelos de mortalidad explicados durante este
caṕıtulo utilizando la función logit de las tasas de muerte qx,t

3. De esta forma se consige,
por una parte y tal y como se ha comentado, evitar estimaciones mayores que uno (Lee,
2000) y, por otra parte, mantener los lazos históricos con los primeros trabajos actuariales
de Perks (1932) como señalan Haberman and Renshaw (2011). Por lo que el modelo queda
de la siguiente forma:

logit (q̂x,t) = log

(
q̂x,t

1− q̂x,t

)
= αx + βx · kt + εx,t. (1.38)

Este modelo ha sido empleado por Debón et al. (2008b) para ajustar las tasa de mortalidad
de la población española. También en Haberman and Renshaw (2011) se utiliza esta
estructura logit para comparar diferentes modelos de mortalidad en la población masculina
de Inglaterra y Gales. Asimismo, Villegas et al. (2018) utilizan esta aproximación para
ajustar y proyectar la mortalidad de diferentes modelos estocásticos.

Respecto a los parámetros αx, βx y kt del modelo tenemos que señalar la independencia
entre la edad y el tiempo. De esta forma, αx y βx siempre serán los mismos para todos los
periodos, mientras que kt es siempre el mismo para todas las edades. Para la estimación
de los parámetros del modelo de Lee and Carter (1992) en la literatura actuarial se han
empleado principalmente, cuatro procedimientos:

1. En primer lugar, Lee and Carter (1992) propusieron el uso de la Descomposición en
Valores Singulares (SVD) para la estimación de los parámetros. A partir de las dos
restricciones del modelo (1.37), que aseguran la identificabilidad del mismo, se puede
obtener la estimación de αx como el promedio del logit de la tasa de mortalidad para
cada edad x a lo largo del periodo muestral. De esta forma:

α̌x =

∑
t logit (q̂x,t)

T
, (1.39)

siendo T el número total de periodos que consituye el conjunto de la muestra y con
x = (x1, , x2, · · · , xm) el conjunto de edades consideradas, donde x1 es la primera
edad y xm la última edad de la muestra estudiada. De esta forma, podemos observar
como el estimador de αx no es más que la media de las tasas de mortaldiad del
periodo muestral. Lee and Carter (1992) justifican el valor de α̌x porque se establece
de acuerdo a las restricciones (1.37) de que el valor de kt está en torno a cero. Además
kt ha de tomar valores cercanos a (logit (m̂x,t)− αx) debido a que se ha elegido que
la suma de las βx sea igual a la unidad.

Por ello, tras obtener α̌x siguiendo la ecuación (1.39), los valores de βx y kt se estiman
utilizando los vectores de primer orden derivados de aplicar SVD a la matriz de los

3Conviene señalar que para los modelos descritos en el Caṕıtulo 2 y 3 de la tesis se empleará la
transformación log para evitar una mayor manipulación de los datos.
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residuos, de la siguiente forma:

[logit (q̂x,t)− α̌x] =
∑
i=1

siuixv
i
t, (1.40)

donde si, uix y vit son los valores singulares y los vectores singulares de izquierda
y derecha, respectivamente de la matriz de (1.40) (Renshaw and Haberman, 2003;
Debón et al., 2008b). Por lo que k̂SV Dt = s1v1t es el primer vector derecho de la
matriz del componente de tiempo y β̂SV Dx = u1x es el primer vector izquierdo del
componente de edad. Todo aquello que no es recogido por β̂SV Dx y k̂SV Dt da lugar a
los residuos del modelo εx,t. Tras obtener los valores de los parámetros necesitamos
normalizarlos para cumplir con las restricciones de los parámetros (

∑
x βx = 1 y∑

t kt = 0). Para ello, se reemplazan los valores obtenidos de la siguiente forma:

β̂x =
β̂SV Dx∑
x β̂

SV D
x

,

ǩt = k̂SV Dt ·
∑
x

β̂x.
(1.41)

Una vez que se consigue que el parámetro β̂x cumpla con la restricción (1.37), Lee and
Carter (1992) proponen reestimar el parámetro kt, utilizando como valores iniciales
ǩt, para reproducir el numero observado de muertes. Este último paso busca evitar
discrepancias entre el número estimado de muertes y número real de fallecimientos.
De esta forma, el parámetro kt es reajustado para que se verifique la siguiente
ecuación:

Dt =
∑
x

E0
x,t ·

exp
{
α̌x + β̂x · kt

}
1 + exp

{
α̌x + β̂x · kt

}
 , (1.42)

siendo Dt =
∑

xDx,t, el número total de muertes en el año t. Si denotamos por k̃t a
las soluciones de la ecuación (1.42), los estimadores finales de αx y kt, se reescalan
para que satisfagan las restricciones (1.37), como sigue:

α̂x = α̌x + β̂x ·media
(
k̃t

)
k̂t = k̃t −media

(
k̃t

)
.

(1.43)

2. La segunda aproximación para obtener los parámetros es mediante la aplicación
de mı́nimos cuadrados ordinarios (MCO) (Wilmoth, 1993; De Jong and Tickle,
2006; Koissi et al., 2006; Delwarde et al., 2007). Los parámetros de Lee-Carter son
estimados minimizando la siguiente función objetivo:

min
αx,βx,kt

∑
x

∑
t

[log (m̂x,t)− αx − βxkt]2 . (1.44)
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Al derivar, de la expresión (1.44) ∂
∂αx

e igualar a cero se obtiene la siguiente expresión:

tn∑
t=t1

log (m̂x,t) = (tn − t1 + 1)αx + βx

tn∑
t=t1

kt, (1.45)

donde t1 y tn es el primer y último periodo considerados de la muestra t =
(t1, t2, · · · , tn). Teniendo en cuenta que hay que cumplir con las restricciones de
identificabilidad de los parámetros (1.37) y que

∑tn
t=t1

kt = 0, se obtiene:

α̌MCO
x =

1

tn − t1 + 1

tn∑
t=t1

log (m̂x,t) , (1.46)

con x = (x1, , x2, · · · , xm). Por tanto, al aplicar MCO α̌MCO
x es exactamente igual

a la media de los logaritmos de las tasas centrales de mortalidad a lo largo del
periodo muestral log (m̂x,t). Aśı que los valores de exp

{
α̌MCO
x

}
representan el nivel

medio de la curva de mortalidad durante el periodo muestral. La estimación de los
parámetros βx y kt se obtiene a partir de la matriz Z = log (m̂x,t) − α̌MCO

x , de
dimensión (xm − x1 + 1)x (tn − t1 + 1), definida como:

Z = log (m̂x,t)− α̌MCO
x

=


log (m̂x1,t1)− α̌MCO

x1 log (m̂x1,t2)− α̌MCO
x1 · · · log (m̂x1,tn)− α̌MCO

x1
log (m̂x2,t1)− α̌MCO

x2 log (m̂x2,t2)− α̌MCO
x2 · · · log (m̂x2,tn)− α̌MCO

x2
...

...
. . .

...
log (m̂xm,t1)− α̌MCO

xm log (mxm,t2)− α̌MCO
x̂m

· · · log (m̂xm,tn)− α̌MCO
xm

 ,

(1.47)

y los parámetros estimados de βx y kt son aquellos que minimizan la siguiente
expresión:

min
βx,kt

∑
x

∑
t

(zx,t − βx · kt)2 . (1.48)

La solución de los parámetros se obtiene mediante la SVD de la matriz Z.

Una vez que se obtienen β̌MCO
x y ǩMCO

t , los parámetros obtenidos tienen que
satisfacer las restricciones (1.37), por lo que se requiere la siguiente transformación:

β̂MCO
x =

β̌MCO
x∑
x β̌

MCO
x

k̂MCO
t = ǩMCO

t ·
∑
x

β̌MCO
x −media

(
ǩMCO
t ·

∑
x

β̌MCO
x

)

α̂MCO
x = α̌MCO

x + β̂MCO
x media

(
ǩMCO
t ·

∑
x

β̌MCO
x

)
.

(1.49)
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Wilmoth (1993) propone aplicar mı́nimos cuadrados ponderados (MCP) para la
estimación de los parámetros (αx, βx, kt) y la función (1.44) se remplaza por la
siguiente ecuación:

min
αx,βx,kt

∑
x

∑
t

wx,t [log (mx,t)− αx − βxkt]2 , (1.50)

donde los pesos wx,t son iguales a las defunciones observadas ϑx,t. La elección
de wx,t = ϑx,t esta estad́ısticamente justificada porque var [log (mx,t)] es
aproximadamente igual o proporcional a 1

ϑx,t
, lo que permite el estudio de colectivos

pequeños o estudios por causas de muerte (Wilmoth, 1993). Sin embargo, es
necesario señalar que las estimaciones resultantes de la minimización por MCP no
tienen propiedades estad́ısticas conocidas y pueden estar muy severamente sesgadas
(Pitacco et al., 2009). Delwarde et al. (2007) proponen una modificación de este
procedimiento para obtener los parámetros estimados suavizados, con la ayuda
de validación cruzada (Cross-Validation). De esta forma, consiguen eliminar las
irregularidades de α̂x, β̂x y k̂t y que estas irregularidades no influyan en la predicción
de las tasas de mortalidad.

3. Uno de los procedimientos más utilizados consiste en estimar los parámetros αx,
βx y kt maximizando el logaritmo de la función de verosimilitud. Sabiendo que ϑ̃x,t
es la variable aleatoria que representa el número de fallecimientos que ocurren en el
periodo t con edad de cumpleaños x, suelen considerarse dos distribuciones diferentes:

a) En primer lugar, se considera que ϑ̃x,t sigue una distribución de Poisson, es
decir,

ϑ̃x,t ∼ Poisson
(
Ecx,t · µx,t

)
con µx,t = exp {αx + βx · kt} . (1.51)

Entonces, los parámetros αx, βx y kt se estiman maximizando el logaritmo de la
función de verosimilitud como proponen los siguientes autores Wilmoth (1993);
Alho (2000); Brouhns et al. (2002a,b); Renshaw and Haberman (2003); Czado
et al. (2005); Koissi et al. (2006); Cairns et al. (2009), es decir:

L (αx, βx, kt) =∑
x

∑
t

[
ϑx,t · (αx + βx · kt)− Ecx,t · exp {αx + βx · kt}

]
+ cte, (1.52)

donde ϑx,t es el número observado de fallecimientos con edad de último
cumpleaños x durante el periodo t y Ecx,t es la exposición central al riesgo
del periodo muestral t de personas de edad de último cumpleaños x. Una vez
obtenidos los parámetros α̂MV P

x , β̂MV P
x y k̂MV P

t que maximizan el logaritmo
de la función de verosimilitud, (1.52), es necesario normalizar los parámetros,
y cumplir con las restricciones (1.37) de Lee and Carter (1992). Para ello,
se reestiman los parámetros obtenidos en (1.52) de acuerdo con (1.49). Una
descripción completa en profundidad del método puede encontrarse Brouhns
et al. (2002a), donde, además de explicar el procedimiento, propone otras
restricciones adicionales para los parámetros (k̂t1 = 0 y β̂x1 = 0).
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b) En segundo lugar se considera que ϑ̃x,t se distribuye como una Binomial, es
decir:

ϑ̃x,t ∼ Binomial
(
E0
x,t, qx,t

)
con q̂x,t = exp {αx + βxkt} , (1.53)

donde, E0
x,t, es la exposición inicial al riesgo de las personas de x años de último

cumpleaños durante el periodo t. Esto supone considerar una distribución
diferente para el número de muertes, ϑ̂x,t, por lo que el logaritmo de la función
de verosimilitud cambia y es igual a:

L (αx, βx, kt) =
∑
x

∑
t

ϑx,t · exp {αx + βx · kt}

+
(
E0
x,t − ϑx,t

)
· log (1− exp {αx + βx · kt}) + cte.

(1.54)

Los parámetros α̂MVB
x , β̂MVB

x y k̂MVB
t son estimados maximizando la función

(1.54), pero necesitamos normalizar los parámetros para que cumplan con las
restricciones (1.37). Para ello, se reestiman los parámetros de acuerdo con
(1.49). Este procedimiento se empezó a aplicar por Wang and Lu (2005) quienes
proponen obtener los parámetros por máxima verosimilitud en un marco de
referencia binomial para el caso de Inglaterra y Gales desde 1951 hasta 1990.
Asimismo, Cosette et al. (2007) lo aplican para el caso de la población de
Quebec, Canadá. Renshaw and Haberman (2008) para los hombres jubilados
del Reino Unido desde 1989 hasta 2003 y Li et al. (2009) para la población de
Estados Unidos (EEUU) y Canadá desde 1950 hasta 2004.

4. La última propuesta para la estimación de los parámetros αx, βx y kt fue la
utilización de modelos lineales generalizados (GLM) (Currie et al., 2004). Las
facilidades estad́ısticas y los mejores resultados obtenidos (como demuestra Debón
et al. (2008a)) con su ajuste logran que sea el procedimiento más utilizado a d́ıa de
hoy4. Al igual que ocurŕıa con la aproximación por máxima verosimilitud se puede
suponer una distribución Binomial o Poisson5 para el número de muertes (Debón
et al., 2008b, 2010; Haberman and Renshaw, 2011; Currie, 2016; Villegas et al., 2018).
La estimación de los parámetros aplicando GLM puede ser llevada a cabo utilizando
la libreŕıa gnm del lenguaje de programación R Core Team (2019) desarrollada por
Turner and Firth (2006).

También conviene destacar otras aproximaciones menos conocidas como Wolf (2004), quien
propone combinar las dos ecuaciones que componen el modelo de Lee and Carter (1992)
en una sola6, obteniendo un modelo simplificado que conserva todas las caracteŕısticas

4Otras ventajas pueden ser encontradas en Booth et al. (2002); Haberman and Renshaw (2011); Currie
(2016).

5También se pueden considerar otras distribuciones diferentes Cosette et al. (2007).
6Este autor supone que el modelo de Lee and Carter (1992) conlleva dos ecuaciones en la especificación

del modelo. La primera ecuación descompone las tasas de mortalidad en tres conjuntos de parámetros (αx,
βx y kt). La segunda ecuación es un modelo del patrón temporal de los shocks espećıficos de cada periodo,
kt. En el documento original (Lee and Carter, 1992) para la primera ecuación se adopta la estimación de
los parámetros mediante la descomposición en valores singulares, mientras que para la segunda ecuación
se adopta un método de series temporales.
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y ventajas del modelo original. En Pitacco et al. (2009) se sugiere suavizar7 primero las
tasas de mortalidad q̂x,t, para después estimar los parámetros del modelo de Lee and
Carter (1992). Czado et al. (2005) y Pedroza (2006) introducen una estimación Bayesiana
de los parámetros del modelo de Lee and Carter (1992), utilizando modelos state-space.

La principal cŕıtica que puede hacerse al modelo de Lee and Carter (1992) es que
no hay interacción entre los parámetros αx y βx, ya que dependen solo de la edad
y que la predicción de los futuros valores de la mortalidad se basa únicamente en el
tendencia general de la mortalidad, kt. Otra importante cŕıtica es que el parámetro kt no
es observable, lo que dificulta su interpretación.

1.5.2. Extensiones del Modelo de Lee-Carter

Varios autores han propuesto extensiones, modificaciones y/o propuestas de mejora
de la versión original del art́ıculo (Lee and Carter, 1992) con el objetivo fundamental de
mejorar el ajuste y eliminar la tendencia que muestran sus residuos. A continuación se
presentan las extensiones más utilizadas en la literatura.

1.5.2.1. Modelo bi-factorial de Lee-Carter

Lee (2000), Booth et al. (2002) y Renshaw and Haberman (2003) propusieron añadir
un segundo término a la fórmula (1.34), proporcionando el siguiente modelo:

log (m̂x,t) = αx + β(1)x · k
(1)
t + β(2)x · k

(2)
t + εx,t, (1.55)

donde cada término de (1.55) viene a representar lo mismo que en el modelo uni-factorial
de Lee-Carter, salvo que ahora tenemos dos términos para explicar cómo reacciona cada

edad a la tendencia general de la mortalidad, k
(1)
t y k

(2)
t y otros dos para explicar la

reacción de cada edad particular a esa tendencia general de la mortalidad β
(1)
x y β

(2)
x . β

(2)
x

y k
(2)
t recogen aquellos comportamientos que no son capaces de recoger ni β

(1)
x ni k

(1)
t . En

esta tesis aplicaremos el modelo logit para las tasas de mortalidad para asegurar que los
valores resultantes de qx,t sean menores que uno, es decir:

logit (q̂x,t) = αx + β(1)x · k
(1)
t + β(2)x · k

(2)
t + εx,t. (1.56)

Al igual que ocurŕıa con el modelo uni-factorial de Lee-Carter es necesario introducir dos
pares de restricciones para obtener una única solución de la estimación de los parámetros

αx, β
(1)
x , β

(2)
x , k

(1)
t y k

(2)
t que son las siguientes:∑
x

β(i)x = 1 y
∑
x

k
(i)
t = 0, i = 1, 2. (1.57)

Los parámetros de este modelo, al cuál se llamará a partir de ahora Lee-Carter bi-factorial
(LC2), se obtienen aplicando cualquiera de los procedimientos explicados para el modelo

7El suavizado es una alternativa, que surge para resolver las fluctuaciones irregulares que se producen
en el comportamiento de los datos.



18 Caṕıtulo 1. El riesgo de Longevidad

de Lee-Carter uni-factorial, es decir, aplicando SVD, MCO, máxima verosimilitud o GLM.

Pero para cumplir las restricciones de los parámetros, los valores de α̂x, β̂
(i)
x y k̂

(i)
t , serán

reemplazados de la siguiente manera:

β̂(1)SV D/MCO/···
x =

β̌
(1)SV D/MCO/···
x∑
x β̌

(1)SV D/MCO/···
x

β̂(2)x =
β̌
(2)SV D/MCO/···
x∑
x β̌

(2)SV D/MCO/···
x

k̂
(1)
t = ǩ

(1)SV D/MCO/···
t ·

∑
x

β̌(1)x −media

(
ǩ
(1)SV D/MCO/···
t ·

∑
x

β̌(1)SV D/MCO/···
x

)

k̂
(2)
t = ǩ

(2)SV D/MCO/···
t ·

∑
x

β̌(2)SV D/MCO/···
x −media

(
ǩ
(2)SV D/MCO/···
t ·

∑
x

β̌(2)SV D/MCO/···
x

)

α̂x = α̌SV D/MCO/···
x +

∑
x

β̂(1)x ·media

(
ǩ
(1)SV D/MCO/···
t ·

∑
x

β̌(1)SV D/MCO/···
x

)

+
∑
x

β̂(2)x ·media

(
ǩ
(2)SV D/MCO/···
t ·

∑
x

β̌(2)SV D/MCO/···
x

)
.

(1.58)

Hay que señalar que los valores de β̌
(1)SV D/MCO/···
x , β̌

(2)SV D/MCO/···
x , ǩ

(1)SV D/MCO/···
t

y ǩ
(2)SV D/MCO/···
t pueden ser obtenidos aplicando los métodos descritos anteriormente,

SVD, MCO, métodos verosimilitud o GLM.

1.5.2.2. Modelo bi-factorial de Lee-Carter ortogonalizado

Otra extensión del modelo de Lee and Carter (1992) es la propuesta por Hunt
and Blake (2014), quienes proponen una estructura bi-factorial del modelo (1.55), pero

ortogonalizando los parámetros β
(i)
x y k

(i)
t y añadiendo algunas restricciones adicionales

para obtener una solución única. Es decir, la estructura del modelo es (1.55), pero ahora

para obtener los parámetros β
(i)
x y k

(i)
t se imponen las siguientes restricciones:

∑
x

∣∣∣β(i)x ∣∣∣ = 1,
∑
t

k
(i)
t = 0 i = 1, 2;∑

x

β(1)x · β(2)x = 0,
∑
t

k
(1)
t · k

(2)
t = 0.

(1.59)

Los parámetros del modelo son estimados siguiendo los procedimiento del Lee-Carter
bi-factorial, pero exigiendo un mayor número de restricciones. Para cumplir con estas

restricciones los parámetros αx, β
(1)
x , β

(2)
x , k

(1)
t y k

(2)
t son reestimados de la siguiente
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manera:

k̂
(1)LCO
t = signo

(∑
β(1)x

)
k
(1)
t ·

∑
β(1)x −media

(
k
(1)
t

)
,

k̂
(2)LCO
t = signo

(∑
β(2)x

)
k
(2)
t ·

∑
β(2)x −media

(
k
(2)
t

)
,

β̂(1)LCOx =
β
(1)
x

signo
(∑

β
(1)
x

)∑
β
(1)
x

,

β̂(2)LCOx =
β
(2)
x

signo
(∑

β
(2)
x

)∑
β
(2)
x

,

α̂LCOx = αx + media
(
k
(1)
t

)
· β̂(1)x + media

(
k
(2)
t

)
· β̂(2)x ,

(1.60)

donde “signo” significa el śımbolo positivo (+) o negativo (−) del correspondiente
sumatorio que se encuentra entre parentesis. La diferencia fundamental con respecto a

LC2 radica en que al ortogonalizar los parámetros se consigue que los valores de β̂
(i)LCO
x

y k̂
(i)LCO
t tengan una misma magnitud. Según Hunt and Blake (2014) esta transformación

facilita la proyección del modelo.

1.5.2.3. Modelo de Edad-Periodo-Cohorte

Otra de las extensiones del modelo de Lee and Carter (1992) consiste en incorporar
el efecto cohorte, una mejora que proporcionó muy buenos resultados en campos como la
medicina y la demograf́ıa (Holford, 1983; Hobcraft et al., 1985; Osmond, 1985; Clayton and
Schifflers, 1987) pero que no hab́ıa sido considerado por la literatura actuarial hasta Currie
(2006) y Renshaw and Haberman (2006). La edad, el periodo y la cohorte están ligados por
la relación c = t− x, donde c es definido como el año de nacimiento, x = {x1, x2, · · · , xm}
son las edades y t = {t1, t2, · · · , tn} los periodos considerados a la hora de implementar
el modelo. La exacta dependencia lineal entre los tres factores supone el mayor problema
que se plantea en los modelos Edad-Periodo-Cohorte (APC). La manera de introducir el
efecto cohorte más conocido en la literatura actuarial es la siguiente:

log (m̂x,t) = αx + kt + γt−x + εx,t (1.61)

donde, γt−x es el parámetro que recoge el efecto de cada cohorte, es decir, el año de
nacimiento de cada individuo. En el desarrollo de esta tesis se utilizará la aproximación
logit de las tasas de muerte para evitar estimaciones de mx,t mayores de uno, por lo que
el modelo es el siguiente:

logit (q̂x,t) = αx + kt + γt−x + εx,t (1.62)

Para obtener los parámetros, se estiman los valores de αx según el modelo original de
Lee and Carter (1992) mediante la ecuación (1.39). Los parámetros restantes se estiman
en un segundo paso aplicando SVD, mı́nimos cuadrados ordinarios, máxima verosimilitud
o mediante GLM. Pero al igual que ocurre con el resto de extensiones del modelo de
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Lee-Carter, el modelo APC presenta los mismos problemas de identificación. Por ello, se
introducen las siguientes restricciones para obtener una única solución de los parámetros
del modelo: ∑

t

kt = 0,

tn−x1∑
c=t1−xm

γc = 0,

tn−x1∑
c=t1−xm

cγc = 0, (1.63)

donde c = t− x representa el año de nacimiento de cada individuo.
Una de las cŕıticas que se le pueden hacer a los modelos APC es que asumen efectos

independientes para la edad, periodo y cohorte. Sin embargo, Pitacco et al. (2009)
consideran que las mejoras en la mortalidad no son contantes a la lo largo de las edades
sino que pueden variar en función de cada grupo de edades, cohortes.

1.5.2.4. Modelo de Renshaw and Haberman RH

Renshaw and Haberman (2006) introdujeron una serie de diferentes sub-estructuras
al modelo de Lee and Carter (1992) para incorporar el efecto cohorte. Una de esas
transformaciones es el siguiente modelo:

log (m̂x,t) = αx + β(1)x k
(1)
t + γt−x + εx,t. (1.64)

Esta versión, muy simple, soluciona ciertos problemas de estabilidad del modelo original.

Las estimaciones de los parámetros αx, β
(1)
x , k

(1)
t y γt−x se realizan siguiendo cualquiera

de los procedimientos explicados anteriormente para el Lee-Carter uni-factorial, es decir,
aplicando SVD, mı́nimos cuadrados ordinarios, máxima verosimilitud o GLM. Pero para la
estimación de los parámetros, al igual que ocurŕıa con el resto de extensiones del modelo
de Lee-Carter, el modelo RH también presenta los mismos problemas de identificación.
Por ello, se introducen las siguientes restricciones para obtener una única solución:∑

x

β(1)x = 1;
∑
t

k
(1)
t = 0;

tn−x1∑
c=t1−xm

γc = 0,

tn−x1∑
c=t1−xm

cγc = 0.

(1.65)

1.5.3. Modelo de Cairns-Blake-Dowd

Otro de los modelos alternativos en la literatura actuarial es el propuesto por Cairns
et al. (2006), quienes proponen un modelo con una estructura de dos términos edad-periodo
de la siguiente manera:

log (m̂x,t) = k
(1)
t + k

(2)
t · (x̄− x) + εx,t, (1.66)



1.5 Principales modelos de mortalidad dinámicos 21

donde, x̄ es el promedio del rango de edades utilizado en el ajuste de la mortalidad.
El modelo de Cairns et al. (2006) (a partir de ahora se le conocerá como CBD) tiene dos

factores temporales, k
(1)
t y k

(2)
t , que afectan de manera distinta a las edades (Pitacco et al.,

2009). Para evitar valores de mx,t mayores que uno (Lee, 2000), se ha optado por ajustar
la versión logit de la tasa de muerte, es decir:

logit (q̂x,t) = k
(1)
t + k

(2)
t · (x̄− x) + εx,t. (1.67)

A diferencia del resto de modelos explicados anteriormente en Subsección 1.5.2, este
modelo no tiene problemas de estabilidad, por lo que no necesita ninguna restricción

para la estimación de los parámetros. La estimación de los parámetros k
(1)
t y k

(2)
t se

realiza siguiendo los mismos procedimientos explicados anteriormente para el Lee-Carter
uni-factorial.

Hay que señalar que este modelo y sus versiones fueron diseñados para ajustar el tramo
de la curva de mortalidad para edades avanzadas (Haberman and Renshaw, 2011; Villegas
et al., 2018) y no para ajustar toda la curva. Por lo que su ajuste a la curva completa no
produce buenos resultados. El modelo de Cairns et al. (2006)presenta algunas extensiones
que se describen a continuación:

1. Cairns et al. (2009) extienden el modelo original de Cairns et al. (2006) para
incorporar el efecto cohorte mediante un factor latente, conocido como M6, de la
siguiente manera:

log (m̂x,t) = k
(1)
t + k

(2)
t · (x̄− x) + γt−x + εx,t, (1.68)

Cairns et al. (2009) deciden incorporar el término γt−x de la misma manera que
Renshaw and Haberman (2006) incorporan el efecto cohorte al modelo de Lee and

Carter (1992). La estimación de los parámetros k
(1)
t , k

(2)
t y γt−x se puede realizar

siguiendo los mismos procedimientos explicados anteriormente para el Lee-Carter
uni-factorial. Al igual que ocurre con el resto de modelos de mortalidad presentados
necesita de una serie de condiciones con el objetivo de obtener una única solución
de los parámetros :

tn−x1∑
c=t1−xm

γc = 0,

tn−x1∑
c=t1−xm

cγc = 0,

tn−x1∑
c=t1−xm

c2γc = 0. (1.69)

2. Otra extensión alternativa del modelo original CBD propuesta por Cairns et al.
(2009) consiste en incorporar el efecto cohorte y un efecto cuadrático de la edad de
la siguiente forma:

log (m̂x,t) = k
(1)
t + k

(2)
t · (x̄− x) + k

(3)
t ·

[
(x− x̄)2 − σ̂2x

]
+ γt−x + εx,t, (1.70)

donde σ̂2x es el promedio de (x− x̄)2. Este modelo es normalmente conocido como M7

y exige las mismas restricciones que M6 (1.69). La estimación de los parámetros k
(1)
t ,
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k
(2)
t , k

(3)
t y γt−x se puede realizar siguiendo los mismos procedimientos explicados

anteriormente para Lee-Carter uni-factorial y haciendo que los parámetros cumplan
las restricciones (1.69).

3. La última modificación sugerida por Cairns et al. (2009) sugiere la modificación
del efecto cohorte introduciendo un efecto decreciente con respecto a la edad de la
siguiente manera:

log (m̂x,t) = k
(1)
t + k

(2)
t · (x̄− x) + γt−x · (xc − x) + εx,t, (1.71)

donde xc es un parámetro que tiene que ser estimado. Para evitar problemas de
identificabilidad se necesita introducir las mismas restricciones que M6 y M7 (1.69).

La estimación de los parámetros k
(1)
t , k

(2)
t y γt−x se puede realizar siguiendo los

mismos procedimientos explicados anteriormente para el Lee-Carter uni-factorial.

4. Otro modelo que incluye caracteŕısticas de los modelos de Cairns et al. (2006) y de
Lee and Carter (1992) y que busca producir un modelo capaz de describir toda la
curva de mortalidad incorporando el efecto cohorte, es el modelo de Plat (2009).
La estructura de este modelo asume que hay una función estática, αx que explica el
comportamiento general de la mortalidad. Además, el modelo incorpora tres factores

estocásticos, k
(1)
t , k

(2)
t , k

(3)
t , y el efecto cohorte, γt−x. Aśı la estructura del modelo

es la siguiente:

log (m̂x,t) = αx + k
(1)
t + k

(2)
t · (x̄− x) + k

(3)
t (x̄− x)+ + γt−x + εx,t, (1.72)

donde, (x̄− x)+ = max (0, x̄− x). El modelo de Plat (2009) está destinado para
ajustar toda la curva de mortalidad, pero la ecuación (1.72) también permite ajustar
la parte derecha de la curva cuando solo interesa describir el comportamiento de ese
tramo de edades.

La estimación de los parámetros αx, k
(1)
t , k

(2)
t , k

(3)
t y γt−x se puede realizar siguiendo

los mismos procedimientos explicados anteriormente para el Lee-Carter uni-factorial,
es decir, SVD, mı́nimos cuadrados ordinarios, máxima verosimilitud o GLM. El
siguiente conjunto de restricciones son necesarias para asegurar la identificabilidad
del modelo: ∑

t

k
(i)
t = 0, i = 1, 2, 3, 4.

tn−x1∑
c=t1−xm

γc = 0,

tn−x1∑
c=t1−xm

cγc = 0,

tn−x1∑
c=t1−xm

c2γc = 0.

(1.73)

1.5.4. Proyección de los modelos estocásticos de mortalidad

Una vez que hemos obtenido las estimaciones de los parámetros αx, β
(i)
x , k

(i)
t y/o γt−x, el

procedimiento empleado para la predicción de las tasas de mortalidad consiste, para todos
los modelos, en ajustar una serie temporal a los parámetros que explican la tendencia de
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la mortalidad y/o la tendencia de la cohorte, k
(i)
t y γt−x = γc, respectivamente. Esto se

llevará a cabo utilizando técnicas de series temporales.
La aproximación más utilizada en la literatura (Cairns et al., 2006, 2011a; Haberman

and Renshaw, 2011; Lovász, 2011) se basa en considerar que k
(i)
t y γt−x siguen un camino

aleatorio independiente con deriva (random walk with drift) es decir:

k
(i)
tj

= δ + k
(i)
tj−1

+ ξk
(i)

tj , j = (2, 3, · · · , n) , ξk
(i)

tj ∼ N (0,Σk(i)) ;

γc = υ + γc−1 + ηγc , c = (c2, c3, · · · , cn) , ηγc ∼ N (0,Σγ) ,
(1.74)

donde δ y υ son los parámetros de deriva y miden la variación anual media de la serie y

ξtj y ηc representan las fluctuaciones aleatorias del cambio en la tendencia lineal de k
(i)
t y

γc. Estos términos de error siguen una distribución normal con media cero y varianza Σ2
ki

y Σ2
γ .
Los parámetros δ y υ se pueden estimar a partir de la media muestral de los datos

estimados de ∆k
(i)
t y ∆γc, es decir, δ y υ serán igual a:

δ̂ =
1

tn − t1
·
tn∑
t=t2

(
k
(i)
t − k

(i)
t−1

)
=
k
(i)
tn − k

(i)
t1

tn − t1

υ̂ =
1

cn − c1
·
cn∑
t=c2

(γc − γc−1) =
γcn − γc1
cn − c1

.

(1.75)

La segunda alternativa para predecir la mortalidad, que es la que se va a utilizar en

esta tesis, es asumir que k
(i)
t y γt−x siguen procesos ARIMA (p,d,q) independientes (Cairns

et al., 2006, 2011a; Haberman and Renshaw, 2011; Lovász, 2011).

A partir de esta especificación para k
(i)
t y γt−x se pueden predecir/simular los valores

futuros de las tasas de muerte mantiendo fijas las estimaciones de los valores de αx y β
(i)
x ,

en cada uno de los modelos explicados en la sección anterior.

1.5.5. Otros modelos conocidos

Además de las propuestas explicadas a lo largo de este caṕıtulo existen otros modelos
que tratan de explicar el comportamiento de la mortalidad entre los que destacan Currie
(2006), quien propone un modelo de mortalidad que utiliza las B-splines y P-splines
para ajustar y suavizar las superficies de mortalidad. Girosi and King (2007) demuestran
varias propiedades del modelo de Lee and Carter (1992) que no hab́ıan sido reconocidas
anteriormente, mostrando que el modelo de Lee and Carter (1992) es un caso especial de
un modelo de camino aleatorio con deriva. Richards et al. (2007) desarrollan también
un método basado en las p-splines para analizar la importancia del efecto cohorte
frente al efecto periodo. Debón et al. (2008b) proponen el algoritmo de suavización de
medianas, median-polish, (Tukey, 1977) para suavizar los datos de la mortalidad española,
obtieniendo mejores resultados en la predicción a corto plazo que los modelos de Lee-Carter
unifactorial y bifactorial. Yang et al. (2010) formulan un modelo basado en el análisis
de componentes principales. Mitchell et al. (2013) desarrollan un modelo basado en los
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cambios de los logaritmos de las tasas de mortalidad, siguiendo la estructura del modelo
uni-factorial de Lee and Carter (1992). Cadena (2015) propone un método estocástico para
describir la mortalidad basado en diferencias de las series temporales. Yang et al. (2016)
desarrollan un modelo de factor común de Poisson (PCFC) para ajustar la mortalidad de
ambos géneros conjuntamente.

Más recientemente los principales modelos que tratan de aproximar la mortalidad son
los siguiente:

Benchimol (2016) propone una especificación jerárquica del modelo de Lee-Carter y
asume que el factor latente que da cuenta de la evolución de la mortalidad es común
a todos ellos. Además de esta solución, utilizando este enfoque, presenta otro modelo
que emplea una nueva metodoloǵıa, conocida como data cloning.

Neves et al. (2017) desarrollan una extensión del modelo de Lee-Carter utilizando
una nueva clase de modelos de series temporales conocidos como Generalized
Autoregressive Score (GAS) o Dynamic Conditional Score (DCS).

Deprez et al. (2017) muestran como las técnicas de machine learning (aprendizaje
automático) permiten analizar la calidad de los modelos estocásticos de mortalidad.
Además, estas técnicas se pueden utilizar para diferenciar las distintas causas de
muerte en el ajuste de la mortalidad.

Doukhan et al. (2017) proponen la utilización de modelos AR-ARCH para modelar
la dinámica estocástica de las tasas de mortalidad; para ello desarrollan un
procedimiento de estimación de los parámetro quasi máximo verosimil. (QMLE).

Tsai and Lin (2017) proponen utilizar la aproximación no paramétrica de Bühlman
para aproximar y proyectar las tasas de mortalidad.

Wang et al. (2018) modifican el SMR (ratio de mortalidad estándar) parcial para
graduar las tasas de mortalidad en poblaciones pequeñas reduciendo las fluctuaciones
de las tasas de mortalidad y mejorando el ajuste.

Śliwka and Socha (2018) proponen una nueva aproximación para estimar las tasas
de mortalidad basada en dos modelos extendidos de Milevsky y Promislov.

Hainaut (2018) desarrolla un aproximación basada en redes neuronales para predecir
y simular las tasas de mortalidad de la población humana.

Ludkovski et al. (2018) proponen un proceso Gausiano (GP) para modelizar las
tasas de mortalidad y los factores de mejora de la mortalidad. Esta aproximación
permite determinar la dependencia espacial entre las tasas de mortalidad y suavizar
conjuntamente las tasas brutas en todas las dimensiones.

Li and Liu (2019) desarrollan un modelo de mortalidad loǵıstico para dos
poblaciones. Está centrado en la estimación de las tasas de mortalidad para edades
mayores de 80 años.
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Medford and Vaupel (2019) buscan solucionar las deficiencias del modelo logit en
los modelos de mortalidad estocástica. Para ello, proponen el modelo de regresión
Gevistic que utiliza en vez del logit link la función the quantile de GEV (valores
extremos generalizados)8.

Levantesi and Pizzorusso (2019) proponen utilizar los algoritmos de machine learning
(aprendizaje automático) para complementar los modelos estocásticos de mortalidad
(Lee and Carter (1992), Renshaw and Haberman (2006), Plat (2009)). Este algoritmo
es capaz de detectar patrones en los datos de mortalidad que no son comúnmente
identificables.

Nigri et al. (2019) proponen un enfoque alternativo a los procesos ARIMA para

capturar la tendencia general de la mortalidad (el parámetro k
(i)
t ) con mayor

precisión. Para ello, aplican una red neuronal recurrente que integran dentro del
modelo de Lee and Carter (1992).

Pascariu et al. (2019) proponen un modelo de mortalidad de máxima entroṕıa, cuya
principal ventaja es que permite realizar diferentes proyecciones de la mortalidad
según grupos de edades espećıficos.

Estos son las principales investigaciones relacionadas con una única población pero en
los últimos 10 años los principales estudios en el tema de la mortalidad están enfocadas
en crear modelos multipoblaciones. Estos modelizan la curva de mortalidad de dos o más
poblaciones a partir de la estructura de un modelo concreto. Una recopilación y revisión
de los diferentes modelos multipoblaciones se encuentra en Villegas et al. (2017). Entre
ellos conviene destacar:

1. El modelo de k-conjuntos (the joint-k model) asume que la tasa central de mortalidad
en el periodo t para la edad de último cumpleaños x y la población i, mi

x,t se obtiene
mediante la siguiente estructura:

log
(
m̂i
x,t

)
= αix + βix · kt, con i = 1, 2, · · · , k, (1.76)

donde αix describe el nivel medio de la mortalidad de cada páıs i, kt es la tendencia
general de la mortalidad que es común en todos los páıses y βix explica como reacciona
cada tasa de mortalidad de cada edad x y en cada páıs i a la tendencia general de
la mortalidad kt.

Esta aproximación más simple fue propuesta por Lee and Carter (1992); Delwarde
et al. (2007); Li and Hardy (2011). Es importante remarcar que diferentes versiones
más restringidas del modelo (1.76) han sido propuestas por Li and Lee (2005); Butt
and Haberman (2009); Russolillo et al. (2011); Debón et al. (2011); Danesi et al.
(2015); Villegas et al. (2017). La estructura del modelo k-conjuntos asume que las
mejoras en la mortalidad están perfectamente correlacionadas a lo largo de los páıses
o poblaciones considerados en el modelo.

8Más detalles acerca de la distribución de GEV se pueden encontrar en Calabrese and Osmetti (2013)
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2. Modelo de factor común aumentado (augmented common factor model). Este modelo
asume que la tasa central de mortalidad en el periodo t para la edad de último
cumpleaños x y la población i tiene la siguiente estructura:

log
(
m̂i
x,t

)
= αix + βx · kt + βix · k

(i)
t , (1.77)

donde tenemos el término βixk
i
t que captura las desviaciones de la tasa de mortalidad

de cada población i de manera independiente; mientrás que βxkt es el factor común
a las dos (o más) poblaciones consideradas en el estudio. El modelo de factor común
ha generado diferentes variantes y extensiones a lo largo de los últimos años como
son las de Li (2013); Villegas and Haberman (2014); Hyndman et al. (2013); Yang
et al. (2016).

3. Li and Hardy (2011) proponen implementar una estructura de dos poblaciones del
modelo de Lee and Carter (1992) y se conoce como el modelo co-integrado de
Lee-Carter. Se define como:

log
(
m̂i
x,t

)
= αix + βix · k

(i)
t , i = 1, 2. (1.78)

En un primer paso se estiman los valores de αx, βx y kt para cada población de
manera independiente y en un segundo paso se modelizan conjuntamente los valores

de k
(1)
t y k

(2)
t como un proceso bivariante cointegrado y bajo el supuesto de la

existencia de una tendencia estocástica común a largo plazo que vincula la mortalidad
de las dos poblaciones. Diferentes versiones del modelo co-integrado de Lee-Carter
han sido propuestas por Yang and Wang (2013); Zhou et al. (2014); Kleinow (2015).

4. Asimismo, para modelizar la mortalidad en multi-poblaciones se ha extendido el
modelo conocido de Cairns-Blake-Dowd (CBD) (Cairns et al., 2006) definido en
la Subsección 1.5.3. Zhou et al. (2014); Li et al. (2015) introdujeron una versión
del modelo de CBD y sus diferentes versiones (M6, M7, M8) para modelizar dos
poblaciones de manera conjunta.

5. Cairns et al. (2011b) y Dowd et al. (2011) proponen el uso del modelo
edad-periodo-cohorte (explicado en la Subsección 1.5.2) para modelizar dos
poblaciones de manera conjunta de la siguiente manera:

log
(
m̂i
x,t

)
= αix + kit + γit−x, i = 1, 2. (1.79)

Se puede observar que los parámetros αx, βx y kt son independientes para cada uno
de los i páıses considerados en el estudio. Esta aproximación considera razonable
que dos poblaciones estén afectadas por los mismos factores comunes (vease, por
ejemplo, Li and Lee (2005); Cairns et al. (2011b); Li and Hardy (2011)). Por lo que,
Cairns et al. (2011b) y Dowd et al. (2011) producen las estimaciones futuras de kit
y γit−x en un proceso que tienen en cuenta la dependencia entre cada una de las i
poblaciones.
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Hay que señalar también otra serie de estudios de modelos multi-poblaciones que no
siguen la estructura de los modelos de Lee-Carter o CBD. Jarner and Masotti Kryger
(2011) proponen una metodoloǵıa para predecir la mortalidad de varias poblaciones basada
en la existencia de una población de referencia más grande que comparte la misma
tendencia a largo plazo que la población de interés más pequeña. Wan and Bertschi
(2015) implementan un modelo muy similar en el que modelizan la población más grande
utilizando el modelo multifactor de Plat (2009) para una única población y, luego, modelan
la diferencia entre la población más grande y la población más pequeña con un modelo
de Lee-Carter de tres factores. Biatat and Currie (2010) extienden a dos poblaciones la
metodoloǵıa P-spline de Currie et al. (2004). También hay que destacar los trabajos de
Hatzopoulos and Haberman (2013) y Ahmadi and Li (2014), quienes utilizan los modelos
lineales generalizados (GLM) para obtener pronósticos de la mortalidad coherentes para
múltiples poblaciones. Richman and Wüthrich (2018) extienden el modelo de Lee and
Carter (1992) a múltiples poblaciones utilizando las redes neuronales para seleccionar
automáticamente la estructura óptima del modelo.

1.6. Datos

Los datos de mortalidad utilizados en esta Tesis provienen de la Human Mortality
Database (2020). La Base de Datos de Mortalidad Humana (HMD) es una iniciativa
conjunta del Departamento de Demograf́ıa de la Universidad de California, Berkeley, en
los Estados Unidos y el Instituto Max Planck de Investigación Demográfica en Rostock,
Alemania. Estas dos instituciones proporcionan datos detallados de mortalidad y población
de más de 30 páıses alrededor del mundo. La base de datos contiene datos de mortalidad
por sexo, edad y cohorte.

Para esta tesis se empleará la experiencia de mortalidad de España, Francia y Estados
Unidos, tanto para hombres como para mujeres de forma separada. Utilizaremos datos
desde 1975, momento en el que el INE cambia la metodoloǵıa de calculo de las tasas de
mortalidad para incluir el verdadero valor promedio de años vividos con edad x (último
cumpleaños) durante el periodo t de aquellas personas fallecidas con tal edad durante
el periodo t (ax,t), hasta 2016, último dato disponible de mortalidad cuando se está
desarrollando esta tesis. Las edades cubiertas en este estudio irán desde 0 hasta 99 años,
eliminando las edades superiores a 100 años debido a que la calidad de esos datos es
dudosa.

Las datos de las tablas de vida se han descargado de la Human Mortality Database
(2020) usando la libreŕıa HMDHFDplus de Riffe (2015) del software estad́ıstico R Core
Team (2019). Esta libreŕıa fue empleada porque permite obtener los datos en forma de
data.frame usando la función readHMDweb, lo que simplifica el tratamiento de los
datos. Señalar que la libreŕıa demography de Hyndman and Khandakar (2008) también
permite obtener los datos de la Human Mortality Database (2020) pero en forma matricial.
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1.7. Estructura de la tesis

El resto de la tesis se estructura de la siguiente manera. En el caṕıtulo 2 se propone
un modelo uni-factorial que explica la dinámica de la mortalidad a través de una edad
clave. El modelo propuesto en este caṕıtulo está inspirado en estudios previos acerca de
la dinámica de los tipos de interés y se describen las distintas aproximaciones realizadas
hasta la fecha. Además, se presentan los resultados obtenidos para los casos de España,
Francia y EEUU para ambos sexos.

En el caṕıtulo 3, se proponen dos mejoras del modelo uni-factorial del caṕıtulo 2.
La primera mejora consiste en la utilización de una aproximación diferente para la
estimación de los parámetros, aplicando máxima verosimilitud y reduciendo a un solo
paso el procedimiento de estimación. La segunda mejora se centra en reducir el número de
parámetros de manera significativa con el objetivo de simplificar el modelo. Al igual que
ocurŕıa en el caṕıtulo 2, se presentan los resultados obtenidos para los casos de España,
Francia y EEUU para ambos sexos. Asimismo, se desarrolla una propuesta para cuantificar
el riesgo de longevidad de un producto de seguro de vida básico.

En el caṕıtulo 4 se compara la capacidad predictiva de los diferentes modelos explicados
en el caṕıtulo 1 y la propuesta desarrollada en el caṕıtulo 3 mediante la aplicación de los
métodos de remuestreo. En este caṕıtulo presentaremos como aplicar estos métodos a
datos de series temporales en forma de panel, en especial a datos de mortalidad lo que
permitirá proceder a comparar la capacidad predictiva de diferentes modelos de mortalidad
constituyendo ésta una de las principales aportaciones del caṕıtulo.

Por último, en el caṕıtulo 5 se presentan las conclusiones, consideraciones finales y las
futuras ĺıneas de investigación.



Caṕıtulo 2

Modelo unifactorial dinámico para
construir tablas de mortalidad
dinámicas

2.1. Introducción

En la literatura actuarial uno de los temas más importantes a lo largo de los últimos
años es el desarrollo de diferentes modelos de mortalidad con la idea de describir y predecir
las tasas de mortalidad tal y como hemos podido observar en el caṕıtulo 1. Las compañ́ıas
de seguros, principalmente de vida, utilizan estas tasas de mortalidad para el cálculo de
las primas de los seguros de vida, para valorar rentas vitalicias, para determinar el valor
de las provisiones matemáticas, etc. Por lo que cualquier fallo en la estimación de las tasas
de mortalidad está destinado a traducirse en pérdidas en la compañ́ıa o superávits ociosos.

Este problema no lo tiene solo el sector privado, sino que el sector público también
está afectado. Las tasas de mortalidad han ido disminuyendo a lo largo de los últimos años
por lo que se entiende que las personas viven más tiempo de lo esperado y si a esto le
sumamos que la pirámide poblacional se está invirtiendo, esto implica una mayor cantidad
de personas jubiladas respecto a la población activa (Rodŕıguez-Pardo et al., 2014). Todo
esto repercute de manera muy importante en la sociedad ya que nos enfrentamos al reto
de conseguir ingresos suficientes para financiar nuestra vejez. Una planificación adecuada
tanto del sistema público de pensiones como del sistema complementario requiere de una
correcta previsión de las tasas futuras de mortalidad o lo que es lo mismo de la evolución
de la esperanza de vida de la población.

Para hacer frente al riesgo de longevidad se están proponiendo modelos de mortalidad
centrados en explicar el comportamiento de las tasas de mortalidad, qx,t, o de la
tasas centrales de mortalidad, mx,t. Todos estos modelos que se describen sucintamente
en el caṕıtulo uno, tratan de explicar la dinámica de las tasas de mortalidad o la
tasa central de mortalidad con un número reducido de factores y con una interacción
edad-periodo-cohorte. Uno de los módelos más populares en la literatura es el modelo
de Lee and Carter (1992), un modelo de dos factores con el efecto edad fijo a lo
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largo del tiempo, tal y como se señala en Haberman and Renshaw (2011). Como se ha
visto anteriormente distintos autores han tratado de incluir diferentes efectos o factores
adicionales para dar solución a los diferentes problemas que planteaba el modelo de Lee
and Carter (1992). Cabe la pena mencionar a Booth et al. (2002); Brouhns et al. (2002a);
Cairns et al. (2006); Renshaw and Haberman (2003, 2006, 2008); Plat (2009); Pitacco
et al. (2009) entre otros.

En este caṕıtulo se va a presentar un modelo de mortalidad que está centrado en
estudiar los cambios y/o variaciones que sufren las tasas de mortalidad de un año a otro,
conocido en la literatura como “mejoras en las tasas de mortalidad”.

Este concepto empezó a ser utilizado por la Society of Actuaries Group Annuity
Valuation Table Task Force (1995) para elaborar tablas de mortalidad estándar y, a
la vez, para permitir obtener el valor de la reserva matemática necesarias para cubrir
las contingencias previstas en base a las futuras mejoras de la mortalidad. Wang and
Brown (1998) utilizan los modelos de “frailty” o “fragilidad” para derivar una fórmula
matemática que permite encontrar los factores de mejora de la mortalidad. Willets et al.
(2004) llevan a cabo un análisis detallado de los cambios o variaciones en la mortalidad a
comienzos del siglo XXI centrándose en el estudio de las mejoras de la mortalidad en las
diferentes cohortes y cómo estas mejoras se centran en la población envejecida. Andreev
and Vaupel (2005) presentan una metodoloǵıa basada en las superficies de mortalidad
para tratar de explorar la dinámica temporal de las “mejoras” de la mortalidad. Richards
et al. (2006) utilizan los incrementos para formar una aproximación suavizada de splines
bi-dimensionales para predecir la mortalidad futura. Renshaw and Haberman (2006);
Haberman and Renshaw (2012) desarrollan un modelo de mortalidad para modelizar y
predecir la mortalidad entre 20 y 89 años utilizando la estructura de los modelos de Lee
and Carter (1992), Brouhns et al. (2002a) y Renshaw and Haberman (2006). Baxter (2007)
emplea las mejoras en la mortalidad en su investigación de la tendencia de la población
adulta. Njenga and Sherris (2011) utilizan el análisis de componentes principales (PCA)
para estudiar el número de componentes que permite explicar las mejoras de las tasas de
mortalidad. Mitchell et al. (2013) desarrollan un modelo de mortalidad para describir las
mejoras de las tasas centrales de mortalidad siguiendo la estructura del modelo de Lee
and Carter (1992).

Pese a toda la literatura que hay sobre las mejoras en las tasas de mortalidad, el
modelo que se propone en esta tesis es innovador. El modelo asume que las mejoras de las
tasas de mortalidad están linealmente relacionadas con un número reducido de factores.
Estos factores de riesgo se corresponden con una o varias tasas de mortalidad de una edad
concreta, es decir, dicho factor o factores de riesgo se identifican con las variaciones de las
tasas de mortalidad de lo que denominaremos “edades clave”. Este modelo está inspirado
en estudios pasados sobre la estructura temporal de tipos de interés (ETTI) (Elton et al.,
1990; Navarro and Nave, 2001) donde se asume que los cambios en los tipos de interés
dependen linealmente de los cambios de un número reducido de tipos de interés “clave”
con vencimientos concretos.
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Respecto a la conveniencia de utilizar las técnicas desarrolladas para modelizar la
curva de tipos de interés a la curva de mortalidad, hay que decir que es una idea que surge
de la propia observación de las mismas: tanto en una como en la otra es fácil observar
que tipos de interés/tasas de mortalidad con plazos/edades similares tienden a moverse
conjuntamente mientras que conforme el plazo/edad difiere, las correlaciones entre las
variaciones de unos y otros tienden a cero.

Para ilustrar esta cuestión, en la Figura 2.1 se han representado las correlaciones entre
la variaciones de los tipos de interés con diferentes plazos correspondientes al mercado de
deuda pública de Estados Unidos. Se trata por tanto, de tipos de interés con niveles de
liquidez y riesgo similares, diferenciándose tan solo en el plazo. Para ello, hemos empleado
una de las bases de datos más populares que contienen las estimaciones de los rendimientos
de los bonos cupón cero sin riesgo, correspondientes al mercado de Deuda Pública de
Estados Unidos. En concreto se trata de una base de datos elaborada por el Departamento
del Tesoro de Estados Unidos (US Department of the Treasury).

Como puede verse en la Figura 2.1 las correlaciones entre las variaciones anuales de
los tipos de interés con diferentes plazos pueden ser incluso negativas. También vamos a
mostrar algunos ejemplos de las correlaciones entre las variaciones anuales de las tasas de
mortalidad con edades diferentes, véase en la Figura 2.2.

Debe señalarse que en la literatura sobre tipos de interés, los modelos dinámicos
unifactoriales (Vasicek, 1977; Cox et al., 1981) fueron los primeros en desarrollarse
poniendo de manifiesto que, a pesar de su utilidad, un único factor no era suficiente para
poder explicar la riqueza en la forma y la dinámica de la estructura temporal de los tipos
de interés aunque fue de enorme utilidad para la obtención de formulas de valoración de
derivados y la gestión del riesgo de interés. Por ello, la siguiente generación de modelos
fueron bifactoriales (Brennan and Schwartz, 1979; Schaefer and Schwartz, 1984; Fong and
Vasicek, 1991; Longstaff and Schwartz, 1992) utilizando como factores de riesgo un tipo
a corto y otro a largo o bien un tipo de interés a corto y la volatilidad. A partir de
ah́ı los modelos se han ido sofisticando, añadiendo cada vez mas factores (véase el caso
más general del modelo multifactorial de Heath et al. (1992)). De igual modo aunque la
propuesta desarrollada en esta tesis es un modelo uni-factorial, los resultados alcanzados
sugieren la conveniencia de extender el modelo incluyendo un segundo (o incluso un tercer)
factor adicional.

Cabe destacar que la idea de utilizar la metodoloǵıa usada para describir la dinámica
de la ETTI para proyectar la mortalidad presenta la ventaja de que todos los desarrollos
realizados para gestionar y cuantificar el riesgo de interés pueden ser empleados para
gestionar y cuantificar el riesgo de mortalidad. Si buscamos en la literatura acerca de otros
modelos que emplean la ETTI para modelizar y predecir la mortalidad, solo Haldrup and
Rosenskjold (2019) proponen un modelo factorial paramétrico en el que múltiples factores
son diseñados para influir en diferentes grupos de edad siguiendo el modelo de Diebold
and Li (2006).
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El caṕıtulo se organiza de la siguiente manera. La Sección 2.2 se dedicará a describir el
modelo y cómo se puede implementar en la práctica. Posteriormente, en la Sección 2.3, se
desarrolla la metodoloǵıa para predecir las tasas futuras de mortalidad. En la Sección 2.4
se describen los datos que serán utilizados en las siguientes secciones y en la Sección 2.5
se implementa el modelo desarrollado en las secciones anteriores. En la Sección 2.6 se
hace una comparación del modelo presentado en este caṕıtulo frente a los modelos de
mortalidad que fueron citados en la Sección 1.5. Finalmente, en la Sección 2.7 se hace un
resumen de los resultados alcanzados y varias consideraciones acerca de la aplicación del
modelo y su comparación con los modelos de mortalidad más conocidos.



2.1 Introducción 33

Figura 2.1: Correlaciones entre las variaciones anuales de los tipos de interés con diferentes
plazos (eje de ordenadas) de la deuda pública de Estados Unidos con las variaciones anuales
de los tipos de interés a (a) 1 mes, (b) 3 meses, (c) 12 meses, (d) 3 años, (e) 5 años, (f) 10
años y (g) 15 años para el periodo 15/06/1994-17/06/2019.
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Figura 2.2: Correlaciones entre las variaciones de las tasas de mortalidad de la (a) España
hombres, (b) España mujeres, (c) Francia hombres, (d) Francia mujeres, (e) EEUU
hombres y (f) EEUU mujeres para el periodo 1975-2006.
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2.2. Modelo de mortalidad basado en una edad clave

En esta sección, se presenta cómo adaptar la metodoloǵıa de Elton et al. (1990) para
modelizar y predecir la mortalidad. Elton et al. (1990) asumen que los cambios en la
estructura temporal de los tipos de interés dependen de un número reducido de variables
que se identifican tipos de interés correspondientes a unos plazos determinados. Estos
autores suponen que las variaciones del resto de tipos de interés dependen linealmente de
las variaciones de estos tipos de interés “clave”. Si en el modelo de Elton et al. (1990)
dichas variables clave son tipos de interés con un determinado vencimiento, en este caso
serán las tasas de mortalidad correspondientes a una o varias edades clave.

2.2.1. Descripción del modelo

Siguiendo a Elton et al. (1990), este modelo asume que las mejoras logaŕıtmicas de
la mortalidad están linealmente relacionadas con un número reducido de factores. En
este modelo simple, con un solo factor, se asume que toda la curva de mortalidad puede
explicarse por un único factor que se identificará con la tasa de mortalidad de una edad
concreta más una tendencia constante decreciente que trata de recoger las variaciones
de las tasas de mortalidad no explicadas por la tasa de mortalidad clave. Esta tasa de
mortalidad será nombrada de aqúı en adelante como la “tasa de mortalidad clave”.

Adaptando la metodoloǵıa de Elton et al. (1990), se propone el siguiente modelo para
tratar de modelizar y predecir la mortalidad:

∆log (q̂x,t) = αx,y + bx,y · [∆log (q̂y,t)] + ε(x,y),t, (2.1)

donde:

∆log (q̂x,t) = log (q̂x,t) − log (q̂x,t−1), es la variación logaŕıtmica de las tasas de
mortalidad para la edad x entre los momentos t y t− 1.

∆log (q̂y,t) = log (q̂y,t) − log (q̂y,t−1), es la variación logaŕıtmica de la tasa de
mortalidad para la potencial edad clave y, pudiendo ser y = 0, 1, . . . , ω, entre los
momentos t y t−1. La edad clave finalmente elegida y que denotaremos por y∗, será
aquella que maximice el poder explicativo del modelo dentro del periodo muestral,
se simboliza como y∗.

αx,y, es un parámetro que capta la mejora constante de la mortalidad a lo largo
del periodo estudiado y que es independiente del comportamiento de las variaciones
o mejoras en la mortalidad de la edad clave q̂y,t. Signos positivos de αx,y implican
incrementos de la mortalidad mientras que signos negativos implican disminuciones
de la misma. El valor de este término puede diferir de una edad a otra indicando un
comportamiento diferente en las variaciones de cada una de las tasas de mortalidad.

bx,y es el parámetro que describe cómo reacciona cada edad ante los cambios en la
tasa de mortalidad de la edad clave y. Es un parámetro que trata de capturar los
cambios en la forma de la curva de mortalidad a través del tiempo.
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dinámicas

ε(x,y),t, término aleatorio de error, con media cero y varianza constante σ2ε,(x,y).

Debe señalarse que esta metodoloǵıa puede ser fácilmente adaptada a dos o más
factores. Hay que añadir que el modelo (2.1) también puede ser implementado utilizando
las tasas centrales de mortalidad m̂x,t o incluso los logit de las tasas de mortalidad
logit (q̂x,t) y que los resultados serán similares a los obtenidos en esta tesis. Se opta por
las tasas de mortalidad, qx,t para evitar una mayor manipulación de los datos.

La principal idea del modelo es que la dinámica de la mortalidad está gobernada por
dos elementos. Uno de ellos que es la tendencia general de la mortalidad, es decir, una
mejora constante de la mortalidad a lo largo del tiempo que difiere según las edades y
que es capturado por αx,y. El segundo elemento trata de recoger la dinámica del factor
(o factores) del que depende la curva de mortalidad y la intensidad, bx,y, con la que las
diferentes tasas de mortalidad reaccionan ante cambios en dicho factor o factores.

Este modelo asume que los principales cambios en la forma de la curva de mortalidad
están guiados por los cambios en la tasa de mortalidad de la edad clave que es la que
determina el comportamiento del tramo de la curva donde se están produciendo las
principales variaciones. Por ejemplo, una reducción en la joroba de los accidentes, alrededor
de los 20-35 años, como consecuencia de una nueva normativa o cambios en los hábitos de
comportamiento de los jóvenes provocará una reducción en las tasas de mortalidad entre
los 16 y 30 o 35 años que pueden describirse a partir del comportamiento de una edad
clave situada en ese tramo de la curva. La irrupción de una nueva enfermedad como en el
caso del SIDA se centró fundamentalmente en el tramo de edades comprendido entre los
18 y 45 años, cuya mortalidad puede explicarse a partir del comportamiento de la tasa
de mortalidad de alguna edad considerada como “representante” del comportamiento de
la curva en ese tramo. Quizás la irrupción del COVID-19 que evidentemente ha afectado
sobre todo al tramo de edades más avanzadas puede recogerse a partir de alguna edad
clave situada en la parte derecha de la curva de mortalidad.

Este modelo guarda ciertas analoǵıas con el concepto de mejoras de la mortalidad
desarrollado por Baxter (2007). Este autor considera que las variaciones de la mortalidad
tienen dos componentes principales. En primer lugar, las mejoras generadas por un
“entorno general” (backgrounds) demográfico y que se traduce en mejoras derivadas de
los avances continuos en medicina, en atención médica, en estilos de vida saludable, etc.
Y, en segundo lugar, los efectos “generacionales”, aquellas variaciones inesperadas de la
mortalidad que corresponden a una cohorte, año de nacimiento concreto. Esta idea de
Baxter (2007) se asemeja en parte a la que se propone en esta tesis, ya que αx,y se encarga
de capturar las mejoras constantes de la mortalidad fruto del “entorno general”. Mientras
que bx,y ·∆log (q̂y,t), en vez de capturar los efectos generacionales como en el art́ıculo de
Baxter (2007), captura cómo reacciona cada edad a una serie de eventos que afecten más
a un grupo de edades que a otro.

Hay que señalar que la varianza de ε(x,y),t, depende de la edad y del tamaño de la
población. Sin embargo, de cara a la estimación de los parámetros de (2.1) debe señalarse
que una vez que la edad clave, y∗, ha sido escogida, los parámetros αx,y∗ y bx,y∗ se estiman
para cada edad x de forma individual, es decir, el incremento de log (q̂x,t) se regresa frente
al incremento de log (q̂y∗,t), edad a edad y por tanto x y y∗ son fijas. En cualquier caso, para
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detectar la presencia de heterocedasticidad en (2.1) se ha aplicado una bateŕıa de tests
clásicos para detectarla (Goldfeld and Quandt, 1965; Breusch and Pagan, 1979; Harrison
and McCabe, 1979; White et al., 1980). Adicionalmente, para tratar de corroborar los
resultados anteriores se ha procedido a regresar, para cada edad x, los cuadrados de los
residuos del modelo (2.1) frente a q̂x,t, (q̂x,t)

2, para descartar la dependencia de los errores

del tamaño de la variable dependiente y frente a E0
x,t y

(
E0
x,t

)2
(E0

x,t, exposición inicial al
riesgo) para descartar igualmente la dependencia de los errores del tamaño de la población.
Ninguno de estos test permiten rechazar la hipótesis nula de homocedasticidad al 99 %.

Para obtener la edad clave y∗, procedemos de la siguiente forma. Para una edad dada x
el coeficiente de determinación entre el incremento de log (q̂x,t) y el incremento de log (q̂y,t),
R2
x,y, viene dado por la siguiente expresión:

R2
x,y = 1−

var
(
ε(x,y),t

)
var (∆log (q̂x,t))

, (2.2)

que es equivalente a:

R2
x,y · var (∆log (q̂x,t)) = var (∆log (q̂x,t))− var

(
ε(x,y),t

)
. (2.3)

Entonces, según (2.3) minimizar la varianza de los residuos es equivalente a maximizar
el primer miembro de la ecuación (2.3). Siguiendo la metodoloǵıa desarrollada por Elton
et al. (1990), la edad clave será aquella edad que maximice la función:

ψ (y) =
∑
x

R2
x,y · var (∆log (q̂x,t)) con y = 0, 1, . . . , ω, (2.4)

es decir, será aquella edad que maximice el poder explicativo del modelo para el conjunto
de la curva, en particular, aquella edad y∗ que minimiza la suma de las varianzas de los
errores de la ecuación (2.1) para el conjunto de edades analizadas.

Elton et al. (1990) establece un sistema de ponderaciones para disponer de un criterio
que permite modular la elección de la edad clave de tal forma que el poder explicativo del
modelo se centre en ciertas edades o cierto grupo de edades. De esta forma, la edad clave
se obtiene como aquella que maximiza la siguiente función objetivo:

max
y

ϕ (y) = max
y

∑
x

wxR
2
x,y · var (∆log (q̂x,t)) , (2.5)

donde wx representa la ponderación asignada a la tasa de mortalidad correspondiente a
la edad x. La ponderación permite dar más importancia (peso) a un conjunto de edades
y un menor al resto. Esto puede ser muy interesante para una compañ́ıa de seguros que
tenga especial interés en modelizar y predecir el comportamiento de un grupo particular
de edades al dar solo importancia al rango de edades que componga su cartera de pólizas.
El resultado será un modelo particularmente preciso en el tramo de la curva de mortalidad
donde la empresa concentra la mayoŕıa de su negocio.
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dinámicas

Navarro and Nave (2001) proponen otro método de optimización para la obtención del
tipo de interés clave que permite describir los cambios en el conjunto total de la curva de
tipos de interés. Una de las funciones objetivo que utilizan es la regla del “maximin” que
seŕıa:

max
y

(
min
x

R2
(x,y),t

)
. (2.6)

El criterio maximin (que no es el que se ha aplicado) trata de determinar la edad clave como
aquella que maximiza el mı́nimo poder explicativo sobre el resto de las tasas de mortalidad.
Es decir, supongamos que regresamos y∗ frente al resto de las edades. Calculamos el R2

(x,y),t

de todas las regresiones y vemos cual es el valor mı́nimo de los R2
(x,y),t. El criterio maximin

consiste en elegir como edad clave aquella que maximiza el R2
(x,y),t mı́nimo que surge al

regresar la edad clave frente al resto. En el fondo lo que se pretende es que la edad clave
escogida tenga un poder explicativo mı́nimo respecto al resto de las edades. Sin embargo,
al aplicar este criterio a la curva de mortalidad el R2

(x,y),t mı́nimo suele estar cercano a
cero, sea cual sea la edad clave potencial analizada.

2.2.2. Ajuste función de sensibilidad a bx,y.

Una vez que la edad clave y∗ se ha seleccionado, se pueden obtener mediante las
técnicas habituales de regresión lineal las estimaciones de los parámetros αx,y∗ y bx,y∗ .
Aśı pues, el modelo se divide en dos pasos. El primero, explicado anteriormente, en
el que se obtiene la edad clave y∗ y los parámetros α̂x,y∗ y b̂x,y∗ . El segundo paso del
modelo consiste en encontrar una función que permita aproximar el comportamiento de
las sensibilidades de los logaritmos de las variaciones de las tasas de mortalidad a las
variaciones del logaritmo de la tasa de mortalidad clave, b̂x,y∗ . Las funciones que permiten
describir estas sensibilidades tienen que cumplir dos restricciones fundamentales:

Por un lado, la función debe ser lo “suficientemente” suave ya que el valor de las
sensibilidades de las tasas de mortalidad de dos edades cercanas no debe diferir
significativamente.

Por otro lado, el valor de la sensibilidad de la edad clave con respecto a śı misma
tiene que ser igual a uno, es decir, debe cumplirse que by∗,y∗ = 1 y a la vez debe de
cumplirse que αy∗,y∗ = 0 ya que si x = y∗, estaŕıamos regresando una variable frente
a śı misma.

En esta tesis se proponen dos alternativas para tratar de aproximar el comportamiento
de las sensibilidades de las tasa de mortalidad a la edad clave: un primer ajuste paramétrico
y un segundo procedimiento mediante el uso de las funciones splines.

Conviene señalar que en este Caṕıtulo solo hemos ajustado el valor de b̂x,y∗ mientras
que el valor de las α̂x,y∗ no ha sido ajustado. Esto se debe principalmente a dos motivos:

en primer lugar, el valor de las α̂x,y∗ es mucho menos volátil que el valor de las b̂x,y∗ y
en segundo lugar, porque el suavizado de α̂x,y∗ no mejora sustancialmente el ajuste de las
tasas de mortalidad. Es por estas razones por las que se ha optado por no suavizar/ajustar
las α̂x,y∗ .
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2.2.2.1. Ajuste paramétrico

La primera aproximación se llevará a cabo utilizando una función paramétrica muy
simple que será denotada por b∗ (x) inspirada en una función sugerida por Dı́az et al.
(2006)1:

b̂x,y∗ = b∗ (x) + ux = β1 · exp
{
−β2 · (x− y∗)2

}
+ (1− β1) + ux. (2.7)

Esta función es simétrica con respecto a la edad clave, y∗. Esto implica que el valor de
b∗ (x) depende de la distancia que haya entre cada edad x y la edad clave y∗.

La ecuación (2.7) genera una función en forma de campana (joroba) donde los
parámetros capturan el nivel de la base de la campana, (1− β1), y la amplitud de la misma,
β2 que forman las sensibilidades de b̂x,y∗ alrededor de la edad clave y∗, respectivamente.

Como se verá más adelante esta función permite describir bastante bien el valor de las
estimaciones del parámetros b̂x,y∗ , cuando la edad clave se sitúa en el entorno de los 30
años. Sin embargo, no parece tan adecuada para aquellas poblaciones en las que la edad
clave se sitúa en edades avanzadas (véase en Figura 2.12).

Se puede deducir fácilmente a partir de la ecuación (2.7) que b∗ (y∗) = 1. Además, ux
es un error aleatorio con media cero. Para evitar la presencia de heterocedasticidad en
(2.7), se ha asumido que la varianza de los términos de error, σ2ux , tiene la siguiente

estructura σ2ux = k0 + k1
x . Estos parámetros se han determinado al aplicar mı́nimos

cuadrados generalizados utilizando el software EViews. El valor de k0 y k1 difiere para
cada una de las poblaciones considerados. Por tanto, para la estimación de β1 y β2 se
aplican mı́nimos cuadrados generalizados distinguiendo por páıses y poblaciones femenina
y masculina. Bajo la hipótesis de que la varianza de los términos de error sigue la estructura
indicada, no es posible rechazar la hipótesis de varianza constante para u∗x = ux

σux
.

2.2.2.2. Ajuste por medio de Splines

La segunda aproximación para describir el comportamiento de b̂x,y∗ consiste en el uso
de funciones splines. Definimos S (x) como una función spline de grado k en el intervalo
[a, b], si:

S (x) ∈ Ck−1 en [a, b]

a = τ0 < τ1 < τ2 < . . . < τn−1 < τn = b y

S (x) =


S0(x) τ0 ≤ x ≤ τ1
S1(x) τ1 ≤ x ≤ τ2
. . . . . .
Sn−1(x) τn−1 ≤ x ≤ τn

,

1Hay que señalar que Dı́az et al. (2006) obtienen su inspiración de la función original de Heligman and
Pollard (1980), en la que se explica la curva de mortalidad con tres términos diferentes.
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donde Si (x) ∈ P k. Si k = 3, S (x) es una función spline cúbica. Y si k = 3 y, además,
S′′ (τ0) = S′′ (τn) = 0, entonces lo que tenemos es una función spline cúbica natural. Para
más detalles de estas funciones aśı como sus propiedades vease, por ejemplo, Keele (2008)
y Wang (2011).

Cuando se utilizan las funciones splines se presentan dos problemas que hay que
solucionar y que han dado lugar a múltitud de estudios (se pueden citar Kanony and
Mokrane (1992); Deacon et al. (1994)). El primer problema que se plantea es determinar el
número de nodos, (τ0, τ1, . . . , τn). Por un lado, aumentando el número de nodos se consigue
reducir la magnitud de los errores, no obstante se obtiene una curva con más fluctuaciones
y se puede producir una sobreparametrización, perdiendo su carácter predictivo. Por otro
lado, el número de nodos puede ser utilizado como parámetro de suavizado (Andrada-Félix
et al., 2013), de tal forma que un número reducido de nodos en la curva spline puede
producir que el ajuste no tenga la suficiente calidad. Aśı que hay que encontrar un equilibrio
entre la suavidad del ajuste y la precisión. Para solventar este inconveniente, en esta tesis
se va emplear el criterio propuesto por McCulloch (1971) y Shea (1984), donde el número
de nodos es igual a la raiz cuadrada del número de observaciones menos dos, es decir,
n+ 1 ≈

√
N − 2, donde N será igual al número de edades que se consideran al ajustar la

curva de mortalidad2.
El segundo problema es la elección de la posición de cada nodo, ya que la posición

de los nodos implica cambios significativos en la función spline. En esta tesis la posición
de los nodos se selecciona entre aquellas edades enteras que minimizan la suma de los
cuadrados de los errores. Un problema adicional que se presenta en este caso en particular
en la selección de las funciones splines, además del número y la posición de los nodos, ya
que debe verificarse que S (y∗) ha de ser igual a 1.

En esta tesis se han considerado diferentes tipos de splines incluyendo splines
cuadráticas, splines cúbicas y splines cúbicas naturales para tratar de describir el
comportamiento de bx,y∗ .

Además, se ha propuesto una función spline alternativa espećıfica para describir el
comportamiento de b̂x,y∗ que tiene por objetivo que se verifique que, para la edad clave, la
sensibilidad frente a la tasa de mortalidad de la edad clave sea, lógicamente, igual a uno,
es decir, que S (y∗) = 1. En concreto, sea P (x) un polinomio de tercer grado definido de
la siguiente forma:

P (x) = a
(
x3 − y∗3

)
+ b

(
x2 − y∗2

)
+ c (x− y∗) + 1. (2.8)

A este polinomio se le añaden a la izquierda y a la derecha de y∗ funciones cúbicas definidas
de la siguiente manera:

S (x) = P (x) +

m∑
j=1

lj (x− ςj)3− +

n∑
i=1

ki (x− ηi)3+ , (2.9)

2Friedman and Silverman (1989); Friedman (1991); Breiman et al. (1993); Fisher et al. (1995); Stone
et al. (1997); Waggoner (1997) proponen otras alternativas para seleccionar el número óptimo de nodos.
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donde, ς1 < ς2 < . . . ςm < η1 < η2 < . . . < ηn son los nodos de la función spline a la
izquierda y a la derecha de la edad clave y∗ respectivamente y (x− ηi)+ = Max [x− ηi; 0] y
(x− ςj)− = Min [x− ςj ; 0]. Es obvio que con esta definición de la función spline se cumple

que S (y∗) = 1 y esta función pertenece a C2.
Para el caso del ajuste por splines el valor de b̂x,y∗ se sustituye por S∗ (x), siendo S∗ (x)

la función spline finalmente utilizada. Tal y como se ha señalado se han considerado
diferentes tipos de spline incluyendo splines cuadráticas, spline cúbicas, splines cúbicas
naturales o la función spline alternativa propuesta.

Para aproximar las b̂x,y∗ se ha desarrollado para cada tipo de spline en el lenguaje
de programación R Core Team (2019) una serie de funciones que permiten seleccionar
de manera óptima y rápida la posición de los nodos y, además verificar las condiciones
anteriormente explicadas. Hay que señalar que los nodos se han determinado entre aquellas
edades enteras que minimizan la suma de los cuadrados de los errores3.

2.3. Predicción de las probabilidades futuras de muerte

El último paso para construir una tabla de mortalidad dinámica consiste en desarrollar
una metodoloǵıa para predecir las tasas futuras de mortalidad.

Una vez estimados los parámetros del modelo (2.1) se puede reescribir esta ecuación
como sigue:

log (q̂x,t) = log (q̂x,t−1) + α̂x,y∗ + b̂x,y∗ ·∆log (q̂y∗,t) + ε(x,y∗),t. (2.10)

Si se reemplaza b̂x,y∗ por b∗ (x), reorganizando términos se obtiene:

log (q̂x,t) = log (q̂x,t−1) + α̂x,y∗ + b∗ (x) ·∆log (q̂y∗,t) + ηx,t, (2.11)

donde ηx,t es un término de error con media cero y varianza σ2η. Vale la pena recordar
también que ∆log (q̂y∗,t) = log (q̂y∗,t) − log (q̂y∗,t−1) representa la variación relativa de la
tasa de mortalidad de la edad clave y∗ desde t− 1 a t.

Para predecir las tasas futuras de mortalidad, se va a asumir que el logaritmo de las
tasas de mortalidad de la edad clave log (q̂y∗,t) es una serie temporal que sigue un proceso
ARIMA. El proceso ARIMA(p,d,q) finalmente escogido para describir el comportamiento
de log (q̂y∗,t) se establecerá aplicando el criterio AIC y a partir de ah́ı el resto de tasas de
mortalidad se predicen de acuerdo con la ecuación (2.11).

Esta metodoloǵıa sigue un procedimiento similar al empleado por los modelos de Lee

and Carter (1992) para proyectar los valores futuros de k
(i)
t y/o γc, que ya hemos visto

en la Subsección 1.5.4, y será la que se va aplicar en esta tesis para proyectar los valores
futuros de la tasa de mortalidad de la edad clave y∗.

3El código desarrollado para las splines se encuentra a disposición de los evaluadores.
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2.4. Descripción de los datos utilizados

En esta tesis, se ha decidido trabajar utilizando las tasas de mortalidad, qx,t, para
desarrollar los diferentes modelos de mortalidad, para cada uno de los páıses y sexos
considerados: España, Francia y EEUU. El periodo considerado comprende desde 1975
hasta 2016, ambos inclusive. Por su parte, las edades considerades son las pertenecientes
al rango 0 y 99 años. Todos estos datos han sido obtenidos de la base de datos Human
Mortality Database (2020).

Conviene señalar que se han decidido incluir los datos de la mortalidad de España,
Francia y EEUU. En el caso de la población española se ha elegido porque es el páıs donde
residimos y del cuál tenemos un mejor conocimiento de las posibles particularidades que
pueden aparecer en la población. Francia ha sido escogida por un doble motivo. Por una
parte por la reconocida calidad de sus datos demográficos (por lo que sabemos, los datos
de mortalidad franceses van desde la primera década del siglo XIX hasta ahora Human
Mortality Database (2020)) y, por otra, por tratarse de un páıs que puede considerarse
como representativo de Europa occidental compartiendo caracteŕısticas propias tanto de
los páıses del norte y centro de Europa como de los páıses mediterráneos. Por último, hemos
decidido incluir los datos de mortalidad de EEUU debido al gran tamaño de su población
y por tratarse de un páıs no europeo con una diversidad y estructura poblacional diferente
tanto a España como a Francia. De esta forma también podemos comprobar la robustez
del modelo. También conviene destacar la gran calidad de datos de mortalidad que posee
EEUU, que tienen tablas de mortalidad desde 1959 para cada uno de los 50 estados y
regiones de todo el páıs, aśı como para el conjunto de la población EEUU (University of
California, Berkeley (USA), 2020).

A partir de los datos del número de muertes por año y periodo, ϑx,t, de la exposición
central al riesgo, Ecx,t y el promedio de tiempo vivido por las personas de x años de edad
de último cumpleaños durante el periodo t en su último año de vida, ax,t, se han estimado
las tasas de mortalidad para cada periodo t y para cada edad x, es decir:

q̂x,t =
ϑx,t

Ecx,t + (1− ax,t) · ϑx,t
. (2.12)

Hay que señalar que la base de datos ha sido subdivida en dos partes: conjunto de
entrenamiento y conjunto de validación. El primer conjunto de la muestra, desde 1975
hasta 2006, ambos inclusive, se utiliza para ajustar el modelo y obtener las proyecciones.
El segundo subconjunto de la muestra, desde 2007 hasta 2016 se utiliza para evaluar la
capacidad predictiva del modelo fuera de la muestra. Esto corresponde a emplear el 76 %
de los datos para la calibración del modelo y el 24 % restante para la validación, que esta
dentro de lo recomendado (entorno a la regla 80 % - 20 %).

En primer lugar, se ha realizado un análisis visual de las tasas de mortalidad de cada
uno de los páıses considerados en este estudio en función de la edad x y el periodo t. En
la Figura 2.3, en la Figura 2.4 y en la Figura 2.5 se puede observar la evolución a lo largo
de 1975, 1985, 1995, 2005 y 2016 de los logaritmos4 de las tasas de mortalidad en España,

4Se emplea una escala logaŕıtmica en la representación gráfica para mejorar la comparación visual entre
las tasas de mortalidad de las distintas edades.
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Francia y EEUU para ambos sexos. También, en la Figura 2.6, en la Figura 2.7 y en la
Figura 2.8 se han representado las superficies que permiten ver en tres dimensiones cómo
ha evolucionado la mortalidad a lo largo del tiempo.

Hay que señalar que las curvas y superficies de mortalidad de EEUU no presentan
picos, mientras que śı ocurre en España y Francia. Esto es debido a que al mayor tamaño
de la población de EEUU disminuye la varianza del estimador (2.12) de qx,t. Conviene
mencionar, como es habitual, que las tasas de mortalidad para las mujeres son menores
que las de los hombres en todos los páıses considerados.

Llama poderosamente la atención el comportamiento de las curvas de mortalidad
correspondientes al año 1995 en las que se puede observar un incremento fort́ısimo
de las tasas de mortalidad en el tramo de edades entre 18 y 40 años. Este fenómeno
puede observarse en las seis poblaciones estudiadas, pero es especialmente intenso en las
poblaciones masculinas de España y EEUU.

También puede observarse en el tramo final de las curvas de todas las poblaciones como
las reducciones en las tasas de mortalidad correspondientes a las edades más avanzadas
es mı́nima, mientras que los descensos en la mortalidad son muy acusados en el tramo de
edades comprendido entre los 70 y 80 años. Esto ha producido un claro incremento en la
pendiente de la curva de mortalidad en su extremo superior.

Es decir, un primer análisis visual de la evolución de las curvas de mortalidad permite
observar dos puntos en los que la curva ha experimentado cambios significativos en su
forma, durante el periodo muestral. El primero de ellos está concentrado en el tramo de
edades comprendido entre 18 y 40 años, y el segundo en el tramo 75 y 99 años.
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Figura 2.3: Tasas de mortalidad estimadas en escala logaŕıtmica para la población española,
(a) hombres y (b) mujeres en los periodos 1975, 1985, 1995, 2005 y 2016, de edades
comprendidas entre 0 y 99 años.
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Figura 2.4: Tasas de mortalidad estimadas en escala logaŕıtmica para la población francesa,
(a) hombres y (b) mujeres en los periodos 1975, 1985, 1995, 2005 y 2016, de edades
comprendidas entre 0 y 99 años.
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Figura 2.5: Tasas de mortalidad estimadas en escala logaŕıtmica para la población EEUU,
(a) hombres y (b) mujeres en los periodos 1975, 1985, 1995, 2005 y 2016, de edades
comprendidas entre 0 y 99 años.
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Figura 2.6: Superficies de las tasas de mortalidad estimadas en escala logaŕıtmica para
la población española, (a) hombres y (b) mujeres, para el periodo 1975-2016, de edades
comprendidas entre 0 y 99 años.
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Figura 2.7: Superficies de las tasas de mortalidad estimadas en escala logaŕıtmica para
la población francesa, (a) hombres y (b) mujeres, para el periodo 1975-2016, de edades
comprendidas entre 0 y 99 años.
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Figura 2.8: Superficies de las tasas de mortalidad estimadas en escala logaŕıtmica para
la población EEUU, (a) hombres y (b) mujeres, para el periodo 1975-2016, de edades
comprendidas entre 0 y 99 años.
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2.5. Aplicación del modelo uni-factorial

En esta sección se va a presentar la aplicación del modelo unifactorial a los diferentes
páıses y sexos objeto de estudio en esta tesis. Siguiendo a Elton et al. (1990) se ha
considerado un procedimiento de dos etapas para ajustar el modelo uni-factorial a los datos
dentro de muestra, el periodo 1975-2006, considerado como el conjunto de calibración.
El primer paso consiste en estimar la edad clave dentro de la muestra y obtener las
estimaciones de αx,y∗ y bx,y∗ . El segundo paso consiste en estimar la función b∗ (x) mediante
ajustes paramétricos o el uso de splines. Finalmente, se obtiene la proyección futura de
las tasas de mortalidad que será comparada con los datos reales de mortalidad fuera de
muestra correspondientes al periodo (2007− 2016) en la Sección 2.6.

2.5.1. Primera etapa

El primer paso del modelo uni-factorial consiste en seleccionar la edad clave siguiendo el
proceso de optimización descrito en la Subsección 2.2.1 y más concretamente en la ecuación
(2.5). En particular a las edades x = 18, 19, . . . , 99 se les ha asignado una ponderación
wx = 1, mientras que para el resto de edades (x = 0, 1, . . . , 17) se les ha asignado una
ponderación de wx = 0. Esta decisión esta basada en dos motivos:

1. Las personas menores de 18 años son de menor interés para la industria del seguro,
ya que es muy poco habitual encontrar seguros para esas edades.

2. El número de muertes en edades por debajo de los 18 años es muy pequeño y las
variaciones de las tasas brutas de mortalidad son extremadamente volátiles de un
año al otro, distorsionando el análisis. Por ello, se ha decidido asignar a esas edades
el peso cero. Hay que decir, que en el caso de EEUU el tamaño poblacional es tan
grande que no aparece esa volatilidad en las variaciones de las tasas de mortalidad
en ese grupo de edades. Sin embargo, para hacerlo de forma homogénea en todos
los páıses considerados en esta tesis se ha decidido dar peso cero a todas las edades
menores de 18 años, incluida también la poblaćıon de EEUU.

Debe señalarse que la alta volatilidad de las mejoras en las tasas de mortalidad también
afecta a las edades más avanzadas, aunque no tan intensamente como en las primeras
edades. Además, la parte derecha de la curva de mortalidad tiene un especial interés para
la industria actuarial, por lo que a pesar de su alta volatilidad śı se han incluido en la
determinación de la edad clave. De hecho, el comportamiento de la mortalidad en ese
tramo de edades es fundamental de cara a cuantificar el riesgo de longevidad.

En la Figura 2.9 se ha representado la función ϕ (y) descrita en la ecuación (2.5),
función que indica el poder explicativo de cada tasa de mortalidad con respecto al conjunto
de la curva de mortalidad entre 0 y 99 años5, en España, Francia y EEUU para ambos
sexos. Para el caso de España, las tasas de mortalidad con mayor poder explicativo son 29

5Pese a que se ha dado ponderación cero a las edades comprendidas entre 0 y 17 años, la función que
indica el poder explicativo de cada edad se ha representado para todas las edades del estudio desde 0 hasta
99 años, es decir, x oscila entre 18 y 99 pero y entre 0 y 99.



2.5 Aplicación del modelo uni-factorial 51

y 25 años para los hombres y mujeres respectivamente. En el caso de Francia las edades
claves son 83 para los hombres y 91 para las mujeres. Mientras que para los hombres de
EEUU la edad clave es 31 y para las mujeres 90.

Cabe destacar el patrón similar de ϕ (y) en cada una de las poblaciones y sexos
estudiados en esta tesis, en el que se encuentran una estructura clara en todas las figuras:
una doble joroba que alcanza su cima alrededor de las edades comprendidas entre 25-35
años y entre 80-95 años, respectivamente. La principal diferencia es que la primera joroba
domina a la segunda en España y EEUU hombres. Sin embargo, para el caso de la población
francesa y las mujeres de EEUU se puede observar el efecto opuesto. Hay que señalar que
la función ϕ (y) representa el poder explicativo de una determinada edad y con el fin de
describir las mejoras en las tasas de mortalidad de toda la curva. El efecto del SIDA en
la población española y americana afectó de forma muy significativa y causó un cambio
muy brusco de la forma de las curvas de mortalidad para el rango de edades comprendido
entre 20 y 40 años durante la década de los 80 y 90 como puede verse en la Figura 2.3, en
la Figura 2.4 y en la Figura 2.5.

Figura 2.9: Valores de la función ϕ (y), cubriendo el periodo desde 1975 hasta 2006, (a)
España, (b) Francia y (c) EEUU, para hombres y mujeres.
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En el caso de la población española, los principales cambios en la forma de la curva de
mortalidad ocurrieron entre los 20 y 40 años de edad, probablemente como consecuencia
del tremendo impacto del SIDA en los años 80 y 90 y, también, como consecuencia de
las oscilaciones en el número de accidentes de trafico que se concentraba en este tramo de
edades. Estos dos hechos han sido destacados por Felipe et al. (2002); Guillen and Vidiella-i
Anguera (2005); Debón et al. (2008b) donde se documenta el impacto particularmente
agudo de esta enfermedad en la población española en comparación con otros páıses
desarrollados.

Para el caso de la población francesa, aunque también fueron afectados por el SIDA,
el principal cambio en la forma de la curva de mortalidad se observa para las edades más
avanzadas. Glei and Horiuchi (2007); Christensen et al. (2009); Li et al. (2013); Vékás
(2019) observan que las mejoras de la mortalidad en los páıses desarrollados actualmente
están localizadas en las edades avanzadas y lo justifican en los avances en medicina, en el
estilo de vida, en la nutrición, en mayores cuidados médicos, etc. Hay que señalar que este
fenómeno es más pronunciado en las mujeres que en los hombres. Además, debe señalarse
que la mayor reducción de la mortalidad se da alrededor de los 75-80 años. A partir de
esa edad, las mejoras de la mortalidad se van reduciendo siendo mı́nimas para las edades
muy avanzadas y en particular a partir de los 95 años.

La población de EEUU presenta una edad clave corta de 31 años para el caso de los
hombres y una edad clave larga para el caso de las mujeres. En los hombres aparece una
edad corta por dos motivos. El primero es el impacto del SIDA en los años 90, que afectó
también de forma muy significativa a ese grupo de la población. El segundo efecto se está
produciendo en la actualidad. Desde el año 2000 el número de muertes entre 15 y 65 años
de edad está aumentando de manera considerable y la principal causa se relaciona con
el consumo de drogas. Las tasas de mortalidad por intoxicación de drogas aumentaron
rápidamente desde el 2000 hasta el 2015 en todas las regiones y entre todos los grupos
raciales y étnicos de todo EEUU (Murphy et al., 2018; Shiels et al., 2019; Glei and Preston,
2020). Además, no solo son las muertes directas causadas por consumo de drogas sino
todas las muertes derivadas por consumir estas sustancias y que finalmente se achacan
a enfermedades como el SIDA, accidentes de tráfico, suicidios, traumas, enfermedades
respiratorias, enfermedades circulatorias, cancer, violencia, etc. (Degenhardt et al., 2011;
Walker et al., 2017; Olfson et al., 2018). Para las mujeres, el porcentaje de muertes asociado
al consumo de drogas es mucho más bajo que para los hombres (Ho and Hendi, 2018; Glei
and Preston, 2020) y, por tanto, el comportamiento de la edad clave de las mujeres se
asemeja más al caso de Francia, que es el t́ıpico caso de un páıs desarrollado.

En resumen, la edad clave ofrece una pista del tramo de la curva de mortalidad donde
se están produciendo los principales cambios en su forma.

Una vez determinada la edad clave para las diferentes poblaciones estudiadas en
esta tesis, se ha procedido a analizar los valores de las estimaciones de los parámetros
αx,y∗ y bx,y∗ . En la Tabla 2.1, se muestra un resumen de los valores estimados de los

parámetros α̂x,y∗ y b̂x,y∗ correspondientes al periodo muestral 1975-2006, para cada páıs
y cada población, aśı como su correspondiente edad clave.

En el caso de la población española, los valores de b̂x,y∗ se representan en la Figura 2.10
tanto para hombres como mujeres. Se puede observar que el patrón de ambas figuras es
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bastante similar, con un máximo en la edad clave 29 para los hombres y 25 para las mujeres.
Se observa una joroba simétrica alrededor de la edad clave y un valor aproximadamente
constante cercano a cero a partir de la edad 35. Simultáneamente, los valores de α̂x,y∗ son
negativos para todas las edades, excepto para la edad clave donde los valores de α̂x,y∗ tienen

que ser iguales a cero. Cuando b̂x,y∗ ≈ 0, las variaciones o mejoras de las tasas de mortalidad
vienen recogidas por la constante α̂x,y∗ , que refleja una reducción anual constante de las
tasas de mortalidad6. En la Tabla 2.1 y en la Figura 2.11 se observa que los valores de α̂x,y∗

son mucho más negativos para el caso de las mujeres que el de los hombres. Esto indica
una disminución más rápida en las tasas de mortalidad de la población femenina durante
todo el periodo de la muestra. Este fenómeno es particularmente más intenso en el tramo
de edades comprendido entre 45 y 80 años, como se puede observar en la Figura 2.11.

Para el caso de Francia, los valores de b̂x,y∗ se representan también en la Figura 2.10 y se
recogen en la Tabla 2.1. De nuevo, los hombres y mujeres siguen un patrón similar, el valor
de b̂x,y∗ permanece constante y cercano a cero entre el rango de edades 20-60 y, finalmente,

los valores de b̂x,y∗ se incrementan con la edad hasta alcanzar un valor igual a uno en la
edad clave. Los valores de α̂x,y∗ aparecen recogidos en Tabla 2.1 y en la Figura 2.11. Tal
y como puede verse, los valores de α̂x,y∗ son negativos para todas las edades desde cero
hasta llegar a la edad clave. Lógicamente debe verificarse que α̂y∗,y∗ = 0. Por el contrario,
los valores de α̂x,y∗ para las edades posteriores a la edad clave tienen un valor positivo

pero cercano a cero. Debe señalarse que cuando los valores de b̂x,y∗ son cercanos a cero,
son los valores de α̂x,y∗ los que determinan las variaciones, año a año, de las tasas de
mortalidad. Por último, es interesante observar que los valores de α̂x,y∗ son más pequeños
(más negativos) en el tramo de edades comprendido entre 75 y 85 años para la población
femenina respecto a la masculina reflejando una disminución más intensa en la mortalidad
femenina que en la masculina en este tramo de edades durante el periodo muestral.

El caso de EEUU, los valores de b̂x,y∗ para la población masculina siguen una estructura
similar a la población española, mientras que las mujeres siguen una estructura similar
a la población francesa. Estos valores aparecen recogidos en la Tabla 2.1 y han sido
representados en la Figura 2.11. En el caso de la población femenina, los valores de α̂x,y∗

son negativos para todas las edades hasta la edad clave, donde αy∗,y∗ = 0. A partir de ah́ı y
hasta el final de la curva toman valores positivos. De igual forma, en el caso de la población
masculina, los valores de α̂x,y∗ son negativos para todas las edades a excepción de la edad
clave, donde toma el valor de cero mientras que en el tramo final de la curva toma valores
positivos para edades mayores de 95 años. Una diferencia notable en el comportamiento de
los valores de α̂x,y∗ de EEUU en comparación con Francia y España es que éstos son mucho
más pequeños para los hombres en comparación con las mujeres de edades comprendidas
entre 40 y 80 años. Este comportamiento anómalo de las α̂x,y∗ en EEUU es fruto de que
la edad clave en la población masculina es una edad corta, mientras que en la población
femenina es una edad larga por lo que no se pueden comparar los valores de α̂x,y∗ entre
los dos sexos.

6Es una reducción de la mortalidad porque α̂x,y∗ < 0. Si α̂x,y∗ > 0, entonces habŕıa un incremento de
las tasas de mortalidad.
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Tabla 2.1: Valores estimados de αx,y∗ y bx,y∗ para el periodo 1975-2006.

edad

España Francia EEUU
Hombres y∗ = 29 Mujeres y∗ = 25 Hombres y∗ = 83 Mujeres y∗ = 91 Hombres y∗ = 31 Mujeres y∗ = 90

α̂x,y∗ b̂x,y∗ α̂x,y∗ b̂x,y∗ α̂x,y∗ b̂x,y∗ α̂x,y∗ b̂x,y∗ α̂x,y∗ b̂x,y∗ α̂x,y∗ b̂x,y∗

0 -0.0522 0.0583 -0.0537 0.0077 -0.0427 -0.1255 -0.0435 -0.1986 -0.0268 0.0098 -0.0250 0.1858
5 -0.0429 -0.0908 -0.0478 -0.0097 -0.0388 0.4018 -0.0150 0.9653 -0.0284 0.1704 -0.0286 -0.0065
10 -0.0384 -0.1795 -0.0236 0.1932 0.0070 2.7552 -0.0327 1.0097 -0.0300 0.0954 -0.0187 0.6583
15 -0.0154 0.1379 -0.0279 -0.0035 -0.0307 -0.0969 -0.0250 0.2640 -0.0200 0.4727 -0.0235 -0.7353
20 -0.0183 0.1501 -0.0094 0.2799 -0.0208 0.4833 -0.0165 0.7054 -0.0072 0.4764 -0.0094 0.5750
25 -0.0084 0.4428 0.0000 1.0000 -0.0227 -0.2257 -0.0423 -0.8553 -0.0074 0.3547 -0.0067 0.2578
29 0.0000 1.0000 -0.0352 -0.1797 -0.0180 0.0044 -0.0283 0.1147 -0.0002 0.8221 -0.0077 -0.0425
30 -0.0043 0.6938 -0.0326 0.0972 -0.0145 0.0755 -0.0301 -0.3277 -0.0013 0.9356 -0.0061 0.6825
31 -0.0025 0.6920 -0.0277 -0.1087 -0.0145 0.0525 -0.0186 0.4578 0.0000 1.0000 -0.0090 0.2178
35 -0.0061 0.5322 -0.0298 -0.1003 -0.0168 0.0108 -0.0054 0.6730 -0.0047 0.7428 -0.0090 0.2504
40 -0.0120 0.2438 -0.0121 0.1098 -0.0140 0.2304 -0.0199 -0.0347 -0.0074 0.5149 -0.0096 0.4342
45 -0.0110 0.0452 -0.0161 -0.0110 -0.0142 0.3316 -0.0136 0.3334 -0.0115 0.2230 -0.0074 0.5834
50 -0.0151 -0.0147 -0.0201 -0.0330 -0.0142 0.0705 -0.0141 -0.0518 -0.0135 0.2032 -0.0110 0.3946
55 -0.0140 0.0606 -0.0244 0.1178 -0.0134 0.2957 -0.0195 -0.1833 -0.0160 0.0683 -0.0111 0.2991
60 -0.0147 0.0381 -0.0257 -0.0045 -0.0120 0.4330 -0.0151 0.1787 -0.0203 0.0170 -0.0109 0.3839
65 -0.0173 0.0231 -0.0295 -0.0488 -0.0129 0.5920 -0.0201 0.2428 -0.0197 -0.0234 -0.0079 0.4412
70 -0.0200 0.0598 -0.0297 0.0344 -0.0202 0.2498 -0.0183 0.5474 -0.0205 -0.0673 -0.0095 0.4939
75 -0.0189 0.0869 -0.0278 0.0283 -0.0147 0.5171 -0.0189 0.6141 -0.0179 -0.0559 -0.0086 0.7224
80 -0.0162 0.0710 -0.0240 0.0236 -0.0094 0.5201 -0.0161 0.6660 -0.0136 -0.0249 -0.0073 0.7972
83 -0.0153 0.0684 -0.0216 0.0068 0.0000 1.0000 -0.0129 0.7289 -0.0115 -0.0378 -0.0067 0.6570
85 -0.0137 0.0431 -0.0165 0.0441 -0.0032 0.7497 -0.0112 0.6865 -0.0092 -0.0314 -0.0052 0.7105
90 -0.0075 0.0177 -0.0110 0.0470 0.0001 0.6279 -0.0039 0.8387 -0.0044 -0.0955 0.0000 1.0000
91 -0.0062 0.0846 -0.0087 0.0202 0.0003 0.6278 0.0000 1.0000 -0.0021 -0.0023 0.0002 0.6856
95 -0.0044 0.0817 -0.0037 0.0578 0.0063 0.6818 -0.0047 0.5255 0.0007 -0.0116 0.0038 0.8442
99 -0.0029 0.1095 -0.0054 -0.0060 0.0179 1.1391 0.0045 0.6030 0.0037 -0.0089 0.0068 0.9642
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Figura 2.10: Los valores de b̂x,y∗ para España, Francia y EEUU, para ambos sexos,
cubriendo el periodo 1975-2006.

Figura 2.11: Los valores de α̂x,y∗ para España, Francia y EEUU, para ambos sexos,
cubriendo el periodo 1975-2006.
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2.5.2. Segunda etapa

El siguiente paso consiste en aproximar una función para describir con la mayor
precisión posible el comportamiento de b̂x,y∗ . En la Subsección 2.2.2 se proponen dos

alternativas. La primera consiste en ajustar los errores de estimación del parámetro b̂x,y∗ ,
mediante la siguiente función:

b̂x,y∗ = b∗ (x) + ux = β1 · exp
{
−β2 · (x− y∗)2

}
+ (1− β1) + ux. (2.13)

Para evitar la presencia de heterocedasticidad en la ecuación (2.13), se aplica mı́nimos
cuadrados generalizados (MCG) con una estructura de varianza σ2ux = k0 + k1

x . Estos
parámetros (k0 y k1) se han determinado al aplicar mı́nimos cuadrados generalizados
utilizando el software EViews. El valor estimado de estos parámetros para cada una de
las poblaciones consideradas en la tesis aparecen recogido en la Tabla 2.3 y se muestran
gráficamente en Figura 2.12 los valores de b̂x,y∗ junto con la función estimada b∗ (x).

Hay que señalar que la función (2.13) permite describir mejor los comportamientos de
las sensibilidades de b̂x,y∗ cuando la edad clave y∗ es una edad corta. Sin embargo, cuando
la edad clave y∗ es una edad alta, la función (2.13) no permite describir adecuadamente el
comportamiento de las b̂x,y∗ . Esto se debe a que la función (2.13) tiene forma de campana
alrededor de y∗ (en este caso la edad clave) y una vez que nos alejamos de la edad clave
el valor es constante y cercano a cero (en las dos direcciones). Para el caso de una edad
clave y∗ media (alrededor de los 30 años), la función ajusta muy bien porque la forma de
campana describe bien el valor de los coeficientes de sensibilidad b̂x,y∗ obtenidos mediante
las técnicas de regresión descritas. Sin embargo, cuando la edad clave es una edad avanzada,
la función (2.13) no da tan buenos resultados. Lo que ocurre con los valores de b̂x,y∗ (tal
y como se pueden observar en Tabla 2.1 y en la Figura 2.10) es que cuando la edad clave
es alta, los valores de b̂x,y∗ a la derecha de la edad clave, y∗, no descienden sino que
permanecen más o menos constantes o incluso aumentan ligeramente, distanciándose por
tanto de la forma de campana alrededor de la edad clave observada cuando la edad clave
se sitúa alrededor de los 30 años. Por lo que para aquellas poblaciones que tienen una edad
clave alta se recomienda emplear el ajuste por medio de splines que da mejores resultados
en términos de R2.

En cuanto al valor del R2 ajustado, hay que decir que su valor viene determinado
fundamentalmente por el comportamiento de las tasas de mortalidad correspondientes a
edades inferiores a 20 años que pueden llegar a ser extremadamente volátiles. Desde luego,
esto parece ser la causa del bajo valor del R2 de las mujeres USA, en las que podemos ver
fluctuaciones alt́ısimas de las tasas de mortalidad de las edades más bajas con valores de
b̂x,y∗ que oscilan entre −0,8 y 1,5 en ese tramo de edades. No ocurre lo mismo en el caso de

la población masculina, en el que los valores de b̂x,y∗ oscilan solo entre cero y uno (como
puede observarse en la Figura 2.10 de la tesis). Algo similar ocurre en el resto de páıses.
Este problema de las fuertes fluctuaciones de las sensibilidades de las tasas de mortalidad
de las edades bajas frente a la edad clave, se acentúa cuando la edad clave es alta como
ocurre en el caso de la mujeres USA y el caso de Francia.
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Tabla 2.2: Parametros estimados de la función b∗ (x) de las sensibilidades de la tasa de
mortalidad de la edad clave, para el periodo 1975-2006.

Páıs España Francia EEUU

Sexo Hombres Mujeres Hombres Mujeres Hombres Mujeres

Edad clave y∗ 29 25 83 91 31 90

β1 0,9104∗ 0,9548∗ 0,7449∗ 0,8315∗ 0,9737∗ 0,7174∗

β2 0,0427∗ 6,5835∗ 0,0076∗ 0,0034∗ 0,0081∗ 0,0099∗

Adj −R2 0.4000 0.3185 0.0700 0.1200 0.8141 0.1349∑
x u

2
x 2.2718 1.9584 20.4500 40.0785 1.8238 10.0320

Significativamente diferente de cero al 99 %

Tabla 2.3: Valores estimados de k0 y k1 para cada una de las poblaciones consideradas.

Poblaciones considerados
España Francia EEUU

hombres mujeres Francia hombres mujeres hombres mujeres

k0 0.0901 0.0776 0.2727 0.3293 0.0958 0.2068
k1 0.1559 0.1152 0.6048 1.0354 0.0327 0.3995
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Figura 2.12: Los valores de b̂x,y∗ y b∗ (x) utilizando la aproximación parámetrica para el
periodo muestral (1975 − 2006). (a) España hombres, (b) España mujeres, (c) Francia
hombres, (d) Francia mujeres, (e) EEUU hombres y (f) EEUU mujeres.
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La segunda opción consiste en ajustar funciones splines para describir los valores de
b̂x,y∗

7. Para ello, se han probado diferentes tipos de splines, incluyendo splines cuadráticas,
splines cúbicas, splines cúbicas naturales y un tipo alternativo de splines explicado
anteriormente en la Subsección 2.2.2. En particular, el conjunto de splines que mejor
describen el comportamiento de b̂x,y∗ para cada población es el siguiente:

1. Francia hombres y mujeres: Splines cúbica naturales con 7 nodos. Dos nodos se
encuentran en la edad inicial y final (0 y 99). Otro se encuentra en la edad clave
para garantizar que S∗ (y∗) = 1. Los otros cuatro nodos se seleccionaron entre edades
enteras dentro del intervalo de edad [0; 99] buscando minimizar la suma de los errores
al cuadrado.

2. España y EEUU tanto hombres como mujeres : spline cúbica alternativa descrita
en la Sección 2.2, diseñada para describir el comportamiento b̂x,y∗ y verificar que
S∗ (y∗) = 1. Los nodos se seleccionan entre las edades enteras entre 0 y 99, aplicando
MCO. Los nodos escogidos son cuatro, dos a la izquierda de la edad clave y dos a la
derecha de la misma.

Los resultados y las splines seleccionadas se muestran en la Tabla 2.4 y en la
Figura 2.13.

Valdŕıa la pena comentar la joroba inicial en el tramo de edades comprendido entre 0 y
15 años, que se repite en todas las poblaciones a excepción de la de EEUU hombres. Este
resultado podŕıa estar reflejando una correlación entre los incrementos/decrementos en la
mortalidad de los niños y de la edad clave sobre todo cuando esta es alta. Este fenómeno
hay que tomarlo con cautela debido a la alta volatildiad de b̂x,y∗ para edades bajas debido
al número reducido de fallecimiento a esas edades.

Tabla 2.4: Funciones splines utilizadas para describir el comportamiento de b̂x,y∗ para el
periodo (1975− 2006).

Páıs España Francia EEUU

Sexo Hombres Mujeres Hombres Mujeres Hombres Mujeres

Edad clave y∗ 29 25 83 91 31 90

Nodos Spline

Cúbica Natural 24,25,37,38 27,27,32,32 12,13,15,65 1,11,12,69 24,29,32,33 9,10,58,79

R2 0.6393 0.227 0.3547 0.3158 0.9044 0.3604∑
x u

2
x 1.9872 3.3482 15.9863 32.2393 0.7298 8.6799

Nodos Alternativa

Cúbica Spline 28,29,30,51 23,24,29,30 18,19,84,85 11,12,92,93 22,24,32,33 8,6,91,92

R2 0.5562 0.0868 0.2879 0.3021 0.7284 0.3766∑
x u

2
x 1.7812 4.7873 16.3548 32.7736 0.7287 8.6023

7Otros tipos de splines podŕıan haber sido considerado en esta tesis. Por ejemplo las splines penalizadas
que han sido utilizadas para suavizar y predecir las tasas de mortalidad por Currie et al. (2004).
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Figura 2.13: Los valores de b̂x,y∗ y b∗ (x) utilizando dos tipos de splines, primero una
spline cúbica natural (SCN) y segundo una spline cúbica alternativa (SCA) para el periodo
muestral (1975 − 2006). (a) España hombres, (b) España mujeres, (c) Francia hombres,
(d) Francia mujeres, (e) EEUU hombres y (f) EEUU mujeres.
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2.5.3. Predicción de las tasas de mortalidad futuras

El último paso del modelo consiste en estimar las tasas futuras de mortalidad. En la
Figura 2.14 se muestran los comportamientos logaŕıtmicos de las tasas de mortalidad de la
edad clave para cada una de las poblaciones consideradas en esta tesis durante el periodo
1975-2006, el periodo dentro de muestra. Hay que destacar el importante incremento en
las tasas de mortalidad de las edades clave que sucede durante los años 90 y que es seguido
de una cáıda muy brusca, particularmente para el caso de España (hombres y mujeres) y
de los hombres de EEUU. Este fenómeno es consecuencia del enorme impacto del SIDA
en el tramo de edades alrededor de los 25-30 años en estas poblaciones (EEUU hombres
y España hombres y mujeres) y el posterior descubrimiento de tratamientos para esta
enfermedad que provocó una important́ısima cáıda en las tasas de mortalidad de estos
grupos de edad. También se puede observar que en los hombres de EEUU desde comienzos
del siglo XXI está empezando haber un repunte de las tasas de mortalidad consecuencia
del consumo de drogas.

Para modelizar el comportamiento de las tasas de mortalidad de las edades clave se ha
decidido seguir el mismo procedimiento que utilizan los modelos de Lee-Carter y que ha
sido descrito en la Subsección 1.5.4. Esto supone emplear la familia de modelos ARIMA
para predecir las tasas de mortalidad futuras de la edad clave. Para ello, se ha utilizado
la función auto.arima del paquete forecast desarrollado por Hyndman and Khandakar
(2008). Esta función permite obtener el modelo ARIMA(p,d,q) que mejor se ajusta a una
serie temporal de datos en base al criterio de información Akaike (AIC, Akaike Information
Criterion Akaike (1974)). Una vez se ha seleccionado el mejor ARIMA(p,d,q) para describir
el logaritmo de la tasa de mortalidad clave de cada población, se utiliza la función forecast
del paquete forecast (Hyndman and Khandakar, 2008) que permite estimar los valores
futuros esperados de log (q̂y∗,t).

Para estimar los parámetros del modelo fuera de muestra se han propuesto cuatro
ventanas diferentes:

1. Sample i), la primera ventana cubre todo el periodo de la muestra, es decir, desde
1975 hasta 2006. En ella, se ajusta el modelo para todo el periodo muestral y se
proyecta, sin reestimar los parámetros del modelo, hasta diez años hacia adelante,
desde 2007 hasta 2016.

2. Sample ii), una segunda ventana cuyo origen se sitúa en el periodo en el que la
mortalidad de la edad clave alcanza su valor máximo y el final en 2006. Como en
el caso anterior las predicciones de la mortalidad abarcan desde 2007 hasta 2016
sin proceder a reestimar los parámetros del modelo, es decir, haciendo proyecciones
desde un año, hasta diez años hacia adelante.

3. Sample iii), la tercena ventana móvil tiene un origen fijo en 1975 y el final de la
muestra se va alargando un año hacia adelante desde 2006 hasta 2015. Para cada
ventana, el modelo es reestimado haciendo predicciones de la tasa de mortalidad sólo
para el año siguiente al final de la misma.
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4. Sample iv), en la cuarta ventana el origen de la ventana, como en el caso de sample
ii), se sitúa en el periodo donde la mortalidad de la edad clave alcanza su valor
máximo y el final se sitúa desde 2006 hasta 2015 reestimando los parámetros de
la serie cada vez y realizando las predicciones de la mortalidad un periodo hacia
delante.

Figura 2.14: Evolución de los logaritmos de las tasas de mortalidad de la edad clave,
log (qy∗,t) en el periodo (1975− 2006).
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La Figura 2.15 muestra las predicciones de las tasas de mortalidad clave para los
tres páıses considerados en esta tesis (España, Francia y EEUU) y para ambos sexos
aplicando las cuatro ventanas junto a las verdaderas tasas de mortalidad. Las predicciones
correspondientes a la primera ventana (sample i)) se representan con una ĺınea en color
rojo, las correspondientes a la segunda ventana (sample ii)) con una ĺınea color azul, la
tercera ventana (sample iii)) con puntos de color rojo y la cuarta ventana (sample iv)) con
unos asteriscos de color azul. Los datos reales de la tasa de mortalidad clave aparecen en
color negro.

Como se puede observar en la Figura 2.15, al utilizar la muestra que empieza en el
periodo donde la tasa de mortalidad de la edad clave alcanza su valor más alto, alrededor
de la década de los ochenta/noventa, se obtienen unas proyecciones más cercanas al valor
real de la tasa de mortalidad para las poblaciones masculinas en España y EEUU y para
las mujeres de España. Estas tres poblaciones son las que sufrieron más el efecto del SIDA
en los años 90.

En el caso de la población francesa, tanto en hombres como en mujeres y en el caso
de las mujeres de EEUU las predicciones de las tasas de mortalidad de la edad clave
correspondientes a las ventanas sample i) y sample ii) son las mismas, aśı como las
correspondientes a las ventanas sample iii) y sample iv), ya que la tasa de mortalidad más
alta corresponde con el primer año de la muestra como se puede observar en Figura 2.15.

La capacidad predictiva del del modelo se evalúa mediante intervalos de confianza
del 99 % en la estimación de las tasas de mortalidad futuras para la ventana sample i)
y sample ii)8. En la Figura 2.16 se exponen los resultados para las tasas de mortalidad
de las edades clave, y∗ en los diez años correspondientes al periodo fuera de muestra,
para España, Francia y USA en ambos sexos. Como se puede apreciar, los intervalos de
confianza al 99 % de proyección futura generadas a partir del conjunto de datos dentro
de muestra (1975-2006) contienen los verdaderos valores de las tasas de mortalidad en el
periodo fuera de muestra, 2007-2016.

Una vez que se han obtenido las predicciones de las tasas de mortalidad de la edad
clave se han obtenido, el resto de las tasas de mortalidad se obtienen tomando esperanzas
en ambos lados de la siguiente ecuación:

∆log (q̂x,t) = α̂x,y∗ + b̂x,y∗ · [∆log (q̂y∗,t)] + ε(x,y∗),t. (2.14)

Para las estimaciones más allá de un periodo hacia delante, para el caso de las ventanas
sample i) y sample ii),

Et−1 [log (q̂x,t+i)] =log (q̂x,t−1) + (i+ 1) · α̂x,y∗

+ b̂∗ (x) · Et−1 [log (q̂y∗,t+i)− log (q̂y∗,t−1)] ,

i = 0, 1, 2, . . . , 9.

(2.15)

con α̂x,y∗ y b̂x,y∗ fijos; Et−1 es el valor esperado condicionado a la información disponible
en el periodo t− 1 (en este caso 2006), de los correspondientes logaritmos de las tasas de
mortalidad que aparecen entre paréntesis.

8Los intervalos de confianza para las ventanas sample iii) y sample iv) se pueden obtener pero solo un
año hacia delante, ya que se van actualizando cada vez que se realizan las predicciones.



64 Caṕıtulo 2. Modelo unifactorial dinámico para construir tablas de mortalidad
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Si se hacen proyecciones solo un año hacia delante, caso de las ventanas sample iii) y
sample iv), se aplicará la siguiente ecuación:

Et−1 [log (q̂x,t)] = log (q̂x,t−1) +α̂x,y∗ + b̂∗ (x) · Et−1 [log (q̂y∗,t)− log (q̂y∗,t−1)] ,

t = 2007, 2008, . . . , 2016,
(2.16)

donde los valores de α̂x,y∗ y b̂∗ (x) se reestiman cada periodo t.

Figura 2.15: Predicciones de la tasa de mortalidad de la edad clave para (a) España
hombres, (b) España mujeres, (c) Francia hombres, (d) Francia mujeres, (e) EEUU
hombres y (f) EEUU mujeres.



2.5 Aplicación del modelo uni-factorial 65

Figura 2.16: Intervalo de predicciones de la tasa de mortalidad de la edad clave al 99 %
de confianza junto con las tasas de mortalidad reales para (a) España hombres, (b)
España mujeres, (c) Francia hombres, (d) Francia mujeres, (e) EEUU hombres y (f) EEUU
mujeres.
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2.6. Comparación del modelo frente a otros alternativos

En esta sección se va comparar la capacidad predictiva del modelo propuesto a lo
largo de este caṕıtulo frente a algunos de los principales modelos de mortalidad explicados
anteriormente en la Sección 1.5, para mostrar las principales ventajas e inconvenientes de
esta aproximación frente al resto de metodoloǵıas propuestas. Por ello, se ha decidido,
en primer lugar, volver a describir muy brevemente los modelos frente a los que se va
comparar nuestra propuesta, aśı como su calibración. En segundo lugar, se analizarán las
principales caracteŕısticas de los modelos de mortalidad. Y en tercer lugar, se procederá
a comparar la capacidad predictiva del modelo propuesto frente al resto de modelos de
mortalidad aplicando diferentes medidas de precisión.

2.6.1. Modelos alternativos

En esta sección se muestran en la Tabla 2.5 los modelos de mortalidad con los que se
va a comparar el modelo propuesto (de aqúı en adelante se denota como SFM), indicando
además la fórmula que se va a aplicar para calibrar cada modelo, las diferentes restricciones
impuestas y las referencias. Para más información acerca de los modelos véase Sección 1.5.
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Tabla 2.5: Resumen de los modelos de mortalidad utilizados como referencia y las
ecuaciones, parámetros y restricciones empleados.

Modelo de mortalidad Fórmula Restricciones Referencia

StMoMo R package Villegas et al. (2018)

Lee-Carter (LC) logit (qx,t) = αx + β
(1)
x · k(1)t

∑
x β

(1)
x = 1;

Lee and Carter (1992)
∑

t k
(1)
t = 0

Lee-Carter logit (qx,t) = α+ β
(1)
x · k(1)t

∑
x β

(i)
x = 1, i = 1, 2; Booth et al. (2002),

bi-factorial (LC2) +β
(2)
x · k(2)t

∑
t k

(i)
t = 1, i = 1, 2 Renshaw and Haberman (2003)

Age-Period-Cohort

logit (qx,t) = αx + k
(1)
t + γt−x

∑
t k

(1)
t = 1; Currie (2006),

(APC)
∑

t1−xk γc = 0; Renshaw and Haberman (2006)∑
t1−xk c · γc = 0

Renshaw-Haberman logit (qx,t) = αx + β
(1)
x · k(1)t

∑
x β

(1)
x = 1;

Renshaw and Haberman (2006)(RH) +γt−x
∑

t k
(1)
t = 0;∑

t1−xk γc = 0

Cairns-Blake-Dowd

M5 logit (qx,t) = k
(1)
t + (x− x) · k(2)t Cairns et al. (2006)

Cairns-Blake-Dowd
∑

t1−xk γc = 0

M6 logit (qx,t) = k
(1)
t + (x− x) · k(2)t

∑
t1−xk c · γc = 0 Cairns et al. (2009)

+γt−x
∑

t1−xk c
2 · γc = 0

Cairns-Blake-Dowd

M7 logit (qx,t) = k
(1)
t + (x− x) · k(2)t

∑
t1−xk γc = 0

+k
(3)
t ·

[
(x− x)2 − σ̂2x

] ∑
t1−xk c · γc = 0 Cairns et al. (2009)

+γt−x
∑

t1−xk c
2 · γc = 0

Cairns-Blake-Dowd

M8 logit (qx,t) = k
(1)
t + (x− x) · k(2)t

∑
t1−xk γc = 0

γt−x · (xc − x)
∑

t1−xk c · γc = 0 Cairns et al. (2009)∑
t1−xk c

2 · γc = 0

Plat model logit (qx,t) = αx + k
(1)
t

∑
t k

(i)
t = 1, i = 1, 2

Plat (2009)(PLAT) + (x− x) · k(2)t
∑

t1−xk γc = 0

+ (x− x)+ · k(3)t + γt−x
∑

t1−xk c · γc = 0∑
t1−xk c

2 · γc = 0

LC2-Ortogonal logit (qx,t) = αx + β
(1)
x · k(1)t

∑
x

∣∣∣β(i)x ∣∣∣ = 1, i = 1, 2; Hunt and Blake (2014),

(LC2-O) +β
(2)
x · k(2)t

∑
t k

(i)
t = 1, i = 1, 2∑

t β
(1)
x · β(2)x = 0∑

t k
(1)
t · k

(2)
t = 0
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2.6.2. Principales caracteŕısticas de los modelos de mortalidad

En esta sección se va a realizar una comparación del modelo de mortalidad propuesto
en esta tesis frente a los diferentes modelos. Para ello, se procede a continuación a describir
algunos de los elementos que caracterizan y diferencian a los diferentes modelos dinámicos
de mortalidad propuestos en la literatura. En particular y siguiendo a Plat (2009), Cairns
et al. (2009), Cairns et al. (2011a) y Haberman and Renshaw (2011) entre las diferentes
caracteŕısticas que ellos proponen, se ha optado por los siguientes criterios:

Número de parámetros: es el número efectivo de parámetros de cada modelo. En
esta tesis la muestra comprende desde 1975 hasta 2006 y se cubren las edades desde
0 hasta 99 años. Por ejemplo el modelo de Lee and Carter (1992) necesita de la
estimación de 232 parámetros. De ellos 200 corresponden a αx y βx (100 parámetros
que corresponden a αx y otros 100 a βx), parámetros que dependen de la edad y
32 a kt que dependen del tiempo (Conviene señalar que γt−x tiene un número de
parámetros igual a 131, que proviene de sumar las 100 edades analizadas más los 31
periodos, 32 menos uno).

Número de restricciones: conjunto de restricciones necesarias para garantizar que el
modelo proporcione una solución única.

Efecto cohorte: el modelo puede incorporar o no el efecto cohorte, lo que diferencia
las tasas de mortalidad en función del año de nacimiento de los individuos.

Número de ı́ndices para predecir: es el número de ı́ndices temporales mı́nimo que
se utilizan para describir el comportamiento de la mortalidad y que se utilizan para
estimar las tasas futuras de mortalidad. Por ejemplo, para el modelo de Lee and
Carter (1992) solo es necesario un ı́ndice, kt, para predecir los valores futuros de las
tasas de mortalidad qx,t.

Facilidad de implementación: la dificultad de poder implementar un modelo de forma
autónoma.

Variables observables: este importante elemento hace referencia a la posibilidad de

que el ı́ndice utilizado para describir y proyectar la mortalidad (k
(i)
t y/o γt−x y/o

∆log (qx∗,t)) pueda identificarse con alguna variable observable.

Rango de edades de aplicación del modelo: esta caracteŕıstica hace referencia a si el
modelo ha sido diseñado para poder aplicarlo a la totalidad de la curva de mortalidad
o solo a un tramo concreto de la misma.

En la Tabla 2.6 se resume cuales de estas caracteŕısticas son satisfechas por cada uno
de los modelos. Si una caracteŕıstica es satisfecha se indicará con una X y en caso
contrario con una ×. Ambos śımbolos se utilizan si el modelo cumple parcialmente
una caracteŕıstica.
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Tabla 2.6: Caracteŕısticas para evaluar los diferentes modelos de mortalidad.

Modelo SFM LC LC2 APC M5 M6 M7 M8 RH PLAT LC2-O

Número de parámetros 200 232 364 263 64 195 227 195 363 327 364
Número de restricciones 0 2 4 2 0 3 3 3 3 6 6
Efecto cohorte × × × X × X X X X X ×
Número de ı́ndices para predecir 1 1 2 2 2 3 4 3 2 4 2
Facilidad de implementación X X X X X X X X X X X
Variables observables X × × × × × × × × × ×
Rango de edades de aplicación del modelo X X / × X / × X / × × × × × X / × X X

De la Tabla 2.6 se puede destacar lo siguiente:

1. SFM y el M5 son los dos únicos modelos que no necesitan restricciones para estimar
los parámetros, mientras que el resto de los modelos de mortalidad requieren al
menos dos restricciones.

2. El efecto cohorte no está incluido en SFM, pero seŕıa posible incorporar este factor al
modelo. Conviene señalar que la introducción del efecto cohorte presenta el problema
de que a diferencia del modelo de Lee and Carter (1992) y similares en los que en
cada ecuación aparece solo una cohorte en el modelo presentado en este Caṕıtulo
2 aparecen dos cohortes, ya que se está trabajando con variaciones de las tasas de
mortalidad.

3. Los modelos M5, M6, M7 y M8 se desarrollaron por Cairns et al. (2006, 2009)
y están centrados en estimar la parte derecha de la curva. Aunque es posible
utilizarlos para proyectar la curva entera, tal y como señalan Haberman and Renshaw
(2011), Villegas et al. (2018) y el propio Cairns et al. (2009) los resultados no son
satisfactorios entre otras cosas porque estos modelos no son capaces de capturar el
efecto cohorte de las edades bajas, entre 20 y 40 años.

4. Una de las principales ventajas del modelo propuesto en este caṕıtulo es que la
variable que mide la tendencia general de la mortalidad es directamente observable.
Se sabe exactamente qué es: la tasa de mortalidad de la edad clave log (qy∗,t). En

los otros modelos de mortalidad k
(i)
t , la variable que captura la tendencia general de

la mortalidad, es una variable que no es observable sino un ı́ndice cuyo valor va a
depender de la especificación concreta de las restricciones del modelo.

2.6.3. Calibración de modelos alternativos

En esta sección se va a proceder a la calibración de los modelos recogidos en la
Tabla 2.5 y a explicar la metodoloǵıa empleada en la calibración. Tal y como se explicó
en la Sección 1.6 existen diferentes aproximaciones para estimar los parámetros de los
modelos. En esta tesis se va a utilizar la libreŕıa StMoMo del lenguaje de programación
R Core Team (2019) desarrollada por Villegas et al. (2018) que permite ajustar los
diferentes modelos aplicando modelos lineales generalizados (GLM) mediante la función
gnm (Turner and Firth, 2006). Se ha decidido emplear los GLM porque es la metodoloǵıa
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que mejor calibración obtiene tal y como demuestran Debón et al. (2008b)9. Otros autores
como Currie (2016) y Haberman and Renshaw (2011) justifican el uso de los GLM en la
calibración de los modelos de Lee-Carter ya que facilita la estimación de los parámetros
utilizando un software estad́ıstico estándar, como por ejemplo R Core Team (2019).
Se ha decidido ajustar la función gnm del paquete StMoMo decidiendo ajustar las
probabilidades de muerte, qx,t y asumiendo una distribución binomial y un link logit para
cada modelo.

En la Figura 2.17 y Figura 2.18 se muestran los parámetros obtenidos tras calibrar
el modelo LC2 en el caso de las tres poblaciones estudiadas, España, Francia y EEUU.
Se ha optado por mostrar el modelo de LC2 por su calidad de ajuste y para observar el
comportamiento de un mayor número de parámetros. Los parámetros del resto de modelos
aplicados se encuentran en el Apéndice A.

Teniendo en cuenta que αx representa el promedio de las tasas de mortalidad a lo
largo de todo el periodo muestral, la Figura 2.17 y la Figura 2.18 muestran que las tasas
de mortalidad de las mujeres fueron menores que las de los hombres y que las tasas de
mortalidad en España, tanto para hombres como mujeres fueron menores que en el resto
de poblaciones.

Los valores de k
(1)
t muestran la tendencia de la mortalidad e indican claramente la

disminución de la mortalidad durante el periodo observado. En el caso de la población

masculina española puede observarse un repunte de k
(1)
t achacable al intenso efecto del

SIDA durante los años 80-90 en esta población, y en particular en el tramo de edades
comprendido entre los 18 y los 40 años. Este impacto fue tan grande que afectó a las tasas
globales de mortalidad del conjunto de la población masculina española compensando las

cáıdas de la mortalidad en el resto de tramos de edades. Los valores de k
(2)
t recogen la

tendencia de la mortalidad que no es capaz de capturar el parámetro k
(1)
t ; hay que señalar

que los valores de k
(2)
t son diferentes en cada uno de los páıses y poblaciones estudiadas,

ya que cada grupo presenta unas caracteŕısticas espećıficas.

Los parámetros β
(1)
x y β

(2)
x representan cómo reaccionan las tasas de mortalidad de

cada edad x a los cambios en la tendencia de la mortalidad, k
(i)
t . Valores de β

(i)
x altos

y positivos quiere decir que para la edad x las tasas de mortalidad correspondientes a

esa edad han fluctuado con más intensidad que k
(i)
t (pero en el mismo sentido que lo haya

hecho k
(i)
t ). Valores de β

(i)
x cercanos a 1 indicaŕıan que la fluctuación de qx,t ha sido similar

a la de k
(i)
t y valores de β

(i)
x negativos indicaŕıan que la tasa de mortalidad correspondiente

a la edad x se ha movido en sentido contrario a k
(i)
t . Es decir β

(i)
x mide la intensidad y

el sentido con la que la tasa de mortalidad correspondiente a la edad x cambia ante una

variación en la tendencia general de la mortalidad medida por eñ parámetro k
(i)
t .

9Estos autores comparan el ajuste del modelo de Lee-Carter utilizando diferentes metodoloǵıas (SVD,
máxima verosimilitud y GLM).
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Es interesante observar que los valores más altos de β
(1)
x se producen alrededor de los

30 años indicando que en ese grupo de edades se está produciendo una fluctuación más
intensa de la mortalidad que la indicada por la tendencia general recogida por el parámetro

k
(1)
t , tanto en hombres como mujeres. Por el contrario, β

(2)
x presenta valores negativos para

el tramo de edades entre 35 y 55 años indicando variaciones de las tasas de mortalidad en

ese grupo de edades en sentido contrario a las variaciones de k
(2)
t .

Figura 2.17: Modelo de LC2: valores estimados para España, Francia y EEUU, para

hombres, (a) αx, (b) k
(1)
t , (c) k

(2)
t , (d) β

(1)
x y (e) β

(2)
x , para el periodo 1975-2006.



72 Caṕıtulo 2. Modelo unifactorial dinámico para construir tablas de mortalidad
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Figura 2.18: Modelo de LC2: valores estimados para España, Francia y EEUU, para

mujeres, (a) αx, (b) k
(1)
t , (c) k

(2)
t , (d) β

(1)
x y (e) β

(2)
x , para el periodo 1975-2006.
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2.6.3.1. Proyección

En todos los modelos descritos en la Tabla 2.5 las predicciones de las tasas futuras de

mortalidad se basan en el ajuste de una serie temporal al ı́ndice de mortalidad k
(i)
t y al

ı́ndice de cohorte γt−x. Para estimar el valor futuro de estos ı́ndices se aplican técnicas de
series temporales para predecir el valor futuro de las tasas de mortalidad.

El principal problema a resolver para predecir los modelos de mortalidad es determinar
la dinámica del ı́ndice de cohorte y de tiempo. Para ello, siguiendo a Renshaw and
Haberman (2006),Cairns et al. (2011a) y Lovász (2011), se asume que el ı́ndice cohorte
γt−x puede ser descrito mediante un proceso ARIMA, el cuál es independiente del proceso

ARIMA que sigue el ı́ndice de periodo k
(i)
t . Se sigue utilizando la libreŕıa StMoMo, la cual

utiliza la función auto.arima de la libreŕıa forecast (Hyndman and Khandakar, 2008)
para determinar el modelo ARIMA que mejor ajusta a la serie temporal de los ı́ndices

k
(i)
t y γt−x. Se emplearán las cuatro alternativas desarrolladas en la Subsección 2.5.3 para

predecir los valores futuros de k
(i)
t y γt−x.

2.6.4. Errores de predicción

Una vez descritas las principales caracteŕısticas de cada modelo, se va a proceder a
comparar la capacidad predictiva de los mismos. Para ello, se han estimado los errores
de predicción para cada periodo desde 2007 hasta 2016, el periodo fuera de muestra. Los
errores de predicción para el modelo que se propone en esta tesis, SFM, se calculan para
cada edad y cada periodo fuera de la muestra como se indica a continuación:

En el caso de las ventanas fijas sample i) y sample ii) los errores se calculan de acuerdo
con la siguiente expresión:

εSFMx,t+i = log (q̂x,t+i)− Et−1
[
log
(
q̂SFMx,t+i

)]
i = 0, 1, . . . , 9. (2.17)

En el caso de las ventanas con el extremo superior variable sample iii) y sample iv), los
errores se calculan como sigue:

εSFMx,t = log (q̂x,t)− Et−1
[
log
(
q̂SFMx,t

)]
t = 2007, 2008, . . . , 2016. (2.18)

En las Figuras 2.19-2.24 se muestran los resultados de los errores de predicción del
modelo SFM para el caso de España, Francia y EEUU, tanto para hombres como para
mujeres. Los errores se representan para cada una de las cuatro ventanas propuestas,
utilizando la mejor alternativa respecto al ajuste de la función b∗ (x).

En la primera columna se representan los errores en función de la edad. En este
caso, para cada edad (desde cero a 99 años de edad) aparecen representados los 10
errores correspondientes a cada uno de los periodos de predicción (2007-2016). La segunda
columna de gráficos, por el contrario, representa los errores en función del año de
predicción. Ahora aparecen 100 observaciones en cada periodo correspondientes a cada
una de las edades de la curva de mortalidad (desde cero a 99 años de edad). Por último,
la tercera columna representa los errores en función del año de nacimiento para detectar
posibles efectos cohorte en la estimación de la mortalidad.
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En esta tesis se ha optado por estimar los errores de predicción como las diferencias
logaŕıtmicas entre el valor real y el estimado, tal y como se han descrito en las fórmulas
(2.17) y (2.18). Otra forma de mostrar los errores de estimación es representar los residuos
estandarizados como realizan Cairns et al. (2009); Sherris and Wills (2008); Biffi and
Clemente (2014)

Respecto a los resultados, se puede comentar que el modelo SFM produce menores
errores de estimación cuando se aplican las ventanas sample iii) y sample iv) que al aplicar
el modelo con las ventanas sample i) y sample ii). Esto se debe a que las ventanas sample iii)
y sample iv) predicen los errores un periodo adelante lo que disminuye considerablemente
el tamaño de cada error, ya que cuanto menor es el horizonte de predicción menores son los
errores. Señalar que al aplicar el modelo SFM para el caso de Francia y para las mujeres
de EEUU los resultados obtenidos con las ventanas sample i) y sample ii) son los mismos y
ocurre lo mismo con las ventanas sample iii) y sample iv), ya que las ventanas coinciden al
situarse el máximo de las tasas de mortalidad de la edad clave con el principio del periodo
muestral.

También conviene destacar que los errores de estimación son mucho mayores para las
edades menores de 35 años fruto de la fuerte volatilidad que se produce en las primeras
edades de vida y también debido al gran impacto que tuvo el SIDA en todas las poblaciones
en el periodo muestral estudiado.

Llama la atención que los errores en la población de EEUU son much́ısimo menores y
se debe principalmente al mayor tamaño muestral que tiene la poblaciones americana en
comparación con España y Francia.
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Figura 2.19: Errores de predicción en los hombres de España aplicando SFM y la spline
cúbica alternativa (SCA) para describir las sensibilidades de b̂x,y∗ .



76 Caṕıtulo 2. Modelo unifactorial dinámico para construir tablas de mortalidad
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Figura 2.20: Errores de predicción en las mujeres de España aplicando SFM y la función
(2.13) (ajuste paramétrico, PA) para describir las sensibilidades b̂x,y∗ .
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Figura 2.21: Errores de predicción en los hombres de Francia aplicando SFM y la función
(2.13) (ajuste paramétrico, PA) para describir las sensibilidades b̂x,y∗ .
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Figura 2.22: Errores de predicción en las mujeres de Francia aplicando SFM y la función
(2.13) (ajuste paramétrico, PA) para describir las sensibilidades b̂x,y∗ .
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Figura 2.23: Errores de predicción en los hombres de EEUU aplicando SFM y la función
(2.13) (ajuste paramétrico, PA) para describir las sensibilidades b̂x,y∗ .
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Figura 2.24: Errores de predicción en las mujeres de EEUU aplicando SFM y la función
(2.13) (ajuste paramétrico, PA) para describir las sensibilidades b̂x,y∗ .
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2.6.5. Comparación con modelos alternativos

Antes de proceder a comparar la capacidad predictiva del SFM con otros modelos
propuestos en la literatura es preciso definir los errores de estimación correspondientes a
estos modelos para hacerlos comparables. Hay que recordar que en esta tesis los modelos
alternativos descritos en la Tabla 2.5 se han definido utilizando como variable dependiente
logit (qx,t), mientras que en el SFM la variable dependiente es log (qx,t). Por ello, en el caso
de las ventanas fijas sample i) y sample ii), los errores se calculan para el modelo de Lee
and Carter (1992), de acuerdo con la siguiente expresión:

εLCx,t+i = log (q̂x,t)− log

(
expα̂x+β̂

(1)
x ·Et−1·[kt+i]

1 + expα̂x+β̂
(1)
x ·Et−1·[kt+i]

)
i = 0, 1, . . . , 9. (2.19)

En el caso de las ventanas con el extremo superior variable sample iii) y sample iv), los
errores se calculan como sigue:

εLCx,t = log (q̂x,t)− log

(
expα̂x+β̂

(1)
x ·Et−1·[kt]

1 + expα̂x+β̂
(1)
x ·Et−1·[kt]

)
t = 2007, 2008, . . . , 2016. (2.20)

Para el resto de modelos descritos en Tabla 2.5, los errores se han obtenido de forma
similar a (2.19) y (2.20). Los errores correspondientes a cada uno de los modelos aparecen
recogidos en el Apéndice B para cada páıs, cada sexo y cada una de las cuatro ventanas.

Del análisis de los resultados se desprende que los modelos RH, LC2 y PLAT son los
que producen mejores resultados, es decir, errores más pequeños en comparación con el
resto de modelos. Hay que resaltar que los errores de predicción de los modelo M6, M7
y M8(Cairns et al., 2006, 2009) tienen un salto alrededor de los 30 años porque no son
capaces de capturar el efecto cohorte de ese grupo de edades Haberman and Renshaw
(2011). También hay que destacar que al igual que ocurŕıa en el modelo SFM, los errores
de estimación son menores para las ventanas sample iii) y sample iv) porque el horizonte
de predicción es menor.

También conviene señalar que los modelos que obtienen los menores errores de
predicción son aquellos que predicen la mortalidad utilizando dos o más ı́ndices de
mortalidad lo que contrasta con el modelo propuesto en esta tesis (SFM) que solo utiliza
la tasa de mortalidad clave, qy∗,t para proyectar la mortalidad obteniendo resultados muy
similares en comparación con aquellos modelos que tienen la mejor capacidad predictiva.

Una vez estimados los errores de predicción existe una gran cantidad de medidas
alternativas para medir la capacidad predictiva global de los diferentes modelos. En esta
sección se han aplicado las siguientes medidas:

Suma de los cuadrados de los errores (SSE):

SSE =
∑
x,t

(
log (q̂x,t)− log

(
q̂
SFM/LC/LC2/...
x,t

))2
. (2.21)

A la hora de comparar diferentes modelos de mortalidad esta medida ha sido utilizada
por Chen et al. (2009) para evaluar la capacidad predictiva de las transformaciones
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log y probit de los modelos de Cairns et al. (2009). También Mitchell et al.
(2013) aplican el RSSE que no es más que la ráız cuadrada del SSE (RSSE =√
SSE) para comparar la capacidad predictiva de su propuesta para modelizar la

mortalidad. Añadir que Cadena (2015) propone un método estocástico para describir
la mortalidad basado en diferencias de las series temporales que es comparado con
los modelos de Lee-Carter y de Cairns-Blake-Dowd, mediante esta medida SSE.

Error Absoluto Medio (MAE):

MAE =
1

n

∑
x,t

∣∣∣log (q̂x,t)− log
(
q̂
SFM/LC/LC2/...
x,t

)∣∣∣ (2.22)

el MAE permite dar un menor peso a posibles outliers en el cómputo global de la
capacidad predictiva de los modelos. Booth et al. (2006) aplican esta medida para
comparar la bondad del ajuste de cinco extensiones del modelo de Lee and Carter
(1992).

Error Porcentual Absoluto Medio, (MAPE):

MAPE =
1

n

∑
x,t

∣∣∣∣∣∣
(

log (q̂x,t)− log
(
q̂
SFM/LC/LC2/...
x,t

))
log
(
q̂
SFM/LC/LC2/...
x,t

)
∣∣∣∣∣∣ , (2.23)

Dadas las diferencias en la dimensión de los diferentes valores de qx,t, el MAPE tiene
en consideración los errores en términos relativos y no en términos absolutos lo que
hace más comparables los errores en los diferentes tramos de la curva de mortalidad.
El error porcentual absoluto medio permite reducir el efecto de los errores asociados
con altos valores de log (q̂x,t). Un valor menor de MAPE indicará un mejor ajuste
del modelo a un conjunto determinado de datos.

Esta medida (2.23) se empezó a utilizar por Felipe et al. (2002) para evaluar la
bondad del ajuste de la ley de Helligman-Pollard (Heligman and Pollard, 1980)
para modelizar la mortalidad de España. Debón et al. (2008b) propusieron un
nuevo modelo basado en el algoritmo median-polish y lo compara con dos versiones
de Lee-Carter mediante el MAPE. Yang et al. (2010) formulan un modelo de
mortalidad con un cambio de edad para proyectar la mortalidad futura usando
análisis de componentes principales (PCA) y realizan una comparación con diferentes
modelos de mortalidad mediante el MAPE. Danesi et al. (2015) investigan distintas
alternativas de modelos de mortalidad estocástica de modelos multipoblaciones y
utilizan una bateŕıa de tests, entre los que se encuentra el MAPE, para evaluar la
bondad del ajuste de los diferentes modelos. Otros autores que han utilizado esta
medida para evaluar la capacidad predictiva de diferentes modelos de mortalidad son
Debón et al. (2010), D’Amato et al. (2012), Yang et al. (2016), Neves et al. (2017),
Chen and Millossovich (2018) y Wang et al. (2018).
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Los errores se calculan para cada año fuera de muestra, desde 2007 hasta 2016,
utilizando las cuatro ventanas y las tres diferentes aproximaciones propuestas para ajustar
las sensibilidades b̂x,y, (ajuste paramétrico SFM-PA), ajuste mediante splines cúbicas
naturales SFM-SCN y ajuste mediante las splines cúbicas alternativas SFM-SCA). Los
resultados aparecen recogidos en la Tabla 2.7 para España, en la Tabla 2.8 para Francia
y en la Tabla 2.9 para EEUU. El modelo que aparece en negrita representa aquel modelo
que produce el menor error de predicción aplicando una medida determinada, en rojo el
segundo mejor modelo y en verde el tercer mejor modelo.

Del análisis de las Tablas 2.7-2.9 se desprende que los resultados obtenidos aplicando
las ventanas sample iii) y sample iv), son mejores que los obtenidos aplicando las otras
dos ventanas para todos los modelos y se debe a que el horizonte de predicción es menor.
Los modelos que obtienen los menores errores de estimación son el SFM junto con LC2,
APC, RH y PLAT.

Se puede observar que el modelo SFM siempre se posiciona como uno de los tres mejores
modelos en al menos una medida, con independencia de la ventana que se este aplicando.
Es de destacar que en EEUU, tanto en la población masculina como en la femenina, el
SFM es el modelo que produce los mejores resultados sea cual sea la medida de capacidad
predictiva utilizada o la función de ajuste de los valores de b̂x,y∗ empleada.
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2.6.6. Test de Signos

En esta última sección, se propone adicionalmente la utilización de una adaptación del
test de signos(Dixon and Mood, 1946) para proceder a comparar la capacidad predictiva
de los diferentes modelos analizados.

Si el poder predictivo de dos modelos fuera similar, se esperaŕıa que el número de
edades donde un modelo de mortalidad predice mejor que el otro sea similar. Entonces,
sea δx,t definido como sigue:

δx,t =

{
1 si |εSFMx,t | < |ε

LC/LC2/APC/...
x,t |,

0 en caso contrario,

x = 0, 1, . . . , 99; t = 2007, 2008, . . . , 2016,

donde, εSFMx,t es el error de predicción del modelo SFM para la edad x durante el periodo

t y ε
LC/LC2/APC
x,t es el error de predicción del modelo alternativo con el que se compara

el SFM. Si ambos modelos tuvieran la misma capacidad predictiva para un determinado
horizonte temporal t, (t = 2007, 2008, . . . 2016), entonces Xt =

∑99
x=0 δx,t se distribuŕıa

como una binomial con parámetros N = 100 y p = 0,5, es decir:

Xt ∼ B (100, 0,5) .

Para el test de una cola, los valores cŕıticos de x son iguales a 56, 58 y 62, para un
nivel de significatividad del 90 %, 95 % y 99 %, respectivamente. Si Xt es igual o mayor
que estos valores indicará que SFM (el modelo propuesto en este caṕıtulo) proporciona
mejores estimaciones que el modelo competidor para cada periodo t fuera de muestra, (t =
2007, 2008, . . . 2016). El número de veces que SFM produce mejores resultados que cada
uno de los otros modelos aparece recogido en las Figuras 2.25 - 2.32 para las poblaciones
masculina española y la población femenina de EEUU y para cada una de las cuatro
ventanas. En concreto, se muestran los resultados para los años 2007 y 201610. En ambas
poblaciones se ha optado por suavizar las sensibilidad b̂x,y∗ , utilizando la mejor de las tres
alternativas para cada una de las poblaciones de estudio.

Como puede observarse, el SFM proporciona siempre estimaciones significativamente
mejores o similares al resto de los modelos competidores con un nivel de significatividad
del 95 %.

En España solo los modelos LC2 y RH tienen una capacidad predictiva similar al
modelo SFM. Sin embargo para el resto de modelos competidores el modelo propuesto
en este caṕıtulo, SFM, produce a un nivel de significatividad del 95 % mejores resultados
predictivos.

En el caso de Francia los modelos APC y RH son los únicos que tienen una capacidad
predictiva similar al modelo SFM. Sin embargo para el resto de modelos competidores,
el modelo propuesto en este caṕıtulo, SFM, produce a un nivel de significatividad del

10Los resultados para le primer y último año fuera de muestra (2007-2016) correspondientes al resto de
poblaciones analizadas pueden verse en el Apéndice C. Hay que señalar que los resultados son similares en
el resto de periodos.
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95 % mejores resultados predictivos. Incluso hay ventanas concretas donde el modelo SFM
produce mejores predicciones a un nivel de significatividad del 99 %. En el caso de EEUU
solo el modelo de PLAT presenta una capacidad predictiva similar al modelo SFM.

Figura 2.25: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de España con el

ajuste paramétrico aplicando la primera ventana (sample i)), (a) 2007 y (b) 2016.

Figura 2.26: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de EEUU con el

ajuste paramétrico aplicando la primera ventana (sample i)), (a) 2007 y (b) 2016.
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Figura 2.27: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de España con el

ajuste paramétrico aplicando la segunda ventana (sample ii)), (a) 2007 y (b) 2016.

Figura 2.28: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de EEUU con el

ajuste paramétrico aplicando la segunda ventana (sample ii)), (a) 2007 y (b) 2016.
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Figura 2.29: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de España con el

ajuste paramétrico aplicando la tercera ventana (sample iii)), (a) 2007 y (b) 2016.

Figura 2.30: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de EEUU con el

ajuste paramétrico aplicando la tercera ventana (sample iii)), (a) 2007 y (b) 2016.
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Figura 2.31: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de España con el

ajuste paramétrico aplicando la cuarta ventana (sample iv)), (a) 2007 y (b) 2016.

Figura 2.32: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de EEUU con el

ajuste paramétrico aplicando la cuarta ventana (sample iv)), (a) 2007 y (b) 2016.
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2.7. Consideraciones Finales

En este caṕıtulo se ha propuesto un modelo de mortalidad que está centrado en estudiar
las variaciones de las tasas de mortalidad a partir de un número reducido de factores. Estos
factores se identifican con las tasas de mortalidad de lo que se ha denominado una edad
clave y está inspirado en el modelo propuesto por Elton et al. (1990) para explicar las
variaciones de los tipos de interés.

Conviene señalar que en este caṕıtulo se ha propuesto la versión más simple del modelo
SFM donde se han explicado las variaciones de la curva de mortalidad utilizando una edad
clave aunque el modelo podŕıa ser fácilmente extendido para incorporar dos o más factores
o incorporar el efecto cohorte o, incluso, para centrarse en causas espećıficas de muerte.

Como se ha podido observar a lo largo de todo el caṕıtulo, el modelo SFM contrasta
con el resto de modelos de mortalidad propuestos en la literatura, que siguen la estructura
del modelo de Lee and Carter (1992). Una de las principales ventajas del modelo es que la
edad clave permite conocer en qué parte de la curva de mortalidad se están produciendo
los cambios más intensos en la forma de la misma, diferentes a la tendencia constante
de reducción de las tasas de mortalidad. También, como se ha visto en este caṕıtulo,
cada población puede experimentar estos cambios en tramos diferentes. Aśı para las
poblaciones de España y la masculina de EEUU la edad clave se sitúa en torno a los 30
años, coincidiendo con el tramo de la población más afectado por el SIDA. Sin embargo,
para el caso de Francia y EEUU mujeres, en las poblaciones con menor impacto del SIDA,
la edad clave se concentra en el tramo derecho de la curva, en torno a los 80 años. Las
mejoras de mortalidad en los páıses desarrollados se concentran alrededor de los 70-80
años mientras que en las edades finales (a partir de los 95 años) la reducción de las tasas
de mortalidad ha sido mı́nima. Esto ha provocado un incremento muy significativo en la
pendiente de la curva de mortalidad en su tramo final que es lo que está tratando de
capturar la edad clave.

Otra de las principales ventajas del modelo es que la tasa de mortalidad clave es
totalmente observable. Esto contrasta con el resto de modelos alternativos donde la
variable que captura la dinámica de la mortalidad k

(i)
t no es observable, lo que dificulta

bastante su interpretación.
Con el fin de validar la capacidad predictiva del modelo se han mostrado gráficamente

los errores de predicción y se ha adaptado un test de signos para contrastar la capacidad
predictiva global del modelo SFM frente a otros alternativos. Aplicando estas metodoloǵıas
se puede concluir que el SFM es un modelo que proporciona estimaciones futuras de
la curva de mortalidad con unos resultados al menos tan buenos como los que pueden
obtenerse con otros modelos desarrollados en la literatura independientemente del páıs
y del sexo. En otras palabras, se ha propuesto un modelo sencillo de calibrar, de fácil
interpretación y con una capacidad predictiva al menos tan buena o mejor que la mayoŕıa
de los modelos desarrollados hasta la fecha.



Caṕıtulo 3

Modelo de mortalidad para
estimar el riesgo de Longevidad

3.1. Introducción

En este tercer caṕıtulo se propone un método alternativo para la calibración del
modelo desarrollado en el caṕıtulo anterior. La metodoloǵıa a aplicar consiste en estimar
los parámetros aplicando el criterio de máxima verosimilitud en lugar de las técnicas de
regresión lineal propuestas en el art́ıculo original de Elton et al. (1990) en las que se inspira
el modelo. Vale la pena recalcar que el método de máxima verosimilitud ha sido un criterio
habitual para estimar los parámetros de los modelos dinámicos de mortalidad, lo que
permite en cierto modo relacionar el modelo aqúı desarrollado con la literatura existente
(Brouhns et al., 2002a; Renshaw and Haberman, 2006; Cairns et al., 2009; Villegas et al.,
2018). Esta metodoloǵıa permite la obtención de estimadores asintóticamente insesgados
y eficientes (Olsson et al., 1999).

Otra de las grandes diferencias que van a surgir de la aplicación de esta metodoloǵıa
es la reducción del número de parámetros del modelo, pasando de 200 a tan sólo 6
parámetros, distinguiéndose, por tanto, de la gran mayoŕıa de modelos dinámicos de
mortalidad desarrollados hasta la fecha que requieren, habitualmente, la estimación de
más de cien o doscientos parámetros (véase Tabla 2.6 del caṕıtulo anterior). Como se
verá, esta reducción tan considerable del número de parámetros no es, sin embargo, en
detrimento de la capacidad predictiva del modelo.

Además, mediante la aplicación de esta metodoloǵıa, la estimación de la edad clave y
de las funciones de sensibilidad (α∗ (x) y b∗ (x)) se realiza en un solo paso, lo que permite
optimizar de manera conjunta la capacidad explicativa del modelo. Recuérdese que en la
metodoloǵıa expuesta en el caṕıtulo anterior, basada en el trabajo de Elton et al. (1990), se
proced́ıa en dos etapas para la estimación de los parámetros: una primera para determinar
la edad clave y una segunda para suavizar las sensibilidades de las tasas de mortalidad
frente al comportamiento de la mortalidad correspondiente a esa edad calve.

Uno de los resultados más interesantes de la aplicación de esta metodoloǵıa es la
robustez en la determinación de la edad clave para las diferentes poblaciones analizadas
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(alrededor de los 84-89 años en todos los casos). En este sentido se analizará la relación de
la edad clave con el concepto de edad modal de muerte y de las rotaciones de las mejoras
de la mortalidad.

Tal y como se expuso en el caṕıtulo anterior, el modelo se inspira en estudios anteriores
de la estructura temporal de los tipo de interés (Elton et al., 1990; Navarro and Nave,
2001). Este hecho presenta la ventaja de que muchos autores han desarrollado métodos
y algoritmos sencillos para valorar los derivados de tipos de interés y para la medición y
gestión del riesgo de variación de los tipos de interés por lo que, de forma natural, este
modelo adaptado para describir la dinámica de la curva de mortalidad puede extenderse
para cuantificar el riesgo de longevidad. Por ejemplo, se pueden estimar medidas de riesgo
de longevidad tales como el V@R o el CV@R; se puede conseguir diversificar el riesgo
de longevidad invirtiendo en sectores no correlacionados con la edad clave,12 se pueden
crear modelos estocásticos que expliquen la mortalidad a través del comportamiento de la
variaciones de la edad clave o se podŕıan diseñar coberturas de derivados de mortalidad.
Existe mucha literatura sobre problemas similares relacionados con el riesgo de tipo de
interés y toda esa metodoloǵıa puede ser aplicada para valorar y gestionar el riesgo de
longevidad. Una primera aplicación de las posibilidades que, en este sentido, ofrece este
modelo se ilustra en la última sección de este caṕıtulo.

El caṕıtulo está organizado de la siguiente manera. Primero, en la Sección 3.2 se
presenta una nueva versión del modelo desarrollado en el caṕıtulo dos. Esta nueva versión
busca reducir de manera significativa el número de parámetros, a solo seis, y se calibra
aplicando un procedimiento similar al que utilizan el resto de modelos de mortalidad en la
literatura, máxima verosimilitud. En la Sección 3.3 se explica el proceso para predecir
las probabilidades futuras de muerte, a partir del modelo desarrollado en la sección
anterior. En la Sección 3.4 se describen los datos de mortalidad que se van a utilizar
en las Secciones siguientes. Posteriormente, en la Sección 3.5 se procede a calibrar el
modelo presentado en la Sección 3.3 a las poblaciones de España, Francia y EEUU en
ambos sexos. Además se implementa la metodoloǵıa para proyectar las tasas futuras de
mortalidad. En la Sección 3.6 se compara la bondad del ajuste y la capacidad predictiva
del modelo presentado en este caṕıtulo frente a los principales modelos de mortalidad que
fueron descritos en la Sección 1.6. Para ello, se van a aplicar diferentes medidas de bondad
de ajuste tanto dentro como fuera de la muestra. En la Sección 3.7 se realiza una estimación
del V@R y CV@R de longevidad mediante el estudio del comportamiento aleatorio de la
tasa de mortalidad de la edad clave y realizando una aplicación muy sencilla al caso de
un seguro de capital diferido en caso de supervivencia utilizando diferentes alternativas.
Finalmente, en la Sección 3.8 se resumen las conclusiones y consideraciones finales sobre
el modelo desarrollado en este caṕıtulo.

1En ĺınea con el modelo de valoración de activos financieros.
2V@R y CV@R son dos medidas de valoración de riesgo en la industria del seguro (Hardy, 2003).
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3.2. Modelo de mortalidad basado en una edad clave

Tal y como hemos indicado, en esta sección, se presenta una nueva versión del modelo
de mortalidad (SFM) desarrollado en el caṕıtulo anterior. La principal mejora que tiene
este procedimiento es que permite la estimación conjunta de los parámetros del modelo
y la edad clave en un mismo paso. La estimación conjunta del modelo aplicando máxima
verosimilitud pretende encontrar los valores de los parámetros que maximizan la función
de verosimilitud a partir de los valores observados del número de defunciones, de acuerdo
con una determinada distribución de probabilidad.

3.2.1. Descripción del modelo

Siguiendo la metodoloǵıa de Elton et al. (1990) se asume que las mejoras en los
logaritmos de las tasas de mortalidad están linealmente relacionadas con las variaciones de
un número determinado de factores. En esta tesis, se propone explicar el comportamiento
de la dinámica de la mortalidad mediante un único factor que se identificará con la tasa
de mortalidad de una edad concreta. Esta tasa de mortalidad la denominaremos tasa de
mortalidad “clave”. El modelo propuesto es el siguiente:

∆log (qx,t) = α∗ (x) + b∗ (x) · [∆log (qy∗,t)] , (3.1)

o alternativamente,

qx,t = qx,t−1 · exp {α∗ (x) + b∗ (x) · [∆log (qy∗,t)]} , (3.2)

donde al igual que en la Subsección 2.2.1:

∆log (qx,t) = log (qx,t) − log (qx,t−1), es la variación del logaritmo de las tasas de
mortalidad de un individuo de edad x entre los periodos t− 1 y t.

∆log (qy∗,t) = log (qy∗,t) − log (qy∗,t−1), es la variación del logaritmo de la tasa de
mortalidad correspondiente a la edad clave y∗ entre el periodo t− 1 y t.

α∗ (x), es una función que recoge la disminución relativa (o aumento relativo)
constante en la tasa de mortalidad de cada edad a lo largo del tiempo, disminución
(o aumento) que se supone independiente del comportamiento de la mortalidad de
la edad clave.

b∗ (x), es una función que describe cómo reacciona cada tasa de mortalidad, ante
los cambios en la tasa de mortalidad de la edad clave y∗. Es una función que es
constante a lo largo del tiempo y que captura el tramo en el que se producen los
cambios más intensos en la forma de la curva de mortalidad a lo largo del tiempo.

La principal idea del modelo es que la dinámica de la curva de mortalidad está
gobernada por dos factores. Uno de ellos es la mejora o empeoramiento en términos
relativos que sufren las tasas de mortalidad cada año, que se supone constante a lo largo
del tiempo y que es diferente para cada edad. Este factor viene recogido por la función,
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α∗ (x). Se espera que los valores de esta función sean negativos indicando esa reducción
constante que se produce en la mortalidad debido a las mejoras no disruptivas en los
medicamentos, en la nutrición, en el estilo de vida, etc. El segundo factor que gobierna la
dinámica del modelo es la tasa de mortalidad de una edad clave. Esta edad clave indica
la posición del tramo o tramos de la curva de mortalidad en el que se están produciendo
cambios intensos en la forma de la misma, con un mayor impacto en el número global
de fallecimientos y que están guiados por el comportamiento de la mortalidad en la edad
clave. Son precisamente los valores de la función b∗ (x) los que recogen la intensidad de
respuesta de las tasas de mortalidad a los cambios en la tasa de mortalidad clave.

Se va a suponer que ambas funciones dependen de un número reducido de parámetros
y han de ser lo suficientemente suaves, ya que los valores para dos edades cercanas no
debeŕıan diferir sustancialmente. Una propiedad adicional que tienen que cumplir estas
funciones es, obviamente, que para x = y∗ se debe verificar que α∗ (y∗) = 0 y b∗ (y∗) =
1. Las formas funcionales para α∗ (x) y b∗ (x) finalmente escogidas se describirán en el
siguiente apartado aśı como el método para la estimación de los parámetros de los que
dependen.

3.2.2. Funciones α∗ (x) y b∗ (x)

Antes de proceder a determinar la edad clave y∗, es necesario especificar las funciones
α∗ (x) y b∗ (x). Para ello, se han propuesto dos funciones bastante sencillas para reducir
el número de parámetros de manera significativa. En primer lugar, para ajustar las
sensibilidades de α∗ (x) se ha propuesto utilizar una función cúbica, que satisface la
restricción α∗ (y∗) = 0, en particular:

α∗ (x) = a1 · (x− y∗) + a2 · (x− y∗)2 + a3 · (x− y∗)3 . (3.3)

Se ha empleado una función cúbica por su sencillez y porque a pesar de eso permite
describir adecuadamente el decrecimiento constante de la mortalidad, decrecimiento
constante que va a ser diferente para cada una de las edades. Hay que señalar que
podŕıan haber sido empleados otros tipos de funciones más complejas, como por ejemplo
las funciones splines, pero se ha decidido emplear la función (3.3) por su sencillez y por
los buenos resultados que proporciona.

También se necesita encontrar una función, b∗ (x), para describir las sensibilidades
de las variaciones de las tasas de mortalidad con respecto a los cambios en la tasa
de mortalidad de la edad clave. Esta función debe cumplir b∗ (y∗) = 1 y debe ser lo
suficientemente suave, ya que las sensibilidades a las varaciones de la tasa de mortalidad
clave de dos edades cercanas no debeŕıan diferir considerablemente. Por ello, se ha
propuesto utilizar una función paramétrica muy simple3 con forma campaniforme:

b∗ (x) = β1 · exp
{
−β2 · (x− y∗)2

}
+ (1− β1) + ux, (3.4)

donde (1− β1) y β2 capturan la base y la amplitud, respectivamente, de la campana de la
función b∗ (x) con respecto a la edad clave. A modo de ejemplo si b∗ (x) = 0,5, entonces un

3Esta función fue sugerida por Dı́az et al. (2006) y esta explicado en profundidad en la Subsección 2.2.2.
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incremento de un 1 % de la tasa de mortalidad correspondiente a la edad clave se traduciŕıa
en un incremento esperado del logaritmo de las tasa de mortalidad de la edad x de un
0,5 %, además del incremento constante recogido por α∗ (x).

3.2.3. Calibración del modelo

Sea ϑx,t la variable aleatoria que representa el número de fallecimientos que ocurren
en el periodo t con edad de último cumpleaños x, que se asumen independientes los unos
de las otros. En esta tesis, para calibrar este modelo se va a considerar que ϑx,t sigue una
distribución binomial, es decir:

ϑx,t ∼ Bi
(
E0
x,t, qx,t

)
con qx,t = q̂x,t−1 · exp {α∗ (x) + b∗ (x) ·∆log (q̂y∗,t)} , (3.5)

donde, E0
x,t es la exposición inicial al riesgo de fallecimiento de las personas de x años

de edad de último cumpleaños durante el periodo t. y donde q̂x,t−1 =
ϑ̂x,t−1

E0
x,t−1

es la tasa de

mortalidad correspondiente a la edad x durante el periodo t−1. A partir de 3.5, la función
de verosimilitud suponiendo una distribución de probabilidad binomial es la siguiente:

L
(
θ, y; ϑ̂x,t

)
=

(
E0
x,t

ϑ̂x,t

)
· [q̂x,t−1 · exp {α∗ (x) + b∗ (x) ·∆log (q̂y,t)}]ϑ̂x,t

· [1− q̂x,t−1 · exp {α∗ (x) + b∗ (x) ·∆log (q̂y,t)}]E
0
x,t−ϑ̂x,t ,

(3.6)

donde, θ es el conjunto de parámetros de los que dependen las funciones α∗ (x) y b∗ (x).
A partir de (3.6) y suponiendo que los fallecimientos para diferentes edades y periodos

son independientes los unos de los otros, el logaritmo de la función de verosimilitud
conjunta, suponiendo que la potencial edad clave es y, viene dado por:

λ
(
θ, y; ϑ̂x,t

)
=
∑
x,t

ϑ̂x,t · log [q̂x,t−1 · exp {α∗ (x) + b∗ (x) ·∆log (q̂y,t)}]

+
(
E0
x,t − ϑ̂x,t

)
· log [1− q̂x,t−1 · exp {α∗ (x) + b∗ (x) ·∆log (q̂y,t)}] + C.

(3.7)

Para determinar cuál es la edad clave y∗, se procede como sigue. Primero para cada
edad y, que puede considerarse potencialmente como una edad clave (en este caso se han
considerado todas las edades enteras desde 0 a 99 años, es decir, y = 0, 1, 2, . . . , 99) se
estima el valor de los parámetros θ que maximizan la función de log-verosimilitud y una
vez que se ha optimizado la función de log-verosimilitud para todas y cada una de las
edades consideradas en el estudio, la edad clave será aquella que proporcione el mayor
valor para el logaritmo de la función de verosimilitud, es decir, aquella edad y∗ tal que:

max
y

max
θ

λ
(
θ, y; ϑ̂x,t

)
. (3.8)
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En esta tesis se ha supuesto que la variable aleatoria que representa el número
de muertos, ϑx,t sigue una distribución Binomial pero se podŕıa haber supuesto una
distribución diferente, como por ejemplo una Poisson (Cosette et al., 2007), lo que
implicaŕıa:

ϑx,t ∼ Poisson
(
Ecx,t · µx,t

)
, (3.9)

donde, Ecx,t es la exposición central al riesgo de aquellos individuos de edad de último
cumpleaños x durante el periodo t. Por supuesto, al suponer una distribución de
probabilidad diferente para ϑx,t, la función de log-verosimilitud cambia.

Conviene señalar que Elton et al. (1990) proponen el uso de un sistema de
ponderaciones para disponer de un criterio subjetivo que permita escoger la edad clave de
tal forma que el poder explicativo del modelo se centre en ciertas edades o en un grupo
concreto de edades. Por eso, se propone una alternativa para obtener la edad clave que
otorga un peso espećıfico, ωx, a cada edad de tal forma que la función objetivo a optimizar
para la determinación de la edad clave pasa a ser:

λ(ω)
(
θ, y; ϑ̂x,t

)
=
∑
x,t

wx{ϑ̂x,t · log [qx,t−1 · exp {α∗ (x) + b∗ (x) ·∆log (qy,t)}]

+
(
E0
x,t − ϑ̂x,t

)
· log [1− qx,t−1 · exp {α∗ (x) + b∗ (x) ·∆log (qy,t)}]}+ C,

(3.10)

donde wx refleja el peso asignado a cada edad con respecto al conjunto de todas las edades.
En este caṕıtulo, a la hora de seleccionar la edad clave, se va a suponer el mismo peso para
cada una de las edades consideradas en este estudio, es decir, wx = 1, para x = 0, 1, . . . , 99.
Otra posibilidad es suponer que wx dependa del tamaño de las reservas por edad x de una
compañ́ıa y de esta forma la determinación de la edad clave y el poder explicativo del
modelo se centraŕıa en aquella parte de la curva en la que se concentra la mayor parte del
negocio de la compañ́ıa.

3.3. Predicción de las probabilidades futuras de muerte

Para predecir las tasas de mortalidad futuras, se parte de la ecuación (3.1). Aśı,
reorganizando términos en (3.1) se obtiene la siguiente ecuación:

log (q̂x,t) = log (q̂x,t−1) + α∗ (x) + b∗ (x) · [∆log (q̂y∗,t)] , (3.11)

donde ∆log (q̂y∗,t) = log (q̂y∗,t)− log (q̂y∗,t−1), representa las variaciones en el logaritmo de
la tasa de mortalidad de la edad clave, y∗, desde el periodo t− 1 al periodo t.

Al igual que en la Sección 2.3 se va a suponer que el logaritmo de la tasa de mortalidad
de la edad clave, log (q̂y∗,t), sigue un proceso de la familia ARIMA. De esta forma es posible
obtener estimaciones de los valores futuros de log (q̂y∗,t) y, a partir de ah́ı, el resto de las
tasas futuras de mortalidad se obtiene aplicando la ecuación (3.11).
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3.4. Descripción de los datos utilizados

En este caṕıtulo se van a utilizar los mismos datos empleados en el capitulo 2, es
decir, se va a trabajar con las tasas de mortalidad de las poblaciones de España, Francia y
EEUU, tanto para hombres como para mujeres. Los datos cubrirán el periodo 1975-2016
y las edades comprendidas entre 0 y 99 años.

Como ocurŕıa en el caṕıtulo 2 la muestra se va a dividir en dos submuestras. La
primera comprenderá los datos correspondientes al periodo 1975-2006 ambos inclusive y
se utilizará para ajustar el modelo dentro de muestra y la segunda submuestra que incluye
los datos correspondientes a los años 2007 hasta 2016 se empleará para evaluar la capacidad
predictiva del modelo.

3.5. Calibración del modelo

La metodoloǵıa para calibrar y predecir las tasas de mortalidad futuras aplicando el
criterio de máxima verosimilitud para las diferentes poblaciones y sexos, se muestra en
esta sección.

3.5.1. Ajuste en 1 solo paso

El modelo será calibrado utilizando datos del periodo muestral 1975-2006 para los tres
páıses (España, Francia y EEUU) y ambos sexos (poblaciones masculinas y femeninas).

Conviene recordar que la estimación de la edad clave se realiza de manera conjunta,
con la estimación de los parámetros (a1, a2, a3, β1 y β2) en un solo paso (a diferencia de
en el caṕıtulo 2 que se realizaba en dos) optimizando la función de máxima verosimilitud
definida en la ecuación (3.7).

Para la determinación de la edad clave se han tenido en cuenta todas las edades de la
muestra, es decir, desde 0 hasta 99 años y se ha asignado a todas las edades el mismo peso.
Sin embargo, si el modelo quiere ser aplicado a una compañ́ıa de seguros de vida seŕıa más
interesante centrarse en la predicción de un tramo espećıfico de la curva, aquel donde la
compañ́ıa concentre su cartera. Para ello, cabŕıa la posibilidad de dar un peso espećıfico
a aquellas edades que sean más interesantes para la compañ́ıa cambiando el esquema de
ponderaciones, wx, de la ecuación (3.10).

En la Figura 3.1 se representan para cada edad y los valores óptimos de la función

λ
(
θ̂; y
)

para cada uno de los tres páıses y para las poblaciones masculina y femenina,

donde θ̂ indica los valores estimados por máxima log-verosimilitud de los parámetros de
las funciones α∗ (x) y b∗ (x). En la Tabla 3.1 se indica la edad clave y∗, los valores estimados
de los parámetros θ̂ correspondientes a la edad clave y∗ y el valor óptimo del logaritmo de
la función de verosimilitud para cada una de las poblaciones analizadas.
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Tabla 3.1: Parámetros estimados de acuerdo a la edad clave para el periodo 1975-2006.

Páıs España Francia EEUU

Sexo Hombres Mujeres Hombres Mujeres Hombres Mujeres

Edad clave y∗ 86 84 84 87 88 89

â1 13050.03 10879.7 10538.99 11707.42 15586.93 8210.199
â2 40283.85 19075.41 25124.55 26115.32 43283.34 22714.33
â3 37484.81 15053.94 21499.24 20105.90 33557.33 18957.83

β̂1 0.7515 0.7475 0.8857 0.8277 0.9291 0.6731

β̂2 0.0058 0.0056 0.0028 0.0043 0.0038 0.0092
Log Verosimilitud -17887.92 -16686.77 -18220.88 -17210.42 -27025.77 -24630.09

Figura 3.1: Valores de λ
(
θ̂, y∗; ϑ̂x,t

)
para cada edad entre 0 y 99 años cubriendo el periodo

1975-2006.



3.5 Calibración del modelo 101

Hay que destacar la estructura similar de λ
(
θ̂, y∗; ϑ̂x,t

)
en las seis poblaciones

analizadas. Como se indica en la Tabla 3.1 las edades clave para las poblaciones masculina
y femenina son para España 86 y 84 años, para Francia 84 y 87 y para EEUU 88 y 89,
respectivamente. Todas las edades clave obtenidas se concentran en el intervalo entre 84
y 89 años de edad. De esta forma podemos constatar que las edades clave se sitúan en el
centro del tramo de edades en el que se está produciendo un cambio especialmente intenso
en la forma de la curva de mortalidad y con mayor impacto en cuanto al número global
de fallecimientos.

En el caso de la población de EEUU hombres y España hombres podemos observar
un comportamiento diferente al resto de poblaciones. Se pueden ver dos jorobas bastante

claras en la función λ
(
θ̂, y∗; ϑ̂x,t

)
, una correspondiente a las edades avanzadas, igual que

en resto de poblaciones, y otra segunda joroba que representa un óptimo local, situado
alrededor de los 30 años. Este óptimo local puede estar vinculado con el fuerte impacto del
SIDA y del consumo de drogas en EEUU, que también ha provocado cambios significativos
en la forma de la curva de mortalidad en ese tramo de edades e igualmente ha repercutido
en un fuerte impacto en el número total de fallecimientos. Como demuestran los estudios
de Murphy et al. (2018), Shiels et al. (2019) y Glei and Preston (2020) el número de
muertes asociado al consumo de drogas es mucho más grande para los hombres que para
las mujeres, lo que justificaŕıa que este óptimo local aparezca alrededor de los 30 años para
el caso de los hombres en EEUU, pero no en la población femenina. También conviene
señalar que para el caso de España hombres hay un óptimo local alrededor de los 30 años
(no tan importante como en el caso de EEUU hombres) achacable al efecto del SIDA.
Durante el periodo muestral y especialmente en las décadas de los años 80 y 90 se produjo
un importante incremento de las tasas de mortalidad y del número global de fallecimientos.
Este crecimiento fue seguido de una cáıda muy pronunciada de las tasas de mortalidad,
debido a la aplicación de nuevas terapias contra el SIDA (Felipe et al., 2002; Guillen and
Vidiella-i Anguera, 2005; Debón et al., 2008a). Todo ello produjo cambios muy bruscos en
la forma de la curva de mortalidad en el tramo de edades alrededor de los 30 años.

Pese al diferente comportamiento de EEUU hombres y España hombres respecto al
resto de las poblaciones, la edad clave de todos los páıses y sexos estudiados se concentra
entre 84 y 89 años. Recuérdese que las edades clave tratan de describir aquellos tramos
de la curva de mortalidad en los que se están produciendo cambios en la forma de la
misma, es decir, tratando de explicar las variaciones “anómalas” de las tasas de mortalidad,
entendiendo por anómalas aquellas variaciones diferentes a las mejoras constantes de la
mortalidad.

En la Figura 3.2 y en la Figura 3.3 se han representado los valores de las funciones b̂∗ (x)
y α̂∗ (x), correspondientes al periodo muestral 1975-2006, para cada páıs y cada población.
Se puede observar que el patrón de b̂∗ (x) es muy similar en todas las poblaciones donde
aparece un valor constante y cercano a cero en el rango de edades comprendido desde 0
hasta 60 años y, finalmente una joroba que crece hasta alcanzar un valor igual a uno en
la edad clave, y∗. Este patrón es común en todas las poblaciones a excepción de EEUU
mujeres. Esto indicaŕıa que las edades superiores a los sesenta años son las que están
influenciadas por la dinámica de la tasa de mortalidad clave. Esta joroba que se sitúa



102 Caṕıtulo 3. Modelo de mortalidad para estimar el riesgo de Longevidad

sobre el tramo de edades entre los 60 y los 100 años indicaŕıa el conjunto de edades donde
se están produciendo los cambios más intensos en la forma de la curva de mortalidad. Las
variaciones de las tasas de mortalidad inferiores a los sesenta años vendrán recogidas por
los valores de α̂∗ (x). En el caso de la población femenina de EEUU el comportamiento
de la edad clave parece condicionar en mayor o menor medida el comportamiento de
toda la curva. Este resultado parece estar recogiendo, como se verá más adelante, un
comportamiento singular de la mortalidad femenina de EEUU que la diferencian del resto
de las poblaciones analizadas.

Figura 3.2: Valores de b̂∗ (x) para España, Francia y EEUU, para ambos sexos 1975-2006.

Respecto a los valores de α̂∗ (x) representados en la Figura 3.3 se puede observar
que tiene una forma de “silla”. Tal y como puede verse, los valores son negativos para
todas las edades hasta llegar a la edad clave mientras que los valores de α̂∗ (x) para las
edades posteriores a la edad clave tienen un valor positivo pero cercano a cero. Conviene
recordar que cuando los valores de b̂∗ (x) son cercanos a cero (desde 0-60 años), son los
valores de α̂∗ (x) los que determinan las variaciones relativas, año a año, de las tasas de
mortalidad. También es interesante observar que los valores de α∗ (x) son más pequeños
(más negativos) en el tramo de edades comprendido entre los 20 y 60 años para la población
femenina de España y Francia, respecto a la masculina, reflejando las mayores mejoras de
las tasas de mortalidad femeninas en estos dos páıses en ese tramo de edades. Por último,
destacar que en el caso de EEUU se produce el efecto inverso en los valores de α̂∗ (x),
para el mismo tramo de edades, 20-60 años. Este comportamiento diferente de α̂∗ (x)
para la población femenina de EEUU está condicionado por el valor del parámetro β1 de
la función b̂∗ (x) que se sitúa alrededor de 0, 4 por lo que no es posible darle la misma
interpretación que en el resto de poblaciones. En este caso, para el tramo entre cero y
sesenta años las variaciones de las tasas de mortalidad tienen un doble componente: por
una parte una tendencia decreciente constante determinada por el valor de α̂∗ (x) y un
segundo componente vinculado a las variaciones en la tasa de mortalidad de la edad clave
que tal y como se ha comentado con anterioridad parece condicionar el comportamiento
de la totalidad de la curva de mortalidad
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Figura 3.3: Los valores de α̂∗ (x) para España, Francia y EEUU, para ambos sexos,
cubriendo el periodo 1975-2006 aplicando el modelo SFM.

Varios autores Li et al. (2013) Christensen et al. (2009) y Vékás (2019) han notado
un patrón histórico consistente en una reducción del descenso de la mortalidad en las
edades jóvenes, acompañado de una aceleración de las mejoras de la mortalidad en el
tramo de edades comprendido entre los 60-90 años (edades avanzadas). Los aumentos de
la longevidad a mitad del siglo XX (alrededor 1950) estaban impulsados por la disminución
rápida de las tasas de mortalidad infantil y de edades de la infancia, debido por ejemplo a
programas de vacunación generalizados, mejora en la nutrición infantil, mejores hábitos de
limpieza, etc. En algunos casos, estos aumentos también estaban acompañados de mejoras
en las edades medianas (de 30-50 años), donde los avances espectaculares son cada vez
menos posibles. Sin embargo, en las últimas décadas las mejoras de la mortalidad están
concentradas en la parte derecha de la curva (entre los 60-90 años) aunque debe señalarse
que en el tramo final de la curva, especialmente a partir de los 95 años, las tasas de
mortalidad apenas han sufrido variaciones. Este patrón de la dinámica de la mortalidad
se conoce como “rotación del tramo de la curva de mortalidad en el que se concentran las
mejoras” (rotation of age pattern of mortality decline) (Li et al., 2013).

Para ilustrar donde se están concentrando las principales mejoras de la mortalidad se
muestra gráficamente en la Figura 3.4 la variación media de las tasas de mortalidad a lo
largo del periodo muestral 1975-2006, ∆log (q̂x,t), para cada uno de los páıses considerados
en la tesis. Se puede observar las importantes variaciones de la mortalidad entre los 0 y
los 20 años, fruto de que el periodo muestral recoge los últimos 25 años del siglo XX
donde todav́ıa se produjeron importantes mejoras en los recién nacidos y los niños/as
de corta edad. El tramo alrededor de los 30 años, por el contrario, ha experimentado
una disminución menor de las tasas de mortalidad que puede deberse al impacto de los
accidentes de tráfico, efectos residuales de enfermedades como el SIDA o el consumo de
drogas. En la Figura 3.4 se puede observar otro mı́nimo local alrededor de los 70-80 años
que también está presente en todas las poblaciones. Este fenómeno recoge las mejoras de
la mortalidad que en la actualidad se concentran entre los 60 y los 90 años que es el tramo
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de edades en el que se sitúan las edades clave detectadas por el modelo. Es alrededor
de éstas donde se sitúa un cambio especialmente intenso en la pendiente y la forma de
la curva de mortalidad y donde se concentra el mayor número de fallecimientos a nivel
global. Es este grupo de edades donde actualmente se están concentrando las mejoras de
la mortalidad debido a los avances en medicina, en el estilo de vida, en la nutrición, etc.
tal y como recogen los estudios de Glei and Horiuchi (2007), Christensen et al. (2009), Li
et al. (2013) y Vékás (2019). Por el contrario, a partir de los 95 años las mejoras medias en
las tasas de mortalidad disminuyen conforme aumenta la edad siendo prácticamente nulas
o incluso ligeramente positivas para los 99 años. Es este fenómeno el que parece recoger
la posición de la edad clave: está indicando donde se están produciendo los cambios más
intensos en la forma de la curva de mortalidad y donde se concentra el mayor número de
fallecimientos.
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Figura 3.4: Variación media de las tasas de mortalidad a lo largo del periodo muestral
1975-2006, ∆log (q̂x,t) en (a) España hombres, (b) España mujeres, (c) Francia hombres,
(d) Francia mujeres, (e) EEUU hombres y (f) EEUU mujeres.
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Otro concepto que parece estar relacionado con la edad clave es la edad modal de
muerte, que es la edad cumplida donde se producen más muertes en un determinado
periodo (para más detalles acerca de este concepto puede verse en Kannisto (2000),
Bongaarts and Feeney (2003), Cheung et al. (2005) y Canudas-Romo (2008)). En la
Figura 3.5, se muestra para cada población el porcentaje que representa cada edad con
respecto al total de muertes en un periodo concreto, con el fin de que se puedan comparar
las diferentes edades modales de muerte de cada páıs. Además, se han incorporado la
Tabla 3.2 y la Figura 3.6 que muestran la evolución de la edad modal de muerte desde
1975 hasta 2016, todo el periodo considerado en esta tesis. Como se puede observar la edad
modal de muerte esta localizada en el tramo de edades avanzadas, es decir, entre 81 y 90
años. La edad clave se sitúa en ese tramo de la curva porque son en las edades avanzadas
entre 60 y 90 (no las más avanzadas) donde se están produciendo las principales mejoras de
la mortalidad. El desplazamiento hacia la derecha de la edad modal puede estar originado
por el hecho de que las mejoras en la tasa de mortalidad se concentran alrededor de los
75-80 años. Dicha mejora va desplazando el mayor número de fallecimientos hacia edades
más avanzadas. Cabe la pena mencionar que en todas las poblaciones analizadas, alrededor
de 1995 para el caso de los hombres y 2005 para el caso de las mujeres, se puede observar
un descenso brusco y transitorio en la edad modal de muerte. Esta cáıda se puede achacar
a la gripe a nivel mundial que mató entre 1918 y 1920 a más de 40 millones de personas en
todo el mundo conocida como “gripe española” . Esto afecta a la edad modal de muerte
porque el número de personas de esas cohortes se redujo considerablemente y, por tanto,
el número de fallecimientos de esas cohortes de los nacidos en los años 1918-1920 es en
términos relativos pequeño.

Figura 3.5: Porcentaje de muertes por edades en el año 2006.
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Figura 3.6: Evolución de la edad modal de muerte desde 1975 hasta 2016 en España hombre
(a), en España mujeres (b), en Francia hombres (c), Francia mujeres (d), EEUU hombres
(e) y EEUU mujeres (f).
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Tabla 3.2: Evolución de la edad modal de muerte desde 1975 hasta 2016.

Periodo España Francia EEUU
Hombres Mujeres Hombres Mujeres Hombres Mujeres

1975 74 79 74 81 74 82
1976 73 80 73 82 75 83
1977 76 81 76 83 72 84
1978 75 82 75 83 72 82
1979 76 78 77 82 72 84
1980 76 80 77 83 72 84
1981 75 80 78 83 73 81
1982 77 81 78 81 74 82
1983 77 82 77 82 75 82
1984 76 83 79 83 74 83
1985 77 84 80 83 75 84
1986 78 83 79 84 76 85
1987 78 82 80 85 74 86
1988 80 84 78 86 75 83
1989 79 84 79 85 75 83
1990 80 84 81 86 77 84
1991 80 83 78 85 77 83
1992 79 84 79 87 78 84
1993 81 84 80 86 78 85
1994 81 84 81 86 80 84
1995 81 85 82 86 75 84
1996 74 85 83 87 76 85
1997 75 86 76 87 77 86
1998 76 85 77 88 78 85
1999 77 86 78 86 78 86
2000 78 87 79 87 79 86
2001 79 87 80 88 79 87
2002 80 87 81 89 81 87
2003 81 88 82 90 81 85
2004 81 86 83 90 82 84
2005 80 85 84 84 81 85
2006 81 85 85 85 82 85
2007 82 85 86 86 82 86
2008 82 86 86 87 83 86
2009 82 86 86 88 84 87
2010 83 88 84 89 84 88
2011 82 88 86 90 83 89
2012 83 89 85 90 84 88
2013 83 88 86 91 84 88
2014 83 89 85 91 84 89
2015 84 88 85 90 84 90
2016 85 89 85 90 86 89
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Es cierto que puede sorprender a primera vista la disparidad de resultados obtenidos
en cuanto a la edad clave en el Caṕıtulo 2 con respecto al Caṕıtulo 3. Sin embargo, tal y
como se puede apreciar en las seis poblaciones estudiadas y en los dos modelos propuestos
podemos encontrar una forma muy similar en los valores de la función ϕ (y) (Caṕıtulo 2)

y λ
(
θ̂, y∗; ϑ̂x,t

)
(Caṕıtulo 3) que nos permiten obtener cual es la edad clave en función

de su poder explicativo. Si nos fijamos en la estructura de estas dos funciones, se puede
observar como tenemos dos posibles tramos de la curva candidatos a edad clave. Por un
lado, el tramo alrededor de los 30 años y por otro lado, el tramo alrededor de los 80 años.
Hay que señalar que este efecto es común en todas las poblaciones y la principal diferencia
es qué efecto (tramo de la curva) domina al otro. Los dos modelos propuestos muestran
que en esos dos tramos se están produciendo las principales variaciones en la forma de la
curva de mortalidad, lo que diferencia a una metodoloǵıa de la otra es qué tramo de la
curva domina al otro.

En el caso del modelo presentado en el Caṕıtulo 2, cuando se escoge la edad clave
se utiliza la función (2.5). Esta función como podemos observar a la hora de obtener la
edad clave tiene en cuenta el coeficiente de determinación R2

x,y, que es un indicador de la
calidad del ajuste, pero también tiene en cuenta la variación en la volatilidad de las tasas
de mortalidad var (∆log (q̂x,t)). Esto quiere decir, que a la hora de calcular la edad clave
este modelo además de tener en cuenta el ajuste que produce cada edad se centra también
en aquellas tasas de mortalidad más volátiles. Por lo que para la edad clave obtenida es
aquella que es capaz de explicar el tramo de la curva en el que la volatilidad de las tasas
de mortalidad ha sido mayor.

En el caso del modelo presentado en el Caṕıtulo 3, cuando se escoge la edad clave se
utiliza la función (3.7). Este criterio por el contrario da un peso similar a la capacidad
explicativa de la edad clave respecto al resto de las tasas de mortalidad.

3.5.2. Predicción de las tasas futuras de muerte

Para predecir las tasas futuras de mortalidad se va a seguir el mismo procedimiento que
se empleó en la Subsección 2.5.3. Se supondrá que la tasa de mortalidad clave puede ser
descrita mediante un modelo de la familia ARIMA. Para ello, en la Figura 3.7 se muestran
los logaritmos de las tasas de mortalidad de la edad clave de cada población y sexo
estudiado, para el periodo 1975-2006. Como se puede observar log (q̂y∗,t) va disminuyendo
con el paso del tiempo mostrando esa mejora abrumadora de la mortalidad que señalan
Glei and Horiuchi (2007); Rau et al. (2008) y Christensen et al. (2009) en las edades altas,
para todas las poblaciones. La única excepción es la población femenina de EEUU que tiene
un comportamiento diferente y donde se observa un repunte de las tasas de mortalidad en
la decada de los 90s. Tal y como señalan Gorina et al. (2005) y Velez (2007) entre otros,
las tasas de mortalidad por cáncer en los años 90 disminuyeron para los hombres, pero no
para las mujeres. El descenso en las tasas de mortalidad por cáncer para mujeres ocurrió
solo para las edades 65-74 años pero para las mujeres mayores de 75 años las tasas de
mortalidad aumentaron, para luego empezar a disminuir a partir de los 2000.
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Figura 3.7: Evolución de los logaritmos de las tasas de mortalidad de la edad clave log (q̂y∗,t)
en el periodo 1975-2006.
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Para predecir las tasas de mortalidad de la edad clave se van a utilizar las funciones
auto.arima y forecast de la libreŕıa forecast (Hyndman and Khandakar, 2008) las cuáles
permiten obtener el modelo ARIMA (p, d, q) que mejor se ajusta a la serie temporal
log (q̂y∗,t), según el criterio AIC. Para las estimación de las tasas futuras de mortalidad se
han propuesto dos ventanas muestrales diferentes:

1. La primera ventana, sample i), cubre todo el periodo muestral, desde 1975 hasta 2006,
utilizando sólo estos datos para la estimación de los parámetros del modelo (a1, a2,
a3, β1, β2 y y∗ que se obtienen maximizando la log-verosimilitud) y a partir de ah́ı se
proyectan las tasas futuras de mortalidad para el periodo fuera de muestra 2007-2016,
sin actualizar en ningún momento los parámetros. En la Tabla 3.3 aparecen recogidos
los modelos ARIMA que finalmente han sido escogidos al aplicar la primera ventana.

2. La segunda alternativa, sample ii), es una ventana móvil que va alargando el final
de la muestra, para ir incorporando cada nuevo periodo y aśı ser capaz de recoger
el último dato conocido de mortalidad. En este caso los parámetros del modelo se
reestiman en cada ventana y solo se utilizan para predecir las tasas de mortalidad
del año siguiente. Por lo tanto, la edad clave puede variar como se ha recogido en la
Tabla 3.4. La primera ventana será la de 1975-2006 y permite predecir las tasas de
mortalidad del año 2007, luego la ventana se alarga para incorporar el año siguiente,
1975-2007, se reestiman los parámetros y se predicen las tasas de mortalidad del
año 2008. El proceso se repite hasta llegar a la última ventana 1975-2015 y poder
predecir las tasas de mortalidad del último periodo de la muestra, 2016.

En la Tabla 3.4 se muestra la evolución de la edad clave desde la ventana 1975-2006
hasta la ventana 1975-2015. La edad clave se mantiene fija en la mayoŕıa de los páıses
o se va desplazando hacia la derecha mostrando la mejora en la calidad de vida de la
población anciana. Pero para el caso de EEUU hombres, la edad clave se sitúa en 3
ocasiones alrededor de 32 años debido probablemente al fuerte impacto del consumo de
drogas en ese tramo de edades, en la población masculina.

En la Figura 3.8 aparecen recogidos los valores reales de las tasas de mortalidad
correspondientes a la edad clave desde 1975 hasta 2016, junto con las estimaciones
realizadas de dichas tasas de mortalidad a partir de las dos ventanas que se acaban de
describir. Los datos reales aparecen recogidos por la ĺınea negra, la ĺınea roja representa
las predicciones de la tasa de mortalidad de la edad clave a partir de la ventana 1 y la
ĺınea azul a partir de la ventana 2 o ventana móvil4.

4Representa las predicciones de las tasas de mortalidad en la edad clave y∗ que se han obtenido de
acuerdo con la primera ventana 1975-2006. Esto no quiere decir que la edad clave no cambie según se va
alargando la ventana, como se puede muestra en la Tabla 3.4
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Figura 3.8: Proyecciones de los logaritmos de las tasas de mortalidad de la edad clave
log (q̂y∗,t).
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En la Figura 3.9 se muestran los intervalos de confianza al 99 % para la tasa de
mortalidad clave desde 2007 hasta 2016 para cada una de las poblaciones analizadas.
Estos intervalos de confianza han sido construidos a partir de las proyecciones del proceso
ARIMA ajustado a los datos de la edad clave para el periodo muestral 1975-2006 (ventana
1). En la misma figura se representan en negro los verdaderos valores adoptados por las
tasas de mortalidad clave de las seis poblaciones analizadas.5. Se puede observar que
los intervalos generados contienen los verdaderos valores de las tasas de mortalidad en
el periodo fuera de muestra para todas las poblaciones estudiadas excepto para EEUU
hombres en el año 2016. La diferencia en la amplitud del intervalo puede deberse a que la
volatilidad de la mortalidad de la edad clave en EEUU es mucho mayor que en el resto de
páıses y a que la tendencia está menos definida. También en EEUU se puede observar que
hay un cambio en la tendencia de la mortalidad a partir del año 2000, año a partir del
cuál, se produce un fuerte descenso de la mortalidad. Pese a ello los intervalos generados
contienen esas fuertes cáıdas de la mortalidad excepto el único dato señalado.

5Los intervalos de confianza para la sample ii) no se han mostrado porque conviene recordar que se
proyecta solo un año hacia delante.
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Figura 3.9: Intervalos de confianza de la tasa de mortalidad clave con un nivel de
significatividad del 99 % y las tasas de mortalidad reales para (a)España hombres, (b)
España mujeres, (c) Francia hombres, (d) Francia mujeres, (e) EEUU hombres y (f) EEUU
mujeres.

Tabla 3.3: Tipo de ARIMA para el logaritmo de la tasa de mortalidad de la edad clave,
log (q̂y∗,t).

Población Tipo de ARIMA para log (q̂y∗,t).

España hombres ARIMA (0, 1, 1)
España mujeres ARIMA (1, 1, 0)
Francia hombres ARIMA (1, 1, 0)
Francia mujeres ARIMA (0, 1, 1)
EEUU hombres ARIMA (0, 1, 0)
EEUU mujeres ARIMA (0, 1, 0)
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Tabla 3.4: Evolución de la edad clave en todo el periodo muestral.

y∗
España Francia EEUU

Hombres Mujeres Hombres Mujeres Hombres Mujeres

1975-2006 86 84 84 87 88 89
1975-2007 86 84 84 87 88 89
1975-2008 86 84 84 87 31 89
1975-2009 86 84 84 87 91 90
1975-2010 86 84 84 87 91 89
1975-2011 86 89 84 87 93 89
1975-2012 86 89 84 87 93 89
1975-2013 86 89 84 87 93 89
1975-2014 86 89 83 87 31 89
1975-2015 86 89 83 87 34 89

Para la estimación del resto de tasas futuras de mortalidad se aplicará la ecuación
(3.11).

Aśı a partir de la ecuación (3.11), las tasas esperadas de mortalidad para el año 2007
en adelante cuando se aplica la ventana 1, se obtienen a partir de la información disponible
en 2006, mediante la siguiente expresión:

Et−1 [log (qx,t+i)] = log (q̂x,t−1) + (i+ 1) · α̂∗ (x) + b̂∗ (x) ·
Et−1 [log (qy∗,t+i)− log (q̂y∗,t−1)] ,

i = 0, 1, 2, . . . , 9.

(3.12)

Recuérdese que al aplicar la ventana 1 no se reestiman los parámetros año a año, sino que
se utiliza el mismo conjunto de parámetros, para estimar las tasas futuras de mortalidad
de los periodos fuera de muestra.

Por el contrario, cuando se va alargando el extremo superior de la ventana y
reestimando año a año los parámetros del modelo, los valores esperados de las tasas futuras
de mortalidad se obtienen aplicando la siguiente expresión:

Et−1 [log (qx,t)] = log (q̂x,t−1) +α̂∗ (x) + b̂∗ (x) · Et−1 [log (qy∗,t)− log (q̂y∗,t−1)] ,

t = 2007, 2008, . . . , 2016.
(3.13)

Tal y como se acaba de señalar, en este caso, los valores de α̂∗t−1 (x), b̂∗t−1 (x) y y∗ se
reestiman cada periodo y las proyecciones de las tasas de mortalidad solo se consideran
un periodo hacia delante.
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3.6. Comparación frente a otros modelos de mortalidad

En esta sección, se va a proceder a comparar los resultados del modelo propuesto en
este caṕıtulo frente a los principales modelos de mortalidad descritos anteriormente en la
Sección 1.6. Estos modelos alternativos aparecen recogidos en la Tabla 3.5.

Para comparar nuestro modelo con otros modelos alternativos que tratan de describir
la mortalidad, se ha decidido, en primer lugar, mostrar gráficamente en la Subsección 3.6.1,
el comportamiento de los errores de predicción del modelo propuesto en este caṕıtulo. En
segundo lugar, en la Subsubsección 3.6.2.2 se compara la bondad del ajuste y la capacidad
predictiva del modelo propuesto frente a todas las alternativas presentadas en la Tabla 3.5.
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Tabla 3.5: Resumen de los modelos dinámicos de mortalidad a comparar con el modelo de
la edad clave..

Modelo de mortalidad Fórmula Restricciones Referencia

StMoMo paquete de R Villegas et al. (2018)

Lee-Carter (LC) logit (qx,t) = αx + β
(1)
x · k(1)t

∑
x β

(1)
x = 1;

Lee and Carter (1992)
∑

t k
(1)
t = 0

Lee-Carter logit (qx,t) = αx + β
(1)
x · k(1)t

∑
x β

(i)
x = 1, i = 1, 2; Booth et al. (2002),

bi-factorial (LC2) +β
(2)
x · k(2)t

∑
t k

(i)
t = 1, i = 1, 2 Renshaw and Haberman (2003)

Age-Period-Cohort

logit (qx,t) = αx + k
(1)
t + γt−x

∑
t k

(1)
t = 1; Currie (2006),

(APC)
∑

t1−xk γc = 0; Renshaw and Haberman (2006)∑
t1−xk c · γc = 0

Renshaw-Haberman logit (qx,t) = αx + β
(1)
x · k(1)t

∑
x β

(1)
x = 1;

Renshaw and Haberman (2006)(RH) +γt−x
∑

t k
(1)
t = 0;∑

t1−xk γc = 0

Cairns-Blake-Dowd

M5 logit (qx,t) = k
(1)
t + (x− x) · k(2)t Cairns et al. (2006)

Cairns-Blake-Dowd
∑

t1−xk γc = 0

M6 logit (qx,t) = k
(1)
t + (x− x) · k(2)t

∑
t1−xk c · γc = 0 Cairns et al. (2009)

+γt−x
∑

t1−xk c
2 · γc = 0

Cairns-Blake-Dowd

M7 logit (qx,t) = k
(1)
t + (x− x) · k(2)t

∑
t1−xk γc = 0

+k
(3)
t ·

[
(x− x)2 − σ̂2x

] ∑
t1−xk c · γc = 0 Cairns et al. (2009)

+γt−x
∑

t1−xk c
2 · γc = 0

Cairns-Blake-Dowd

M8 logit (qx,t) = k
(1)
t + (x− x) · k(2)t

∑
t1−xk γc = 0

γt−x · (xc − x)
∑

t1−xk c · γc = 0 Cairns et al. (2009)∑
t1−xk c

2 · γc = 0

Plat model logit (qx,t) = αx + k
(1)
t

∑
t k

(i)
t = 1, i = 1, 2

Plat (2009)(PLAT) + (x− x) · k(2)t
∑

t1−xk γc = 0

+ (x− x)+ · k(3)t + γt−x
∑

t1−xk c · γc = 0∑
t1−xk c

2 · γc = 0

LC2-Ortogonal logit (qx,t) = αx + β
(1)
x · k(1)t

∑
x

∣∣∣β(i)x ∣∣∣ = 1, i = 1, 2; Hunt and Blake (2014),

(LC2-O) +β
(2)
x · k(2)t

∑
t k

(i)
t = 1, i = 1, 2∑

t β
(1)
x · β(2)x = 0∑

t k
(1)
t · k

(2)
t = 0
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3.6.1. Errores de predicción

Para proceder a comparar la capacidad predictiva del modelo propuesto en este
caṕıtulo, se van a calcular los errores de predicción para cada periodo fuera de muestra,
2007-2016.

Los errores de predicción se calcularán tanto para la ventana muestral 1 con la que se
realizan predicciones a partir de la información disponible en 2006 para los años 2007 en
adelante, como para la ventana 2 en la que cada año se va alargando el periodo muestral,
re-estimando los parámetros y realizando predicciones solo un año hacia adelante.

En el primer caso, los errores de predicción se calculan como sigue:

εSFMx,t+i = log (q̂x,t+i)− Et−1
[
log
(
qSFMx,t+i

)]
i = 0, 1, . . . , 9 t = 2006. (3.14)

En el caso de las ventana 2, los errores se calculan según la siguiente expresión:

εSFMx,t = log (q̂x,t)− Et−1
[
log
(
qSFMx,t

)]
t = 2007, 2008, . . . , 2016, (3.15)

Los residuos aplicando el modelo propuesto en este tercer caṕıtulo aparecen recogidos
en las Figuras 3.10-3.15. La Figura 3.10 representa los errores para la población masculina
española; la Figura 3.11 la población femenina española; la Figura 3.12 la población
masculina francesa; la Figura 3.13 la población femenina francesa; la Figura 3.14 la
población masculina de EEUU; y la Figura 3.15 la población femenina de EEUU. En
el Apéndice B se han representado los residuos para cada uno de los modelos alternativos
descritos en la Tabla 3.5. Al igual que para el modelo basado en la edad clave, los residuos
han sido calculados de acuerdo con la fórmula (3.14) (ventana 1) y la fórmula (3.15)
(ventana 2).

Los errores de predicción se presentan de tres formas diferentes. En la primera columna
se representan los errores en función de la edad (eje x). En este caso, para cada edad
(desde cero a 99 años de edad) aparecen representados los 10 errores correspondientes
a cada uno de los periodos de predicción (2007-2016). La segunda columna de gráficos,
complementaria, representa los errores en función del año de predicción (eje x). Para cada
periodo considerado (2007-2016) aparecen 100 observaciones (errores), correspondientes
a cada una de las edades (desde 0 a 99 años) consideradas de la curva de mortalidad.
Por último, la tercera columna representa los errores en función del año de nacimiento
para detectar posibles efectos cohorte en la estimación de la mortalidad. En este caso, el
número de observaciones oscila entre 1 hasta 10, indicando el número errores de estimación
de cada uno de los periodos fuera de muestra disponibles para cada cohorte. Los gráficos
(a) se corresponden con las predicciones de las tasas de mortalidad a partir de los datos
del periodo muestral 1975-2006, realizando proyecciones de las tasas futuras de mortalidad
desde uno hasta diez años hacia adelante, ventana 1. Mientras que en los gráficos (b) los
datos se van actualizando, volviendo a reestimar los parámetros del modelo año a año,
desde 2006 en adelante y se realizan proyecciones de la tasa de mortalidad solo un año
hacia delante, ventana 2.
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Como era de esperar, en las Figuras 3.10-3.15 se puede observar que los residuos
obtenidos para la ventana 2 son bastante más pequeños que los obtenidos con la ventana
1, ya que la segunda ventana solo predice un año hacia adelante a partir del último
dato disponible. Este mismo fenómeno puede verse también en la segunda columna de los
gráficos que recoge los errores en función del año de predicción (desde 2007 hasta 2016).
En el caso de la ventana 1, los errores van aumentando conforme se avanza hacia adelante
en la proyección de las tasas de mortalidad. Recuérdese que en el caso de la Ventana 1 la
estimación del modelo se realiza con datos hasta 2006, prediciendo las tasas de mortalidad
hasta diez años hacia adelante. Por el contrario en el caso de la Ventana 2, el modelo se
reestima año a año incorporando una nueva observación y la predicción solo abarca un
periodo hacia adelante lo que reduce lógicamente el nivel de incertidumbre de la predicción
y por ende los errores de predicción. En este segundo caso la dimensión de los errores es
similar para todos los años desde 2007 hasta 2016.

También hay que destacar que los residuos son mucho más grandes en las edades
iniciales y en consecuencia, en las cohortes correspondientes a nacimientos en los últimos
años del periodo muestral. Estos errores tan amplios en edades bajas se deben a que las
tasas brutas de mortalidad son muy volátiles a esas edades, debido al escaso número de
fallecimientos en ese tramo de edades (algo que también ocurre, aunque en menor medida,
para las edades muy elevadas, más de 95 años). En el mismo sentido, este es el motivo
por el que la dimensión de los errores de estimación de las poblaciones de EEUU son
menores ya que la exposición al riesgo de las poblaciones masculina y femenina de EEUU
son mucho mayores que las correspondientes a España o Francia.

Además de la mayor varianza de la tasa bruta de mortalidad correspondiente al tramo
de edades entre cero y cuarenta años, otro motivo por el cual los errores son de mayor
dimensión en esta parte de la curva es que las edades clave se sitúan en la parte derecha
de la curva, por lo que la capacidad predictiva del modelo se va a centrar precisamente en
las edades alrededor de la edad clave.

Además de ese conjunto de edades, puede observarse un repunte en los errores de
predicción de las tasas de mortalidad entre los 25 y 40 años que es donde se concentran
las muertes por efecto del sida que ocurrieron en los años 90. Este grupo de edades tiene
un comportamiento muy anómalo: primero un incremento considerable de la mortalidad
(alrededor de los 90), seguido por un abrumador descenso que el modelo no es capaz de
capturar. Este descenso tan acentuado de las tasas de mortalidad alrededor de los 30-40
años es el que el modelo, calibrado con datos del periodo 1975-2006 no es capaz de predecir
en su totalidad. Este resultado sugiere la conveniencia de introducir un segundo factor que
permita describir el comportamiento de este tramo de la curva tal y como se desprende de
los resultados de modelos más complejos de carácter bi-factorial descritos en el Apéndice B.

También cabe la pena mencionar las desviaciones que se producen en la población
femenina de los tres páıses, alrededor de la edad de 60 años, tramo en el que se ha producido
un descenso más acelerado de lo prevista en la mortalidad durante el periodo fuera de
muestra (2007-2016).
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Figura 3.10: Errores de predicción hombres España Ventana 1 y Ventana 2 del modelo
SFM basado en la edad clave.

Figura 3.11: Errores de predicción mujeres España Ventana 1 y Ventana 2 del modelo
SFM basado en la edad clave.
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Figura 3.12: Errores de predicción Francia hombres Ventana 1 y Ventana 2 del modelo
SFM basado en la edad clave.

Figura 3.13: Errores de predicción Francia mujeres Ventana 1 y Ventana 2 del modelo
SFM basado en la edad clave).
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Figura 3.14: Errores de predicción EEUU hombres Ventana 1 y Ventana 2 del modelo SFM
basado en la edad clave.

Figura 3.15: Errores de predicción EEUU mujeres Ventana 1 y Ventana 2 del modelo SFM
basado en la edad clave.
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3.6.2. Comparación emṕırica con los modelos alternativos

En esta sección, se va medir la bondad del ajuste de cada uno de los modelos dentro
de la muestra y se va a medir la calidad predictiva de las proyecciones, fuera de muestra.
Debe señalarse, en cualquier caso, que un modelo que sea capaz de calibrar correctamente
las tasas de mortalidad dentro de muestra no garantiza que sea el modelo que mejor
rendimiento predictivo obtenga fuera de muestra (Qi and Zhang, 2001; Aras and Kocakoç,
2016). Es por esta razón que se ha decidido incluir estas dos aproximaciones.

3.6.2.1. Precisión del ajuste

Para evaluar la bondad del ajuste de cada uno de los modelos dentro de muestra se
va a proceder a calibrar cada uno de ellos para el periodo 1975-2006, para cada una de
las poblaciones y sexos estudiados. Se ha decidido utilizar varios criterios para evaluar el
rendimiento o la bondad del ajuste. En primer lugar, se describirán algunas medidas no
penalizadas de la bondad del ajuste, que son independientes del número de parámetros
del modelo. Los criterios seleccionados son los siguientes: Suma de los cuadrados de los
errores (SSE), error absoluto medio (MAE) y error relativo absoluto medio (MAPE):

SSE =
∑
x,t

(
log (q̂x,t)− log

(
q
SFM/LC/LC2/...
x,t

))2
, (3.16)

MAE =
1

nd

∑
x,t

∣∣∣log (q̂x,t)− log
(
q
SFM/LC/LC2/...
x,t

)∣∣∣ (3.17)

MAPE =
1

nd

∑
x,t

∣∣∣∣∣∣
(

log (q̂x,t)− log
(
q
SFM/LC/LC2/...
x,t

))
log (q̂x,t)

∣∣∣∣∣∣ , (3.18)

donde nd es el número de observaciones por periodo dentro de muestra, en este caso
nd=100x31 (100 edades por periodo, desde 0 hasta 99 años y 31 periodos dentro de muestra,
desde 1976 hasta 2006)6.

Para evitar la sobre-parametrización, se ha decidido incluir también medidas de ajuste
penalizadas que son aquellas más adecuadas para seleccionar entre un conjunto de modelos
con distinto número de parámetros. Estos criterios, además de tener en cuenta el error
de ajuste tienen en cuenta también el número de parámetros. Hay que señalar que estas
medidas proporcionan un equilibrio entre la calidad y la parsimonia del modelo. Los dos
criterios seleccionados son:

Criterio de información Akaike (AIC) (Akaike, 1974):

AIC = −2 · log
(
l̂
)

+ 2 · np, (3.19)

donde, np es el número de parámetros utilizado para calibrar el modelo y l̂ es la
función de verosimilitud. Según este criterio se debe seleccionar aquel modelo que

6Estas medidas descritas con más detalle en la Subsección 2.6.5.
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posee menor AIC. Esta medida no pretende identificar el modelo verdadero (modelo
que mejores estimaciones realiza de los valores reales), ya que considera que éste
puede no estar entre los existentes sino que se limita a escoger el mejor entre el
conjunto de modelos estudiados (Peña, 2013). Para obtener en (3.19) la expresión
de log (L) hay que partir de una hipótesis sobre la distribución de la probabilidad
del número de fallecidos con una determinada edad x durante el periodo t. Para este
caso se va asumir que el número de fallecidos ϑx,t se distribuye como una binomial,
de igual forma que en la Subsección 3.2.3.

Hay que señalar que esta medida ha sido utilizada por Delwarde et al. (2007),
Haberman and Renshaw (2011), Danesi et al. (2015), Neves et al. (2017) y Chen and
Millossovich (2018) para comparar la bondad del ajuste de los diferentes modelos de
mortalidad (dentro de muestra).

Criterio de información Bayesiano (BIC) o criterio Schwarz (Schwarz, 1978),

BIC = np · log (nd)− 2 · log
(
l̂
)
, (3.20)

donde, nd es el número de observaciones de la muestra, np es el número de parámetros

utilizado para calibrar el modelo y l̂ es la función de verosimilitud. Esta medida da
preferencia a los modelos más simples. A diferencia del criterio AIC, el BIC asume
que el modelo verdadero (el que mejor predice los valores reales) se incluye entre los
candidatos y proporciona el mejor de ellos (Peña, 2013). Esta medida se ha utilizado
para comparar la bondad del ajuste de diferentes modelos de mortalidad por Cairns
et al. (2009), Plat (2009), Yang et al. (2010, 2016), Haberman and Renshaw (2011),
Danesi et al. (2015) y Enchev et al. (2017).

Debe señalarse que aunque estos dos criterios de selección de modelos se calculan con
datos de dentro de muestra, se utilizan con la esperanza de que puedan ayudar a elegir
el modelo que tiene la mejor capacidad predictiva (Burnham and Anderson, 2002). Es
decir tanto el AIC como el BIC “pueden” ayudar a seleccionar el modelo que garantiza el
mejor rendimiento predictivo fuera de muestra. Pero conviene señalar que no son criterios
realmente atractivos para seleccionar el modelo que posee la mejor capacidad predictiva.
Estos tests se realizan siempre con datos dentro de muestra y como señalan Qi and
Zhang (2001) y Aras and Kocakoç (2016), un buen ajuste dentro de muestra no implica
necesariamente una mejor capacidad predictiva.

En la Tabla 3.6 y en la Tabla 3.7 aparecen recogidas las diferentes medidas de bondad
de ajuste para el periodo muestral 1976-20067 en cada uno de los modelos y poblaciones
estudiadas. El número de parámetros utilizado para estimar el AIC y el BIC aparece
recogido en la Tabla 2.6 para todos los modelos a excepción del SFM propuesto en este
caṕıtulo que utiliza solo seis parámetros para calibrar las tasas de mortalidad.

Del análisis de los resultados relativos a las medidas no penalizas se desprende que,
dentro de muestra, el SFM se sitúa siempre entre los cinco mejores modelos y con valores

7Se ha seleccionado este periodo muestral porque el modelo SFM se basa en las variaciones de las tasas
de mortalidad, por lo que necesita del primer periodo para ser capaz de realizar el resto de estimaciones.
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cercanos al modelo óptimo. Aunque el SFM no produce los mejores resultados en ninguna
de las medidas de bondad de ajuste no penalizadas aplicadas (SSE, MAE, MAPE) debe
tenerse en cuenta que el número de parámetros del SFM es much́ısimo menor que en el
resto de modelos analizados.

Son los modelos LC2, RH y PLAT los que obtienen los mejores resultados en los
distintos indicadores de la calidad del ajuste de los diferentes modelos dentro del periodo
muestral. Conviene señalar que para el caso de España hombres el SFM obtiene muy
buenos resultados, entre los tres mejores modelos, según el SSE y el MAE.

Como se ha señalado antes, el AIC y el BIC son dos medidas dentro de muestra pero
que ayudan a elegir qué modelo tiene la mejor capacidad predictiva. En este caso, el SFM
se ve favorecido por su menor número de parámetros, sitúandose entre los tres mejores
modelos al aplicar el BIC en las poblaciones masculinas de España y EEUU y la población
femenina de EEUU. Igualmente al aplicar el AIC, el SFM se posiciona entre los tres mejores
modelos en ambas poblaciones de EEUU.
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Los resultados para la bondad del ajuste cuando se emplea la ventana 2 y por tanto
diferentes periodos muestrales aparecen recogidos en la Tabla 3.8, para las seis poblaciones
analizadas.

En este caso, para analizar las medidas de bondad de ajuste penalizadas el AIC y el
BIC, se ha decidido resumir la información proporcionada por estos criterios de las diez
muestras por su media, es decir, se ha calculado de la siguiente forma:

AIC(10) =
1

10

10∑
j=1

AICj , (3.21)

BIC(10) =
1

10

10∑
j=1

BICj , (3.22)

donde, AICj y BICj son las medidas del AIC y del BIC para cada uno de los diez periodos
muestrales que forman la ventana 2.

Se puede observar que en EEUU es donde el SFM se posiciona mejor frente al resto de
los modelos. Tanto en hombres como en mujeres se obtienen los segundos y terceros mejores
ajustes según los criterios BIC y AIC, respectivamente. Para el resto de poblaciones, tanto
en los hombres de España como los de Francia, aplicando el BIC se obtiene uno de los
tres mejores resultados en comparación con el resto de modelos de mortalidad. Hay que
señalar que pese a que el modelo SFM no consigue las mejores medidas dentro de muestra,
śı que podemos observar que el modelo se sitúa entre los 5 mejores modelos en todas las
poblaciones estudiadas y contrasta con el resto de modelos al necesitar solo 6 parámetros
con independencia del periodo muestral utilizado.

Al igual que ocurŕıa anteriormente son los modelos LC2, RH y PLAT los que obtienen
mejor calibración dentro de muestra. Por el contrario, los modelos de Cairns et al. (2006)
y Cairns et al. (2009) (M5, M6, M7 y M8) son los que peores resultados proporcionan,
ya que como se señaló en la Subsección 2.6.2 están centrados en calibrar el tramo final
de la curva y aunque se puede utilizar para ajustar la mortalidad de todas las edades, tal
y como se ha hecho en este estudio, el resultado obtenido queda bastante por debajo del
resto.
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3.6.2.2. Capacidad predictiva del modelo

Después de haber analizado la calidad del ajuste de los diferentes modelos dentro de
muestra, se va a proceder a medir y comparar la capacidad predictiva de los mismos. Al
igual que ocurŕıa en la Subsección 2.6.5 utilizaremos para medir la capacidad predictiva
de los modelos, las siguiente medidas SSE, MAE y MAPE:

SSE =
∑
x,t

(
log (q̂x,t)− log

(
q
SFM/LC/LC2/...
x,t

))2
, (3.23)

MAE =
1

n

∑
x,t

∣∣∣log (q̂x,t)− log
(
q
SFM/LC/LC2/...
x,t

)∣∣∣ (3.24)

MAPE =
1

n

∑
x,t

∣∣∣∣∣∣
(

log (q̂x,t)− log
(
q
SFM/LC/LC2/...
x,t

))
log (q̂x,t)

∣∣∣∣∣∣ , (3.25)

donde n es el número de observaciones fuera de de muestra, en este caso n=100x10
(100 edades por periodo, desde 0 hasta 99 años y 10 periodos fuera de muestra, desde
2007 hasta 2016). La Tabla 3.9 recoge los resultados para la ventana 1, mientras que
la Tabla 3.10 recoge los resultados para la ventana 2 (la ventana móvil). Los valores
en negrita corresponden a aquel modelo que produce el menor valor de cada medida
de predicción entre los diferentes modelos comparados, es decir, el que posee la mejor
capacidad predictiva de acuerdo con ese criterio. En rojo aparece el segundo mejor modelo
y en verde el tercer mejor modelo.

Obviamente los errores de predicción son menores cuando se utiliza la ventana 2, ya
que en este caso, se parte siempre de la última observación para realizar predicciones
un periodo adelante mientras que en el caso de la ventana 1, se realizan proyecciones
desde uno hasta diez años hacia adelante, a partir de los datos del periodo 1975-2006.
También se puede observar que las medidas de error de predicción calculadas son menores
para EEUU que para el resto de páıses, fruto del mayor tamaño poblacional que reduce
considerablemente la varianza de la tasa bruta de mortalidad q̂x,t. Conviene recordar que
el modelo SFM según los criterios AIC y BIC dentro de muestra no obtuvo los mejores
resultados en ninguna de las poblaciones (véase en las Tablas 3.6, 3.7 y 3.8). Pero tal y
como se puede observar en Tabla 3.9 y en Tabla 3.10 el SFM es el modelo que, en general,
presenta la mejor capacidad predictiva. Esto contrasta con los resultados obtenidos al
medir la calidad del ajuste dentro de muestra.

Aplicando la ventana 1, se puede observar en Tabla 3.9 y Tabla 3.10 que el modelo
propuesto en este caṕıtulo, SFM, obtiene los mejores resultados para España mujeres,
Francia hombres y EEUU hombres y mujeres en casi todas las medidas de la capacidad
predictiva utilizadas. En España hombres y Francia mujeres el modelo obtiene el segundo
mejor puesto de entre todos los modelos comparados. Estos resultados ponen de manifiesto
la buena capacidad predictiva del modelo en relación con sus competidores a pesar de su
reducid́ısimo número de parámetros en comparación con el resto de modelos. Hay que decir
que no se puede observar que un modelo en concreto produzca los mejores resultados, sino
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que en función del páıs un modelo predice mejor que otro. Pero śı que es cierto que los
modelos que producen los mejores resultados tras el SFM son el LC2, APC, PLAT y RH.

Respecto a la ventana 2, el SFM produce los mejores resultados para el caso de EEUU
sea cuál sea la medida no penalizada utilizada tanto en hombres como en mujeres. En
el resto de poblaciones analizadas salvo en el caso de Francia mujeres donde solo ocurre
para el MAPE, el SFM se posiciona entre los tres mejores puestos en cuanto a capacidad
predictiva. Los otros modelos más destacados son LC2, APC, RH y PLAT que utilizan
más de 200 parámetros para obtener unos resultados muy similares a los alcanzados por
el SFM.

En resumen, el SFM, a pesar de su reducido número de parámetros (seis) presenta una
capacidad predictiva al menos tan buena como el resto de los modelos analizados pese a
que las alternativas consideradas son modelos que utilizan más de 200 parámetros.
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añ
a

h
om

b
re

s

S
S

E
59

.4
14

8
13

6.
34

87
5
2
.7

1
4
0

5
5
.1

2
0
1

37
6.

61
42

17
29

.6
6

17
95

.5
6

13
64

.9
6

6
0.

96
88

5
6
.0

0
7
2

10
8.

32
24

M
A

E
0
.1

6
4
3

0.
23

50
0
.1

5
0
1

0
.1

7
5
1

0.
28

64
0.

69
91

0.
60

35
0.

61
11

0
.1

79
7

0
.1

79
0

0
.2

11
7

M
A

P
E

0
.0

2
8
8

0.
03

59
0
.0

2
4
9

0.
03

47
0.

05
60

0.
10

42
0.

10
91

0.
08

97
0
.0

3
0
8

0.
03

24
0.

03
31

E
sp

añ
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En este apartado también se ha calculado el AIC y el BIC utilizando los datos fuera de
muestra (2007-2016). Es cierto que la literatura tradicional estad́ıstica no recomienda
aplicar estos criterios fuera de muestra, pero debido a que el número de parámetros
utilizado por el resto de los modelos es significativamente superior al modelo SFM, se
ha decidio incluir un apendice, Apéndice D, en el que se calculan estos criterios con datos
fuera de muestra. También conviene señalar que ciertos autores como McElreath (2020)
śı que utiliza estos dos criterios penalizados fuera de muestra para testar la capacidad
predictiva de varios modelos con un número diferente de parámetros.

3.7. V@R para el riesgo de longevidad

Tal y como se indicó al inicio de este caṕıtulo, el modelo SFM se inspira en estudios
anteriores sobre la estructura temporal de los tipos de interés (Elton et al., 1990; Navarro
and Nave, 2001) y, por lo tanto, este enfoque puede ser útil para reinterpretar las soluciones
desarrolladas para resolver varios problemas financieros y de gestión de riesgos para su
aplicación al riesgo de longevidad. Ejemplos potenciales para la estimación de diferentes
medidas de riesgo son el V@R de longevidad, la diversificación del riesgo de longevidad
mediante la inversión en sectores no correlacionados con la edad clave o el diseño,
valoración y cobertura de derivados de mortalidad en la ĺınea de Milevsky and Promislow
(2001). En esta sección, con fines ilustrativos, resumiremos algunas ideas generales sobre
una estimación del V@R y CV@R de longevidad a partir del modelo de mortalidad SFM.

En primer lugar, el V@R o el valor en riesgo (value at risk), es una medida clásica para
medir el riesgo financiero de una inversión. Se define como la cantidad mı́nima de capital
que se necesita para cubrir un determinado nivel de pérdidas en un horizonte espećıfico.
El V@R responde a la pregunta de cuál es la cáıda en el valor de un activo financiero o
una cartera de activos financieros que será sobrepasada con un nivel de probabilidad p %
en un horizonte de tiempo determinado. Equivalentemente, 1−p es la probabilidad de que
un activo experimente una pérdida superior al V@R. Son las pérdidas máximas que se
pueden producir en una situación normal de mercado con una determinada probabilidad
o nivel de confianza en un horizonte temporal dado. En segundo lugar, el CV@R es una
medida que cuantifica la cantidad de riesgo de cola que tiene una cartera de inversiones. El
CV@R se obtiene al tomar una media ponderada de las pérdidas “extremas” en la cola de
la distribución de posibles rendimientos, más allá del punto de corte del V@R. El CV@R
se llama también AV@R, (Average Value at Risk), TCE (Tail Conditional Expectation),
ES(Expected Short-fall), etc.

En esta tesis, a modo de ejemplo, se va a utilizar el modelo SFM para la estimación
del V@R y del CV@R derivados del riesgo de mortalidad de un producto de seguro con
diferentes niveles de confianza. Para ello se aplicarán técnicas de simulación.

Pasamos a continuación a describir el procedimiento para el cálculo de estas medidas
de riesgo.

Se simularán 1000 sendas (i = 1, 2, . . . , 1000) para los diez valores futuros de la tasa

de mortalidad clave q
(i)
y∗,2006+h para h = 1, 2, . . . , 10. Para ello, se parte de la hipótesis

de que su comportamiento puede describirse mediante el proceso ARIMA descrito en la



3.7 V@R para el riesgo de longevidad 135

Tabla 3.3. A partir de cada una de estas sendas se simularán las sendas seguidas por el
resto de las tasas de mortalidad como sigue:

log
(
q
(i)
x,2006+h

)
= log (qx,2006)

+

10∑
h=1

[
α∗ (x) + b∗ (x) ·

[
log
(
q
(i)
y∗,2006+h

)
− log

(
q
(i)
y∗,2006

)]
+ ε

(i)
x,h

]
,

h = 1, 2, . . . , 10; i = 1, 2, . . . , 1000,

(3.26)

donde α∗ (x) y b∗ (x)) se definen como en la Subsección 3.2.2 y donde ε
(i)
x,h son las

realizaciones de variables aleatorias normales independientes entre śı (y de la edad clave)
con media cero y con deviación t́ıpica σx, que es la desviación t́ıpica de los errores de

estimación definidos como log (q̂x+j,t) − log
(
qSFMx+j,t

)
para t = 1975, 1976, . . . , 2006 (los

periodos dentro de muestra) y para j = −2,−1, 0, 1, 2. De esta forma disponemos de 32 · 5
errores a partir de los cuales estimar la desviación t́ıpica σx.

Se utiliza una ventana de cinco años en lugar de todos los errores de estimación porque
tal y como se puede ver en las Figuras 3.10- 3.15 (en la primera columna de errores, aquellos
que están en función de la edad), los errores de predicción de las tasas de mortalidad
dependen claramente del tramo de la curva de mortalidad.

Hay que señalar que en la expresión (3.26) se simulan dos cosas. El primer paso consiste
en realizar 1000 sendas del comportamiento futuro de la edad clave de acuerdo al modelo
ARIMA que mejor describe el comportamiento dentro de muestra. El siguiente paso es
estimar la senda correspondiente a cada una de las edades restantes aplicando la ecuación
(3.26), utilizando los valores de cada senda de la edad clave. La aplicación de esta ecuación

exige la inclusión de un término de error adicional ε
(i)
x,h que se genera (simula) a partir de

una normal de media cero y con desviación t́ıpica estimada a partir de los errores dentro
de muestra del modelo, σx. Esta estimación de la desviación t́ıpica del error se realiza en
bloques de cinco años ya que los errores dependen de la edad (siendo mayores cuanto más
alejados están de la edad clave).

En las figuras 3.16-3.21 se han representado los percentiles 97,5 y 99 de las mil

simulaciones de log
(
q
(i)
x,2006+h

)
para cada periodo 2006+h junto con los verdaderos valores

de log (q̂x,2006+h). Estos percentiles del log
(
q
(i)
x,2006+h

)
no necesariamente corresponden a

la misma senda de simulación, es decir, el percentil 97,5 de log
(
q
(i)
x,2006+h

)
para h = 1

no tiene por qué corresponder con la misma senda que el percentil 97,5 de log
(
q
(i)
x,2006+h

)
para h = 2.
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A partir de las mil simulaciones de las tasas de mortalidad podemos estimar las reservas
que seŕıan necesarias hoy para cubrir las contingencias previstas por un producto de seguro
determinado en caso de que las tasas de mortalidad siguieran cada una de estas sendas.
Aśı, el V@R de mortalidad con un nivel de significación α se estimará como la diferencia
entre el valor de las reservas estimadas a partir de la tabla de mortalidad utilizada y las
reservas que seŕıan necesarias para cubrir las contingencias previstas en caso de que se
produjera la senda de las tasas de mortalidad situada en el percentil α menos favorable
de las 1000 simulaciones realizadas. De igual modo, el CV@R se podŕıa estimar como la
media de las reservas necesarias para cubrir las contingencias previstas correspondientes a
aquellas simulaciones que exigieran unas reservas por encima del umbral establecido por
el V@R.
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Figura 3.16: Tasas de mortalidad correspondientes a los percentiles 97, 5 y 99 de las mil
sendas simuladas de las tasas de mortalidad para cada uno de los periodos fuera de muestra.
Se incluyen también la tasa de mortalidad real, esperada y las correspondientes al CV@R
del 97,5 % y 99 % para los hombres de España.
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Figura 3.17: Tasas de mortalidad correspondientes a los percentiles 97, 5 y 99 de las mil
sendas simuladas de las tasas de mortalidad para cada uno de los periodos fuera de muestra.
Se incluyen también la tasa de mortalidad real, esperada y las correspondientes al CV@R
del 97,5 % y 99 % para las mujeres de España.
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Figura 3.18: Tasas de mortalidad correspondientes a los percentiles 97, 5 y 99 de las mil
sendas simuladas de las tasas de mortalidad para cada uno de los periodos fuera de muestra.
Se incluyen también la tasa de mortalidad real, esperada y las correspondientes al CV@R
del 97,5 % y 99 % para los hombres de Francia.
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Figura 3.19: Tasas de mortalidad correspondientes a los percentiles 97, 5 y 99 de las mil
sendas simuladas de las tasas de mortalidad para cada uno de los periodos fuera de muestra.
Se incluyen también la tasa de mortalidad real, esperada y las correspondientes al CV@R
del 97,5 % y 99 % para las mujeres de Francia.
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Figura 3.20: Tasas de mortalidad correspondientes a los percentiles 97, 5 y 99 de las mil
sendas simuladas de las tasas de mortalidad para cada uno de los periodos fuera de muestra.
Se incluyen también la tasa de mortalidad real, esperada y las correspondientes al CV@R
del 97,5 % y 99 % para los hombres de EEUU.
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Figura 3.21: Tasas de mortalidad correspondientes a los percentiles 97, 5 y 99 de las mil
sendas simuladas de las tasas de mortalidad para cada uno de los periodos fuera de muestra.
Se incluyen también la tasa de mortalidad real, esperada y las correspondientes al CV@R
del 97,5 % y 99 % para los mujeres de EEUU.
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Por último, para ver el impacto del riesgo de longevidad en las diferentes situaciones
se calcularán los valores actuales actuariales asociados a un seguro de capital diferido de
supervivencia. En este tipo de seguros, el pago se realiza si el asegurado sigue vivo en una
fecha determinada. El pago que recibe el individuo puede ser en forma de capital (capital
diferido), o en forma de renta constante o variable y temporal o vitalicia. En este ejemplo
se supondrá que el pago se recibe en forma de capital único al vencimiento.

Este seguro consiste en que un individuo de x años de edad (edad exacta) paga una
prima única del seguro al principio de la operación y si sobrevive a la edad x + n recibe
una cantidad determinada de dinero. En términos unitarios, se expresa la prima única de
este seguro por “P” y se obtiene como:

P = V n ·n px,2007 = vn · px,2007 · px+1,2008 · . . . · px+n−1,2007+n−1, (3.27)

donde vn = 1
(1+i)n

es el factor de actualización financiero al tipo de interés anual efectivo i

y npx,t es la probabilidad de que un individuo de edad exacta x al comienzo del periodo t
(1 de Enero del año t) alcance con vida la edad x+n (Gerber, 1997; Pitacco et al., 2009).

Se va a proceder a valorar dos seguros individuales de capital diferido a 5 y 10 años
a 1 de Enero de 2007 para personas con una edad exacta de 45, 55, 65, 75 y 85 años. Se
supondrá un tipo de interés técnico anual del 4 %. El seguro consiste, tal y como se ha
mencionado anteriormente, en la percepción de 1000 en caso de supervivencia al final del
periodo (5 ó 10 años).

En la Tabla 3.11 se recogen los valores de la prima pura del seguro de supervivencia a
5 años según las tablas de mortalidad derivadas del SFM junto a las reservas que habŕıan
sido necesarias para hacer frente a las contingencias en las sendas 976 y 991 de las tasas
de mortalidad menos favorables. Es decir, una vez se han simulado las 1000 sendas de la
tasa de mortalidad desde 2007 hasta 2016 “para cada edad”, se calcula cuales habŕıan sido
las reservas necesarias para hacer frente a las contingencias derivadas de cada senda, es
decir, de la mortalidad correspondiente a cada una de las 1000 simulaciones. Para calcular
el V@R del producto financiero se escogen las reservas necesarias para hacer frente a
las contingencias correspondientes a las sendas 976 y 991 más desfavorables y la prima
pura calculada a partir del valor esperado de las tasas de mortalidad según el SFM. Para
calcular el CV@R del seguro se calcula la media de las reservas que habŕıan sido necesarias
para cubrir las contingencias previstas en caso de producirse las 24 y 9 simulaciones más
desfavorables. También se incluyen las reservas que habŕıan sido necesarias para hacer
frente a las indemnizaciones que se habŕıan derivado de las tasas de mortalidad reales. La
Tabla 3.12 es similar pero para un seguro de supervivencia a 10 años

En las Tablas 3.13 y 3.14 aparecen recogidos los valores del V@R al 97, 5 % y del V@R
al 99 % que se obtienen como la diferencia entre las reservas necesarias para hacer frente,
respectivamente, a las sendas de mortalidad situadas en las simulaciones en los puestos
976 y 991 menos favorables y las reservas calculadas con el modelo SFM.



144 Caṕıtulo 3. Modelo de mortalidad para estimar el riesgo de Longevidad

En el caso del seguro a cinco años un primer resultado obvio es que las primas puras
calculadas con el SFM (columna b) disminuyen con la edad y son mayores para las mujeres
que para los hombres. Más interesante resulta observar las diferencias entre las primas
puras y las reservas que habŕıa sido necesarias para cubrir las contingencias a partir del
comportamiento real de las tasas de mortalidad durante el periodo 2007-2011 (columna
a). En general, el valor de la prima pura es bastante cercano a la cantidad necesaria para
cubrir las contingencias previstas excepto en el caso de España hombres en el que las tasas
de mortalidad han sido claramente inferiores a las previstas por el SFM tal y como puede
observarse en las figuras 3.16-3.21. En este caso, la desviación es tan grande que incluso
las pérdidas habŕıan superado al V@R al 97, 5 % para las edades entre 65 y 85 años e
incluso al V@R al 99 % en el caso del seguro de un individuo de 75 años. Pero en el resto
de los casos el modelo ha permitido calcular correctamente el riesgo de mortalidad para un
horizonte temporal de cinco años un resultado que podŕıamos clasificar como altamente
satisfactorio. Los resultados son excelentes en el caso de las tres poblaciones femeninas
analizadas.

También se ha decidido incorporar un histograma en las Figuras 3.22-3.33 con las
reservas necesarias para hacer frente a las contingencias con cada una de las mil sendas
para cada población estudiada. En este caso se ha decidido incluir solo las primas de cada
una de las 1000 simulaciones para una persona que solicita un seguro de supervivencia con
55 o 75 años si sobrevive 5 años (a) y si sobrevive 10 años (b).
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añ
os

en
d

if
er

en
te

s
es

ce
n

ar
io

s
co

n
si

d
er

ad
os

.
(a

)
ta

sa
s

d
e

m
or

ta
li

d
ad

re
a
le

s
20

07
-2

0
16

;
(b

)
va

lo
r

es
p

er
a
d

o
d

e
la

s
ta

sa
s

d
e

m
or

ta
li

d
a
d

se
gú
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Figura 3.22: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para un hombre de España de 55
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.

Figura 3.23: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para un hombre de España de 75
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.
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Figura 3.24: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para una mujer de España de 55
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.

Figura 3.25: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para una mujer de España de 75
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.
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Figura 3.26: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para un hombre de Francia de 55
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.

Figura 3.27: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para un hombre de Francia de 75
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.
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Figura 3.28: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para una mujer de Francia de 55
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.

Figura 3.29: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para una mujer de Francia de 75
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.
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Figura 3.30: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para un hombre de EEUU de 55
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.

Figura 3.31: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para un hombre de EEUU de 75
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.
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Figura 3.32: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para una mujer de EEUU de 55
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.

Figura 3.33: Distribución de las reservas necesarias al inicio de la operación para hacer
frente a las contingencias de un seguro de supervivencia para una mujer de EEUU de 75
años de edad para las 1000 sendas simuladas de las tasas de mortalidad.
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añ
a

h
om

b
re

s
E

sp
a
ñ
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3.8. Conclusiones finales

En este caṕıtulo se ha propuesto un modelo de mortalidad que está centrado en estudiar
la dinámica de la curva de mortalidad a partir de las variaciones que se producen en la tasa
de mortalidad de una edad clave. El modelo es muy similar al propuesto en el Caṕıtulo 2
con la principal diferencia de que el proceso y las hipótesis de partida para la estimación
de los parámetros son diferentes. En este caṕıtulo se ha optado por calibrar el modelo
aplicando el criterio de máxima verosimilitud y suponiendo que la variable aleatoria que
representa el número de fallecimientos, ϑx,t sigue una distribución binomial. Esta hipótesis
es muy utilizada en la literatura a la hora de calibrar diferentes modelos de mortalidad
como demuestran los trabajos de Brouhns et al. (2002b); Renshaw and Haberman (2006);
Cosette et al. (2007); Cairns et al. (2009) y Villegas et al. (2018).

Además, a diferencia de la metodoloǵıa propuesta por Elton et al. (1990), en este
caṕıtulo se ha procedido a estimar los parámetros del modelo junto con la edad clave de
manera conjunta, en una sola etapa. Otra de las principales ventajas que presenta esta
aproximación con respecto a la presentada en el Caṕıtulo 2 es que el número de parámetros
se reduce de forma considerable a solo seis. Esto contrasta con otros modelos que necesitan
más de 100 parámetros para conseguir un ajuste con un poder predictivo inferior o similar
al alcanzado por el modelo SFM.

Por otra parte, esta metodoloǵıa proporciona resultados mucho más robustos que la
propuesta por Elton et al. (1990), sobre todo en lo relativo a la edad clave que en las seis
poblaciones analizadas se sitúa en el intervalo entre 84 y 89 años. Este resultado está en
consonancia con el hecho de que durante el periodo muestral, 1975-2006, las principales
variaciones de las tasas de mortalidad (en los páıses desarrollados) están concentradas en
el lado derecho de la curva, es decir, en las edades avanzadas. Tal y como demuestran los
estudios de Glei and Horiuchi (2007); Rau et al. (2008); Christensen et al. (2009) y Vékás
(2019) las principales mejoras de las tasas de mortalidad en este siglo están concentradas
en el tramo 60-85 años. Este hecho unido al estancamiento de las tasas de mortalidad
correspondientes al tramo final de la curva ha provocado un cambio muy relevante en la
forma de la curva de mortalidad con un incremento notable de la pendiente de la misma, a
partir de los 80-85 años. Este fenómeno es el que parece determinar la edad clave: aquella
parte de la curva en la que se están produciendo cambios diferentes de los que se podŕıan
interpretar como la tendencia más o menos constante en el decrecimiento de las tasas de
mortalidad. En este mismo sentido, la edad que según el modelo, podŕıa considerarse como
candidata alternativa a la finalmente obtenida se sitúa alrededor de los 30 años. Este tramo
de edades también ha experimentado durante el periodo muestral vaivenes diferentes de la
reducción paulatina de las tasas de mortalidad como consecuencia del impacto del SIDA
(sobre todo en las poblaciones masculinas) o del consumo de estupefacientes.

Para validar el modelo se ha procedido, en primer lugar, a comparar la bondad del
ajuste dentro de muestra, utilizando tanto medidas penalizadas como no penalizadas. Es
cierto que el SFM no es el modelo que produce las mejores calibraciones dentro de muestra,
pero conviene recordar que solo utiliza 6 parámetros lo que contrasta con otros modelos
alternativos considerados en este estudio, algunos de los cuáles llegan a utilizar más de 200
parámetros. En general, el modelo SFM obtiene estimaciones de las tasas de mortalidad
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realmente buenas, considerando el reducido número de parámetros que utiliza. Incluso
el modelo obtiene las menores medidas de la calidad del ajuste no penalizadas en varios
páıses, independientemente de la ventana muestral considerada.

Donde realmente destaca el SFM es en su capacidad predictiva. A pesar de su
parsimonia, el SFM proporciona casi siempre los mejores resultados (utilizando para ello
diferentes medidas de la capacidad predictiva). En cualquier caso, el SFM se posiciona
siempre entre los tres mejores modelos de entre todas las alternativas consideradas,
obteniendo siempre unos resultados muy cercanos al óptimo. Este resultado es robusto con
independencia de la población analizada y de la medida del poder predictivo utilizada.

Por último, se realiza una aplicación del modelo para la medición del riesgo de
longevidad. En particular, utilizando técnicas de simulación se procede a calcular el V@R
y el CV@R con horizontes de planificación a largo plazo (5 y 10 años) de un seguro de
capital diferido. Los resultados son claramente satisfactorios poniendo de manifiesto la
capacidad del modelo de cara a su utilización para la medición a largo plazo del riesgo de
longevidad.



Caṕıtulo 4

Aplicación de los métodos de
remuestreo como herramienta para
comparar la capacidad predictiva
de los modelos de mortalidad

4.1. Introducción

La precisión de la predicción de las probabilidad de muerte de cada edad, qx,t, es un
objetivo fundamental para la industria aseguradora, ya que afecta dramáticamente en
la correcta valoración de sus diferentes productos. Hay varios modelos en la literatura
actuarial que han tratado de estimar la mortalidad futura, como hemos podido observar
en la Sección 1.6. Todos estos modelos de mortalidad se engloban en el marco de referencia
edad-periodo-cohorte, que abarca la gran mayoŕıa de los modelos de mortalidad propuestos
hasta la fecha, y va desde el modelo de Lee and Carter (1992) hasta nuestras propuestas
de modelos de mortalidad desarrolladas en el capitulo 2 y 3 de esta tesis.

Sin embargo, ante la gran cantidad de modelos propuestos en la literatura no existe un
criterio único que permita evaluar la capacidad predictiva de los modelos de mortalidad.
La Tabla 4.1 resume las principales medidas de bondad de ajuste, tanto dentro como fuera
de muestra, que se han utilizado en la literatura durante los últimos años para comparar
los modelos de mortalidad; junto a ellos aparecen los modelos que han sido objeto de
comparación en estos documentos y cuál de ellos fue escogido finalmente. En la Tabla 4.1
se muestra claramente que desde 2005 se han aplicado diferentes medidas de bondad de
ajuste (penalizadas y no penalizadas) para comparar los modelos de mortalidad, por lo
que es dif́ıcil seleccionar una medida de bondad de ajuste concreta para seleccionar entre
los distintos modelos.
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Para superar el problema de comparar la capacidad predictiva de diferentes modelos de
mortalidad se pueden emplear herramientas de otras disciplinas. Por eso, se ha recurrido
a utilizar el machine learning (aprendizaje automático o de maquinas), que proporciona
técnicas para evaluar predicciones y además es un procedimiento que puede ser utilizado
para la estimación de parámetros de un conjunto de modelos. El machine learning es
definido como una disciplina cient́ıfica del ámbito de la inteligencia artificial que se basa
en que los sistemas pueden aprender de los datos, identificando patrones y tomando
decisiones con una mı́nima intervención del ser humano. Dentro del machine learning
los métodos de remuestreo (Resampling Methods) (James et al., 2013b) constituyen una
herramienta esencial para comparar la capacidad predictiva de diferentes modelos y
también son procedimientos que pueden ser utilizados para una estimación más precisa de
los parámetros.

Conviene señalar que dos de los métodos de remuestreo más utilizados son la validación
cruzada (“cross-validation”) y el bootstrapping. A lo largo de este caṕıtulo se propone
utilizar solamente los diferentes métodos de validación cruzada (Stone, 1974; Arlot et al.,
2010), que no se han utilizado hasta ahora para comparar la capacidad predictiva de los
modelos de mortalidad. Estos métodos se han utilizado ampliamente en otros campos para
evaluar la capacidad de generalización de algoritmos en la clasificación y en la regresión
(Hastie et al., 2009; Bergmeir et al., 2018). En cambio, el bootstrapping (Efron, 1979;
Efron and Tibshirani, 1993) es uno de los métodos de remuestreo más populares que se
aplican en el campo actuarial y se ha utilizado fundamentalmente para construir intervalos
de confianza de las probabilidades de mortalidad (Brouhns et al., 2005; Koissi et al.,
2006; Debón et al., 2008b; Liu and Braun, 2010; D’Amato et al., 2012; Debón et al.,
2012). También conviene la pena señalar que existen otros enfoques del procedimiento
bootstrap no destinados a la construcción de intervalos de confianza. Como por ejemplo
Li (2010) quien utiliza métodos de remuestreo para la valoración de activos vinculados
a la mortalidad y Morillas–Jurado and Sampere (2019) quienes aplican técnicas de
remuestreo bootstrap para medir la variabilidad de las estimación de las probabilidades
de fallecimiento.

El principal objetivo de este caṕıtulo es demostrar que los métodos de validación
cruzada se pueden utilizar para evaluar la capacidad predictiva de los diferentes modelos
de mortalidad. Adicionalmente debe señalarse que las técnicas de remuestreo no han
sido empleadas hasta la fecha a datos de series temporales en forma de panel por lo
que representa una novedad la utilización de estas técnicas para comparar la capacidad
predictiva de modelos de mortalidad alternativos. Hay que destacar que no se van aplicar
los métodos de remuestreo tradicionales sino que se va a realizar una adaptación de los
mismos. En este caso, cada observación corresponde a las tasas de mortalidad de un periodo
concreto, pero conviene recordar que cada periodo está compuesto por un conjunto de
edades y no un solo dato.

Por último, se utilizan los gráficos de radar para resumir e ilustrar los resultados. Estos
gráficos de radar constituyen, sin duda, un método útil de visualización gráfica para datos
multivariados, permitiendo su jerarquización.

El resto del caṕıtulo se organiza de la siguiente manera. En la Sección 4.2, se describen
los cuatro métodos de remuestreo que serán aplicados para evaluar la capacidad predictiva
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de los modelos de mortalidad. En la Sección 4.3, se realiza una breve descripción de los
datos utilizados para este caṕıtulo. En la Sección 4.4 se presenta un breve resumen de
las diferente medidas utilizadas para comparar la capacidad predictiva de los diferentes
modelos de mortalidad y los modelos que se utilizarán para aplicar los métodos de
remuestreo. En la Sección 4.5 se presenta la aplicación de los cuatro métodos de remuestreo
al conjunto de datos para evaluar la capacidad predictiva de una serie de modelos de
mortalidad. Finalmente, en Sección 4.6 se establecen las principales conclusiones que se
extraen de las secciones previas.
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Tabla 4.1: Resumen de las medidas de bondad de ajuste
empleadas en la literatura.

Refencia

Medida de
Modelo de Modelobondad

de ajuste mortalidad seleccionado

Debón et al. (2005) R2 GM (0, 11) Logit-GM (0, 11)
MAPE Logit-GM (0, 11)

H-P-2ley

Booth et al. (2006) MAE LC/LM BMS
ME BMS/ HU

LC-smooth

Delwarde et al. (2007) AIC LC-Bi.Neg. LC-Bi.Neg.
BIC LC-Poisson

Debón et al. (2008a) MAPE LC1-Logit/LC2-Logit MP
MSE MP

Debón et al. (2008b) MAPE LC-SVD/LC-GLM LC2
MSE LC-ML/LC2-SVD

LC2-GLM/LC2-ML

Cairns et al. (2009) BIC LC/LC2-Cohort LC2-Cohort
APC/M5 M8

Currie et al. (2004)
M6/ M7/M8

Chen et al. (2009) SSE M5-Logit M5-Logit
M5-Log/M5-Probit

Plat (2009) BIC Plat (2009) Plat (2009)
LC/M7/M5
LC2-Cohort

Currie et al. (2004) model

Debón et al. (2010) Deviance LC/LC-res LC-APC
MSE LC2/LC2-res

MAPE LC-APC/LC-APC-res
MP/MP-res

MP-APC/MP-APC-res

Yang et al. (2010) MAPE LC1/APC1 Yang et al. (2010)
BIC APC2/CBD

Yang et al. (2010)

Haberman and Renshaw (2011) AIC LC/H1 M7/M8/H1

BIC M/ LC2
HQC M5/ M6

M7/M8
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Refencia

Medida de
Modelo de Modelobondad

de ajuste mortalidad seleccionado

Mitchell et al. (2013) RSSE Mitchell et al. (2013) RH
UVx LC1/RH Mitchell et al. (2013)
BIC H1/M3

Plat (2009)

Wang et al. (2013) AIC RH RH NIG
BIC RH var gamma

MAPE RH NIG
RH con saltos

Cadena (2015) MSE LC1/CBD Cadena (2015)
MAPE Cadena (2015)

Danesi et al. (2015) MAPE P-Double-LC2 P-Common-LC2
AIC M-Double-LC2
BIC P-Common-LC2

MAPE M-Common-LC1
P-One-LC
M-One-LC

P-Simple-LC
M-Simple-LC
P-Division-LC
M-Division-LC

Lin et al. (2015) MAPE Modelo WN GARCH
LC/ARCH
GARCH

Yang et al. (2016) BIC PCFC PCFC
MAPE PCFM

Doukhan et al. (2017) RMSE AR-ARCH AR-ARCH
LC/CBD LC

Neves et al. (2017) AIC GAS Poi./GAS Bi. GAS Bi. Neg.
MAPE GAS Bi. Neg.

GAS Gaussian/GAS Beta

Tsai and Lin (2017) MAPE modelo Bühlman modelo Bühlman
LC/CBD

Śliwka and Socha (2018) MSE Gaussian LSF Gaussian LSF
no Gaussian LSF no Gaussian LSF

LC
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GM = Compertz-Makeham Function (Forfar et al., 1988).

H-P-2ley =modelo de Helligman y Pollard 2 ley (Heligman and Pollard, 1980).

LM = modelo de Lee y Miller (Lee and Miller, 2001)

BMS = modelo de Booth, Maindonald y Smith (Booth et al., 2002).

HU = modelo de Hyndman and Ullah (Hyndman and Ullah, 2007).

LC-smooth = modelo de Lee-Carter suavizado (De Jong and Tickle, 2006).

MP = modelo de Median-Polish (Cresssie, 1993)

-res = modelos que incluyen los residuos (Debón et al., 2010).

M = log (qx,t) = αx + β
(1)
x · kt + β(2) · γt−x (Renshaw and Haberman, 2006).

H1 = log (qx,t) = αx + β
(1)
x · kt + γt−x (Renshaw and Haberman, 2006).

RH NIG = modelo de Renshaw y Haberman utilizando una distribución Normal
Inversa Gaussiana (Renshaw and Haberman, 2006).

Modelo WN = modelos AR-Ruido Blanco.

PCFC = Modelo de factor común de cohorte de Poisson (Yang et al., 2016).

PCFM = Modelo de factor común de Poisson (Yang et al., 2016).

GAS = Modelos Generalized Autoregressive Score (Neves et al., 2017).

LSF = modelo Gaussiano con filtros escalares lineales (Gaussian linear scalar filters)
(Milevsky and Promislow, 2001).

MSE = Error cuadrático medio.

RMSE = Ráız del error cuadrático medio.
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4.2. Métodos de remuestro para evaluar la capacidad
predictiva de los modelos

En está sección, se van a describir una clase de métodos conocidos como métodos
de remuestreo (Resampling methods) generalmente empleados para evaluar la capacidad
predictiva de diferentes modelos. Los métodos de remuestreo son una metodoloǵıa
innovadora que parte de una muestra de datos original a partir de la cual se generan
de forma repetida nuevas muestras utilizando para ello los errores de estimación de la base
de datos original (Yu, 2002). De ah́ı la denominación a este tipo de métodos como métodos
de remuestreo. Este tipo de metodoloǵıa obtiene información adicional al remuestrear, que
no se obtendŕıa si el modelo se calibrara una única vez James et al. (2013a).

En particular en esta tesis, se van aplicar cuatro métodos de aprendizaje estad́ıstico que
se incluyen en la categoŕıa de métodos de remuestreo. Estos métodos consisten en dividir
aleatoriamente la muestra en dos subconjuntos, conjunto de entrenamiento y conjunto
de validación. El primer subconjunto se utiliza para ajustar el modelo y el segundo para
evaluar su capacidad predictiva utilizando una medida de bondad de ajuste. En esta tesis
se ha decidido aplicar los siguientes tipos de métodos de remuestreo:

1. Hold-out,

2. Repeated hold-out,

3. Leave-one-out-cross-validation, y

4. K-fold-cross validation.

4.2.1. Hold-out o fuera de muestra

El primer método que se va a describir es el hold-out o método-H. Este método consiste
en dividir la muestra aleatoriamente una única vez en dos subconjuntos de datos, un
conjunto de datos utilizado para calibrar el modelo y el segundo conjunto para contrastar
su capacidad predictiva (Lachenbruch and Mickey, 1968). La división de la muestra no
tiene por qué seguir un orden concreto sino que el conjunto que forma cada parte está
distribuido de manera aleatoria, como se puede observar en la Figura 4.1. Por lo general,
el conjunto de entrenamiento contiene el 75 % de los datos, mientras que el conjunto de
validación contiene el 25 % restante, aunque se pueden encontrar ejemplos con diferentes
divisiones como 80 %-20 % o 2

3 −
1
3 (Kohavi et al., 1995; James et al., 2013b; Torgo, 2016).

Cabe destacar que si el conjunto de datos es demasiado pequeño, entonces el conjunto de
entrenamiento puede no ser suficientemente grande para calibrar el modelo, por lo que
es preferible aplicar este método cuando el conjunto de datos es grande (más de 1000
observaciones).
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Figura 4.1: Resumen gráfico de los métodos de remuestreo empleados para el caso de datos
que no sean series temporales. Los conjuntos de entrenamiento y validación se muestran
en gris y blanco respectivamente.
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Para esta tesis se ha adaptado el método hold-out para que sea aplicable a series
temporales. Por ello, siguiendo el art́ıculo de Bergmeir and Beńıtez (2012) quienes aplican
por primera vez el método hold-out a series temporales de datos, la muestra debe ser
divida de forma cronológica, como se puede ver en la Figura 4.2. Por lo tanto, cuando
dividimos la muestra en dos subconjuntos, el primer conjunto de datos, desde un punto
de vista cronológico constituye el conjunto de entrenamiento, y todas las observaciones
restantes, correspondientes a eventos que ocurrieron justo después del primer conjunto de
observaciones, forman el conjunto de validación que se utilizará para evaluar la capacidad
predictiva del modelo. Conviene recordar que cada observación será tratada como un
periodo concreto y que cada periodo a su vez está compuesto por un conjunto de edades.

Este método se conoce también como método de contrastación fuera de muestra
(out-of-sample) (Tashman, 2000) ya que el modelo se calibra en el conjunto de
entrenamiento y es en el bloque final de la serie, el conjunto de validación, donde se
evalúa la capacidad predictiva del modelo. Tashman (2000) justifica esta división de la
muestra, “en el entorno de predicción del mundo real, en el que nos encontramos en el
presente y predecimos el futuro”. La capacidad predictiva del modelo es medida solo una
vez, y la bondad del ajuste se evalúa utilizando el conjunto de validación.

El método hold-out se ha utilizado para evaluar la capacidad predictiva de los modelos
de mortalidad por Dı́az et al. (2018) para seleccionar el modelo que mejor describe y
predice las tasas de mortalidad en Colombia. Otros autores como Debón et al. (2010);
Ahcan et al. (2014); Cadena (2015); Danesi et al. (2015); Lin et al. (2015); Neves et al.
(2017); Atance et al. (2020) han empleado está técnica pero no se refieren a ella como
hold-out.

4.2.2. Repeated hold-out

Una variación del método hold-out se conoce como repeated hold-out o hold-out
repetido (Forsythe and Hartigan, 1970) y se basa en repetir el procedimiento hold-out
varias veces, como se puede ver en la Figura 4.1. Esta técnica permite calibrar la capacidad
predictiva del modelo b veces, donde b es el número de veces que la muestra se subdivide
aleatoriamente en conjunto de entrenamiento y conjunto de validación. La medida que
permite evaluar la capacidad predictiva del modelo es el promedio de cada una de las b
medidas de bondad de ajuste correspondiente a cada una de las muestras, es decir:

Repeated hold-outb =
1

b

b∑
j=1

Medida de bondad de ajustej . (4.1)

Cabe señalar que este procedimiento solo es adecuado cuando se trata de bases de datos
lo suficientemente grandes, es decir, más de 1000 observaciones (Torgo, 2016).

A diferencia del hold-out y del resto de métodos de remuestreo que se estudiarán en
esta tesis, cuando se ajuste el modelo no solo se utiliza la información previa al conjunto
de validación sino que se emplea toda la información que no forma parte del conjunto de
validación para entrenar el modelo, como se puede observar en la Figura 4.1y la Figura 4.2.
En esta tesis, se va aplicar el repeated hold-out estándar, sin las modificaciones que sugiere



166 Caṕıtulo 4. Aplicación de los métodos de remuestreo como herramienta para
comparar la capacidad predictiva de los modelos de mortalidad

Bergmeir et al. (2018), el primer documento que nos consta que justifica el uso del repeated
hold-out para datos de series temporales. Hay que señalar que este método no se está
utilizando para medir la capacidad predictiva sino para analizar la calidad del ajuste, es
decir, este procedimiento se encarga de interpolar los datos faltantes de una serie temporal.
Se ha decidido emplear este método, repeated hold-out, para ver si produce resultados
similares al resto de técnicas de remuestreo.

Cabe la pena mencionar que en este procedimiento hay un conjunto de periodos que
forman el conjunto de validación que se sitúan a lo largo de toda la muestra y que se
intercalan con el conjunto de entrenamiento. Para la obtención de las tasas de mortalidad
de esos periodos (fuera de muestra), que corresponden al conjunto de validación, se procede
aplicando cada uno de los modelos de mortalidad. Esto conlleva a realizar una interpolación

de la serie temporal (k
(i)
t , γt−x y/o log (q̂y∗,t)) obtenida en el conjunto de entrenamiento

que permite predecir el valor de las tasas de mortalidad futuras (en este caso intermedias
que será explicado en profundidad en la Subsección 4.5.2). No obstante se podŕıa haber
optado por el promedio de las tasas de mortalidad entre t y t − 2 pero se ha optado por
aplicar a los diferentes modelos de mortalidad este método de remuestreo porque es más
coherente para medir qué modelo de mortalidad tiene la mejor capacidad predictiva.

Es importante mencionar que los conjuntos de validación en el procedimiento repeated
hold-out pueden compartir observaciones, y esto no es posible en el resto de métodos de
validación cruzada (CV, cross validation). Hasta donde sabemos, este método no se ha
aplicado para evaluar los modelos de mortalidad.



4.2 Métodos de remuestro para evaluar la capacidad predictiva de los modelos 167

Figura 4.2: Resumen gráfico de los métodos de remuestreo empleados para el caso de datos
de series temporales. Los conjuntos de entrenamiento, validación y omitido se muestran
en gris, blanco y negro, respectivamente.
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4.2.3. Leave-one-out-cross-validation

En el tercer método de remuestreo, la muestra nuevamente se divide en dos
subconjuntos. Sin embargo, en lugar de generar dos subconjuntos de tamaño similar,
solo se utiliza una observación como conjunto de validación, y las observaciones restantes
se usan como conjunto de entrenamiento, como se puede observar en la Figura 4.1.
Este método se conoce como “método de validación cruzada dejando uno fuera” o
leave-one-out-cross-validation (LOOCV)1. Hay que destacar que en esta tesis se ha
realizado una adaptación del LOOCV, ya que el conjunto de validación se compone de un
único periodo pero cada uno de los cuáles incluye datos de las “r” edades analizadas.

El proceso de dividir la muestra en dos subconjuntos, se repite n veces, donde n es el
número de periodos en toda la muestra y produce una medida de bondad de ajuste para
cada uno de las repeticiones/periodos. La precisión de las predicciones es calculada como
un promedio de la medida de bondad de ajuste utilizada, es decir:

Leave-one-out CVn =
1

n

n∑
i=1

Medida de bondad de ajustei. (4.2)

Este procedimiento, el LOOCV, posee algunas ventajas sobre otros métodos. Primero,
este procedimiento reduce el sesgo de la muestra, ya que el conjunto de entrenamiento
contiene n − 1 observaciones/periodos, que es casi el mismo tamaño que la muestra
completa. Por el contrario, otros métodos de remuestreo, como por ejemplo el hold-out
utilizan solo el 80 % o el 66 % de los datos de la muestra como conjunto de
entrenamiento. En segundo lugar, no hay aleatoriedad cuando se seleccionan los conjuntos
de entrenamiento y validación, ya que todos los datos de la muestra se utilizan para ambos
fines (ajustar y testar la capacidad predictiva del modelo). Para más detalles acerca de
este procedimiento, ver James et al. (2013b) y Torgo (2016).

Cuando se aplica este método a datos de series temporales, el conjunto de
entrenamiento debe estar compuesto exclusivamente por las observaciones anteriores al
dato a predecir, como puede verse en la Figura 4.2. Aśı que el conjunto de entrenamiento
consiste en una ventana con un origen fijo, y en cada iteración, se agrega cronológicamente
un nuevo dato a la ventana. Este procedimiento también es descrito como “evaluation on
a rolling forecasting origin one-step ahead” (Hyndman and Athanasopoulos, 2018). Li y
O’Hare, comparan el rendimiento predictivo de los modelos de mortalidad paramétricos y
no paramétricos aplicando LOOCV (Li and O’Hare, 2019).

4.2.4. K-fold cross validation

Una alternativa al LOOCV es el k-fold cross-validaton (K-Fold CV) (Burman,
1989). Cuando se aplica este método, primero se divide la muestra aleatoriamente en k
subconjuntos de datos con aproximadamente el mismo tamaño. Luego, se elige uno de esos
k subconjuntos que se utilizará como conjunto de validación y el resto de los k−1 conjuntos
de datos como conjunto de entrenamiento. Este proceso se repite k veces utilizando en cada

1Para más información leer Burman (1989) y Shao (1993).
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ocasión un subconjunto diferente como conjunto de validación y los datos restantes como
conjunto de entrenamiento. Como resultado, se obtienen k diferentes medidas de la calidad
del ajuste para cada una de las submuestras. Como antes, la precisión del k-fold CV es el
promedio de las k medidas de bondad de ajuste obtenidas en cada iteración, es decir:

K-fold CVk =
1

k

k∑
h=1

Medida de bondad de ajusteh. (4.3)

En la práctica, el número de subconjuntos o pliegues, k, suele ser 5 o 10. La principal
ventaja del k-fold CV sobre el LOOCV es su eficiencia computacional, ya que solo
requiere 5 o 10 repeticiones del procedimiento. Se pueden encontrar otras ventajas en
Breiman et al. (1993) y Kohavi et al. (1995). En la Figura 4.1 se puede observar el
caso cuando k = 4, es decir, el caso de 4-fold CV, donde la muestra se ha dividido en
cuatro subconjuntos. En cada iteración, las tres cuartas partes de la muestra se usan
como conjunto de entrenamiento, y el subconjunto restante se utiliza como conjunto de
validación. De acuerdo con Torgo (2016), este método es más apropiado para conjuntos
de datos de tamaño medio, entre 100 y 1000 observaciones.

Sin embargo, cuando la muestra es una serie temporal como es el caso de esta tesis,
el método de remuestreo k-fold CV no se puede aplicar directamente. En este caso, la
muestra no se puede dividir aleatoriamente ya que cada k subconjunto debe contener
solo observaciones consecutivas y solo se puede utilizar información previa/pasada para
predecir las observaciones futuras como se muestra en la Figura 4.2. Por lo tanto, cuando
se aplica esta metodoloǵıa para testar la capacidad predictiva de un modelo de mortalidad,
en la primera iteración solo se utiliza el primer subconjunto (ordenado cronológicamente)
para predecir los datos del siguiente subconjunto, que forma el conjunto de validación. En
la siguiente iteración, los dos primeros bloques se usan como conjunto de entrenamiento,
y el siguiente bloque (en orden cronológico) se usa como conjunto de validación y aśı
sucesivamente. Este tipo de metodoloǵıa de validación cruzada se conoce como “blocked
cross validation” (Bergmeir and Beńıtez, 2012). No nos consta que el procedimiento k-fold
CV haya sido utilizado antes para analizar la capacidad predictiva de los modelos de
mortalidad.

4.3. Descripción de los datos utilizados

Al igual que en los caṕıtulos 2 y 3, se va a emplear el mismo conjunto de datos, es
decir, las tasas de mortalidad de España, Francia y EEUU, tanto para hombres como para
mujeres. Los datos cubrirán el periodo 1975-2016 y las edades comprendidas entre 0 y 99
años.

Para cada método de remuestreo la muestra se dividirá en diferentes conjuntos que se
van a explicar junto con el desarrollo de cada método, con el objetivo de ser capaces de
seleccionar aquel modelo que tiene mejor capacidad predictiva.
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4.4. Cómo escoger el modelo de mortalidad óptimo

Para medir la capacidad predictiva de un modelo de mortalidad, se han utilizado
diferentes medidas en la literatura, como se ha podido observar en la Tabla 4.1. Estas
medidas se pueden agrupar en dos tipos: medidas no penalizadas y medidas penalizadas.
Primero, las llamadas medidas no penalizadas intentan encontrar aquel modelo que
minimice el error de estimación o el error de predicción, independientemente del número de
parámetros del modelo. Por lo general, un modelo con una gran cantidad de parámetros
tiende a producir un error de estimación dentro de muestra más pequeño aunque no
implique necesariamente que los errores fuera de muestra sean también más pequeños.
Por lo tanto, las medidas no penalizadas tienden a seleccionar aquellos modelos con un
mayor número de parámetros. Por eso, este tipo de medidas son menos adecuadas para
seleccionar entre un conjunto de modelos con diferente número de parámetros.

Por el contrario, las medidas penalizadas tienen en cuenta el número de parámetros
del modelo, ya que utilizan una función para penalizar la sobreparametrización. Conviene
recordar que estas medidas penalizadas se aplican dentro de muestra para medir la bondad
del ajuste de cada modelo pero “pueden” y de hecho se utilizan para ayudar a seleccionar
el modelo que posee la mejor capacidad predictiva.

Para esta tesis se van a emplear las principales medidas penalizadas y no penalizadas,
que han sido explicadas a lo largo de la tesis en la Subsección 2.6.5 y Subsubsección 3.6.2.2,
para medir la capacidad predictiva de los modelos de mortalidad aplicando los métodos
de remuestreo. Recuérdese que todas estas medidas por lo tanto van a ser aplicadas fuera
de muestra.

En concreto se utilizarán las siguiente medidas no penalizadas:

SSE =
∑
x

∑
t

(
q̂x,t − q̂SFM/LC/...

x,t

)2
, (4.4)

MAE =
1

nd

∑
x

∑
t

∣∣∣q̂x,t − q̂SFM/LC/...
x,t

∣∣∣ , (4.5)

MAPE =
1

nd

∑
x

∑
t

∣∣∣∣∣∣
(
q̂x,t − q̂SFM/LC/...

x,t

)
q̇x,t

∣∣∣∣∣∣ , (4.6)

y,

R2 = 1−

∑
x

∑
t

(
q̂x,t − q̂SFM/LC/...

x,t

)2
∑

x

∑
t

(
q̂x,t − q̂

SFM/LC/...
x,t

)2 . (4.7)

Estas medidas han sido descritas en anteriores caṕıtulos a excepción del R2. Como es bien
sabido, el R2 es una medida de bondad del ajuste que está acotado entre cero y uno. A
la hora de comparar entre modelos se escogerá aquel que presente un R2 mas cercano a
1. Todas estas medidas no penalizadas se aplicarán para medir la capacidad predictiva de
los modelos y por tanto serán aplicadas a los conjuntos de validación.
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Respecto a las medidas penalizadas se ha decidido utilizar el Criterio de información
Akaike (AIC) (Akaike, 1974) y el criterio de información Bayesiano (BIC) (Schwarz, 1978).
Ambos criterios penalizan la complejidad de los modelos de tal forma que el uso de un
modelo con más parámetros debe producir un incremento significativo de la función de

verosimilitud
(
l̂
)

para reducir el AIC o BIC:

AIC = −2 log
(
l̂
)

+ 2np, (4.8)

y

BIC = np · log (nd)− 2 log
(
l̂
)
. (4.9)

En todas estas medidas nd es el número de observaciones en el conjunto de validación y
np es el número de parámetros utilizados por cada modelo. Estos dos criterios se aplican
fuera de muestra para tener en cuenta el diferente número de parámetros utilizado por
cada modelo a la hora de realizar predicciones de las tasas de muerte, como recomienda
McElreath (2020) entre otros. Pero conviene señalar que estas medidas, en rigor, solo
debeŕıan aplicarse dentro de muestra por lo que los resultados, en este caso deben ser
tomados con las debidas cautelas.

4.4.1. Modelos utilizados

Con el fin de determinar un criterio para seleccionar aquel modelo con mayor capacidad
predictiva se va proceder a aplicar los métodos de remuestreo. Los modelos que serán
empleados en esta comparación aparecen recogidos en la Tabla 4.2, junto con la fórmula
empleada, el número de parámetros2 y el autor de cada modelo.

Se ha decidido utilizar también el modelo SFM desarrollado en el caṕıtulo 3 porque
consta de tan solo 6 parámetros y por sus similitudes en el proceso de cálculo con el resto
de modelos escogidos. El SFM trata de explicar el comportamiento de la dinámica de la
mortalidad mediante una única tasa de mortalidad clave. Hay que recordar que el modelo
estima los parámetros aplicando máxima verosimilitud y suponiendo que el número de
fallecimientos es una variable aleatoria con una distribución binomial.

Los modelos M5, M6, M7 y M8 (Cairns et al., 2006, 2009) que fueron explicados en
la Subsección 1.5.3 no son incluidos para aplicar los métodos de remuestreo, ya que se
buscará aquel modelo con la mejor capacidad predictiva para toda la curva de mortalidad.
Los modelos M5, M6, M7 y M8 fueron diseñados para edades avanzadas y aunque se
pueden utilizar para calibrar toda la curva, en este caso, los resultados son claramente
inferiores a los del resto de los modelos como hemos podido observar en los caṕıtulos
anteriores.

Conviene señalar la gran diferencia que existe entre el número de parámetros que utiliza
el modelo SFM y el resto de modelos. Como se puede observar en la Tabla 4.2, el resto de
modelos desarrollados en la literatura necesitan al menos 232 parámetros para tratar de
calibrar y predecir la mortalidad frente a los seis parámetros del SFM.

2El número de parámetros que aparece en la Tabla 4.2 se obtienen suponiendo que las edades incluyen
desde 0 hasta 99 años y los periodos desde 1975 hasta 2006.
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Tabla 4.2: Resumen de los modelos de mortalidad utilizados para aplicar los métodos de
remuestreo.

Modelo de
mortalidad Fórmula Parámetros Referencia

SFM ∆ [log (qx,t)] = α∗ (x) 6 Subsección 3.2.1
verosimilitud +b∗ (x) · [∆log (qy∗,t)]

Lee-Carter (LC) logit (qx,t) = αx + β
(1)
x · k(1)t 232 Lee and Carter (1992)

Lee-Carter logit (qx,t) = αx + β
(1)
x · k(1)t 364 Booth et al. (2002)

bi-factorial (LC2) +β
(2)
x · k(2)t Renshaw and Haberman (2003)

Age-Period-Cohort logit (qx,t) = αx + k
(1)
t + γt−x 263 Currie (2006)

(APC) Renshaw and Haberman (2006)

Renshaw-Haberman logit (qx,t) = αx + β
(1)
x · k(1)t 363 Renshaw and Haberman (2006)

(RH) +γt−x

Plat model logit (qx,t) = k
(1)
t + (x− x) · k(2)t 327 Plat (2009)

(PLAT) + (x− x)+ · k(3)t
+γt−x

LC2-Ortogonal logit (qx,t) = αx + β
(1)
x · k(1)t 364 Hunt and Blake (2014),

(LC2-O) +β
(2)
x · k(2)t
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4.5. Capacidad predictiva de los modelos

En esta sección, primero, se analiza si la capacidad predictiva de los siete modelos
propuestos en Subsección 4.4.1 es independiente del páıs estudiado o si, por el contrario,
depende de las caracteŕısticas idiosincráticas de cada páıs en particular. En segundo lugar,
analizamos si los resultados son sólidos para la medida y la técnica de remuestreo utilizada
para cuantificar la capacidad predictiva de los modelos. Por lo tanto, se aplicaran los
métodos de remuestreo explicados en la Sección 4.2 y, para cada método, se calcularan
todas las medidas de precisión de pronóstico descritas en la Sección 4.4.

Además, se utilizará el gráfico de telaraña (o gráfico de radar) para proporcionar una
visión global de la capacidad predictiva de los siete modelos de mortalidad en cada páıs
y sexo. Cada vértice del gráfico representa una medida de la capacidad predictiva de los
modelos y en él se posicionarán los siete modelos escogidos en función de su capacidad
predictiva, situándose el mejor en la parte exterior del vértice. Para desarrollar estos
gráficos se ha utilizado el paquete de R fmsb (Nakazawa, 2018) que permite dibujar los
gráficos de radar.

Finalmente, para tener una visión general de qué modelo proporciona los mejores
resultados en cada una de las medidas analizadas, se ha decidido incluir una tabla
indicando el número de veces que cada modelo obtiene los mejores resultados en el conjunto
de poblaciones analizadas según cada una de las medidas de la capacidad predictiva de los
modelos.

4.5.1. Hold-out

Los pasos seguidos para la aplicación del método de remuestreo hold-out a los modelos
de mortalidad son los siguientes:

1. La muestra se divide en dos subconjuntos: el conjunto de entrenamiento contiene
el 75 % de los datos que corresponden al periodo 1975 − 2006 y el conjunto de
validación que comprende el restante 25 % de los datos que cubre el periodo 2007−
2016 (los eventos que ocurren justo después del conjunto de entrenamiento). El
segundo subconjunto, que incluye los últimos años del periodo muestral, se emplea
para evaluar la capacidad predictiva de los siete modelos de mortalidad.

2. Los siete modelos de mortalidad se calibran utilizando el conjunto de entrenamiento y

se obtienen las estimaciones de los parámetros αx, β
(i)
x , k

(i)
t y/o γt−x para los modelos,

LC, LC2, APC, RH, PLAT y LC2-O. En el caso de SFM habrá que estimar los valores
de α∗ (x), b∗ (x) y la edad clave, y∗, maximizando la verosimilitud del modelo.

3. Una vez que se han estimado los valores de k
(i)
t y γt−x utilizando el conjunto de

entrenamiento, se procede a ajustar un modelo ARIMA a la serie temporal de k
(i)
t ,

γt−x y/o ∆log (q̂y∗,t) para predecir los valores futuros correspondientes al periodo
(2007− 2016). El modelo ARIMA se selecciona de acuerdo al criterio AIC, como se
explicó en la Subsección 1.5.4.
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4. A partir de los resultados anteriores, para cada modelo se obtienen las tablas de
mortalidad proyectadas para cada uno de los años desde 2007 hasta 2016, ambos
inclusive. A continuación utilizando los valores reales de las tasas de mortalidad del
conjunto de validación se medirá la capacidad predictiva de cada modelo calculando
las distintas medidas descritas en la Sección 4.4 que permiten comparar la capacidad
predictiva de los diferentes modelos de mortalidad.

Las figuras 4.3-4.5 utilizan gráficos de araña para mostrar qué modelo produce los
mejores resultados en el conjunto de validación (fuera de muestra) en cada una de las
siete medidas penalizadas y no penalizadas, para España, Francia y EEUU, en hombres
y mujeres. La Tabla 4.3 muestra el número de veces que cada modelo obtiene los mejores
resultados empleando las medidas penalizadas y no penalizadas, en todas las poblaciones
analizadas.

De las 6 ·6 = 36 (seis criterios para seis poblaciones) comparaciones realizadas, el SFM
produce los mejores resultados en 23. De las 24 medidas no penalizadas el SFM produce los
mejores resultados en 15 ocasiones. Y de las 12 penalizadas en 8 ocasiones. Está claro que
en este caso, los resultados son parecidos tanto cuando se aplican medidas no penalizadas
como cuando se aplican medidas penalizadas aunque éstas tal y como se ha señalado deben
tomarse con cautela.

Entrando en cada una de las poblaciones, el SFM produce los mejores resultados
con independencia de la medida utilizada para medir la capacidad predictiva en España
mujeres y en Francia hombres. Y el SFM también proporciona los mejores resultados para
la medidas no penalizadas (excepto el MAPE) en ambas poblaciones de EEUU. Mientras
que son los modelos APC y PLAT los que obtienen los mejores resultados en las medidas
penalizadas para la población de EEUU hombres y EEUU mujeres, respectivamente. Para
el caso de España hombres, el SFM obtienen los mejores resultados aplicando las medidas
penalizadas, mientras que al aplicar las medidas no penalizadas es el modelo LC2. Por
último para el caso de Francia mujeres, el modelo APC obtiene los mejores resultados,
salvo en el MAPE, AIC y BIC que es el modelo SFM.

En resumen, el modelo SFM es el que destaca con diferencia entre todos los modelos
estudiados, ya que obtiene los mejores resultados en un 63.87 % de las medidas analizadas.
No hay ningún otro modelo que consiga obtener resultados similares a los alcanzados por
el modelo SFM, le sigue el modelo APC que obtiene los mejores resultados en un 13.89 %
de todas las medidas analizadas.
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Figura 4.3: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método hold-out para España (a)
hombres y (b) mujeres.

Figura 4.4: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método hold-out para Francia (a)
hombres y (b) mujeres.
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Figura 4.5: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método hold-out para EEUU (a)
hombres y (b) mujeres.

Tabla 4.3: Número de veces que cada modelo produce los mejores resultados en las medidas
penalizadas y no penalizadas, aplicando el método de remuestreo Hold-Out en todas las
poblaciones analizadas.

Hold-out Medidas penalizadas Medidas no penalizadas

SFM 8 15
LC - -
LC2 - 4
APC 2 3
RH - -
PLAT 2 2
LC2-O - -

TOTAL 12 24
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4.5.2. Repeated hold-out

El segundo método de remuestreo es el repeated-hold-out que en esta ocasión ha sido
adaptado a las peculiaridades de la muestra:

1. Se divide aleatoriamente la muestra en dos subconjuntos. Del total de los datos el
75 % se utiliza como conjunto de entrenamiento y el restante 25 % es el conjunto
de validación. A modo de ejemplo, en la primera muestra se incluyen los datos
correspondientes a los años 1976, 1977, 1978, 1979, 1980, 1982, 1984, 1985, 1986,
1988, 1989, 1991, 1992, 1993, 1995, 1996, 1997, 1998, 1999, 2000, 2001, 2002, 2004,
2005, 2006, 2007, 2010, 2011, 2012, 2014, 2015 y 2016. Estos periodos se utilizan
como conjunto de entrenamiento. Los periodos 1975, 1981, 1983, 1987, 1990, 1994,
2003, 2008, 2009 y 2013 forman el conjunto de validación.

2. Los siete modelos se ajustan utilizando el periodo muestral correspondiente al
conjunto de entrenamiento y se obtienen las estimaciones de los parámetros αx,

β
(i)
x , k

(i)
t y/o γt−x para los modelos, LC, LC2, APC, RH, PLAT y LC2-O. Para

nuestra alternativa, SFM, se necesita estimar los valores de α∗ (x), b∗ (x) y la edad
clave, y∗.

3. Dado que el conjunto de entrenamiento contiene datos que no son consecutivos,
se utiliza la función na.kalman3 de la libreŕıa de R Core Team (2019) imputeTS
de Moritz and Bartz-Beielstein (2017) para estimar los valores faltantes utilizando

un modelo de series temporales ARIMA y obtiene los valores de k
(i)
t , γt−x y/o

∆log (q̂y∗,t) correspondientes a los años que forman el conjunto de validación.

4. Finalmente, se obtienen las tablas de mortalidad que corresponden a los años del
conjunto de validación. La capacidad predictiva de cada modelo se estima utilizando
las medidas de bondad de ajuste descritas en la Sección 4.4, que se aplican al conjunto
de validación.

Este procedimiento se repite b = 100 veces, donde los años que forman el conjunto de
entrenamiento y el conjunto de validación se van cambiando de manera aleatoria. Para
obtener una medida global de la capacidad predictiva de cada modelo, se procede a calcular
el valor promedio de los errores de predicción correspondientes a cada una de las muestras,
aplicando la ecuación (4.1) para cada páıs y sexo.

Las Figuras 4.6-4.8 utilizan gráficos de araña para mostrar la capacidad predictiva de
los diferentes modelos de acuerdo con cada una de las siete medidas analizadas para cada
una de las poblaciones. La Tabla 4.4 muestra el número de veces que cada modelo obtiene
los mejores resultados empleando las medidas penalizadas y no penalizadas, en todas las
poblaciones analizadas.

El SFM produce los mejores resultados en 26 medidas de 36 (18 de 24 no penalizadas
y 8 de 12 en las penalizadas). Se puede observar claramente como el SFM es el mejor

3Esta función utiliza modelos de series temporales o el suavizado de Kalman para imputar valores
faltantes a datos de series temporales univariantes.
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modelo en EEUU, España hombres y Francia hombres (salvo para el caso del MAPE). En
los demás casos el SFM se posiciona como el segundo mejor modelo por detrás del LC.

Conviene recordar que el método de remuestreo utilizado, repeated hold-out, lo que
permite es ver la capacidad que tiene el modelo de obtener los datos intermedios faltantes.
Es muy interesante la aplicación de este procedimiento porque hay páıses para los que no
se dispone de todos los datos correspondientes al periodo muestral aunque no es el caso
de los tres páıses analizados en este estudio.

En resumen, el modelo SFM destaca con diferencia entre todos los modelos estudiados
volviendo a obtener los mejores resultados en un 66.67 % de las comparaciones realizadas.
En segunda posición se encuentra el modelo de LC que da los mejores resultados en el
resto de los casos.
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Figura 4.6: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método repeated-hold-out para
España (a) hombres y (b) mujeres.

Figura 4.7: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método repeated-hold-out para
Francia (a) hombres y (b) mujeres.
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Figura 4.8: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método repeated-hold-out para
EEUU (a) hombres y (b) mujeres.

Tabla 4.4: Número de veces que cada modelo produce los mejores resultados en las medidas
penalizadas y no penalizadas, aplicando el método de remuestreo Repeated-Hold-Out en
todas las poblaciones analizadas.

Repeated
-hold-out Medidas penalizadas Medidas no penalizadas

SFM 8 18
LC 4 6
LC2 - -
APC - -
RH - -
PLAT - -
LC2-O - -

TOTAL 12 24
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4.5.3. Leave-one-out-cross-validation

Otra vez, se ha adaptado la metodoloǵıa para aplicar el LOOCV a datos de series
temporales. En este caso, el método de validación cruzada sigue los siguientes pasos:

1. Se van a utilizar los 12 primeros años de la muestra (1975-1986) como el primer
conjunto de entrenamiento. Se ha decidido utilizar este tamaño de datos para tener
suficiente información para calibrar y predecir las tasas de mortalidad con suficiente
información. Hyndman and Khandakar (2008) desarrollan la función tsCV de la
libreŕıa forecast y consideran que 3 años es el número mı́nimo de años necesario para
aplicar los métodos de remuestreo. Aunque para esta ocasión se ha decidido utilizar
una ventana inicial más amplia para calibrar los modelos.

2. Se obtienen las estimaciones de los parámetros αx, β
(i)
x , k

(i)
t y/o γt−x para los

modelos, LC, LC2, APC, RH, PLAT y LC2-O. Para la alternativa, SFM, se
necesita estimar los valores de α∗ (x), b∗ (x) y la edad clave, y∗, para el conjunto
de entrenamiento.

3. Se procede a ajustar un modelo ARIMA a cada serie temporal k
(i)
t , γt−x y/o

∆log (q̂y∗,t) para predecir el valor correspondiente al periodo siguiente, 1987 (el
primer conjunto de validación). Para ello, se utiliza el criterio AIC que selecciona el
mejor modelo ARIMA(p,d,q) para una serie temporal.

4. Una vez que los datos se proyectan para el periodo 1987, se obtienen las
correspondientes probabilidades de muerte para todas las edades, desde 0 hasta 99
años, para todos los páıses y todos los sexos; y entonces se procede a calcular las
medidas de capacidad predictiva utilizando el periodo 1987, que forma el conjunto
de validación.

Este procedimiento se repite 30 veces. Cada iteración incorpora un periodo adicional
en el conjunto de entrenamiento y se utiliza el periodo correspondiente al año siguiente
como conjunto de validación. Para obtener una medida global de la capacidad predictiva
de cada modelo, se procede a calcular la media, utilizando la ecuación (4.1) para los 30
resultados obtenidos para cada medida, cada páıs y cada sexo.

Las figuras 4.9-4.11 utilizan gráficos de araña para mostrar el modelo que proporciona
los mejores resultados de la capacidad predictiva en cada una de las siete medidas
empleadas. La Tabla 4.5 muestra el número de veces que cada modelo obtiene los mejores
resultados empleando las medidas penalizadas y no penalizadas, en todas las poblaciones
analizadas.

El SFM es el que produce los mejores resultados en 24 de las 36 mediciones realizadas
y es el que obtiene el mejor rendimiento tanto en los criterios penalizados como los no
penalizados (12 de 24 no penalizados y 12 de doce en los penalizados). En EEUU el SFM
obtiene los mejores resultados con bastante diferencia tanto en hombres como en mujeres.
Para los hombres de Francia el SFM obtiene también los mejores resultados en todas las
medidas salvo para el criterio SSE según el cuál el modelo LC2 es el mejor posicionado.
Para el caso de España hombres, el SFM obtiene los mejores resultados en las medidas
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penalizadas y en el MAE; en el resto de medidas obtiene los segundos mejores resultados
detrás del modelo de LC2. Para las mujeres de España el SFM solo consigue los mejores
resultados para las medidas penalizadas y los segundos mejores resultados en las medidas
no penalizadas, donde el LC2 es el que obtiene de nuevo la mejor posición. Por último,
para el caso de Francia mujeres el modelo PLAT ocupa el mejor puesto para las medidas
no penalizadas, mientras que el SFM vuelve a conseguir los mejores resultados aplicando
las medidas penalizadas.

Conviene señalar que el Leave-one-out-CV es un método de remuestreo que permite
ver la capacidad predictiva que tiene cada modelo para ir incorporando información año
a año y ser capaz de predecir lo que va a ocurrir el año siguiente.

A modo resumen, el SFM destaca con diferencia entre todos los modelos estudiados
porque obtiene los mejores resultados en un 66.66 % de todas las medidas analizadas. Sobre
todo destaca en las medidas penalizadas donde obtiene los mejores resultados en todas las
poblaciones y criterios comparados. En segunda posición, se encuentra el modelo LC que
solo obtiene los mejores resultados en un 19.44 % de todas las medidas analizadas.
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Figura 4.9: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método leave-one-out-CV para
España (a) hombres y (b) mujeres.

Figura 4.10: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método leave-one-out-CV para
Francia (a) hombres y (b) mujeres.



184 Caṕıtulo 4. Aplicación de los métodos de remuestreo como herramienta para
comparar la capacidad predictiva de los modelos de mortalidad

Figura 4.11: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método leave-one-out-CV para
EEUU (a) hombres y (b) mujeres.

Tabla 4.5: Número de veces que cada modelo produce los mejores resultados
en las medidas penalizadas y no penalizadas, aplicando el método de remuestreo
Leave-One-Out-Cross-Validation en todas las poblaciones analizadas.

Leave-one
-out-CV Medidas penalizadas Medidas no penalizadas

SFM 12 12
LC - 7
LC2 - -
APC - -
RH - 1
PLAT - 4
LC2-O - -

TOTAL 12 24
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4.5.4. 4-fold cross validation

El cuarto método que se aplica en esta tesis es el 4-fold-CV4. Se sigue el siguiente
proceso:

1. Se procede a dividir la muestra en 5 subconjuntos ordenados cronológicamente,
el primer conjunto de la muestra (1975-1992) solo forma parte del conjunto de
entrenamiento. El resto de los periodos de la muestra se dividen en 4 conjuntos de
igual tamaño. El segundo sub-conjunto de la muestra contiene los siguientes periodos
1993− 1998, el tercer subconjunto 1999− 2004, el cuarto subconjunto 2005− 2010,
el último subconjunto contiene 2011− 2016.

2. Utilizando los datos correspondientes al periodo 1975 − 1992, se obtienen las

estimaciones de los parámetros αx, β
(i)
x , k

(i)
t y/o γt−x para los modelos, LC, LC2,

APC, RH, PLAT y LC2-O. Para el SFM, se necesita estimar los valores de α∗ (x),
b∗ (x) y la edad clave, y∗, para el conjunto de entrenamiento.

3. Se ajusta un modelo ARIMA a los valores de la serie temporal k
(i)
t , γt−x y/o

∆log (q̂y∗,t) (obtenidos en el conjunto de entrenamiento). Y a continuación se
obtienen las proyecciones de estos parámetros correspondientes al primer conjunto
de validación 1993− 1998.

4. Finalmente, se predicen las tablas de vida para cada páıs, cada sexo y edad desde
1993 hasta 1998 (correspondientes al segundo subconjuntos). Entonces se procede
a calcular las diferentes medidas de la calidad predictiva de cada uno de los siete
modelos de mortalidad.

Este procedimiento se repite alargando el conjunto de entrenamiento cada vez,
utilizando el siguiente subconjunto de la muestra (que incluye los siguientes seis años)
como conjunto de entrenamiento. Aśı, la siguiente iteración consiste en utilizar el conjunto
de datos desde 1975 hasta 1998 como conjunto de entrenamiento y los datos desde 1999
hasta 2004 se consideran el conjunto de validación, y aśı de manera sucesiva en el resto de
los conjuntos.

Para obtener una medida global de la capacidad predictiva de cada modelo se procede
a calcular la media para los 5 resultados obtenidos para cada medida. Las figuras 4.12-4.14
utilizan los gráficos de araña para mostrar qué modelo tiene la mejor capacidad predictiva
en cada una de las medidas analizadas aplicando el método de remuestro 4-fold-CV. La
Tabla 4.6 muestra el número de veces que cada modelo obtiene los mejores resultados al
aplicar las medidas penalizadas y no penalizadas en todas las poblaciones analizadas.

El modelo SFM produce los mejores resultados en 32 de las 36 mediciones realizadas
y es el que obtiene el mejor rendimiento tanto en los criterios penalizados como los no
penalizados (20 de 24 no penalizadas y 12 de doce en las penalizadas). Para 4 de las 6
poblaciones estudiadas el modelo SFM obtiene los mejores resultados en todas las medidas

4Se llama 4-fold CV porque solo 4 conjuntos de la muestra se utilizan para calibrar y testar la capacidad
predictiva de los diferentes modelos, ya que el primer subconjunto de la muestra solo se utiliza para calibrar
los modelos.
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(España mujeres, Francia hombres y EEUU). Sin embargo, para el caso de España hombres
el modelo LC2 obtiene los mejores resultados para el criterio MAPE y el modelo SFM para
el resto de los criterios estudiados. Para la población de Francia mujeres, el SFM obtiene
los mejores resultados en los criterios penalizados y en el MAPE; en el resto de medidas
es el modelo APC el que produce los mejores resultados.

A modo resumen, el SFM destaca con diferencia entre todos los modelos estudiados,
ya que consigue los mejores resultados en un 88.89 % de todas las medidas analizadas.
Vabe la pena señalar que al aplicar las medidas penalizadas el modelo SFM obtiene los
mejores resultados en todas las poblaciones y criterios comparados. En segunda posición
se encuentra el modelo APC que obtiene los mejores resultados en un 8.33 % de los casos.
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Figura 4.12: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método 4-fold-CV para España
(a) hombres y (b) mujeres.

Figura 4.13: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método 4-fold-CV para Francia
(a) hombres y (b) mujeres.
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Figura 4.14: Gráficos de radar que ordenan los modelos de mortalidad en función de las
diferentes medidas de capacidad predictiva, aplicando el método 4-fold-CV para EEUU
(a) hombres y (b) mujeres.

Tabla 4.6: Número de veces que cada modelo produce los mejores resultados en las medidas
penalizadas y no penalizadas, aplicando el método de remuestreo 4-fold-cross-validation
en todas las poblaciones analizadas.

4-fold-CV Medidas penalizadas Medidas no penalizadas

SFM 12 20
LC - 1
LC2 - -
APC - 3
RH - -
PLAT - -
LC2-O - -

TOTAL 12 24
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4.6. Consideraciones finales

En este caṕıtulo, se ha podido comprobar que en la literatura actuarial, a la hora de
proceder a comparar bien sea la capacidad predictiva o bien la capacidad explicativa de
diferentes modelos de mortalidad, se han empleado diferentes medidas. Ahora bien, utilizar
una u otra medida puede producir resultados diferentes.

Por otra parte, en otras disciplinas como la ingenieŕıa o la bioloǵıa, han surgido toda
una serie de métodos de remuestreo que permiten afinar o mejorar la calidad del ajuste
de modelos alternativos.

Pues bien, el objetivo de este caṕıtulo ha sido combinar ambos aspectos para tratar
de analizar la robustez en la capacidad predictiva de algunos de los modelos dinámicos de
mortalidad más populares en la literatura actuarial, desarrollados en los últimos veinticinco
años. Junto a estos modelos se ha incluido también el modelo propuesto en el caṕıtulo 3
que ha entrado a formar parte del conjunto de modelos competidores analizados en este
caṕıtulo de la tesis.

En este caṕıtulo también se ha hecho una revisión bibliográfica de los diferentes criterios
empleados para medir la capacidad predictiva de los modelos de mortalidad. Además, no
se ha aplicado un único método de remuestreo, sino que se han probado una bateŕıa de
métodos de remuestreo como el repeated-hold-out, leave-one-out-CV y k-fold-CV. Además,
hemos especificado cómo aplicar los métodos de remuestreo cuando tenemos acceso a
datos de series temporales en forma de panel. También conviene señalar que los resultados
obtenidos corresponden a unas poblaciones determinadas y que éstos pueden variar al
comparar la capacidad predictiva de estos modelos en otras poblaciones.

Debe señalarse que las técnicas de remuestreo apenas śı se han empleado cuando los
datos disponibles son series temporales como es el caso de los datos a emplear para la
construcción de tablas dinámicas de mortalidad. Por ello, ha sido necesario adaptar los
métodos de remuestreo para poder aplicarlos a la medición de la capacidad predictiva
de los modelos de mortalidad analizados. Debe señalarse que estas técnicas no hab́ıan
sido empleadas hasta la fecha a datos de series temporales en forma de panel, por lo
que representa una novedad la utilización de esta técnica para comparar la capacidad
predictiva de diferentes modelos que presenten esta estructura en sus datos.

Para analizar dicha robustez se han analizado seis poblaciones diferentes
(correspondientes a las poblaciones de España, Francia y EEUU, hombres y mujeres),
seis medidas de calidad del ajuste y cuatro técnicas de remuestreo alternativas.

El principal resultado que se puede obtener es que los métodos de remuestreo pueden
ser una poderosa estrategia a la hora de seleccionar el modelo que posee la mejor capacidad
predictiva. De los modelos considerados en esta tesis, el SFM es el que mejor capacidad
predictiva ha obtenido globalmente, obteniendo los mejores resultados en 105 de las
144 mediciones realizadas (40 de 48 en las medidas penalizadas y en 65 de 96 en las
penalizadas). Conviene recordar que el modelo SFM solo utiliza 6 parámetros para calibrar
y predecir las tasas de muerte. Sin embargo, el resto de modelos empleados necesitan
al menos 232 parámetros para tener una capacidad predictiva similar. Es por eso que
donde mejores resultados obtiene el SFM es aplicando las medidas penalizadas que son
aquellas que sancionan la sobreparametrización de los modelos, donde obtiene los mejores
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resultados en un 83.33 % de los casos. Conviene recordar que estas medidas penalizadas se
han aplicado fuera de muestra y que los resultados deben de tomarse con cautela. Además,
el modelo SFM proporciona los mejores resultados en las medidas no penalizadas, que
recordemos miden la capacidad predictiva de los modelos con independencia del número
de parámetros utilizados. En este caso el modelo SFM obtiene los mejores resultados en
un 72.92 % de todas las medidas comparadas. Por lo que, con independencia del número
de parámetros, se ha podido observar como el modelo SFM obtiene los mejores resultados
tanto en criterios penalizados como en no penalizados.

Cabe destacar que el método hold-out es un método tradicional de la literatura y que
se ha empleado muchas veces a la hora de comparar la capacidad predictiva de los modelos
de mortalidad (aunque no se haya nombrado este método de remuestreo). Pero los otros
tres métodos de remuestreo no hab́ıan sido empleados y proporcionan una forma diferente
de comparar la capacidad predictiva de los modelos de mortalidad.

Finalmente, conviene señalar que aunque en este documento solo se realiza las
predicciones de las tasas de mortalidad utilizando las poblaciones de España, Francia
y EEUU, la metodoloǵıa se puede extender fácilmente a las tablas de vida para cualquier
área geográfica.



Caṕıtulo 5

Conclusiones

5.1. Conclusiones

En esta tesis se ha propuesto un nuevo modelo para la construcción de tablas dinámicas
de mortalidad. Este modelo se ha implementado por dos métodos alternativos; uno de ellos
consistente en la aplicación estricta de la metodoloǵıa del modelo sobre tipos de interés
en el que está basada y una segunda propuesta, más en ĺınea con la literatura actuarial,
pero con importantes repercusiones en cuanto a conseguir un modelo más sencillo, con un
número muy inferior de parámetros y de mucha más fácil interpretación que los modelos
clásicos. Además, se ha planteado la utilización de los métodos de remuestreo como una
técnica para seleccionar qué modelo de mortalidad posee la mejor capacidad predictiva.

En el caṕıtulo 2 se presentó el modelo que asume que las variaciones de las tasas de
mortalidad están linealmente relacionadas con las variaciones que se producen en una tasa
de mortalidad concreta, la que se denomina “edad clave”. La principal idea del modelo es
que la dinámica de la mortalidad está gobernada por dos factores. El primero de ellos, la
tendencia general de la mortalidad que es capturada por el parámetro αx,y. El segundo
es un componente, bx,y, que captura los cambios disruptivos, es decir, que rompen la
tendencia constante de decrecimiento de la mortalidad experimentada por la mayoŕıa de
los páıses occidentales desde la posguerra. Estos shocks que producen cambios en la forma
de la curva de mortalidad, en determinados tramos de la misma, son los que determinan
la posición en la que se encuentra la que se ha denominado como edad clave.

En el Caṕıtulo 2, a la hora de calibrar el modelo se han aplicado las técnicas de
regresión estándar propuestas en el art́ıculo original de Elton et al. (1990). También se han
desarrollado algunas de las propuestas que se utilizarán e inspirarán desarrollos posteriores
del modelo inicial (como las funciones para describir las sensibilidades de las tasas de
mortalidad a las tasas de mortalidad de la edad clave). Como se ha visto, el modelo
produce, en cuanto a su capacidad predictiva, resultados perfectamente comparables
a los que proporcionan otros modelos mucho más sofisticados, con mayor número de
parámetros y que requieren técnicas para la estimación de los parámetros que dificultan
la interpretación de los mismos. El mayor inconveniente de los resultados alcanzados por
el SFM es la variabilidad de la edad clave en función del colectivo al que se han aplicado

191
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aunque esto responde a su vez a la idiosincracia de cada uno de estos colectivos. En
cualquier caso, debe destacarse que las edades clave, aplicando las técnicas utilizadas
en este caṕıtulo, se sitúan siempre alrededor de los 30 años (en España y la población
masculina de EEUU) o alrededor de los 85 años en el resto de las poblaciones, poniendo
de manifiesto los tramos de la curva de mortalidad que experimentaron los cambios más
significativos durante el periodo muestral. Otra aportación de este caṕıtulo es el desarrollo
de un test de signos para contrastar estad́ısticamente la superioridad con un determinado
grado de significatividad del SFM frente a otros modelos alternativos.

Una de las ventajas más importantes del modelo SFM es que la tasa de mortalidad clave
es totalmente observable. Esto contrasta con el resto de modelos alternativos que capturan

la dinámica de la mortalidad a través de un parámetro k
(i)
t que no es observable. Más aún,

es un parámetro que requiere de un proceso de normalización mediante la introducción
de determinadas restricciones para que no se plantee un problema de indeterminación a
la hora de proceder a su estimación. Esto dificulta bastante su interpretación y es una
desventaja muy importante frente al modelo propuesto en este caṕıtulo, en el que la
variable que determina la dinámica de la curva de mortalidad es como se ha dicho antes
directamente observable. También conviene destacar que pese a la sencillez del modelo
propuesto, esta nueva aproximación tiene un capacidad predictiva que está a la altura
del resto de modelos de mortalidad propuestos en la literatura actuarial e incluso obtiene
mejores resultados que muchos de ellos.

En el Caṕıtulo 3 se propone una modificación del modelo desarrollado en el caṕıtulo 2.
El modelo sigue asumiendo que las variaciones en los logaritmos de las tasas de mortalidad
están relacionados con el comportamiento de una edad clave. Pero a diferencia del caṕıtulo
anterior, los parámetros se estiman ahora aplicando el criterio de máxima verosimilitud
de manera conjunta. Esta técnica ha sido un criterio habitual en la literatura actuarial
para calibrar los modelos de mortalidad, lo que permite, en cierto modo, relacionar el
modelo aqúı desarrollado con la literatura existente. Otra de las grandes ventajas de esta
aproximación es que el número de parámetros se reduce hasta solo seis. Esto lo distingue del
resto de modelos de mortalidad que necesitan de un mı́nimo de 64 parámetros para tratar
de calibrar y predecir la mortalidad. Una de las principales ventajas de esta aproximación
es la robustez en la determinación de la edad clave para las poblaciones de España, Francia
y EEUU, tanto en hombres como en mujeres. De hecho, todas las edades clave están
concentradas en el tramo de edades avanzadas entre 84-89 años. Este resultado permite
relacionar la edad clave con el concepto de rotación de las mejoras de la mortalidad, ya
que autores como Li et al. (2013), Christensen et al. (2009) y Vékás (2019) demuestran
que las principales variaciones de la mortalidad en el siglo XXI están concentradas en el
lado derecho de la curva, es decir, entre 60-90 años, donde se sitúan las edades clave de
las poblaciones analizadas. Este hecho contrasta con lo acontecido en la segunda mitad
del siglo XX donde las mejoras de la mortalidad estaban concentradas en las tasas de
mortalidad infantil y de la infancia. El otro término de la mortalidad relacionado con la
edad clave es la edad modal de muerte que con el paso del tiempo se va situando más y
más a la derecha de la curva, permitiendo explicar que las mejoras de la mortalidad, ahora
mismo, están concentradas en ese tramo de edades.
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Conviene señalar que en el Caṕıtulo 2 se optó por no proceder al suavizado de los
parámetros α̂∗(x). Recuérdese que la calibración del modelo se realizaba siguiendo la
propuesta de Elton et al. (1990) en un proceso de dos etapas: primero se establece la
edad clave y una vez se ha determinado ésta se estiman los parámetros α̂∗(x) y b̂∗(x). A
continuación se procedió a sustituir estos parámetros por una función que los describa. Es
cierto que esto solo se hizo para los factores de sensibilidad b̂∗(x) optándose por no proceder
a suavizar los parámetros α̂∗(x) ya que no mejora la calidad del ajuste, ni del poder
predictivo del modelo. Sin embargo, en la propuesta del Caṕıtulo 3 además de cambiar
el criterio de optimización (máxima verosimilitud), todo el proceso de optimización se
realiza en una sola etapa. Esto exige que tanto α como b se expresen como funciones que
dependan de un número reducido de parámetros (recuérdese que la función de verosimilitud
no es lineal lo que dificultaŕıa enormemente el proceso de optimización, si el número
de parámetros fuera demasiado elevado). Aśı pues, con esta metodoloǵıa alternativa
(verosimilitud) se consiguen varios objetivos al mismo tiempo: se reduce enormemente
el número de parámetros del modelo y el proceso de optimización, de cara a la estimación
de los parámetros y de la edad clave, se realiza en una sola etapa.

Aunque aparentemente las metodoloǵıas para la determinación de la edad clave en los
Caṕıtulos 2 y 3 parecen producir resultados muy dispares debe tenerse en cuenta que tanto
en un caso como en otro el modelo apunta siempre a dos edades clave: alrededor de los
30 años y alrededor de los 85 años. La diferente forma de medir el poder explicativo de
los modelos en el Caṕıtulo 2 y en Caṕıtulo 3 hace que sea una de esas dos edades la que
domine a la anterior, ya que es en esos dos tramos de la curva en los que se produjeron
los cambios disruptivos más significativos en la forma de la curva de mortalidad durante
el periodo muestral.

Debe destacarse que los resultados alcanzados por el SFM tanto en bondad de ajuste
como en capacidad predictiva, a pesar de que tiene solo seis parámetros, son como mı́nimo
similares a los que consiguen el resto de modelos. Dentro de muestra aunque el SFM no
produce los mejores ajustes, los resultados son muy similares a los que proporciona el
mejor de los modelos. Pero donde destaca el modelo SFM, sin lugar a dudas, es en su
capacidad predictiva donde se posiciona siempre entre los tres mejores modelos, siendo
en muchas ocasiones el modelo óptimo en función de la medida de capacidad predictiva
aplicada. En resumen, a pesar de su sencillez y de su reducido número de parámetros, el
SFM consigue igualar o mejorar en muchas ocasiones la capacidad predictiva del resto de
modelos clásicos de la literatura actuarial.

Otra ventaja fundamental del modelo SFM es que se inspira en estudios anteriores de
la estructura temporal de los tipos de interés. Esto tiene la ventaja de poder gestionar
el riesgo de longevidad aplicando las distintas propuestas desarrolladas para gestionar el
riesgo de variación de los tipos de interés. Para ello, a modo de ejemplo, se han calculado
dos medidas del riesgo de longevidad, el V@R y el CV@R utilizando el modelo propuesto
en este caṕıtulo. En particular, se han utilizado técnicas de simulación para determinar
con horizontes de cinco y diez años el V@R y el CV@R al 97,5 % y al 99 % de un seguro de
capital diferido de supervivencia. Se ha podido comprobar cómo el modelo permite acotar
correctamente las pérdidas máximas (al 97,5 % y al 99 %) de un producto de seguro como
el señalado. El modelo, calibrado con datos del periodo 1975-2006, se ha aplicado para
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calcular el V@R y el CV@R para el periodo 2007-2016 en el que algunos de los páıses
analizados experimentaron disminuciones espectaculares de las tasas de mortalidad. Esto
pone de manifiesto la capacidad del modelo SFM para su utilización en la medición a largo
plazo del riesgo de longevidad.

En el último caṕıtulo de la tesis se ha descrito la utilidad y simplicidad de los métodos
de remuestreo para testar la capacidad predictiva de los modelos de mortalidad. Representa
una novedad utilizar los métodos de remuestreo para calibrar la capacidad predictiva de
datos en forma de panel y en especial, para datos de mortalidad. Los resultados se han
ilustrado mediante la utilización de gráficos de radar, una herramienta muy interesante
para resumir y ordenar la capacidad predictiva de diferentes modelos.

Hay que resaltar que se han aplicado estos métodos a datos de series temporales
lo que conlleva adaptar la metodoloǵıa clásica empleada en la literatura estad́ıstica.
En este caṕıtulo queda de manifiesto que la aplicación de los métodos de remuestreo
como el repeated-hold-out, el leave-one-out-CV o el k-fold-CV constituyen una potente
herramienta para comparar la capacidad predictiva de diferentes modelos de mortalidad.

Un resultado adicional de este caṕıtulo es como, al utilizar estas técnicas de remuestreo,
el SFM muestra, sin lugar a dudas, una mayor capacidad predictiva que el resto de modelos
estándares de la literatura.
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5.2. Ĺıneas futuras

Tras todo el trabajo realizado en esta tesis son muchas las ĺıneas de investigación que
quedan abiertas para su futuro desarrollo. Tras haber desarrollado el modelo uni-factorial,
descrito a lo largo de los caṕıtulos 2 y 3 de la tesis, queda pendiente extender el modelo
SFM a dos o más factores. Esta nueva aproximación trata de determinar qué par de edades
explican el comportamiento global de la curva de mortalidad. Una de las ventajas que
puede tener esta nueva aproximación es poder capturar otras variaciones de la curva que
el modelo uni-factorial no es capaz de recoger. En este sentido debe recordarse que tanto
en la aproximación del caṕıtulo 2 como del caṕıtulo 3, las técnicas empleadas sugieren
dos candidatos a edad clave: uno alrededor de los 30 años y otro el que finalmente se ha
escogido alrededor de los 85-89 años. El modelo bi-factorial permitiŕıa recoger la dinámica
de la mortalidad alrededor de estas dos edades clave.

Por otro lado, el modelo presentado en esta tesis también tiene la posibilidad de dar
mayor importancia a un grupo particular de edades, en vez de a toda la curva. Esto puede
ser muy interesante para una compañ́ıa de seguros de vida que tenga especial interés en
modelizar el comportamiento del grupo particular de edades donde se concentre su cartera
de pólizas.

También se puede plantear una extensión del modelo con la incorporación del efecto
cohorte al modelo propuesto SFM. Conviene señalar que la introducción del efecto cohorte
presenta el problema de que a diferencia del modelo de Lee and Carter (1992) y similares
en los que en cada ecuación aparece solo una cohorte, en el modelo del Caṕıtulo 2 y 3
aparecen dos cohortes, ya que se está trabajando con variaciones de las tasas de mortalidad.
De hecho, los análisis preliminares de la población masculina española y en particular de
los residuos dentro de cada una de las cohortes de la población analizada sugieren la
existencia de un efecto cohorte significativo en las generaciones nacidas en la guerra civil
(especialmente en la 38/39), en la posguerra (43-44 ) y en la generación 20/21, esta última
podŕıa estar relacionado con el fin de la gripe española que se dio por finalizada en 1920.

Otra futura ĺınea de investigación está centrada en estudiar la evolución de la edad
clave en las distintas poblaciones. Aśı, se pretende estudiar en qué tramo concreto de la
curva se han concentrado las principales variaciones de la mortalidad a lo largo de los
años, las diferencias/similitudes entre las distintas poblaciones y ver si el modelo es capaz
de anticiparse a ellas.

El modelo también podŕıa ser aplicado a las tasas de mortalidad de diferentes causas
de muerte. Con la idea de obtener qué edad o edades clave son más importantes para cada
tipo espećıfico de causa de muerte y aśı poder observar las diferencias que existen entre la
edad clave de una causa de muerte y otras.

Otra alternativa para extender el modelo es desarrollar un modelo multipoblacional.
La idea detrás de los modelos multipoblacionales es que la dinámica de la mortalidad de
poblaciones similares está gobernada por dos factores. Uno de ellos es la tendencia general
de la mortalidad y que se supone común en todos los páıses. El segundo factor se encarga
de capturar los cambios disruptivos de la mortalidad, que son espećıficos de cada población
y que estaŕıan relacionados con el comportamiento de la edad clave espećıfica de cada páıs.
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Hay que recordar que el modelo se inspira en estudios anteriores sobre la estructura
temporal de los tipos de interés por lo que otra ĺınea futura de investigación es tratar de
cuantificar el riesgo de longevidad. Para ello, se utilizará toda la literatura sobre el riesgo
de tipo de interés. Toda esta metodoloǵıa puede ser aplicada para valorar y gestionar la
longevidad aplicando los modelos desarrollados en el caṕıtulo 2 y 3 de esta tesis.



Apéndice A

Parámetros obtenidos en el resto
de modelos de mortalidad

En esta sección vamos a mostrar gráficamente en las Figuras A.1-A.18 los parámetros
de cada uno de modelos alternativos de mortalidad propuesto a lo largo de esta tesis. Para
el caso de las tres poblaciones consideradas, España, Francia y EEUU, para el tramo de
edades comprendido entre 0 y 99 años y para el periodo de tiempo 1975-2006.

Figura A.1: Modelo LC1: valores estimados para España, Francia y EEUU, para los

hombres, (a) αx, (b) β
(1)
x y (c) k

(1)
t , para el periodo 1975-2006.
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Figura A.2: Modelo LC1: valores estimados para España, Francia y EEUU, para las

mujeres, (a) αx, (b) β
(1)
x y (c) k

(1)
t , para el periodo 1975-2006.

Figura A.3: Modelo APC: valores estimados para España, Francia y EEUU, para los

hombres, (a) αx, (b) k
(1)
t y (c) γt−x, para el periodo 1975-2006.
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Figura A.4: Modelo APC: valores estimados para España, Francia y EEUU, para las

mujeres, (a) αx, (b) k
(1)
t y (c) γt−x, para el periodo 1975-2006.

Figura A.5: Modelo M5: valores estimados para España, Francia y EEUU, para los

hombres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.
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Figura A.6: Modelo M5: valores estimados para España, Francia y EEUU, para las mujeres,

(a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.

Figura A.7: Modelo M6: valores estimados para España, Francia y EEUU, para los

hombres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.
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Figura A.8: Modelo M6: valores estimados para España, Francia y EEUU, para las mujeres,

(a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.

Figura A.9: Modelo M7: valores estimados para España, Francia y EEUU, para los

hombres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.
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Figura A.10: Modelo M7: valores estimados para España, Francia y EEUU, para las

mujeres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.

Figura A.11: Modelo M8: valores estimados para España, Francia y EEUU, para los

hombres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.
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Figura A.12: Modelo M8: valores estimados para España, Francia y EEUU, para las

mujeres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.

Figura A.13: Modelo RH: valores estimados para España, Francia y EEUU, para los

hombres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.
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Figura A.14: Modelo RH: valores estimados para España, Francia y EEUU, para las

mujeres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.

Figura A.15: Modelo PLAT: valores estimados para España, Francia y EEUU, para los

hombres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.
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Figura A.16: Modelo PLAT: valores estimados para España, Francia y EEUU, para las

mujeres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.

Figura A.17: Modelo LC2-O: valores estimados para España, Francia y EEUU, para los

hombres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.
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Figura A.18: Modelo LC2-O: valores estimados para España, Francia y EEUU, para las

mujeres, (a) k
(1)
t y (b) k

(2)
t , para el periodo 1975-2006.



Apéndice B

Residuos

Se van a mostrar los residuos fuera de muestra de cada uno de los modelos calibrados
en la Sección 2.6, para cada una de las cuatro ventanas explicadas en la Subsección 2.5.3
y para cada sexo y páıs considerado en esta tesis.
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Figura B.1: Errores de predicción en España hombres, aplicando sample i).



209

Figura B.1: Errores de predicción en España hombres, aplicando sample i) (continuación).
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Figura B.2: Errores de predicción en España hombres, aplicando sample ii).
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Figura B.2: Errores de predicción en España hombres, aplicando sample ii) (continuación).
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Figura B.3: Errores de predicción en España hombres, aplicando sample iii).
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Figura B.3: Errores de predicción en España hombres, aplicando sample iii) (continuación).
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Figura B.4: Errores de predicción en España hombres, aplicando sample iv).
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Figura B.4: Errores de predicción en España hombres, aplicando sample iv) (continuación).
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Figura B.5: Errores de predicción en España mujeres, aplicando sample i).



217

Figura B.5: Errores de predicción en España mujeres, aplicando sample i) (continuación).
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Figura B.6: Errores de predicción en España mujeres, aplicando sample ii).
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Figura B.6: Errores de predicción en España mujeres, aplicando sample ii) (continuación).
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Figura B.7: Errores de predicción en España mujeres, aplicando sample iii).
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Figura B.7: Errores de predicción en España mujeres, aplicando sample iii) (continuación).
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Figura B.8: Errores de predicción en España mujeres, aplicando sample iv).
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Figura B.8: Errores de predicción en España mujeres, aplicando sample iv) (continuación).
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Figura B.9: Errores de predicción en Francia hombres, aplicando sample i).
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Figura B.9: Errores de predicción en Francia hombres, aplicando sample i) (continuación).
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Figura B.10: Errores de predicción en Francia hombres, aplicando sample ii).
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Figura B.10: Errores de predicción en Francia hombres, aplicando sample ii)
(continuación).
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Figura B.11: Errores de predicción en Francia hombres, aplicando sample iii).
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Figura B.11: Errores de predicción en Francia hombres, aplicando sample iii)
(continuación).
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Figura B.12: Errores de predicción en Francia hombres, aplicando sample iv).
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Figura B.12: Errores de predicción en Francia hombres, aplicando sample iv)
(continuación).
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Figura B.13: Errores de predicción en Francia mujeres, aplicando sample i).
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Figura B.13: Errores de predicción en Francia mujeres, aplicando sample i) (continuación).
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Figura B.14: Errores de predicción en Francia mujeres, aplicando sample ii).
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Figura B.14: Errores de predicción en Francia mujeres, aplicando sample ii) (continuación).
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Figura B.15: Errores de predicción en Francia mujeres, aplicando sample iii).
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Figura B.15: Errores de predicción en Francia mujeres, aplicando sample iii)
(continuación).
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Figura B.16: Errores de predicción en Francia mujeres, aplicando sample iv).



239

Figura B.16: Errores de predicción en Francia mujeres, aplicando sample iv)
(continuación).
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Figura B.17: Errores de predicción en USA hombres, aplicando sample i).
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Figura B.17: Errores de predicción en USA hombres, aplicando sample i) (continuación).
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Figura B.18: Errores de predicción en USA hombres, aplicando sample ii).
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Figura B.18: Errores de predicción en USA hombres, aplicando sample ii) (continuación).
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Figura B.19: Errores de predicción en USA hombres, aplicando sample iii).
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Figura B.19: Errores de predicción en USA hombres, aplicando sample iii) (continuación).
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Figura B.20: Errores de predicción en USA hombres, aplicando sample iv).
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Figura B.20: Errores de predicción en USA hombres, aplicando sample iv) (continuación).
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Figura B.21: Errores de predicción en USA mujeres, aplicando sample i).



249

Figura B.21: Errores de predicción en USA mujeres, aplicando sample i) (continuación).
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Figura B.22: Errores de predicción en USA mujeres, aplicando sample ii).
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Figura B.22: Errores de predicción en USA mujeres, aplicando sample ii) (continuación).
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Figura B.23: Errores de predicción en USA mujeres, aplicando sample iii).
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Figura B.23: Errores de predicción en USA mujeres, aplicando sample iii) (continuación).



254 Caṕıtulo B. Residuos

Figura B.24: Errores de predicción en USA mujeres, aplicando sample iv).
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Figura B.24: Errores de predicción en USA mujeres, aplicando sample iv) (continuación).
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Apéndice C

Test de signos

El número de veces que el modelo SFM produce mejores resultados que cada uno de
los otros modelos, aplicando la mejor de las tres alternativas explicadas en el Caṕıtulo
2, aparece recogido en las Figuras C.1-C.16, para España hombres, Francia hombres y
mujeres y EEUU hombres.

Figura C.1: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de España con el

ajuste paramétrico aplicando la primera ventana (sample i)), (a) 2007 y (b) 2016.

257
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Figura C.2: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de España con el

ajuste paramétrico aplicando la primera ventana (sample ii)), (a) 2007 y (b) 2016.

Figura C.3: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de España con el

ajuste paramétrico aplicando la primera ventana (sample iii)), (a) 2007 y (b) 2016.



259

Figura C.4: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de España con el

ajuste paramétrico aplicando la primera ventana (sample iv)), (a) 2007 y (b) 2016.

Figura C.5: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de Francia con el

ajuste paramétrico aplicando la primera ventana (sample i)), (a) 2007 y (b) 2016.
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Figura C.6: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de Francia con el

ajuste paramétrico aplicando la primera ventana (sample ii)), (a) 2007 y (b) 2016.

Figura C.7: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de Francia con el

ajuste paramétrico aplicando la primera ventana (sample iii)), (a) 2007 y (b) 2016.
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Figura C.8: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de Francia con el

ajuste paramétrico aplicando la primera ventana (sample iv)), (a) 2007 y (b) 2016.

Figura C.9: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de Francia con la

alternativa a spline cúbica aplicando la primera ventana (sample i)), (a) 2007 y (b) 2016.
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Figura C.10: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de Francia con la

alternativa a spline cúbica aplicando la primera ventana (sample ii)), (a) 2007 y (b) 2016.

Figura C.11: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de Francia con la

alternativa a spline cúbica aplicando la primera ventana (sample iii)), (a) 2007 y (b) 2016.
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Figura C.12: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en las mujeres de Francia con la

alternativa a spline cúbica aplicando la primera ventana (sample iv)), (a) 2007 y (b) 2016.

Figura C.13: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de EEUU con el

ajuste paramétrico aplicando la primera ventana (sample i)), (a) 2007 y (b) 2016.
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Figura C.14: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de EEUU con el

ajuste paramétrico aplicando la primera ventana (sample ii)), (a) 2007 y (b) 2016.

Figura C.15: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de EEUU con el

ajuste paramétrico aplicando la primera ventana (sample iii)), (a) 2007 y (b) 2016.
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Figura C.16: Número de veces que |εSFMx,t | < |ε
LC/LC2/...
x,t | en los hombres de EEUU con el

ajuste paramétrico aplicando la primera ventana (sample iv)), (a) 2007 y (b) 2016.
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Apéndice D

Medidas penalizadas fuera de
muestra

Las denominadas medidas penalizadas son aquellas más adecuadas para seleccionar
entre un conjunto de modelos con distinto número de parámetros. Estas medidas además
de tener en cuenta el error de ajuste, tienen en cuenta el número de parámetros del modelo.
Se ha decidido aplicar estas medidas fuera de muestra, porque el modelo SFM empleado en
el caṕıtulo 3 tiene un número de parámetros significativamente inferior al resto de modelos
de mortalidad analizados.

Los dos criterios :

Criterio de información Akaike (AIC) (Akaike, 1974):

AIC = −2 · log
(
l̂
)

+ 2 · np, (D.1)

donde, np es el número de parámetros utilizados por el modelo y l̂ es la función de
verosimilitud del mismo.

Criterio de información Bayesiano (BIC) o criterio Schwarz (Schwarz, 1978),

BIC = np · log (nd)− 2 · log
(
l̂
)
, (D.2)

donde, nd es el número de observaciones de la muestra, np es el número de parámetros

del modelo y l̂ es la función de verosimilitud.

Estos dos criterios están descritos con más detalle en Subsubsección 3.6.2.1.
Se ha incluido este análisis para medir la capacidad predictiva de los modelos teniendo

en cuenta la complejidad de cada modelo fuera de muestra. En cualquier caso, debe
señalarse que la literatura estad́ıstica utiliza estos dos criterios de selección de modelos
utilizando datos de dentro de muestra, pero que se utilizan con la esperanza de que puedan
ayudar a elegir el modelo que garantiza el mejor rendimiento predictivo fuera de muestra.
Por lo que los resultados que se pueden extraer hay que tomarlos con cautela al aplicar
estos criterios fuera de muestra. En la Tabla D.1 se presentan los resultados obtenidos al
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aplicar el AIC y el BIC fuera de muestra para cada uno de los 11 modelos presentados en
la tesis. El modelo SFM corresponde con el modelo aplicado durante el tercer caṕıtulo, es
decir, aquel que obtiene la edad clave maximizando la log-verosimilitud.

Del análisis de los resultados relativos a las medidas no penalizadas se desprende que,
fuera de muestra, el SFM produce los mejores resultados en todas los criterios empleados
en España y Francia, tanto para hombres como mujeres. Mientras que para EEUU el
modelo SFM no produce los mejores resultados, sino que es el modelo APC y el modelo
PLAT los que obtienen los mejores resultados en hombres y mujeres respectivamente.
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Los resultados de la capacidad predictiva cuando se emplean diferentes periodos
muestrales, es decir, para las diferentes ventanas muestrales utilizadas para predecir las
tasas de mortalidad un periodo hacia delante, aparecen recogidos en la Tabla D.2 para las
seis poblaciones analizadas.

En este caso , para analizar el AIC y del BIC, estos criterios se han sustituido por la
media del AIC y del BIC para cada uno de los ajustes. Es decir se han calculado de la
siguiente forma:

AIC(10) =
1

10

10∑
j=1

AICj , (D.3)

BIC(10) =
1

10

10∑
j=1

BICj , (D.4)

donde AICj y BICj son las medidas del AIC y del BIC para cada uno de los diez
periodos muestrales.

Se puede observar que el modelo SFM se posiciona como el mejor modelo frente al resto
de modelos de mortalidad analizados en todas las poblaciones analizadas. Se obtienen estos
resultados porque en cada uno de los diez periodos muestrales el modelo SFM necesita solo
6 parámetros para proyectar la mortalidad. Mientras el resto de modelos va aumentando el
número de parámetros según el periodo muestral se amplia. En segunda y tercera posición
se encuentran los modelos LC, LC2, APC, RH y PLAT, dependiendo de la población.
Estos parámetros necesitan de más de 230 parámetros para predecir las tasas futuras de
mortalidad.

En resumen, a la hora de comparar la capacidad predictiva del modelo SFM utilizando
medidas penalizadas presenta los mejores resultados entre las alternativas consideradas.
Esto se debe a que el modelo de mortalidad propuesto, SFM, necesita de un número muy
reducido de parámetros (seis) si lo comparamos con el resto de modelos de mortalidad
analizados.



271
T

a
b

la
D

.2
:

M
ed

id
as

p
en

al
iz

as
ap

li
ca

n
d

o
la

ve
n
ta

n
a

2.

M
ed

id
a

S
F

M
L

C
L

C
2

A
P

C
M

5
M

6
M

7
M

8
R

H
P

L
A

T
L

C
2-

O
n
o

p
en

al
iz

ad
a

E
sp

añ
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Yang, S. S., Yue, J. C., and Huang, H.-C. (2010). Modeling longevity risks using a
principal component approach: A comparison with existing stochastic mortality models.
Insurance: Mathematics and Economics, 46(1):254–270.

Yu, C. H. (2002). Resampling methods: concepts, applications, and justification. Practical
Assessment, Research, and Evaluation, 8(1):19.

Zhou, R., Wang, Y., Kaufhold, K., Li, J. S.-H., and Tan, K. S. (2014). Modeling
period effects in multi-population mortality models: Applications to Solvency II. North
American Actuarial Journal, 18(1):150–167.




